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Introduccion General

La incertidumbre impregna casi toda la informacién de que disponemos en nuestra vida diaria,
la cual puede provenir de diversas fuentes. Por ejemplo, para un determinado paciente pode-
mos saber que es de edad avanzada, que el bebé esta algo penoso, que la gasolina cuesta entre
111.9 ptas y 114.9 ptas/litro... o bien la temperatura en Granada el dia de ayer fue de 118° C.
La razon de la incertidumbre de los datos puede provenir de que sean vagos, imprecisos, difusos,
erroneos... Asi pues, la incertidumbre estd presente en la mayoria de las tareas que requieren
un comportamiento inteligente tal como el aprendizaje, el razonamiento, la planificacién, la
clasificacion, la toma de decisiones y muchos otros procesos que tratan con situaciones y datos
del mundo real. Es por ello que el tratamiento de la incertidumbre es primordial para el desa-
rrollo de sistemas basados en ordenadores, que efectiian estas tareas de manera relativamente
satisfactoria y rentable (desde la comercializacion de los sistemas expertos). Hace ya varios
anos que la inteligencia artificial (IA), ha dedicado un considerable esfuerzo en su estudio, ma-
nejo y representacion. De todos los métodos de tratar algunos aspectos de la incertidumbre, la
Teoria de la Probabilidad es la mas clésica y la més conocida, sobre todo la dptica bayesiana.
Segun esta perspectiva, la probabilidad de un suceso representa el grado subjetivo de creencia
que una persona tiene sobre la realizacién de un suceso, y se usa el teorema de Bayes y la ley
de probabilidad total para cambiar su grado de creencia, dado el aporte de una nueva eviden-
cia. Esta teoria, tras haber sido considerada como anticuada o inadecuada, con la aparicién
de formas alternativas de representacion de la incertidumbre, como la Teoria de los conjuntos
difusos, la Teoria de la Evidencia, la Teoria de la Posibilidad..., ha vuelto con fuerza bajo una
nueva perspectiva. Los modernos enfoques bayesianos proporcionan un modo de formalizar la
nocion de relevancia e independencia que el hombre usa corrientemente en su razonamiento.
Surgen las redes bayesianas o redes de creencia, que constan de dos componentes diferentes
y estrechamente relacionados, un modelo grifico y un modelo numérico. El nuevo aspecto
cualitativo del formalismo es el que ha ayudado a su gran difusiéon. Se considera una correcta
estructuracion del problema tan importante, si no lo es mas, que los coeficientes numéricos
empleados. Concretamente, las redes de creencia, mediante un grafo dirigido aciclico, permi-
ten representar conocimiento cualitativo entre variables, abarcando relaciones que van desde
la completa independencia hasta una relaciéon puramente funcional. Asi, pueden expresar el
hecho de que dos variables son totalmente independientes, que estan relacionadas (directa o
indirectamente) o que una variable es causa de la otra. El conocimiento cuantitativo viene de-
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2 Introduccién General

terminado por un conjunto de distribuciones de probabilidad (marginales y condicionadas) que
dan idea de la fuerza de las dependencias entre las variables y miden nuestra incertidumbre.

En los ultimos afnos se ha producido un avance espectacular en el estudio de las redes de
creencia como mecanismo para representar el conocimiento. Entre otras, podemos destacar
las siguientes razones:

1. Son un formalismo genérico, capaz de adaptarse a un gran nimero de aplicaciones préacti-
cas. Incluyendo tanto labores de Ingenieria del Conocimiento como labores de inferencia
estadistica.

2. Todo el conocimiento se expresa con el mismo formato, préoximo a la forma que tiene
el ser humano de representar el conocimiento. Hace uso de relaciones de relevancia o
causalidad e independencia entre variables.

3. Permite tener una visiéon global del problema que estamos resolviendo.

4. Disponen de mecanismos para realizar distintas tareas de razonamiento (inferencia, ab-
duccion, toma de decisiones, ...) de forma eficiente.

5. Las conclusiones que se obtienen son faciles de interpretar, tienen capacidad de explicar
dichas conclusiones, asi como de modificarlas ante la llegada de nueva informacion.

Sin embargo, y previo a la explotacién de la red de creencia para realizar determinadas
tareas, nos encontramos con el problema de su construccién. Para ello podemos considerar las
siguientes opciones: 1. Construccion de la red a partir del conocimiento proporcionado por
un experto humano. 2. Extraer el conocimiento a representar en la red de forma automaética
a partir de datos o bien 3. un hibrido entre ambos enfoques, se aprende de forma automética
con conocimiento a priori del experto.

Debido a que no siempre es posible disponer de un experto en el problema para elicitar el
conocimiento en forma de relaciones y tablas de probabilidad (ademés del tiempo y el coste
que ello supone), y también al gran volumen de datos de que se dispone y que se es capaz
de gestionar y almacenar (por la capacidad actual de los ordenadores), la opcion segunda es
la més deseable. En este caso, no se dispone del experto aunque consideramos la situacién
en que se tienen los datos evaluados por él. Con esta hipdtesis de trabajo se han disenado
numerosas herramientas computacionales capaces de asistir a las personas en la tarea de extraer
informacion util (conocimiento) a partir de esas ingentes cantidades de datos.

El problema bésico que resuelve el aprendizaje es el de poder relacionar datos ‘en bruto/,
que habitualmente son demasiado numerosos para comprenderlos y asimilarlos facilmente, con
otras formas de representacion (nosotros hemos elegido las redes de creencia) que conserven
lo esencial de los datos aunque de forma més compacta y tutil. De esta forma el aprendizaje
resume un conjunto de datos en un modelo al tiempo que se posibilita el emplear éste en la
clasificaciéon y prediccion de los valores de interés en situaciones o casos atn no observados, en
definitiva transforma datos en conocimiento.



Por ejemplo, el hecho de que para un paciente la presion sanguinea tome los valores 180/110
es un dato, como también lo es el conocer que el paciente ha tenido un infarto. Podemos hablar
de conocimiento cuando, tras recoger y analizar un conjunto de datos, llegamos a la conclusiéon
de que los pacientes con elevada presiéon sanguinea tienen una mayor probabilidad de sufrir un
infarto de miocardio.

Ya que las redes de creencia constan de dos componentes diferentes aunque estrechamente
relacionadas, los algoritmos de aprendizaje automéatico para las redes necesariamente tienen
que realizar dos tareas bien diferenciadas, aunque no independientes entre si:

e ¢l aprendizaje de la estructura grafica  (un grafo dirigido aciclico )

e la estimacién de los parametros numéricos (las distribuciones de probabilidad
condicionales).

No se puede aprender la estructura sin estimar parametros numéricos para determinar depen-
dencias e independencias, ni se pueden fijar parametros en la red sin perfilar la estructura. Por
lo que en cualquier caso habremos de estimar ciertas distribuciones de probabilidad a partir
de los datos disponibles.

En la presente memoria vamos a centrarnos principalmente en el problema del aprendizaje
de la estructura de la red, y se van a considerar las distintas metodologias generales para abor-
dar el problema. Uno de los objetivos marcados ha sido el de desarrollar un método propio
de aprendizaje de la estructura, que convenimos en llamar BENEDICT, en cuyo seno se han
desarrollado distintos algoritmos.

Como indicamos, las redes tienen la capacidad de representar el conocimiento de una forma
compacta y util. La primera caracteristica se debe a que una red de creencia describe todo un
conjunto de datos, ademas de que a partir de ella se pueden recuperar (de forma aproximada)
los datos que ella representa. La utilidad proviene de que se puede emplear en diferentes
tareas de inferencia, una de ellas muy comun, es la tarea de clasificacién. El dominio de esta
aplicaciéon es muy amplio, abarca cualquier area de actividad intelectual, desde la medicina
(como es un diagnostico de enfermedades), a la fisica (predicciones meteorologicas), pasando
por aplicaciones bélicas (reconocimiento de vehiculos), o comerciales (concesiones de préstamos
bancarios) etc. Basicamente la clasificacion consiste en, dada la aparicion de un nuevo objeto
descrito mediante una serie de atributos, disponer de una 'regla’ en sentido amplio, que permita
asignar el objeto a alguna clase donde se encuentran otros objetos que son lo més parecidos
posible o que comparten caracteristicas comunes. Si estas clases han sido establecidas a priori,
la clasificaciéon se conoce como supervisada, mientras que si se tienen que definir a partir de
los datos se trata de una clasificacion no supervisada.

Nuestra hipotesis de trabajo serd la misma que para el proceso de aprendizaje, se parte
de unos datos de los que se conocen las clases verdaderas asignadas por el experto, dentro de
un conjunto finito de clases, excluyentes entre si. Veamos unos ejemplos ilustrativos. Para el
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diagnoéstico de enfermedades de garganta por un otorrino los datos son la sintomatologia del
paciente, calidad de voz, fiebre, inflamacién de amigdalas ...y las clases pueden ser: faringitis
virica, infeccion estreptocdcica, mononucleosis infecciosa, o abceso peritonsilar. Para el experto
meteordlogo los datos que él maneja pueden ser presiéon atmosférica, indices de contaminacion...
y las clases que le pueden interesar son: nivel bajo de ozono, nivel medio de ozono (situacion
de pre-alerta) y nivel alto de ozono (situacion de alerta).

Uno de los objetivos del estudio de la clasificacion es poder elaborar un clasificador lo méas
correcto o exacto posible, esto es, proporcionar predicciones certeras, y a esto se le ha dedicado
gran atencion desde la Estadistica y posteriormente desde las dreas de Machine Learning y
Data Mining. En los altimos veinte anos se han desarrollado muchos clasificadores, algunos de
ellos basados en arboles de decision, en redes neuronales, etc. Las redes de creencia no fueron
consideradas como clasificadores hasta que se constaté que el Ingenuo Bayes (una estructura
muy simple de red de creencia que asume que los atributos son independientes dado el nodo
de clasificacion) es sorprendentemente efectivo [LIT92], como tendremos lugar de comprobar.

Una vez planteados los procesos de aprendizaje y de clasificacion, éstos se pueden conside-
rar aisladamente o bien se pueden conectar del siguiente modo: dados unos datos de entrada
que describen una poblacion de individuos (los objetos) mediante un conjunto de caracteris-
ticas, asi como la clase a la que pertenece cada objeto, se obtiene como salida (del proceso
de aprendizaje) una estructura que, con la llegada de un nuevo objeto, descrito mediante sus
atributos, nos permita determinar la clase a la que pertenece. Como vemos ambas tareas no
son independientes, sino que la construccién del clasificador implica un proceso de aprendi-
zaje. De hecho la construcciéon de un procedimiento de clasificacién en nuestras condiciones
de trabajo, a partir de datos donde se conocen las clases verdaderas, también se conoce como
aprendizaje supervisado, reconocimiento de patrones o discriminacion. El término aprendizaje
supervisado se opone al de no supervisado o clustering, donde las clases no estan predefinidas
sino que se infieren de los datos, esto implica descubrir las categorias relevantes de los datos,
ciertas regularidades, del que no nos vamos a ocupar. Asi, cuando hablemos de clasificacion
haremos referencia exclusivamente al aprendizaje supervisado. En la memoria vamos a tratar
de integrar en el proceso de obtencién de un clasificador algunas de las herramientas de apren-
dizaje disponibles. De entre todas las herramientas candidatas vamos a elegir unas propias,
desarrolladas a lo largo de esta memoria, para ser adaptadas a la tarea de clasificacion.

Objetivos

El objetivo de esta memoria es doble: por un lado el desarrollo de una nueva metodologia de
aprendizaje a partir de datos, basada en redes de creencia, por otro, el desarrollo de nuevos
métodos de clasificacion basados también en redes de creencia. El interés en este tipo de
métodos reside, por una parte, en el uso y desarrollo de técnicas de aprendizaje automaético
provenientes de la IA, y por otra en el empleo de los métodos probabilisticos clasicos y téc-
nicas de inferencia (propagacion) para la evaluaciéon y manipulacion de la parte cuantitativa



del formalismo, y finalmente en la cada vez mayor apreciaciéon de las redes de creencia co-
mo formalismo de representacion del conocimiento con incertidumbre y como mecanismo de
inferencia.

Estos objetivos globales los hemos desglosado en dos conjuntos de subobjetivos. Los obje-
tivos para satisfacer el primero de ellos consisten en:

e Estudio de las redes de creencia como mecanismo de representacién del conocimiento
con incertidumbre, haciendo especial énfasis en la codificacion de las independencias que
se representan en un grafo dirigido aciclico. El criterio de independencia grafica en dags,
conocido como de d-separacion [Pea88, VP90|, sera clave en el desarrollo de la nueva
metodologia.

e Estudio de las distintas técnicas existentes para el aprendizaje automético del modelo
grafico de las redes de creencia a partir de los datos, que basicamente se reducen a
dos: métodos basados en tests de independencia condicional y los métodos basados en
una métrica y técnica de bisqueda. Los primeros tratan de representar en una red las
dependencias e independencias halladas entre las variables del problema, mediante la
aplicacién de tests de independencia condicional sobre los datos. Los segundos tratan
de encontrar el 'mejor’ grafo que representa los datos. Entendiendo como mejor aquel
grafo que, de entre todos los candidatos que han sido explorados por alguna técnica de
busqueda (heuristica en mayor medida) se haya alzado con el mejor valor segin una
determinada métrica.

e Desarrollo de una nueva metodologia para el aprendizaje de redes de creencia, una hi-
bridacion de las dos anteriores. Esta, por un lado emplea una métrica como los métodos
del segundo tipo, aunque también tiene ciertas similitudes con los métodos basados en
tests de independencia. Concretamente, nuestra metodologia emplea de forma explicita
las independencias condicionales representadas en la topologia de la red para elaborar
su métrica propia.

e Desarrollo de nuevos algoritmos de aprendizaje automéatico de redes de creencia. De
los dos componentes de las redes, el modelo grafico y el modelo numérico, s6lo nos
ocuparemos de ofrecer diferentes alternativas para el aprendizaje de la estructura de las
redes de creencia, utilizando de forma extensiva un dnico método para el aprendizaje de
los parametros de la red, el estimador de méxima verosimilitud [Bun96]. Alguno de los
algoritmos que se van a desarrollar constituird la base del proceso de construcciéon del
clasificador.

El objetivo de desarrollo de nuevos métodos de clasificaciéon basados en redes de creencia
supone construir un clasificador mediante un algoritmo que, tomando como entrada una base
de datos que contenga los valores de los atributos que se pretenden emplear, junto con su
correcta clasificacién, construya una red de creencia. Posteriormente, utilizando las técnicas
de inferencia disponibles para este formalismo de representacion, se puede utilizar esa red pa-
ra clasificar nuevos casos. Sin embargo, esta metodologia no tiene en cuenta la especificidad
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del problema de clasificacion, la red construida puede ser una buena representacion global de
los datos pero no necesariamente dard lugar a un buen clasificador. Por ello nos planteamos
especializar los algoritmos de aprendizaje de redes de creencia para la tarea de clasificacion.
Se pretende obtener una red que sea una, descripciéon de la estructura predictiva del problema.
De lo que se trata es de entender qué variables o interaccién de variables dirigen el fenémeno
para dar una caracterizacion de las condiciones (en términos de los atributos) que determinan
que un objeto pertenezca a una clase mas que a otra. Para este menester se han adaptado al-
goritmos propios y se han desarrollado otros nuevos que serén contrastados convenientemente
mediante una serie de experimentos.

Los subobjetivos concretos son los siguientes:

e Adaptacion de alguno de los algoritmos de aprendizaje de redes desarrollados previa-
mente a los problemas de clasificacion. Segtin cémo restrinjamos el espacio de soluciones
con un procedimiento de biisqueda especifico para la clasificacién surgen diferentes algo-
ritmos de clasificacién.

e Desarrollo de nuevos algoritmos de aprendizaje de redes de creencia disenados especifi-
camente para la clasificacion.

e Validacién de los algoritmos desarrollados, mediante experimentacion.

Descripciéon por capitulos

El capitulo primero contiene un estudio de las cuestiones preliminares necesarias para el resto
de la memoria, y se articula en tres secciones, la seccion 1.1 esta dedicada al estudio de las redes
de creencia como un formalismo para representar relaciones de dependencia e independencia.
La seccion 1.2 se centra en el problema del aprendizaje de la estructura de la red. Dentro de
esta seccion se pueden distinguir basicamente dos tipos de métodos para recuperar la topologia
de una red, los métodos que utilizan criterios de independencia y los que utilizan alguna métrica
y técnica de bisqueda. Los primeros hacen hincapié en las relaciones de independencia que son
capaces de representar en el modelo gréafico, mientras que los segundos tratan de encontrar el
modelo que mejor se aproxime a los datos segiin algtn criterio de bondad de ajuste. La tltima
seccién, 1.3, considera el problema general de la clasificacion desde la perspectiva de distintas
areas de conocimiento; para terminar se ilustra el problema de la clasificaciéon empleando redes
de creencia con el modelo Ingenuo-Bayes.

El capitulo segundo se dedica al planteamiento y desarrollo de una nueva metodologia para
el aprendizaje de redes, tema central de esta memoria, desde la que se derivan diferentes
aspectos como iremos viendo. Inicialmente se describe la metodologia de trabajo. Nuestra
propuesta consiste en utilizar una metodologia hibrida, que combine las ventajas de los métodos
basados en deteccion de independencias y los que emplean métricas (la solidez tedrica y la
clara correspondencia entre lo que se representa en la red y el método para encontrarla de



los primeros, y la eficiencia en obtener una aproximacion operativa de los segundos). Esto
se traduce en el diseno de una nueva métrica, que explicitamente explota las relaciones de
independencia condicional representadas en la red, que se combina con un método de biisqueda.
Cualquier algoritmo de este tipo trata de minimizar la discrepancia entre una red candidata y la
base de datos, midiendo para ello las discrepancias entre ciertas independencias condicionales
representadas en la red con las correspondientes independencias que pueden deducirse de los
datos. Con la aplicacién de tests de independencia en nuestro método, surgen cuestiones de
fiabilidad y eficiencia en la deteccién de independencias, seccién 2.2. Para tratar de solventar
estas cuestiones, en la seccién 2.3 se propone resolver un problema colateral. Este problema se
puede enunciar de forma genérica como: dados dos conjuntos de variables en un dag, encontrar
el minimo conjunto de variables que los mantiene d-separados. Para ello, previamente se hace
un estudio formal de las transformaciones que son necesarias para resolver el problema inicial,
y se dan las justificaciones teéricas que las validan, subseccion 2.3.1. Como colofén se presenta,
el algoritmo que se ocupa de dar respuesta al problema especifico, subsecciéon 2.3.2. En la
iltima parte de la seccion, 2.3.3., se describen adaptaciones del algoritmo para tratar con
algunas de las extensiones planteadas durante el desarrollo teorico.

El capitulo tercero ilustra la metodologia recién planteada mediante una serie de algoritmos
que cubren diferentes aspectos del aprendizaje de redes de creencia. La seccién 3.2. presen-
ta dos algoritmos que requieren de un orden a priori sobre las variables, BENEDICT-dsepa y
BENEDICT-creciente. El primero de ellos tiene un procedimiento de busqueda greedy, que ex-
plora en cada paso el mejor grafo con un nimero creciente de enlaces (siempre coherentes con
el orden). El segundo es fuertemente dependiente del orden establecido entre las variables, con
un procedimiento de busqueda incremental en el numero de nodos del grafo y en el numero
de enlaces. El resultado es un algoritmo muy répido y eficiente aunque no generalizable (el
orden estd tan intrinsecamente unido al procedimiento de exploraciéon que no se puede elimi-
nar esta restriccion). En la seccion 3.3 se elimina la restriccion del orden de las variables, con
lo que nace un nuevo algoritmo con un mayor espacio de busqueda y un método propio de
exploracion de ese nuevo espacio. La seccion 3.4. plantea el problema (extensible a cualquiera
de los algoritmos expuestos) de alcanzar el tamano 6ptimo de la red, entendido éste como el
compromiso entre la complejidad del modelo v el poder de descripcion que tiene de los datos.
En esta seccion se ofrecen diferentes soluciones. Entre ellas se contemplan, en primer lugar,
diferentes criterios para detener el proceso de aprendizaje, que en cada paso aumenta la com-
plejidad de la estructura. En segundo lugar se considera aplicar alguna técnica de poda para
eliminar del grafo algunos enlaces introducidos con anterioridad. Se trata de un proceso de
refinamiento, que se aplicaria a la estructura obtenida como mejor aproximacién en una pri-
mera etapa (lo que constituye la introduccion de un mecanismo de paso atras en el algoritmo).
Por tltimo se considera una alternativa drasticamente distinta, la de cambiar de métrica. Las
diferentes soluciones seran posteriormente aplicadas con cada uno de los algoritmos en una
serie de experimentos. La descripcion de los experimentos realizados asi como los resultados
obtenidos se muestran en la seccion 3.5. Para finalizar, en la seccién 3.6. se abre la puerta a
la incorporacién de conocimiento a priori, tema que ocuparé parte del capitulo siguiente.



8 Introduccién General

Todos los algoritmos de aprendizaje desarrollados son genéricos, todos ellos se ocupan de
medir la discrepancia (sobre todas las variables) de una red bayesiana a los datos. Sin embargo,
minimizar esta discrepancia no implica obtener las distribuciones a posteriori de la variable
clase (dados los casos de las demas variables) més proximas a los datos. El capitulo cuarto se
ocupa de la adaptaciéon de los algoritmos de aprendizaje de redes al problema de clasificacion.
En la seccion 4.2. se describen algunos métodos sencillos de clasificacion como el Ingenuo
Bayes, que con unas suposiciones poco realistas consigue unas tasas de éxito sorprendentes,
y otras adaptaciones del mismo, que tratan de eliminar esas suposiciones pero conservando
parte de la simplicidad del método original. La secciéon 4.3 trata sobre la incorporaciéon de
metaconocimiento en la estructura de la red inducida, predeterminando en parte el tipo de
red que constituye el clasificador, de la que surgen dos algoritmos diferentes, INOCENCIO T e
INOCENCIO 1I. En la seccién 4.4 se propone un nuevo algoritmo, denominado z0siMo, al que
se ha dotado de una nueva métrica (orientada a la clasificacién) y un método especifico de
busqueda. En la secciéon 4.5 se hace una breve descripciéon de las bases de datos que se van
a utilizar para validar los algoritmos desarrollados mediante experimentaciéon. Se acompana
de una serie de tablas y gréaficas, que nos muestran resultados de la experimentaciéon y que
nos permitiran extraer conclusiones. Por ltimo, en la seccién 4.6., se sientan las bases para
una nueva metodologia para la clasificaciéon, que se basa en la hibridacién de las técnicas de
aprendizaje de redes de creencia con otros modelos y métodos de clasificacion.



Capitulo 1

Redes de Creencia. Aprendizaje y
Clasificacion

1.1 Introduccién

En este capitulo vamos a presentar la notacién, los conceptos previos y herramientas necesa-
rias, para el desarrollo de los capitulos posteriores; en los que con una metodologia propia,
plantearemos diversos algoritmos de aprendizaje a partir de datos (para la obtencion de una
buena aproximacion de los datos en general) y diversos algoritmos de clasificacion (para la
obtencion de una buena aproximacion desde el punto de vista de la variable clase).

En la secciéon segunda vamos a recoger algunos conceptos fundamentales sobre los que se va
a basar nuestro modelo de representacion de la incertidumbre, las redes de creencia. Comenza-
remos con algunas definiciones generales sobre el modelo de las redes de creencia. Unicamente
expondremos aquellos aspectos que sean de utilidad en nuestra explotacion del modelo como
herramienta de representaciéon del conocimiento extraido por alguno de los algoritmos aqui
presentados, y aquellas herramientas que permitan realizar inferencia sobre el mismo. Un
estudio més amplio y detallado del modelo, los diversos formalismos existentes asi como su
aspecto axiomético pueden encontrarse en [Pea88, Nea90, CGH96, Pea93, Jen96].

La seccion 3 ofrece una vision general de las diversas técnicas existentes para el aprendizaje
automatico a partir de datos de la componente grafica de las redes de creencia. Para ilustrar
la filosofia propia de cada una se hace una somera descripcién de algunos de sus algoritmos

mas conocidos o representativos.

En la seccién 4, se trata el problema de la clasificacién. Para la induccion de clasificadores
a partir de muestras pre-clasificadas existen numerosos enfoques, tanto por el area de donde
provienen, la Estadistica, Machine Learning o Data Mining, como por los diferentes forma-
lismos de representaciéon en que se basan; asi, tenemos funciones discriminantes, arboles de
clasificacién, redes neuronales y reglas. Se considera también la construccion de clasificadores
basados en redes de creencia.
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1.2 Definiciones generales sobre redes de creencia

Las redes de creencia (también conocidas como redes causales, redes bayesianas, redes de
independencia o modelos recursivos en la comunidad estadistica y diagramas de influencia
cuando son aumentadas con nodos de decision) incorporan en su formalismo las nociones de
relevancia e independencia tan naturales en el hombre para su razonamiento. Veamos un
ejemplo practico: dado que se tiene una hipotesis h = el bebé ha roto el jarrén y nos llegan
dos evidencias (que puede modificar el grado de creencia en la hipotesis) e; = se ha producido
un terremoto en China, y es = sabemos que un bebé estaba cerca del jarrén. Un razonamiento
inmediato nos conduciria a creer con mayor grado de certeza la hipdtesis inicial, asimismo
descartamos cualquier conexién entre el terremoto ocurrido en la China con el incidente, esto
es, el conocimiento de la primera evidencia no modifica nuestra creencia acerca de la hipotesis.

El concepto de relevancia se materializa en una red mediante un enlace entre la evidencia
segunda y la hipodtesis. Para cuantificar la influencia que la evidencia ejerce en el grado de
creencia de la hipotesis se emplea la probabilidad condicional. La independencia entre la evi-
dencia e; y la hipdtesis, y entre las dos evidencias, se plasma mediante la ausencia de enlaces
entre los pares de variables ey, es v eq, h, dada nuestra extrema lejania de China. Sin embargo
éstas no son las tnicas independencias que es capaz de representar una red.

() —®

Figura1.1: Relevancia e independencia

Las redes de creencia identifican explicitamente las relevancias mediante relaciones de pro-
ximidad en un grafo, lo que permite que, por medio de consultas locales se pueda extraer
informacién, y por otro lado lo que no se puede ver localmente no interesa, esto es, puede
ser ignorado. De hecho, lo que una representacion de grafos ofrece es una lista actualizada
dindmicamente de todas las autorizaciones validas sobre lo que podemos ignorar.

Formalmente las redes de creencia se definen como grafos dirigidos aciclicos, conocidos
como (DAGs) en los que los nodos representan proposiciones (o variables), los arcos indican
la existencia de dependencias directas entre las proposiciones conectadas, y los pesos de estas
dependencias estan cuantificadas por las probabilidades condicionales [Pea88].

Segun la definicién anterior, el formalismo consta de dos componentes diferentes (pero
estrechamente relacionados) un modelo grafico (el grafo) y un modelo numeérico (las proba-
bilidades). El primero de ellos permite codificar el conocimiento de tal manera que lo que es
sgnorable pueda reconocerse facilmente, y lo que es mejor, lo que no puede ignorarse pueda ser
rapidamente identificado y fdcilmente accesible. El segundo nos permite dotar al modelo de un
caracter cuantitativo, al tiempo que permite representar la incertidumbre en el conocimiento
de que se dispone. Aunque la teoria de la probabilidad no es ya, hoy en dia el tinico formalismo
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para el tratamiento de la incertidumbre, sin embargo en la memoria sélo vamos a considerar
este tipo de célculo.

Vamos a ver como se representan los conceptos de dependencia e independencia en uno y
otro modelo y cémo se relacionan en un tnico formalismo. Veamos primero en la teoria de
la probabilidad. Pero antes vamos a describir la notacién que vamos a usar a lo largo de la
memoria.

Vamos a considerar un conjunto finito U de variables aleatorias discretas, donde cada va-
riable z € U puede tomar valores de un dominio finito. Utilizaremos letras miniisculas o
griegas (p.ej. ,y,2,a,7) para designar variables individuales y maytsculas para notar con-
juntos de variables (p.ej. X,Y,Z). Utilizaremos las correspondientes negritas para notar la
asignacion de un valor especifico o configuraciéon para una variable o un conjunto de variables,
respectivamente ( x,y,z) y (X,Y,Z).

Definiciéon 1.1 (Dependencia e independencia condicional) Sean X,Y y Z tres con-
juntos disjuntos de variables, entonces X e Y se dicen condicionalmente independientes dado
Z, sty solo si

P(X|YZ) = P(X|Z)

para todos los valores posibles de X, Y y Z para los que P(YZ) > 0, y se nota como I(X,Y]Z).
En otro caso X e Y se dicen condicionalmente dependientes dado Z, lo notaremos como

~I(X,Y|Z).

La relacion I(X,Y'|Z), conocida como relacion de independencia condicional se puede in-
terpretar como que una vez conocida Z, el conocimiento de Y no aporta nada sobre el co-
nocimiento que tenemos de X. La independencia marginal puede ser tratada como un caso
particular de la independencia condicional. Que X e Y sean marginalmente independientes se
notara mediante I(X,Y|0), donde () es el conjunto vacio.

Definiciéon 1.2 (Modelo de Dependencias) Un modelo de dependencias es un par M =
(U,I), donde I es un conjunto de reglas que asignan valores de verdad a los predicados ‘X es
Independiente de Y, dado Z.

Un modelo de dependencias puede extraerse de la funciéon de probabilidad conjunta cuando
es conocida (lo que no suele ocurrir en la practica), bien puede ser inferido a partir de un
conjunto de datos disponibles (estimando un elevado nimero de parametros) o bien puede ser
determinado por un experto, en este caso es él quien hace la asignaciéon de veracidad a los
asertos de independencia. En cualquier caso el modelo nos proporciona un entorno abstracto
sin referencias numéricas que resulta tutil para evaluar la capacidad de representacion de los
distintos modelos graficos. Un estudio de las relaciones de independencia en la teoria de la
probabilidad y en la teoria de Bases de Datos [Fag77], proporciona un conjunto de propiedades
que parece razonable exigir a toda relacidn que intente capturar el concepto intuitivo de
independencia. Estas propiedades se encuentran axiomatizadas en [Pea88|.
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La forma en que se representa la independencia en el modelo grafico es mediante alguna
propiedad topologica de los grafos, ésta depende del tipo de grafo que se utilice. Esta propiedad
es la separacion cuando se trata con grafos no dirigidos [Lau82, Pea88| y la d-separacion para
grafos dirigidos aciclicos [VP90, Pea88].

Definiciéon 1.3 (separacion) Dados un grafo no dirigido G, dos subconjuntos de nodos, X
e Y, se dice que estin separados por el conjunto de nodos Z, y se nota (X,Y|Z)%, si Z
intercepta todos los caminos entre los nodos de X y aquellos de Y, o en otras palabras, en el
grafo inducido de eliminar el conjunto de nodos Z quedan desconectados todos los nodos de X
de los de Y.

Definiciéon 1.4 (d-separacion) Dado un dag G, un camino no dirigido ¢ (una secuencia de
nodos adyacentes sin tener en cuenta la direccion de los enlaces) entre los nodos © e y se dice
que estd bloqueado por un conjunto de nodos Z, si existe algin nodo vy en c tal que

e v € Z, donde v es cualquier nodo de ¢ que no tiene arcos cabeza a cabeza (dos arcos que
inciden sobre el mismo nodo) o bien,

e v ¢& Z, ni ningin descendiente de vy estd en Z, vy tiene arcos cabeza a cabeza en c.

Un camino que no se encuentra bloqgueado se dice que estd activo. Dos subconjuntos de nodos,
X eY, se dice que estin d-separados por Z y se nota (X,Y|Z)dG, si todos los caminos entre
los nodos de X y los de'Y estdn bloqueados por Z.

Podemos interpretar una red de creencia como un sistema de canales de informacién, donde
cada nodo es un interruptor que puede estar activo o desactivo y la informacién fluye a través
de los canales. El flujo no puede pasar a través de interruptores (nodos) bloqueados. Cuando
todos los interruptores (nodos) en un camino no dirigido entre dos nodos estan activos se dice
que el camino estd abierto. Cuando todos los caminos entre dos nodos estan cerrados dado
el status de un conjunto de interruptores, se dice que los dos nodos estan d-separados por el
conjunto de nodos. El status de los interruptores puede cambiar mediante la instanciacién de
un conjunto de nodos.

Veamos un ejemplo ilustrativo para ver las dependencias/independencias representadas en
un grafo. Supongamos que estamos preocupados por el bienestar fisico del omnipresente bebé.
Una posible representacion del problema se muestra en la figura 1.2, donde el conjunto de
variables consideradas son:

Bb : El bebé llora. La manifestaciéon més contundente de su malestar, que puede tomar los
valores {si,no }.

C : Chupete. Tiene a su alcance un chupete {si,no}.

E : Enfermedades que puede padecer a esa edad, contemplamos { anginas, otitis,colico,denticion}

T : Temperatura corporal, que puede tomar los valores {normal,alta,muy alta}
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A : Tiene apetito, tomando los valores {si,no}

P : Aspecto de enfermo con los valores {si,no}

()
o |
O

Subgrafo 3

/
Vv

Figura 1.2: Bebe llora

Veamos algunas dependencias/independencias que se pueden deducir del grafo de la figu-
ra 1.2. Analicemos primero el subgrafo C' — Bb + T. Una de las causas mas frecuentes por
las que llora el bebé es porque ha perdido el chupete, aunque también puede ser debido a un
cuadro de fiebre, temperatura alta. Obtenemos un patréon cabeza-cabeza. El hecho de que
se sabe que tiene el chupete puesto no nos aporta ninguna informaciéon acerca de su tempe-
ratura, a menos que a pesar de ello, el bebé llore, lo que nos aumenta el grado de creencia
en que tiene fiebre. Al tener evidencia en el nodo cabeza-cabeza hace que los padres se vuel-
van dependientes (un aumento de creencia en uno de ellos baja el del otro). En el subgrafo
FE — T — Bb, la evidencia de saber que el bebé padece otitis, nos hace creer inmediatamente
que tiene fiebre (T es alta o muy alta) y que el bebé vaya a estar llorando, a menos que sepa
que su temperatura es normal, por lo que no tiene por qué verse afectado su estado animico.
La evidencia se transmite a través de las conexiones serie a menos que se bloquee por un nodo
intermedio. Por 1ltimo, en una conexién divergente como es la que se muestra en el subgrafo 3
de la figura 1.2, hay transmisién de informacién entre los nodos hijos, si el bebé tiene aspecto
enfermo, hace suponer que no debe tener apetito. Sin embargo si comprobamos que no tiene
fiebre (se instancia el nodo padre), se bloquea la transmision de informacion, ya no se puede
suponer nada acerca de su apetito. Puede estar echando los dientes y ha pasado una mala
noche y tiene un apetito voraz.

Utilizando el criterio de d-separacién, cualquier dag, G sobre un conjunto de variables U,
se puede considerar como un Modelo de Dependencias, M = (U,d-separacion). En este caso,
ademés tenemos que el modelo de dependencias satisface el conjunto de axiomas de grafoide
[Peal8|.

A continuacion se listan algunas de las independencias graficas que se deducen a simple
vista del grafo anterior. Prescindiremos de (-)q.
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C,T|0), (C,E|0),(C, AlD), (C,P|0),
E,BbT), (E, A|T),

E,P|T), (Bb, A|T), (Bb, P|T),

A, P|T),

o~ o~~~

pero también, se derivan:

(E, Bb|TA), (E, B|TP), (E, BbTC), (E, BblTAP), (E, BbTAC)...
(E,AP|T), (E, APBY|T), (E, APBbC|T), ...
(A, PITCEBb), ...

Sin embargo, dado un modelo de dependencias M, no siempre es posible construir un
dag que satisfaga todas las relaciones de independencia en el modelo. Si nos planteamos
la posible relacion existente entre el Modelo de Dependencias y su representaciéon grafica,
podemos encontrarnos con alguno de los siguientes casos.

Definiciéon 1.5 (I-map) Un dag G se dice que es un I-map/Pea88] de un Modelo de Depen-
dencias M si toda relacion de d-separacion en G corresponde a una relacion de independencia
valida en el modelo M, es decir, si dados X,Y,Z conjuntos disjuntos de nodos en el grafo se
tiene que

(XaY|Z>G = I(XaY|Z)M

Dado un dag G, que es un I-map de un Modelo de Dependencias M, decimos que es un
[-map minimal de M si al borrar alguno de su arcos, G deja de ser un I-map del Modelo.

Definiciéon 1.6 (D-map) Un dag G se dice que es un D-map [Pea88] de un Modelo de De-
pendencias M si toda relacion independencia en el modelo M se corresponde con una relacion
de d-separacion en G, es decir, si dados X,Y, Z conjuntos disjuntos de nodos del grafo se tiene
que

(XaY|Z>G — I(XaY|Z)M

Un I-map garantiza que los nodos que estan d-separados corresponden a variables independien-
tes, pero no garantiza que para aquellos nodos que estan d-conectados (o sea, no d-separados),
sus correspondientes variables sean dependientes. Reciprocamente, en un D-map se puede
asegurar que los nodos d-conectados son dependientes en el modelo, aunque un D-map puede
representar un par de variables dependientes como un par de nodos d-separados. Ejemplos
triviales de D-map e [-map son, respectivamente, los grafos donde el conjunto de arcos es vacio
y los grafos completos (existe un arco entre cada par de nodos).

Definicion 1.7 (Perfect-map) Un dag, G se dice que es un Perfect-map [Pea88] de un
Modelo M, si es I-map y D-map simultaneamente, es decir
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Si un grafo G es un Perfect-map de un modelo de dependencias, diremos que los modelos
son Isomorfos, pudiendo hablar indistintamente de relaciones de independencia tanto en el
dag como en el modelo.

Ya tenemos descritos los dos componentes de nuestro formalismo, veamos como se integran.
El principal inconveniente de una sentencia de probabilidad condicionada, como P(z|y) = p
es que debe interpretarse como que si y es cierto y cualquier otra cosa es irrelevante para T o
bien y es lo 1inico que se conoce, entonces P(z) = p. Esto requiere efectuar comprobaciones
en la tabla de probabilidad condicional del tipo

P(x|y,aj,...a,) = P(x|y) Vx, Vy, Vaj...Va,

y esto, para cada relaciéon de independencia que se quiera establecer en el modelo. Otros
inconvenientes son que, habitualmente, no se dispone de la distribucién conjunta, y aunque se
tuviese, ésta crece exponencialmente con el nimero de variables, con lo que su tamano se hace
intratable. Afortunadamente, cualquier funciéon de probabilidad conjunta puede ser definida
por medio de funciones de probabilidad condicionada més sencillas formando una factoriza-
cion. Una de ellas es la regla de la cadena.

Regla de la cadena. Cualquier funcién de probabilidad de un conjunto de variables U =
{z1,...,2,} puede ser expresada como el producto de n funciones de probabilidad condicio-
nada de la forma

P(zy,...,x,) =17 P(x;| B;)

donde B; = {z1,...,x;—1} es el conjunto de variables anteriores a ;.

Dado un dag G y una distribuciéon conjunta P sobre un conjunto de variables discretas
U={x1,...,z,}, se dice que G representa a P si hay una correspondencia entre las variables
de U y los nodos de G tal que P se puede descomponer en la forma

P(z1,...,x,) = 7 P(x;|pa(x;)) (1.1)

donde pa(z;) son los ancestros directos (llamados padres) de z; en G. Esta descomposicion
implica que, dado su conjunto de padres, cada variable x; es condicionalmente independiente
de todos los predecesores en B; \ pa(z;), esto es,

I(z;, B; \ pa(z;)|pa(z;)), Yi=1,..,n

Con la interpretaciéon del orden determinado por el tiempo o por las causas, esos conjuntos
de independencias se pueden llamar markovianos, ya que reflejan la condicién markoviana
de transicién de estados: cada estado se hace independiente del pasado, dados los estados
inmediatamente anteriores.

Dado el dag de la figura 1.2, la distribucién de probabilidad del conjunto de variables del
problema se puede expresar como:

P(Bb,C,E,T, A, P) = P(E)P(C)P(T|E)P(Bb|CT)P(A|T)P(P|T).
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Se han creado a menudo dags de acuerdo con la nocién intuitiva de causalidad. Asi, se
establece un arco dirigido de una variable £ a una variable y cuando la variable x se percibe
como causa directa de y. Esta nocién proporciona también una posible interpretaciéon de las
redes de creencia en términos de causa-efecto. Sin embargo es discutible sobre una red de
creencia inducida, cuando ésta no es coherente con nuestra experiencia. Esta interpretacion
ha sido mantenida por varios autores en [Pea88, VP90, SGS93, Pea94|. Verma y Pearl [VP90]
definen una teoria causal probabilistica en la que representan cada familia padres-hijo mediante
una funcién determinista

z; = fi(pa(zi, ;)

donde pa(z;) son los padres de x;, €; son variables aleatorias independientes, que alteran la
relacion de forma arbitraria. Con esta caracterizacion funcional se llega a la misma descom-
posicién de la distribuciéon de probabilidad ec. 1.1.

Con el tiempo, la direccionalidad de los arcos ha sido discutida y tratada con cautela
[LS88, SDLCY3]. Con lo que la interpretacion causal de un arco dirigido ha dejado paso a una
interpretacion mas segura, en términos de relevancia y dependencia.

Dejando a un lado las cuestiones de interpretaciéon, una red de creencia sobre U permite
una representacion compacta de la distribucion de probabilidad conjunta P(U), y ésta puede
ser calculada a partir de las distribuciones de probabilidad condicionadas asociadas a la red.

Aparte de su valor como herramienta descriptiva, las redes también pueden considerarse
como unas herramientas para la inferencia, capaces de manipular eficientemente relaciones
de independencia. Aprovechando que la estructura permite determinar dindmicamente qué
informacion es relevante y cudl puede ignorarse para la tarea de razonamiento, lo inico que
falta es algin mecanismo para la propagacion de informacion (incierta) a través del grafo. De
esta forma a medida que se va conociendo nueva informacién (evidencias) se puedan obtener
conclusiones. El proceso de la propagacién en redes de creencia consiste basicamente en
actualizar las probabilidades de las variables en funcién de las evidencias. En el caso de un
diagnoéstico médico, se trata de conocer las probabilidades de cada una de las enfermedades,
dados los sintomas observados en el paciente. Para ello existen multitud de algoritmos que
se pueden clasificar como métodos exactos o aproximados. Algunos de ellos se encuentran en
[Pea86, Sha86, Pea87, Hen88, L.S88, LA94, SS90a, HM97, CHM96|. Una guia més estructurada
se puede encontrar en [Pea88, Nea90, CGH96, Jen96]|.

1.3 Aprendizaje de redes de creencia

Para poder disponer de una red de creencia, con la estructura de dependencia del modelo, asi
como de las distribuciones de probabilidad condicionales asociadas, es necesario contar con
un experto que elicite su conocimiento en forma de dag y de tablas de probabilidad; es de
suponer que ésto constituye un considerable esfuerzo, sobre todo si el dominio del problema
da lugar a redes complejas. Para aliviar esta tarea se han desarrollado algunas herramientas
como son las redes de similaridad [Hec91], que ahorran tiempo y esfuerzo al experto. Dado que
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no siempre es posible disponer de un experto, y que en la mayoria de los campos se dispone
de grandes cantidades de datos, se plante6 la alternativa del aprendizaje a partir de datos o
bien a partir de datos y de un minimo conocimiento del experto. Desde hace varias décadas se
han disenado numerosas herramientas computacionales capaces de asistir a las personas en la
tarea de extraer informacidn itil (conocimiento) a partir de esas ingentes cantidades de datos.

En general, el proceso de aprendizaje consiste en un procedimiento de biusqueda, guiado
por los datos, a través de un espacio més o menos restringido de modelos, para hallar algin
modelo que pudiese haber generado esos datos. Para este proceso se hace la suposiciéon de que
los datos son una representacion de la distribucién de probabilidad que sigue la poblaciéon y
que se tiene un conjunto suficiente de muestras como datos.

En el contexto en que nos encontramos, el aprendizaje de redes de creencia, es un proce-
S0 que toma como entradas un conjunto de datos y opcionalmente informacién previa sobre
el problema (por ejemplo, podemos conocer que dos variables estédn relacionadas, o que una
variable ocurre antes en el tiempo que otra variable, ... ) y obtiene como salida algun tipo
de red de creencia. El formato de representacion esta restringido al tipo de modelo que ca-
da algoritmo estd orientado aprender. Como modelos grificos para las redes de creencia nos
podemos encontrar diversos tipos de grafos. En orden creciente de poder de representacion,
en primer lugar, los arboles y poliarboles (que incluyen a los primeros como caso particular).
Los polidrboles son grafos en los que no existe més de un camino (no dirigido) que conec-
te cualesquiera dos nodos, esto es, son grafos que no contienen ciclos no dirigidos. Un tipo
mas general de grafo son los grafos simples. Son grafos dirigidos aciclicos donde cada par de
nodos con un hijo comtin no tienen antecesores comunes ni uno es antecesor del otro. Esto
significa que en un grafo simple s6lo estian permitidos un tipo especial de ciclos no dirigidos:
los que contienen al menos dos nodos cabeza-cabeza. Por ultimo nos encontramos con los
grafos aciclicos generales con el mayor poder de representacion de todos los grafos (incluidos
los grafos no dirigidos), aunque resultan menos operativos pues, los métodos de induccion e
inferencia resultan mas costosos de llevar a cabo sobre este tipo de estructuras. Existen por
tanto, algoritmos orientados a cada uno de estos modelos.
Si nos asomamos a la literatura, vemos que existe una gran cantidad de algoritmos para el pro-
ceso del aprendizaje. No obstante, podemos clasificar los métodos de aprendizaje atendiendo
al tipo de técnica utilizada para recuperar la topologia de la red; asi podemos considerar dos
tipos de métodos:

e Métodos basados en deteccion de independencias
e Métodos basados en funciones de evaluacién y técnicas de busqueda heuristica.

Los algoritmos que utilizan un criterio de independencia toman como entrada una lista £ de
relaciones de independencia condicional entre variables y su objetivo es encontrar el grafo que
trata de representar la mayor parte de esas relaciones de independencia. El elemento central
son las aseveraciones de independencia entre variables, obtenidas a partir de una base de
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datos mediante complejos y numerosos tests de independencia condicional, lo que constituye
su principal inconveniente, ya que los tests de independencia condicional con conjuntos de
gran tamano como condicionante pueden resultar poco fiables (a menos que se disponga de
un enorme volumen de datos) [CH92] y muy costosos. Sin embargo tienen el atractivo de
su solidez tedrica, los algoritmos basados en la deteccion de independencias son normalmente
asintoticamente correctos cuando la distribucion de probabilidad de los datos satisface ciertas
suposiciones. Dependiendo del tipo de modelo que se emplea para representar la lista £, se
pueden encontrar algoritmos que usan polidrboles, grafos simples o grafos generales.

Por otra parte, el objetivo del segundo tipo de métodos es encontrar un grafo que, teniendo
el menor nimero de arcos posible, represente ‘adecuadamente’ los datos. La calidad de cada
red candidata, se establece mediante alguna funcién de evaluacion (también llamada ajuste,
puntuacion, discrepancia o métrica). Esta funcion, en general es una funcion del tipo f(G, D),
como veremos, tiene muy diferentes expresiones. La funcién de evaluaciéon permite ordenar
los grafos por su valor de calidad o ajuste a los datos. En un algoritmo de este tipo, asociado
a la funcién que mide la calidad de cada red candidata se tiene un proceso de biisqueda
habitualmente heuristica (debido al tamano mas que exponencial del espacio de busqueda)
que explora el espacio de posibles soluciones. Los algoritmos basados en una métrica resultan
computacionalmente mas eficientes aunque pueden no encontrar la mejor solucién debido a su
naturaleza heuristica. Cada algoritmo de esta clase se caracteriza por el tipo de métrica y de
busqueda especificas que utiliza.

Aparte de los dos mencionados, también existen enfoques hibridos, que utilizan de forma
conjunta una técnica de busqueda orientada por una métrica y la detecciéon de independencias.
[SV93, SV95, AC96b, ACIT7|.

Aprendizaje de la estructura utilizando criterios de independencia

Como indicamos, este tipo de algoritmos no tratan de obtener una red que cuantitativamente
‘mejor’ represente los datos, sino que hacen un estudio cualitativo de las relaciones de depen-
dencia/independencia del modelo subyacente a los datos (lo que posibilita una abstraccion del
modelo original) y a partir de ellas tratan de encontrar una red que represente esas relaciones.
Cuando el estudio cualitativo de las relaciones esté dirigido por los datos (la hipotesis de tra-
bajo que venimos manteniendo)! éste se basa en los tests de independencia para determinar
si los asertos de independencia estan soportados por los datos. A continuacion vamos a des-
cribir brevemente algunos de los algoritmos. Los principales inconvenientes comunes a todos
ellos son el elevado costo computacional que supone un test con un gran niimero de variables
implicadas ademés del gran niimero de tests necesarios, potencialmente exponencial. Para
tratar de solventar el primer inconveniente, hemos desarrollado un algoritmo exacto [AC96al
que trata de minimizar el namero de variables implicadas en un test. Este serd detallado en el
siguiente capitulo. Otros dos algoritmos aproximados se han presentado en [CBL97a, CBL97b]
para este mismo proposito. Para hacer frente al segundo problema (referente al numero de

!puede venir elicitado por el experto.
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tests), determinados algoritmos imponen restricciones en la estructura, llegando a reducir a
un namero polinomial el niimero de tests a realizar. Iremos recorriendo desde los algoritmos
para grafos generales hasta aquéllos para poliarboles.

Comenzaremos con el algoritmo dado por Pearl [Pea88|. Este impone la restriccion de que
el modelo subyacente sea un semigrafoide (cumple los axiomas Al-A4 de [Pea88]) y supone
ademés que se conoce el orden entre las variables, lo que garantiza que la red aprendida sea
un I-map minimal del modelo. El procedimiento de construcciéon de la red consiste en asignar,
como padres de cada nodo el conjunto minimal de nodos predecesores en el orden, que hagan
independientes el nodo del resto de nodos anteriores. Los autores Spirtes, Glymour y Scheines
en [SGS93] exponen varios algoritmos de este tipo como SGS y PC. Veamos éste ultimo.
En primer lugar el algoritmo hace la suposicién de que el modelo que se pretende recuperar
es isomorfo a un dag, con ello se garantizan que el algoritmo encuentra el grafo verdadero.
El algoritmo parte del grafo completo no dirigido y trata de ir reduciéndolo en cada paso,
eliminando los enlaces entre aquellas variables que se han hallado independientes, para ello
realiza tests de independencia de orden creciente con los conjuntos condicionantes formados
por los adyacentes de los pares de variables que se quieren separar. Como todos los algoritmos
que recuperan grafos generales, en el peor caso la complejidad de PC es exponencial, aunque
es razonablemente eficiente para aprender grafos poco densos.

Frente a éstos, se encuentran los algoritmos que recuperan arboles como [Cam98, GPP90]
y poliarboles como los de [Cam98, CH93] que resultan més operativos aunque el poder de
descripcion de éstas estructuras es més reducido. Estos algoritmos reducen el niimero de tests
a realizar a un orden polinomial. Los algoritmos descritos en [GPP93, CH97], pueden conside-
rarse como extensiones del anterior. Estos permiten recuperar estructuras donde la presencia
de cierto tipo de ciclos esta permitida, los ciclos simples (donde los nodos con descendientes
directos comunes son marginalmente independientes entre si).

Existen ademas otros trabajos muy interesantes sobre estos tipos de métodos, para mas
detalle ver [Bun96].

Aprendizaje de la estructura basado en métricas y técnicas de bisqueda

En esta secciéon realizaremos un breve repaso de los algoritmos que utilizan algtun criterio de
bondad de ajuste para recuperar la estructura. Todo método de aprendizaje de este tipo em-
plea alguna técnica de busqueda heuristica (greedy en su mayoria) para explorar el espacio de
bisqueda méas que exponencial. El tipo de métrica que emplean es muy variado, aunque se
pueden clasificar segin el principio en que se basan: la entropia, ideas bayesianas y descripcion
de longitud minima principalmente.

Meétricas basadas en entropia

Los métodos basados en entropia tratan de encontrar aquella red que minimice su entropia
con los datos. El principio de méxima entropia se emplea cuando no se tiene suficiente informa-
ciéon. Los algoritmos que emplean este principio tratan las dependencias presentes en los datos
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como restricciones a la distribuciéon subyacente desconocida. Por tanto en aras de disminuir el
"desconocimiento’, estos algoritmos extraen de los datos una lista de relaciones de dependen-
cia significativas que son las que se busca representar en el modelo grafico. Asi, al tratar de
minimizar esta medida se favorecen las conexiones entre aquellas variables que manifiestan un
alto grado de dependencia. Entre estos métodos los hay que aprenden estructuras sencillas,
como 4rboles [CL68, Gei92, Sar93, Cam98|, poliarboles [RP87, ACGT91a, ACGT91b, Cam98]
y grafos generales, como [HC90|. En algunos de los casos, debido a las caracteristicas de las
estructuras, el proceso de busqueda (explicita) se reemplaza por un proceso analitico lo que
da lugar a algoritmos muy eficientes. Veamos algunos. El algoritmo méas conocido y utilizado
para arboles es el de Chow y Liu. Este obtiene a partir de los datos una lista de los pares
de variables ordenadas en orden decreciente por el valor de la entropia cruzada del par, de
esta lista se seleccionan aquellos pares que tienen valores significativos de dependencia. A
partir de ella se construye el arbol generador maximal. Si la distribucion es representable por
un arbol (isomorfa), el algoritmo es capaz de recuperar el arbol. El algoritmo de Rebane y
Pearl [RP87| puede considerarse como una extension para polidrboles del método de Chow
y Liu. En la primera fase, el algoritmo construye el esqueleto de la estructura utilizando el
método anterior (ambas estructuras la de arboles y polidrboles son simplemente conectadas).
En la segunda fase se trata de orientar las aristas buscando los nodos cabeza-cabeza para luego
completar la orientacion de las restantes aristas de forma que no se introduzcan nuevos pa-
trones cabeza-cabeza. El algoritmo Kutaté [HC90| para redes generales, requiere de un orden
completo entre las variables, realiza una busqueda explicita. Este, determina la estructura a
partir de un grafo inconexo al que le van anadiendo aquellos arcos que manteniendo el grafo
sin ciclos minimizan la entropia de la red. El paso de anadir arcos intenta encontrar la relaciéon
entre variables que maés restrinja la distribucién subyacente. El proceso continua hasta que se
alcanza un determinado umbral.

Descripcion de longitud minima

La idea de esta métrica procede de la teoria de la codificacion, donde se trata de codificar
una cadena en el menor namero de bits, para ello se divide la cadena en subcadenas de tal forma,
que las cadenas més frecuentes se codifican con el menor niimero de bits. Una codificaciéon
de una cadena (los datos) esta formada por dos partes, la descripcion de la codificacion del
modelo utilizado y la propia codificaciéon de los datos. El principio de minima longitud de
descripcion [Ris86] establece que la mejor representacion de un conjunto de datos es aquella
que minimiza la suma de éstas dos componentes. Para el caso en que el modelo de codificacion
para los datos es una red de creencia, la primera parte (la descripcion del modelo) se tiene que
codificar la estructura grafica, para cada nodo la lista de padres, y ademas las distribuciones de
probabilidad. Ambas codificaciones (se pueden medir en bits) aumentan conforme el grafo es
més denso. La segunda parte de la descripcion, la codificacion de los datos dado el modelo, su
longitud disminuye conforme es més complejo el modelo, se representan los datos con mucha
precision. Bouckaert [Bou93| anade un término adicional a la métrica, para incorporar la
informacién a priori. Las medidas de ajuste definidas por estos métodos resultan en algunos
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casos equivalentes a las propuestas en los métodos bayesianos si se prescinde del conocimiento
a priori necesario para las métricas bayesianas [Bou94, Bun96, CGH96]. Existen diversos
algoritmos de aprendizaje que emplean el principio de descripcién de longitud minima como
base para definir la métrica [Bou93, Suz93, LB94, FG96b]. Bouckaert en [Bou93] una vez
definida su métrica, utiliza una bisqueda greedy para seleccionar aquel arco que minimiza
la longitud de descripcion de la red. El algoritmo en [Suz93| tiene como objetivo construir
estructuras arbéreas. Como mecanismo de biisqueda emplea el arbol generado de costo méximo
donde el costo asociado a los arcos es una funciéon de la entropia de los pares de variables y
del niimero de parametros necesarios para representar una distribucién de probabilidad en la
red.

En [LB94] con una métrica propia, lleva a cabo una busqueda también propia sobre conjun-
tos de redes que se van actualizando dindmicamente por los arcos candidatos, para finalmente
seleccionar de entre un conjunto de redes candidatas la que minimiza la funcién de evaluacion.

Métodos bayesianos. Este tipo de métricas se basan en la filosofia de la estadistica ba-
yesiana. En ésta se supone una distribucion a priori (de cada ocurrencia diferente de red)
P(Red), -que asigna una probabilidad alta a las redes altamente probables-, se puede calcular
la verosimilitud (dada cada red se puede calcular a partir de los datos y de la distribucion a
priori lo bien o mal que una red reproduce los datos) P(Datos|Red), -tendra un valor alto
para las redes que estan de acuerdo con los datos-, empleando la formula de Bayes se puede
obtener la distribucion a posteriori (de cada red condicionada a la base de datos de que se
dispone)

P(Datos|Red)P(Red)

P(Datos)

La idea comun a todas las métricas consiste en asignar a toda red un valor de bondad que es

P(Red|Datos) =

funcién de su probabilidad a posteriori.

Sea S una estructura de red, y 8 es el conjunto de pardmetros de la distribucién conjunta,
que representa la factorizacion de la funcién conjunta definida por la estructura topologica S.
Entonces se puede descomponer la probabilidad de la red como: P(Red) = P(S,0). En la
férmula anterior el denominador es una constante de normalizacién por lo que puede ignorarse,

con lo que la distribucién a posteriori puede reescribirse como:
P(Red|Datos) o P(S)P(0|S)P(Datos|Red)

donde P(S) es la probabilidad a priori de la estructura grafica, P(6|S) es la probabilidad
a priori de los pardmetros de la red dada su estructura gréafica, ambos determinados por el
experto.

Un aspecto critico de la teoria bayesiana es precisamente éste, el de la eleccién de las distribu-
ciones a priori basadas en el conocimiento que se dispone en cada campo; si no se seleccionan
cuidadosamente se puede llegar a unas distribuciones a posteriori inadecuadas. Asi por ejem-
plo la distribucién a priori de cada red en muchos casos se supone que es uniforme. El término
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P(0|S) supone una enorme cantidad de informacion. Para solventar esto, en [GH95] se hacen
una serie de suposiciones como independencia de los casos de la base de datos, uniformidad
de las distribuciones de probabilidad de los pardmetros de una red, dada ésta, inexistencia
de casos perdidos en la base de datos, que permiten calcular esta distribucién para cualquier
estructura gréafica S a partir de la distribucién a priori de los pardmetros de una red com-
pleta, el inconveniente que tiene es que esta distribucién es exponencial con el nimero de
variables [CGH96|.

A partir de la descomposicion analitica de la distribucion a posteriori y de las suposiciones
de cada autor, se definen diferentes métricas, algunas de ellas propuestas en [CH92, Bun91,
CGHY94, Bun94, HGC94, GH95, Chi96, FG96a, Hec96, FGG97], podemos encontrar algunos
estudios comparativos en [Bou93, Chi96, CDS94, LTS94|. Describiremos brevemente el al-
goritmo K2 [CH92], uno de los més conocidos métodos bayesianos. El funcionamiento es
representativo de muchos algoritmos, cambiando la métrica (que penaliza o no la compleji-
dad de la red) y el método de busqueda. Supuesto conocido el orden entre las variables, el
algoritmo va recorriendo las variables segiin el orden preestablecido, y para cada una de ellas,
partiendo de un conjunto de padres inicialmente vacio (inicialmente la red es inconexa), va
paso a paso incluyendo aquellos padres que mas incrementan la probabilidad de la estructura
resultante, hasta que o bien no se incrementa la medida de ajuste o bien se llega a la red
completa. Algoritmos que se basan en el anterior son propuestos por Larrafiaga en [LPY96],
éstos utilizan la misma métrica pero utiliza algoritmos genéticos como método de bisqueda.

1.4 Clasificacion

La aproximacion clésica a los problemas de clasificacion se baso en la teoria de la decision, con
aplicaciones en taxonomia (Sneath P.H. en el Journal of General Microbiology 1957). Desde
entonces, tradicionalmente los procedimientos de decisiéon han sido de naturaleza estadisti-
ca, aunque recientemente el problema de determinar la identidad, posicién, orientaciéon y/o
movimiento en visién artificial, la comprensiéon de la estructura de proteinas en tecnologia
biolégica, y el reconocimiento del lenguaje natural se convirtieron en relevantes por sus apli-
caciones practicas, a lo que hay que anadir distintas aplicaciones comerciales, de bancos y
companias telefénicas... Esto hizo necesario la aparicién de nuevos modelos teéricos y nuevos
algoritmos de clasificacion. Asi florecieron nuevos algoritmos estadisticos, y nuevos métodos
en Machine Learning y en otras areas de Inteligencia Artificial. Algunos de los cuales se van
a comentar brevemente.

Los elementos comunes a todos los problemas de clasificacién son: se tiene un conjunto de
clases de objetos: eventos, situaciones o hechos que son representados por modelos apropia-
dos de un sistema. Llamamos a estos modelos conceptos. Ejemplos de conceptos pueden ser
pacientes, microorganismos, clientes de un banco etc, objetos de estudio de una aplicacién, de
los cuales nos interesan una serie de caracteristicas, los atributos. Pongamos por caso edad,
sexo, sintomas ..., en el caso de un paciente; tamano, forma, longitud del perimetro ...para
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un microorganismo, etc.

Por otro lado se tienen observaciones de instancias de los conceptos (o elementos de clases)
que son registradas con ayuda de instrumentos apropiados. En términos generales el problema
de la clasificacion es identificar el concepto dada la observacion.

Entre los problemas centrales de la clasificacién esta la transiciéon de una representaciéon
conceptual a una representacion simbodlica de las clases. Esta tarea puede hacerse bien con los
métodos de aprendizaje supervisado o no supervisado.

El término de clasificacion lo emplearemos en esta memoria para hacer referencia al apren-
dizaje supervisado exclusivamente (donde las clases estan determinadas a priori) que es al que
le vamos a dedicar cierta atencién. En este caso cada observaciéon de un objeto se describe
con un nimero fijo de atributos y con la clase a la que pertenece. El proceso bésico de cla-
sificacion consiste en tomar como entrada un conjunto de datos (las observaciones), conocido
como conjunto de entrenamiento, del que se aprenden un conjunto de reglas (entendidas éstas
en sentido amplio) para asignar a cada observacion de un conjunto (dados los valores de sus
atributos) una clase de entre las disponibles. Se suele utilizar un conjunto de observaciones
independientes, pero procedente de la misma poblacién, el conjunto de test, para evaluar la
eficacia del clasificador.

Los algoritmos de clasificacién pueden verse caracterizados por sus estrategias de apren-
dizaje y por el lenguaje de representaciéon que usan. Una clasificacion de las estrategias de
aprendizaje més general que la propuesta en la seccién anterior es: métodos dirigidos por los
datos y métodos dirigidos por el modelo. Los distintos lenguajes de representacién pueden ser
arboles de clasificaciéon, reglas, redes neuronales, redes de creencia... Los métodos dirigidos
por los datos proceden de la Estadistica mientras que los segundos de Machine Learning y de
la I.A.. Veamos primero algunos métodos clasicos estadisticos.

En anélisis multivariante clasico, por lo general se representan las muestras por puntos en
un espacio multidimensional, mediante coordenadas derivadas o directas de los datos. En este
espacio se pueden definir distintas medidas de disimilaridad (distancias) como la distancia
Euclidea, de Mahalanobis ...[Fuk90]| (de un punto al centro de la clase). El efecto de cualquier
regla de decisién es dividir el espacio en ¢ regiones, Ry, ..., R., correspondientes a las ¢ clases
consideradas en el problema. de la clasificacion.

El discriminante lineal de Fisher (1936) es uno de los procedimientos mas antiguos de
clasificacién, también el més cominmente usado en paquetes estadisticos. La idea es dividir el
espacio muestral por una serie de lineas en dos dimensiones, por planos en 3D y generalmente
por hiperplanos para varias dimensiones. La linea que divide las dos clases es una bisectriz de
la linea que une los dos centros de estas clases, la direccion de la linea viene determinada por
la forma de la nube de puntos.

Un clasificador mediante funciones discriminantes ([DH73|) puede verse como una maquina
a la que se le da una observacion (en la entrada) y da como salida una clase a la que es asignada.
El clasificador contiene una funcién por clase, la observacion es evaluada por cada una de ellas.
Mediante algin criterio determina la clase a la que se le debe asignar. La clasificacién mediante
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funciones discriminantes no da ninguna informacién sobre la estructura predictiva de los datos,
la estructura subyacente, s6lo realiza la aplicacién entre los dos conjuntos, una muestra de la
poblacién y la clase a la que se le asigna.

Otro tipo de métodos estadisticos son los denominados KNN|DKS82|, los k vecinos mas
proximos. La regla de clasificacion que emplean consiste en asignar a una observaciéon z,
la clase mas frecuente de los k vecinos que se encuentran en la hiperesfera que envuelve a
xz. Para cada clasificacién, se tiene que examinar cada muestra de entrenamiento. Este tipo
de métodos tiene los inconvenientes del gran esfuerzo computacional que supone realizar la
busqueda de los vecinos més préximos y el efecto negativo de las muestras mal etiquetadas
en el conjunto de entrenamiento. Existen numerosas extensiones del método béasico para
resolver estos problemas. Alguna de ellas consiste en incorporar algin tipo de ponderacién
para matizar la contribucién de cada uno de los vecinos en la aplicacion de la regla de decisién,
cuanto més préoximo, mayor debiera de ser su contribucién. Otros pretenden acelerar el proceso
de encontrar los vecinos més proximos, bien particionando el espacio en regiones y examinando
uinicamente las regiones donde es méas probable que se encuentren los vecinos, bien reduciendo
el conjunto de entrenamiento eliminando aquellas muestras inmersas en agrupamientos de
otras clases y seleccionando aquellas observaciones consideradas representativas...

Veamos a continuaciéon diferentes métodos orientados al modelo. Nos detendremos un poco
més en los drboles de clasificaciéon por el interés que tendran para un capitulo posterior.

Arboles de clasificacion

También conocidos como arboles de decision, son clasificadores que representan su conoci-
miento en forma de arbol, y tienen su origen en el algoritmo ID3 de Quinlan ([Qui86]).

Los arboles han mostrado ser unos clasificadores eficientes, ademas de ser faciles de entender,
usar, explicar e interpretar la estructura predictiva de los datos.

Un ejemplo de arbol de decision binario se muestra en la figura 1.3. Cada nodo interior de
un arbol es un test binario sobre un atributo. Sila condicion del test se satisface, la observaciéon
a clasificar toma una rama determinada de este nodo, en caso en que se falle tomaré la otra
rama. Un arbol de decision se usa para clasificar observaciones comenzando desde el nodo raiz
del arbol y siguiendo el camino dictado por los tests hasta llegar a un nodo terminal. Cada
nodo terminal en un arbol de decisiéon representa una clasificacion.

Veamos un problema de decisién donde las muestras corresponden a pacientes de una consulta
de endocrino. Cada paciente es descrito en términos de atributos tales como sexo, edad, estado
de embarazo, presencia de litio, nivel de TSH. El diagnostico es una clasificacién binaria del
paciente; el paciente es hipotiroideo o no lo es. El arbol tiene nodos interiores que realizan un
test sobre los atributos como embarazada ?, litio 7y es TSH > 200 7, ademéas de unos nodos
terminales con la etiqueta hipo y —hipo. Una forma equivalente de ver este drbol es considerar
que el espacio se encuentra dividido en unidades o particiones cuadradas (seleccionadas por
cada test binario). Desde el punto de vista geométrico, el arbol realiza un procedimiento de
particionamiento recursivo del espacio en rectangulos de forma que las clases de las poblaciones
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TSH > 2007

Figura 1.3: Un éarbol para el diagnéstico de hipotiroideos

en cada uno de ellos se hacen méas y mas homogéneas.

Para la construccion de los arboles de decision, las tareas que se tienen que abordar por lo
general [BFOS84, BC91] son: 1. Seleccion de las particiones. 2. Determinar la regla de parada
para declarar un nodo terminal o continuar. 3. Asignacion de cada nodo terminal a una clase.
Algunos algoritmos aplican posteriormente un proceso de refinamiento. 4. La poda.

Para la seleccién de las particiones se utiliza un método de busqueda greedy que explora
el espacio de posibles particiones. Para evaluar la calidad del test (es mejor aquél que efecttie
una mejor separacion de las clases) se ha de fijar algtin criterio de informacion teorica: la
entropia, el criterio de Gini,...[BC91]. Como criterio de parada se suelen utilizar criterios
ad hoc, como el nimero de muestras que caen en un nodo, la pureza de un nodo o bien un
test chi-cuadrado para la independencia estadistica. La asignacién de cada nodo terminal a
una clase es una regla de decision para la que se emplean criterios estadisticos comunes como
el méximo a posteriori , el minimo error, etc. Por ultimo, para el proceso de poda se aplica
algun criterio MDL. Algunos de los algoritmos més conocidos en éste area son CART [BFOS84]
donde la poda se hace por costo de complejidad, ID3 [Qui86] para &rboles generales, no hay
proceso de poda pero incluye tests chi-cuadrado como criterio de parada, también llamado
prepoda. ASSISTANT [CKB87| se puede considerar descendiente de ID3, e incluye mejoras
para manejar casos perdidos, seleccién de particion y poda. Por ultimo C4.5 [Qui88, Qui93],
puede considerarse también descendiente de ID3, que incluye pre-poda y poda explicita para
tratar con ruido ademés de que incluye tratamiento de atributos continuos.

Reglas logicas
Existen diversos métodos que utilizan como modelo de representacion las reglas logicas en
la forma ’Si ...entonces...”; sin embargo se distinguen en el enfoque que emplean para derivar
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estas reglas. Mientras que la forma mas simple de una regla es una conjuncién de proposiciones
(los &rboles de decision se pueden interpretar asf), generalmente se necesita més de una regla
para cubrir una clase. Si se dispone de un conjunto de reglas para clasificar un objeto, se
puede entonces formar con estas reglas un conjunto disyuntivo. Para evitar ambigiiedad,
el conjunto de reglas del modelo suele estar en forma normal conjuntiva, lo que limita la
formula a conjunciones de proposiciones (términos) pero a disyunciones en el conjunto reglas
(expresiones). El objetivo de todos los métodos es tratar de producir la expresion més simple
consistente con los datos de entrenamiento. El proceso de generar la expresiéon o descripcion
se hace mediante operaciones complementarias de generalizacion o especializacién definidas en
[Mic83] inicialmente por Michalski. Los métodos realizan un aprendizaje incremental mediante
la formacién de nuevos términos. La generalizacion cambia una descripcion en una descripcion
maés general, una que tautolégicamente implica la descripcién inicial. La especializaciéon hace
lo contrario, dada una descripcidén genera una secuencia logica que da lugar a una descripcién
més especifica que caracteriza el conjunto original de forma més precisa (algoritmos AQ, AQ15
y CN2 en [MMJL86| y [CN88|). El algoritmo ITrule [GS89] utiliza ambas formas de proceder
para la obtencién de la descripcion.

Los métodos que aprenden reglas en forma normal disyuntiva definen una serie de fronteras
de decision entre clases paralelas a los ejes, que representan un rectiangulo. El lenguaje de
descripcion es mas rico que el de los arboles de decision.

Redes Neuronales

Historicamente, las Redes Neuronales tienen su origen en el algoritmo de Rosenblatt’s
(1957), el Perceptron. Desde entonces los modelos y algoritmos neuronales se disenan de tal
modo que sean lo mas parecido a la realidad fisiologica (|CF82, Win92|). De la observacion de
las redes neuronales bioldgicas se constata que los elementos de procesamiento son las neuronas,
la transmisién de mensajes de un lugar a otro del sistema se hace mediante neurotransmisores
y que la labor de aprendizaje se hacen mediante las conexiones u ordenaciones entre neuronas.
En los sistemas neuronales biolégicos una parte de esta ordenacién estd determinada gené-
ticamente, aunque el desarrollo del organismo implica una optimizacién de las ordenaciones
establecidas durante el ‘aprendizaje’. Durante el aprendizaje no hay un cambio espacial de
los elementos de proceso sino que se establecen nuevas conexiones mediante mecanismos de
sinapsis entre neuronas vecinas.

El modelo neuronal consiste en varios elementos simples de procesamiento llamados uni-
dades (o neuronas por analogfa), que interacttian usando conexiones sinapticas con pesos a
cada una de las entradas. Cada peso determina la naturaleza y fuerza de la influencia de
un elemento sobre otro. En el sistema cada neurona posee una posicién en un nivel o capa
y ésta en el conjunto global. Los procedimientos de aprendizaje han de ser capaces de mo-
dificar los pesos de las conexiones para una optimizacién de la red con objeto de minimizar
el error de clasificacion del modelo. Para ello se han elaborado diferentes procedimientos de
gradiente descendente como propagaciéon hacia atras, propagaciéon hacia adelante y correlacién
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en cascada, entre otros.

Las redes de creencia

Vamos a comentar como se usa una red de creencia en un problema de clasificacién. En
cualquier problema de clasificacién tenemos un conjunto de atributos A = a1,a9,...,a, que
pueden tener influencia sobre una variable de clasificacion c. El problema es, dada una instan-
ciacion concreta de esas variables, predecir el valor de ¢, esto es, asignarle un caso particular de
entre las clases posibles que tiene c. Para realizar esto se tiene primero que aprender la estruc-
tura grafica sobre todas las variables (cualquier algoritmo para la inferencia de redes, de los
comentados anteriormente puede servir) y los parametros numeéricos de la red, habitualmente
mediante el calculo de las frecuencias relativas de los correspondientes sucesos, el estimador
de méxima verosimilitud, o bien cuando se tienen pocos casos mediante algin estimador ba-
yesiano [Hec96]... A continuaciéon mediante algiin mecanismo de propagacion, dada una nueva
observacion con clasificacién desconocida se instancian las variables con la informacion dis-
ponible, asignandole la clase que tiene la probabilidad més alta. La red se puede usar como
clasificador aunque no se conozcan los valores de todos los atributos. Lo mas destacable es
que como la red muestra los atributos que afectan directamente a la variable de clasificacion,
conocido el valor de cada uno de los padres, de los hijos y de los padres de los hijos de la
variable de clasificacion 2, el resto de atributos se vuelven irrelevantes, lo que posibilitaria la
poda de las variables irrelevantes a la clase (una vez conocida la red). Con ello se obtendria
un clasificador mas simple y eficiente. Algunos algoritmos que utilizan esta idea son MB-GA
y RMB-GA [SL98]. Sin embargo los métodos de aprendizaje de redes de creencia enunciados
anteriormente no tienen en cuenta el hecho de que sélo se tiene interés en la variable de clasifi-
cacion (salvo TAN y TAN-GA respectivamente en [FG96a, SLI8] que son métodos de métrica
basada entropia), lo que puede influir en que sean clasificadores menos eficientes.

Veamos algunos métodos que si tienen en cuenta esa consideraciéon. El primero de ellos
es uno de los métodos para la induccién probabilistica mas sencillos y ampliamente testados,
llamado clasificador Ingenuo Bayes (Naive Bayes). Este es un método estadistico descrito por
Duda y Hart [DH73| y posteriormente en [LIT92] como un método para redes de creencia.

Segun este método todas las clases se representan en una tinica distribucion de probabilidad,
esto es, P(c), que representa la distribucion a priori de que se observe un miembro de la clase
c. Este clasificador aprende de los datos de entrenamiento las distribuciones de probabilidad
condicional de cada atributo a; dada la clase ¢. Por lo general ello supone contabilizar la
frecuencia de cada atributo discreto dada la clase, asi se obtiene P(a; = a;j|c) que representa
la probabilidad del valor a;; del atributo a; dada una instancia de la clase ¢, la verosimilitud.
A veces se suelen alterar estas estimaciones, en el caso de que no se presente ninguna instancia
para el caso de una variable, y en lugar de un cero para la probabilidad se sustituye por
P(c)/N, siendo N el namero de instancias del conjunto de entrenamiento, consiguiendo asi

2concepto de frontera de Markov [Pea88] que se vera en el proximo capitulo
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una distribucién siempre estrictamente positiva. La forma de obtener estas probabilidades
a priori puede variar. Ante la ausencia de conocimiento se puede partir de la distribucion
uniforme, o bien de Dirichlet.

Una vez establecidos los valores de los pardmetros, para clasificar una nueva instancia llega-
da 17, el clasificador Ingenuo Bayes aplica el teorema de Bayes para determinar la probabilidad
de cada descripciéon dada la instancia

P(cli) = 713(3)31;(;'0)

Como la instancia i es un conjunto de n valores, la anterior ecuacién se puede expandir como

_ P(c)P(ay,...ap|c)
Zk P(al, ...an|Ck)P(Ck)

P(clay,...an)

Lo que caracteriza este método es la forma que tiene de calcular el término P(aq,...ay|c)
P(ay,...ap|c) = I1; P(a;|c)

donde los valores P(a;|c) son los valores de verosimilitud. Lo que permite un computo muy
sencillo de la probabilidad a posteriori de la clase dada una observacion, esto es posible por
la imposicion de una fuerte suposiciéon: que todos los atributos a; son condicionalmente inde-
pendientes dado el valor de la clase ¢. La descripcion de la variable clase asi como la de los
atributos del Ingenuo Bayes puede verse representada mediante el grafo de la figura 1.4

Figura 1.4: La estructura del Ingenuo Bayes

Como vemos este método no lleva a cabo ninguna busqueda a través del espacio de posibles
descripciones. El resultado es una descripcién determinada completamente por los datos de
entrenamiento y las distribuciones a priori. Como vemos el modelo se basa en unas suposicio-
nes poco realistas de independencia entre atributos dada la clase, lo que le confiere su gran
simplicidad y operatividad. Existen diversos algoritmos [CKB87, LIT92, Hol93, L.S94, FG96a]
a los que hay que anadir los propuestos en el capitulo 4, que quieren mantener éstas caracte-
risticas del Ingenuo Bayes, eliminando la suposicién de independencia. Veamos por ejemplo
el algoritmo de construccion de un TAN [FG96a|, Tree Augmenting Naive Bayes. Este es un
algoritmo que se basa en la estructura del Naive Bayes (la variable clase es padre de cualquier
atributo, lo que hace que en la clasificacién se tengan en cuenta todos los atributos) pero
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que trata de representar las dependencias entre atributos. Esto supone un costo de compu-
tacion adicional para realizar la busqueda de la mejor estructura que modelice las relaciones
de dependencia e independencias entre atributos. En este caso, el algoritmo se restringe a
estructuras arbéreas. El constructor de TAN puede considerarse una extension del algoritmo
basico de Chow y Liu [CL68| en el que la busqueda se reduce a construir el arbol generador
maximal y la medida utilizada como peso de las aristas es la informacién condicional mitua
entre atributos dada la variable clase. Esta medida tiene las mismas propiedades de la medida
original de Chow Liu, lo que le confiere una complejidad de orden polinomial. Volveremos a
tratar este tema con mayor detalle en el capitulo 4.

Con el amplio espectro de métodos de aprendizaje supervisado recogido y los que no estan
(que se nos han quedado en el tintero) que dan lugar a multitud de clasificadores, podemos
plantearnos ‘; Qué es importante para elegir un clasificador?’

Uno de los objetivos del estudio de la clasificacién es poder elaborar un clasificador lo mas
correcto o exacto posible, esto es, proporcionar predicciones certeras. En este sentido, de entre
los clasificadores que se obtienen por los diversos métodos de clasificacion descritos, los mas
simples son los mas aplicables, pero cuando existe cierta complejidad en la estructura de los
datos, el clasificador obtenido puede funcionar peor comparado con algtun otro clasificador con
mayor poder de representacion de los datos. Por otro lado, los clasificadores capaces de abar-
car estructuras muy complejas, aunque teéricamente superiores, pueden resultar desastrosos
cuando se usan inapropiadamente, se tienen datos insuficientes... Luego no se puede decir de
forma absoluta que un método sea mejor que otro, podra serlo en su caso a la luz de unos
resultados empiricos de cada clasificador, que es donde se pueden comparar en pie de igualdad.

Otro objetivo que se plante6 con posterioridad, es el de desvelar o mostrar la estructura
predictiva del problema (de los datos), esto es, facilitar su comprension. Se trata de entender
qué variables o interaccién de variables dirigen el fenémeno para dar una caracterizaciéon de
las condiciones (en términos de los atributos) que determinan que un objeto pertenezca a
una clase més que a otra. Ambos objetivos no son excluyentes. En este sentido, las redes
bayesianas contribuyen con su componente grafica a este aspecto cualitativo o descriptivo, a
diferencia de los clasificadores obtenidos por métodos estadisticos o los métodos para redes
neuronales. El modelo de los drboles tampoco resulta muy descriptivo, pues la posiciéon relativa
de las particiones en el arbol no es indicativa de la importancia que tiene para la clasificacion.
Puede ocurrir que una variable importante de cara a la clasificaciéon no esté incluida en el
arbol durante el proceso de aprendizaje del arbol por escasas diferencias ntumericas con otras
variables.

Otros criterios para elegir un clasificador pueden ser el tiempo y la memoria consumidos
durante el entrenamiento, o bien cuando utilizan el mismo formalismo, el de la simplicidad
del modelo. Asi por ejemplo, dadas dos redes consideradas buenas para la clasificacion de
un conjunto de muestras, se elige la mas simple dado que tiene suficiente complejidad como



30 Capitulo 1. Redes de Creencia. Aprendizaje y Clasificacion

para clasificar bien el conjunto de muestras y ademdas porque es de esperar que clasifique
correctamente més objetos nuevos, que no formaban parte del conjunto de entrenamiento.

El criterio més frecuente para evaluar un clasificador es el de las tasas de error para un
conjunto de observaciones. El problema con la evaluacién de las tasas de error cuando se hacen
sobre el mismo conjunto de entrenamiento es que muestra unos resultados optimistas sobre el
clasificador, parece mejor predictor de lo que es realidad con cualquier observaciéon. Esto se
debe a que todos los procedimientos de clasificacién, directa o indirectamente tratan de reducir
el error de la clasificacién de los datos usados en el entrenamiento. Una forma de evitar esto es,
dividir el conjunto de observaciones disponible £, de tamano N, en dos partes L1, Lo, holdout,
una dedicada al entrenamiento y otra para evaluar el clasificador. La razon suele ser 2/3, 1/3
respectivamente para entrenamiento y test [BFOS84]. Cuando el namero de observaciones es
grande la estimacion de las tasas es honesta y eficiente. Sin embargo para tamanos pequenos,
se prefiere el método de la walidacion cruzada [BFOS84]. Las observaciones de £ se dividen
en v subconjuntos de aproximadamente el mismo tamano, Ly, ..., L,. Para cada %, 1 = 1...v,
se aplica el proceso de aprendizaje utilizando como conjunto de entrenamiento £ — L;, las
observaciones de £ que no estan en L; y se evalia el clasificador con £;, que no se ha usado
para el entrenamiento. La estimacion de las tasas de error del clasificador es la media de las
v tasas obtenidas. Cuando v es grande, se construye cada uno de los clasificadores utilizando
un conjunto de entrenamiento de tamano N(1 — 1/v), que es casi tan grande como L. La
suposicion de la validacion cruzada es que el procedimiento es ‘estable’, esto es que las tasas
de error estimadas son muy parecidas a la real. Cuando v = N se conoce como la estimacién
de dejar uno fuera, leave-one-out.



Capitulo 2

Una Metodologia para el Aprendizaje
de Redes de Creencia

2.1 Introduccién

Vamos a describir aqui un método nuevo para el aprendizaje de redes de creencia, denominado
BENEDICT [AC96b|, acronimo compuesto por las palabras (BElief NEtworks DIscovery using
Cut-set Techniques). Las técnicas de conjuntos de corte a las que hace alusion su nombre
se justificaran més adelante en este capitulo. Por el momento baste indicar que este método
comparte con otros método de aprendizaje que: para la construccién de la estructura este
algoritmo determina qué relaciones de dependencia e independencia pueden deducirse de los
datos; y para completar el aprendizaje de la red, estima la fuerza de las dependencias, mediante
un proceso de aprendizaje de los parametros sobre la estructura a partir de los datos. Sin
embargo presenta bastantes particularidades como iremos apreciando.

Ya se comentaron en el capitulo anterior los dos tipos de métodos empleados para el apren-
dizaje de la estructura, los que hacen uso de tests de independencias y los que usan un criterio
de bondad de ajuste mediante una funcién puntuacion. Aunque es facil encuadrar los diversos
algoritmos conocidos en la literatura dentro de una u otra categoria, esta clasificaciéon no es
excluyente, ya que se pueden combinar ambas técnicas en la elaboracién de un algoritmo mix-
to, aprovechando caracteristicas de uno y otro enfoque. Tenemos por ejemplo los algoritmos
propuestos en [SV93], y también es el caso de BENEDICT, que describiremos a continuacion. Sin
embargo, antes de exponerlo en toda su complejidad, vamos a formular con cierto detalle el
método inicial usado para la construccién de redes sobre el que se podran incorporar sucesivas

mejoras.

El contenido por secciones de este capitulo es como sigue: a la actual seccién dedicada a la
introduccion le sigue la seccion 2.2 donde se describe de forma detallada el algoritmo BENEDICT-
bdsico, precursor de nuevos algoritmos mas refinados que se expondran en el capitulo siguiente,
y donde se apuntan posibles mejoras. Se sigue en la seccion 2.3 con el desarrollo tedrico del
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empleo de los conjuntos d-separadores de tamano minimo como modelo de independencias
aproximado, y donde se revela qué relacion tienen los conjuntos separadores minimos en grafos
no dirigidos con la capacidad maxima en grafos de flujo. Se incluye un apartado donde se
expone el algoritmo para determinar los conjuntos mencionados, el algoritmo Minimo-corte
y algin ejemplo de funcionamiento. Se concluye este capitulo con el desarrollo tedrico de
diversas extensiones al planteamiento inicial de los conjuntos minimos d-separadores.

2.2 Un método basico de construccion de la red. BENEDICT

Como hemos apuntado, se van a presentar diferentes versiones del algoritmo BENEDICT, que
tienen incorporadas ciertas ideas y enfoques diferentes para el aprendizaje automético de redes;
sin embargo todas ellas comparten los siguientes elementos de entrada

e un conjunto de n variables de estudio U = {z1,z2,...,z,}.

e un orden [ sobre las mismas; que la variable x es anterior a y en el orden [ se notara
como x <j ¥.

e un conjunto de muestras D con instancias de las variables de U.

Tener un orden / supone una severa restriccioén, aunque es frecuente encontrarse algoritmos
que la tienen como hipétesis de trabajo, asi [WL83, Pea88, HC90, CH92, LPY 196, CBL97a].
Con todo, esta restriccion es bastante realista cuando se puede interpretar la relacién de orden
como precedencia en el tiempo en la forma descrita por Shachter [Sha86] con las cadenas de
Markov, o el propio J. Pearl con su interpretacion markoviana de una red bayesiana [Pea94],
también se puede interpretar como relacion causal [PV91, SGS93] o como el modo en que las al-
teraciones se propagan de una variable a otras [KB86|, aunque todas estas formas presupongan
un conocimiento a priori sobre la estructura.

Con estas entradas el algoritmo da como resultado una red bayesiana general, coherente
con la ordenacién [, con las probabilidades asociadas a los enlaces estimadas a partir de los
datos D. Como se vera en el proximo capitulo, mostraremos otra versiéon del algoritmo que
prescindira de la restricciéon del orden .

Idea intuitiva de BENEDICT: el algoritmo realiza una buisqueda greedy del mejor grafo ! segiin
la funcién puntuacién, entendiendo como mejor grafo aquél que dentro del espacio de busqueda
discrepe lo menos posible de los datos, esto es, que la lista de independencias representadas
en el grafo se hallan en los datos 2. La funcién puntuaciéon es la inversa de una medida de
discrepancia para cada grafo candidato respecto a los datos. El mejor grafo es aquél que
minimiza la medida de discrepancia.

La forma de viajar a través del espacio de buisqueda es partir del grafo completamente inconexo

(inicialmente se considera éste como el mejor grafo), e ir insertando arcos, esto es, aumentando

lesta es la parte de criterio de bondad de ajuste del algoritmo.
2y esta la parte de criterio de independencia del algoritmo.
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la complejidad respecto al anterior, en cada paso se elige el mejor grafo. Resumiendo, nuestro
algoritmo es ‘forward’, ‘greedy’, y usa una combinacioén de los criterios de independencia y de
bondad de ajuste para recuperar la topologia de la red.

Para plantear el algoritmo béasico vamos a presentar los elementos necesarios para iniciar
la construccién de la red.

1. Un conjunto de arcos candidatos L, determinados por la ordenacién de las variables.
L = {z; — zijlxj € Predi(z;)}, Predi(z;) = {z; € U|z; <; =i}

2. Un procedimiento que extrae las relaciones de independencia graficas representadas en un
grafo, llamado eztraccion—independencias que se describira con detalle posteriormente.

3. Un modelo de independencias M(G) = {(zs,x¢|S¢(zs, %))} que ha sido determinado
topolégicamente a partir del grafo G mediante el procedimiento anterior. S (s, x¢) C U,
es cualquier conjunto separador de g, x;.

4. Una medida de discrepancia entre cada aserto de independencia condicional del modelo
M y la base de datos, Dep(xs, z¢|Sc(zs,x¢)).

5. Una medida de discrepancia global g(G, D) que evaltia como de bien se ajusta cada red
candidata a la ‘verdadera’ distribucion (a la distribucion subyacente). Esta medida
es la suma de las discrepancias de cada independencia extraida del modelo. Se puede

considerar ésta como nuestra funcién puntuacién: se selecciona aquella red que minimice

esta medida, o bien definiendo f(G, D) = g(Gl Dy 5€ selecciona aquélla que proporcione
mayor valor para f.

El algoritmo tiene como entradas U = {z1,z5...x,}, el orden sobre las variables, [, y D, un
conjunto de muestras sobre las mismas.

Algoritmo BENEDICT-bésico

1. Se fija Gy = (U, &), dondeUd = {z1,22... 2}, E := 0
2. Se fja L = {z; — zilzj < z;}
3. g:=0
4. Para cada nodo x; € U hacer
(4.1) Para cada nodo x5 € pred;(z;) hacer
4.1.1. g := g+ Dep(xy, z5|0)
5. min:=g

6. 1:=1
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7. Mientras no parar hacer

(7.1) Para cada enlace x; — x), € L hacer
7.1.1. G = U, &1 U{z; = z1})
7.1.2. g:=0
7.1.3. M :=eatraccion—independencias(G} )
7.1.4. Para cada independencia (zs, ¢S (25, 2t))cr € M hacer
9 := g+ Dep(zt, 5|Sqr (5, 7t))
7.1.5. si g < min entonces

min =g
X = Tk
Y := Z g

(7.2) E =& U{Y — X}
(7.3) L= I\[Y = X}
(1.4) i=i+1

Explicacion del algoritmo: el algoritmo comienza con el grafo totalmente inconexo y todos los
arcos son candidatos a ser colocados, éste es inicialmente el mejor grafo. Se prueban uno a
uno todos los arcos candidatos. Asi, para cada arco candidato, se evalia la configuracién a
que da lugar al ser introducido y se obtiene el valor de la discrepancia de esa configuraciéon
con la distribuciéon de los datos. Tras esto, se selecciona el arco que proporciona la mejor
configuracién y se introduce en la estructura, se obtiene asi el mejor grafo con ese nimero
de arcos. Se repite este mismo proceso con el resto de los arcos candidatos y las nuevas
configuraciones mientras no se haya dado el caso de parada.

Vamos a ilustrar el funcionamiento del algoritmo mediante un ejemplo practico con los
distintos grafos que explora éste al aprender una red. Para este propdsito hemos llevado
a cabo un experimento simple, que consiste en aprender un grafo a partir de unos datos
que fueron obtenidos por simulaciéon de un grafo conocido. De esta manera se elabord el
grafo de la figura 2.1 que llamaremos 1263, nuestro grafo de partida, de 7 variables binarias,
U ={zl,22,...,x27}, y cuyo orden [ es el siguiente (z1,x9,xs,x3, %5, T4, 7). Se le asignaron
unas distribuciones de probabilidad a cada nodo, de forma aleatoria, y con esta red bayesiana se
simularon mil muestras para ser usadas por nuestro algoritmo como conjunto de entrenamiento.

Los grafos que se muestran en la pagina siguiente son los grafos obtenidos en los sucesivos
pasos del algoritmo. Como hemos comentado, se parte del grafo inconexo, Gy, y se inserta el
arco que da lugar al mejor grafo de conjunto £ de tamano 1 en el paso primero. Para ello se
han tenido que evaluar todos los grafos de tamano 1 de &£, probando a conectar z1 con z22 y
midiendo como la lista de independencias marginales que se desprenden del grafo a) se ajusta
a los datos, haciendo lo propio con el grafo b), probando el enlace 1, 6, siguiente en la lista,
idem con el grafo ¢), enlace x1, 23, y asi sucesivamente probando con cada uno de los enlaces
hasta el z4, 27. Con todo, ya podemos elegir el mejor, en nuestro ejemplo practico de entre los
21 grafos candidatos, result6 ser el grafo con el enlace 6,27, ya tenemos el grafo G;. En la
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Figura2.1: Grafo original, G, de 8 enlaces, con orden (21, T2, Tg, T3, 5, T4, L7)

siguiente iteracion se parte de Gy y se prueba a insertar de forma alternativa un enlace entre
los enlaces posibles, de la forma que se muestra en a’) con el enlace z1, 22, en b') probando el
enlace z1,x6, en ¢’) con el enlace 1, x3. etc... hasta encontrar el mejor grafo de tamafio 2 en
el nimero de arcos.

9 9 9

De forma general, se inserta el arco que da lugar al mejor grafo de tamafio 4 en la i-ésima
iteraciéon, entendiendo como mejor, aquel grafo que mas disminuye la discrepancia entre el
grafo y los datos. Mostramos a continuacién la secuencia de grafos obtenida por BENEDICT



36 Capitulo 2. Una Metodologia para el Aprendizaje de Redes de Creencia

para recuperar la red original a partir de las muestras de entrenamiento.

C C
9 9
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Secuencia de grafos Gg, G1,Go, ..., Gg hasta recuperar la red original.

&
®

Ya hemos visto que la idea béasica del algoritmo es medir las discrepancias entre las inde-
pendencias condicionales representadas en cualquier red candidata y aquéllas que reflejan los
datos. Cuantas menos discrepancias haya mejor se ajustard la red a los datos. Lo que he-
mos de plantearnos es ‘;Qué independencias representa una red, para ser contrastadas con
los datos?’. En otras palabras, ¢;Cuéles son las independencias que ha de identificar nuestro
procedimiento eztraccion—independencias?’. Para responder a esta pregunta utilizamos el cri-
terio de independencia grafica o d-separacion [Pea88], propiedad de toda red bayesiana para
representar asertos de independencia. Sin embargo, el nimero de sentencias de d-separacién
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representado por un grafo puede ser muy alto y, como veremos, por razones de eficiencia y
fiabilidad (a la hora de calcular la discrepancia global), nos interesa excluir gran parte de ellas
y quedarnos sblo con un conjunto que podriamos denominar ‘representativo’ de todas las
d-separaciones presentes. Veamos mediante el grafo 1263 del experimento anterior, figura 2.1,
de qué volumen de independencias estamos hablando.

La lista que se muestra a continuaciéon contiene los asertos de independencia gréfica que
involucran al par de nodos z7 y x1, como nodos independientes. De arriba abajo, aumentando
el tamano del conjunto separador, esta lista la constituyen un total de 18 independencias gra-
ficas asociadas a ese par de nodos, en el grafo G. Para abreviar, en la notacién prescindiremos

de ()c-

(z7,21|72), (27, 21|75),

(x7,x1|x2,x4), (x7,x1|x2,x5), (x7,x1|x2,x6),(x7,x1|x4,:c5>, (x7,x1|x5,x6>,
(x7,x1|x2,x3,x6), (x7,x1|x2,x4,x5), (x7,x1|x2,x4,x6),
<$7,$1|$2,$5,$6>,<$7,$1|$3,$5,$6>,<$7,$1|$4,]}5,$6>,

(x7,21|T2, 73, T4, %6), (T7,T1|T2, T3, X5, T6), (T7, T1|T2, T4, T5, T6), (T7,T1|T3, T4, T5, T6),
(x7,21|T2, 23, T4, X5, T6).

A todas luces no es operativo utilizar todas las d-separaciones representadas en G (de la
forma indicada anteriormente, (z,y|Z), pares de variables separadas por un conjunto sepa-
rador), ya que el nimero crece exponencialmente con el nimero de nodos. Pero es que de
forma general, dado un conjunto de variables U = {z1,x9,...,2,}, se puede plantear cual-
quier sentencia de d-separacion de la forma (X,Y|Z), donde X, Y y Z no son &tomos sino
subconjuntos de cualquier tamano de U/. Necesitamos pues seleccionar, de entre tantos asertos
de independencia, un conjunto mas reducido.

Lo primero que se nos ocurre es usar el concepto que Verma y Pearl definen como la lista de
causas, ‘causal input list' en [VPI0], que ellos utilizan para determinar los ancestros de cada
nodo.

Para establecer el concepto empleamos la notacion siguiente: dado un conjunto de variables,
U, y un orden [ de las variables en U = {z1,zo,...,x;,...}, seally = {z1,...,z;—1} el conjunto
de predecesores de z; en el orden [ y sea ademas B; C U;, un conjunto minimal que cumple
la condicion de d-separacion (z;,U; \ B;i|B;); dicho en palabras, dado B;, z; es independiente
de todos los predecesores que no estdn en Bj;; entonces la lista de causas es el conjunto de n
sentencias de d-separacion {(x;,U;\ B;|B;),i = 1,...,n}. Lalista de causas tiene la interesante
propiedad de que el grafo formado por la designacién, para cada ¢, de los elementos de B;,
(rq(z;) = Bj), como padres de z;, es un I-map minimal [Pea88]. Y lo que es mas, todas las
sentencias de d-separacion representadas en el grafo se pueden deducir de esta lista de causas,
mediante los axiomas de grafoides [Pea88].

Asi pues, podemos reducir el conjunto de independencias M, de un tamano considerable,
constituido por independencias del tipo (zs, z¢|Sc(xs, z1))q, siendo Sa(zs, ;) C U cualquier
conjunto que d-separa x5 de z; en G, a n sentencias del tipo (z;,U; \ B;|B;), por lo que se
reduce el orden de complejidad del algoritmo.



38 Capitulo 2. Una Metodologia para el Aprendizaje de Redes de Creencia

Sin embargo, no sélo nos interesa el numero de independencias sino que también importa
el nimero de variables implicadas en esas independencias. Recordemos que cada uno de los
asertos de independencia extraidos de nuestro modelo M, que es el que estamos tratando de
determinar, habia de ser contrastado con los datos mediante una medida, Dep, sobre las varia-
bles implicadas en la independencia. El problema es que cada uno de los asertos de la lista de
causas involucra a todas las variables en U;U{z;}, y por consiguiente el calculo de la discrepan-
cia de cada aserto de independencia y los datos, Dep(z;,U; \ B;|B;), seré de orden exponencial.

Para reducir la complejidad vamos a usar la propiedad de descomposicion (uno de los
axiomas de grafoides). Supuesto el conjunto U; \ B; = {z;,,...,z;, }, en lugar de considerar
la independencia (z;,U; \ B;|B;)c, podemos descomponerla como (z;, 7i;|Bi)g, Vj = 1,...,k.
De esta manera reducimos de forma, considerable el tamanio de los conjuntos implicados en el
calculo de la medida de discrepancia y por ende ganamos en eficiencia y en fiabilidad. Aunque
por este procedimiento en lugar de s6lo n asertos de independencia, obtenemos un méximo

de n?

. Ya tenemos que, dada cualquier red candidata, el conjunto de independencias que
intervienen en el paso 7.1.4. del algoritmo, nuestro modelo M, est4 constituido ahora por
independencias de la forma (z;, z|7q(7;))c. Estas independencias son las determinadas para
cada par de variables no-adyacentes z; y x; condicionado a los padres de z;; se asume que
xj <; x; en el orden [; por la propiedad de simetria (otro de los axiomas de grafoides), se
puede también escribir como (z;, z;|7q(z;))q.
Por ejemplo, para la red de la figura 2.1, cuyo orden [ de las variables en U es (z1, z2, Tg, T3, 5,

Z4,%7), obtenemos la lista de independencias:

(z1,26|0), (z1,m5]22), (21, 4|75, T6), (%1, 7|75, T6),
<$2,$6|0>, <$2,$3|$1,$6>, <$2,$4|$5,$6>, <$2,$7|$5,$6>,
(z6, 5|T2), (73, T5|22), (T3, T4| TS5, T6), (X3, T7|T5, T6), (T4, 27|25, T6)-

Sin embargo, podemos tratar de reducir aiin més el tamano del conjunto de d-separacion, el
conjunto de corte. La idea es que, dados dos nodos z; y xj, tal que z; <; z;, en lugar de
utilizar el conjunto de todos los padres de x;, podriamos usar el conjunto de tamafo minimo
que consiga d-separar x; de zj. Por supuesto que encontrar este conjunto nos supondra un
esfuerzo adicional, pero nos veremos compensados, como veremos de forma notable, con un
decrecimiento en el costo de computacién de la medida de discrepancia de cada uno de los
asertos. Y como veniamos diciendo, también conseguiremos tener unos resultados mas fiables,
ya que se necesitan menos datos para calcular una medida de orden menor. Esta serd nuestra
iltima reduccion. Para el ejemplo de la figura 2.1, el nuevo conjunto de independencias seria:

(!171,!176|@>, <I17$5|I2>7 <I17I4|I5>7 <I17I7|$5>7
<$27$6|®>7 <I27$3|I1>7 <I27I4|I5>7 <I27I7|$5>7
(z6,z5|0), (x3,75|22), (23, 24|25, 26), (23,27|T5,26), (T4,27|T5,T6).

Comparando una y otra lista la reduccién ha sido la siguiente: partiamos de 8 indepen-
dencias de segundo orden y pasamos a sélo 3 de segundo orden, pasamos de 3 a 7 de primer
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orden y por ultimo teniamos 2 de orden cero y ahora tenemos 3. Hemos sustituido algunas
independencias en favor de otras de menor orden.

Como ahora veremos, la reduccion, que depende de la topologia de la red, puede ser notable
y en algunos casos cortando incluso la complejidad exponencial. Por ejemplo, en la red que
se muestra en la figura 2.2, si nos quedamos con las independencias de cada par de nodos
condicionado al conjunto de padres del nodo mayor en [, tendriamos 10 independencias de
orden cero, 30 de primer orden y 5 de orden cinco. Mientras que si usamos el conjunto minimo
separador en lugar de los padres, tenemos 40 independencias de orden cero y 5 de primer
orden, salvando entre otras las independencias de orden cinco.

>N
oo

De manera definitiva, dado un orden [ sobre el conjunto de nodos, y dada una red candidata

® ©
L
O @

)
)

®
®

Figura 2.2: Un dag con 11 nodos

G, para cualquier par de nodos no adyacentes z;,z; en G, tal que z; <; ;, proponemos
reemplazar las independencias (z;, z;|Sq (i, z;))a, que constituian el modelo M de BENEDICT-
bdsico, donde S¢(z;, ;) C U podia ser cualquier conjunto que d-separa z; de z; en G, por un

Sc(wi, ;) especifico, el minimo *

conjunto d-separador de z;, z;. Es necesario indicar aqui que,
cuando buscamos el conjunto minimo d-separador, buscamos el conjunto con el menor niimero
de variables, sin atender al numero de casos de las variables que conforman este conjunto de

corte.

2.3 Conjuntos d-separadores de tamano minimo

El método que ahora presentamos para encontrar los conjuntos minimos separadores de los
que habldbamos en la seccién anterior estd basado en una modificacién del bien conocido
algoritmo de Ford-Fulkerson para problemas de maximo flujo [FF62|. Pero antes de exponer
el algoritmo, veamos las implicaciones tedricas que nos han llevado a utilizar herramientas no

3Conjuntos separadores de tamafio minimo pueden haber varios, pero con un criterio de proximidad que se
verd mas adelante, nos garantizamos la unicidad.
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directamente relacionadas con los conjuntos d-separadores en dags, tales como un algoritmo
para hallar la maxima capacidad en una red de flujo, dos cosas a priori no relacionadas.

2.3.1 De d-separacién a separaciéon

El problema recién planteado es el de encontrar un conjunto d-separador de tamano minimo
para dos nodos z;,z; en un grafo G. Aunque de forma més general el problema que vamos a
resolver consiste en encontrar un conjunto d-separador de tamano minimo para dos conjuntos
de nodos X eY en un grafo G.

Este es un problema de optimizacién combinatoria y en principio no parece facil de resolver,
debido a que el criterio de d-separacién es dificil de manejar, amén de sutil. Esto ultimo se debe
a que, como sabemos, en algunos casos la instanciacion de algunos nodos (nodos cabeza-cabeza
o descendientes) activa caminos mientras que en otros casos la instanciacion de otros (nodos
no cabeza-cabeza ni descendientes) los bloquea. Hemos considerado la opcion de transformar
el problema en uno equivalente para evitar el uso del criterio de d-separaciéon, cambiando éste
por un criterio mas ‘uniforme’. El criterio de separacion, para grafos no dirigidos, se presenta
como una buena alternativa. Es por ello por lo que la primera parte de la metodologia que
vamos a seguir consiste en transformar nuestro problema en un problema equivalente de sepa-
racion.

En [LDLL90] se establece la equivalencia entre el criterio de d-separacion y el de separa-
cién, algo que nos serd de gran utilidad. Sin embargo, como veremos, los resultados de esta
equivalencia no son directamente aplicables para nuestro proposito. Vamos a introducir aqui

unos conceptos previos para plantear la equivalencia.

Sea G un dag y a un nodo de G. Los nodos (§ tal que existe un camino dirigido en G de «
a [ se denominan descendientes de « y se notan des(a). De forma parecida, los nodos [ tal
que existe un camino dirigido en G de 8 a « se denominan ancestros de «, y se notan an(«).
Un subconjunto de nodos X es un conjunto ancestral si contiene sus propios ancestros, esto es,
si an(a) € X Va € X. Notamos An(X) como el conjunto ancestral méas pequeno que contiene
a X, An(X) = X U (Usexan(a)). El grafo moral G™ del dag G es el grafo no dirigido con
el mismo conjunto de nodos aunque con « y 3 adyacentes en G™ si y sblo si son adyacentes
en G o bien si hay un nodo 7 tal que « — v y 8 — v son arcos en G. En otras palabras,
se obtiene el grafo moral a partir del dag original ‘casando’ los padres con hijos comunes y
eliminando las direcciones de los arcos. Por otro lado, dado un subconjunto S de nodos en
un grafo G, notamos Gg al subgrafo G inducido por S, esto es, un grafo que contiene sélo al
subconjunto S del conjunto de nodos del grafo original, pero que contiene todos los enlaces de
G cuyos nodos terminales estan contenidos en S.
En el mencionado articulo, se probd el siguiente resultado importante:
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Sean X,Y y Z tres subconjuntos disjuntos de nodos de G. Entonces, Z d-separa X de Y sii
7 separa X de Y en (Ganxuyuz))™, donde (Ganxuyuz))™ es el grafo moral del subgrafo de
G inducido por el conjunto ancestral més pequenio que contiene X UY U Z. Simbélicamente:

(X,Y|2)d —= (X,Y|Z); ym (2.1)

GAn(XuYuZ)

Como indicAbamos, este resultado no es directamente aplicable porque el grafo transformado
(el no dirigido), donde hemos de hallar el conjunto de corte de X y de Y depende de X, de
Y y también del conjunto d-separador Z, que es precisamente el que estamos buscando. Asi,
habriamos de considerar el conjunto separador Z de X,Y en todos los grafos no dirigidos que
se obtienen variando Z y seleccionar el de cardinalidad més pequena, lo cual es una tarea
inutil.
Sin embargo vamos a probar que es posible transformar nuestro problema en un problema de
separacion, donde el grafo no dirigido, en el que hemos de buscar el conjunto minimo separador
de X e Y, s6lo depende de los conjuntos X e Y. La proposiciéon que sigue a continuaciéon
muestra que si se verifica la relacién de d-separacién entre dos conjuntos de nodos X e Y en
un dag, donde el conjunto d-separador estd contenido en el mas pequeno conjunto ancestral
de X UY, entonces esta misma relacion se verifica en un dag més pequeno, aquel dag inducido
por los ancestros de X,Y.

Proposicioén 2.1 Dado un dag G = (U,E), X, Y CU, y Z C An(X UY), sea H = G pp(x0y)
el subgrafo de G inducido por An(X UY'). Entonces

(X,Y|2) = (X,Y|2)%

Demostracion: La condicion necesaria es evidente, ya que H es un subgrafo de G. Probemos
la condicién suficiente: supongamos que (X,Y|Z)% v =(X,Y|Z)%. Entonces, existe al menos
un camino C, en G, que conecta un nodo z de X y un nodo y de Y, tal que para todo v € C,
si v no es un nodo cabeza-cabeza entonces v € Z, y si v es un cabeza-cabeza, entonces o
bien v € Z o bien des(y) N Z # (. Si el camino C estuviera formado unicamente por nodos
procedentes de An(X UY), entonces existiria un camino C, en H, no bloqueado por Z, por
tanto ~(X,Y|Z)%, lo que serfa una contradiccion con nuestra hipotesis. Por consiguiente,
existen nodos en C' que no pertenecen a An(X UY). Sea -y uno de estos nodos, esto es,
Y € C, v € An(X UY). Como 7y pertenece al camino que conecta z e y, y ademds 7y no
es ancestro de x ni de y, entonces -y ha de ser un nodo cabeza-cabeza de C o bien ancestro
de un nodo cabeza-cabeza de C'. Como todos los nodos cabeza-cabeza de C pertenecen a Z o
son ancestros de los nodos que pertenecen a 7,y ya que Z C An(X UY'), en cualquiera de los
casos 7y también pertenece a An(X UY'), lo que constituye de nuevo una contradiccion. Por
lo tanto tenemos que (X,Y|Z)4. o

La siguiente proposicion establece el resultado de base necesario para resolver nuestro pro-
blema de optimizacién y dice que cualquier conjunto que d-separe los conjuntos de nodos X
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e Y, que no contenga nodos superfluos, debe estar contenido en el conjunto ancestral més
pequeno, An(X UY). Dicho de otra manera, todos los conjuntos minimales d-separadores
estan formados exclusivamente por nodos ancestros de X o de Y.

Proposicion 2.2 Dado un dag G = (U,E), X, Y CU, sea Z C U un conjunto de nodos tal
que (X,Y|Z)% y ~(X,Y|Z2" ), VZ' C Z. Entonces Z C An(X UY).

Demostracion: Supongamos que Z € An(X UY'). Vamos a definir Z/ = ZNAn(XUY) C Z.
Entonces, partiendo de nuestra hipétesis, tenemos que =(X,Y|Z’ 4. Como Z' C An(X UY),
resulta evidente que An(XUY UZ' ) = An(XUY). Por lo tanto, mediante la equivalencia (2.1),
se obtiene

~(X,Y|2Z')} = ~(X,Y|Z)}

GAnLXuYuZU)m GAnLXuYﬂm
Luego X e Y no estan separados por Z' en (GAn(XUY))ma por tanto existe un camino C
entre X e Y en (Ganxuyy)™ que no atraviesa Z'; sea C' el camino formado por los nodos
en An(X UY) que estan fuera de Z. Por otro lado, ya que An(X UY) C An(X UY U Z),
entonces (Gan(xuy))™ € (Ganxuvuz))™. Luego el camino encontrado anteriormente, C,
también es un camino en (Gan(xuyuz))™ que no atraviesa Z, lo que significa que X e YV
no estan separados por Z en (Gan(xuvuz))™ ¥, de nuevo mediante la equivalencia (2.1), se
obtiene que X e Y no estdn d-separados por Z en (G, en contradiccién con nuestra hipotesis.
Por consiguiente ha de ser Z C An(X UY). O

La siguiente proposicién muestra que, mediante la combinacién de los resultados de las
proposiciones 2.1 y 2.2, podemos reducir nuestro problema original a uno mas simple, que
involucra a un grafo mas pequeno.

Proposicion 2.3 Sea G = (U,€) un dag, y X,Y C U. Entonces el problema de encontrar
el conjunto minimo d-separador de X eY en G es equivalente al problema de encontrar el
conjunto minimo d-separador de X eY en el subgrafo inducido G 4 x0y)-

Demostracion: Sea H = G an(xuy), ademds, vamos a definir los conjuntos S¢ = {ZCUu|
(X,Y|Z)4} y Sy ={Z C An(X UY) | (X,Y|Z)%}. Entonces vamos a probar que

|S| = min |Z] < |S| = min |Z].

Ze8a ZeSH

Mediante la proposicion 2.1, se deduce que Sg C S¢, y por lo tanto es cierto que mingegs,, |Z| >
minges, |Z|.
-Condicién necesaria: Si |S| = mingeg, |Z|, entonces VS’ C S tenemos que S’ ¢ Sg, y
de la proposicién 2.2 se obtiene que S C An(X UY), y ahora mediante la proposicion 2.1
obtenemos S € Sy. Luego ya tenemos que |S| > mingeg, |Z] > minges,, |Z] = |S|, por tanto
|S| = minges,, |Z].
-Condicion suficiente: Si |S| = mingegs, |Z] > minges,, |Z| = |Zp|, tenemos VZ' C Zy, Z'
¢ Sa, v, de nuevo mediante las proposiciones 2.2 y 2.1, es cierto Zy € Sy, asi como |Zy| >
minges, |Z] = |5|, lo cual es una contradiccion. Por tanto, |S| = mingcgs,, |Z]. O
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Lo tnico que nos resta es transformar nuestro problema en un problema equivalente que
implique separacién en lugar del criterio de d-separacion:

Teorema 2.1 EIl problema de encontrar un conjunto minimo d-separador para X e Y en un
dag G es equivalente al problema de encontrar un conjunto minimo separador para X eY en
el grafo no dirigido (G gn(xuy))™-

Demostracion: Usando la notacion de la proposicion 2.3, sea H™ el grafo moral de H =
Ganxov), ¥ SiE = {Z C An(X UY) | (X, V[ Z)im}.

Sea Z cualquier subconjunto de An(XUY'). Entonces, teniendo en cuenta las caracteristicas
de los conjuntos ancestrales, es evidente que Hy,xuyuz) = H. Luego, mediante la aplicacion
de la equivalencia (2.1) al grafo H, tenemos

(X,Y|2)f; & (X,Y|2)¢ = (X,Y|Z)jm

HAn(XUYUZ))m

Ya tenemos que Sy = S}}. Ahora, mediante la proposicién 2.3, se obtiene

|S| = min |Z] & |S|= min |Z|.
VATl ZeSym

€ |

Antes de mostrar el algoritmo que va a resolver el problema presentado al comienzo de
la seccion 2.3.1, vamos a ver sobre un ejemplo el significado préctico de los resultados recién
obtenidos. Vamos a considerar el grafo de la figura 2.3, donde los nodos estdn numerados en
un orden compatible con la estructura del grafo (los padres de cualquier nodo aparecen antes
que sus hijos en el orden). Nos vamos a fijar en los nodos z3 y z15, para los que queremos
encontrar el conjunto minimo que los d-separa. De entre todos los posibles conjuntos podriamos
seleccionar de forma sistemética, el conjunto formado por los padres, los hijos y los padres de
los hijos de cualquiera de los dos, la llamada frontera de Markov [Pea88] que aisla a cualquier
nodo de todos los demés que no estén en su frontera. En nuestro ejemplo los dos conjuntos
{z1, 19,14, 75,26} v {28, 9, 10, T16, T17, 18} d-separan z3 de x15. Para d-separar un nodo
de todos sus no descendientes nos bastarian los padres del nodo, en este caso como 3 es un
no descendiente de x5, podemos asegurar que x3 y x5 estan d-separados por el conjunto
{]38, 9, ]310}.

Sin embargo, ;Podemos encontrar un conjunto més pequeno que también d-separe los dos
nodos? Para contestar a esta pregunta debiéramos examinar cualquier posible camino que
conecta x3 con x5, teniendo en cuenta la gran cantidad de conjuntos d-separadores que se
pueden obtener del grafo GG, y entonces seleccionar el de menor tamarfo.

El resultado de la proposicién 2.3 nos permite reducir de forma considerable el espacio de
bisqueda dénde buscar el conjunto d-separador, gracias a la eliminacién de los nodos que no
pertenecen al conjunto An(z3,715). Se muestra en la figura 2.4 el subgrafo inducido G'an(z, 21 5),
que tiene 11 nodos, de los 18 de partida. Con ello, se ha reducido la complejidad del grafo al
mismo tiempo que el nimero de caminos a explorar. Por tltimo, se puede ver en la figura 2.5,
el grafo moralizado (G An(m’xw))m donde, gracias al teorema 2.1, hemos de buscar el conjunto
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x1

Figura 2.4: Dag G pp

z3,%15)

minimo separador de x3 y x15. Con este grafo resulta més facil determinar que el minimo
conjunto separador de z3 y z15 es {9}, y en virtud de la equivalencia demostrada, también
es el minimo conjunto d-separador.

En esta seccion hemos planteado de forma tedrica el problema de encontrar el conjunto
minimo d-separador de dos conjuntos X e Y en un dag G. Como caso particular de éste, es el
encontrar el conjunto minimo que d-separa un par de nodos z e y, en lugar de dos conjuntos.
De este problema se puede plantear la siguiente extension: dados dos conjuntos de nodos, X
e Y y un tercer conjunto S, encontrar el minimo conjunto, que llamaremos Z que junto con §
d-separa X de Y. Merece la pena apuntar que un algoritmo que resuelva este tltimo problema
puede utilizarse para comprobar la d-separacion mediante S, si el conjunto Z es vacio entonces
S d-separa. X de Y, en otro caso no los d-separa.

Cabe indicar aqui que estos planteamientos tedricos tienen una interpretacién muy util
en la préctica, a saber, la solucién de este problema representa la minima informacién que
es necesario conocer para evitar que dos conjuntos de nodos tengan mutua influencia, bien
en ausencia de cualquier otra informacion (problema original) o bien en presencia de algun
conocimiento previo, que estaria contenido en S (extension de nuestro problema). Es preciso
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x9 x1

Figura 2.5:  Grafo moral (G'An(z4,2,5))™

indicar que al hablar de informacién lo haciamos en sentido amplio, no con el significado
asociado al término en la Teoria de la Informacién. Hacemos referencia al minimo namero de
variables, cuyos valores hemos de conocer para romper toda influencia mutua entre los dos
conjuntos.

Existen algunas aplicaciones para las que encontrar el minimo ntimero de variables para evitar
toda influencia entre dos conjuntos resulta interesante.

Supongamos que partimos de una red construida

e Vamos a suponer que estamos interesados en obtener informacién acerca de una variable
(p.-ej. la variable de clasificacion) y que hemos de decidir qué variables hemos de conocer
para mejorar nuestro conocimiento sobre la variable de interés. Si conocer el valor de
cada variable supone distinto costo, buscaremos el conjunto minimo d-separador de la
variable de interés y del conjunto de variables mas costosas. Mediante la observacion de
las variables del conjunto separador se evita tener que observar las variables consideradas
de costo alto.

e Dadas dos variables que representan enfermedades, puede ser de interés en un proceso
de toma de decisién, encontrar el nimero minimo de variables, p.ej. los sintomas, que
las d-separa.

Ademads de éstas y otras posibles aplicaciones, recordemos la principal aplicacion a la que se
iba a destinar la solucién desarrollada: se trata de evaluar como se ajusta un dag candidato a
los datos. Se tendrd un buen ajuste cuando todos los asertos de d-separacién representados en
el dag se correspondan con verdaderos asertos de independencia presentes en los datos. Segun
se deduce del desarrollo anterior, para cada par de nodos no adyacentes se busca el conjunto
minimo* separador en el grafo moral inducido, y se mide la discrepancia de cada aserto de
independencia condicional con los datos, o con la distribucién conjunta, para la evaluacién del

dag.

“En aras de la eficiencia y de la fiabilidad, el tamaifio del conjunto separador ha de ser lo mas pequeiio
posible.
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2.3.2 El algoritmo para el conjunto d-separador de tamano minimo

Queremos desarrollar un algoritmo para encontrar el conjunto d-separador de tamafio minimo
para dos nodos z e y en un dag G. Sin embargo el conjunto d-separador minimo de z e y
no tiene por que ser tnico, razén por la cual hemos de proponer un criterio adicional para
seleccionar uno de ellos.

Veamos las siguientes consideraciones: como G es un grafo aciclico, uno de los dos nodos
no es descendiente del otro, supongamos que x no es descendiente de y. Una forma natural
de d-separar x de y en G serfa usar los padres de y, m(y); sin embargo, nuestro objetivo es
seleccionar el conjunto de tamano minimo. Si el conjunto m(y) tuviese el tamano minimo nos
quedariamos con él; s6lo nos planteamos el reemplazar alguno de los padres (o todos) cuando
el cambio proporciona una disminucién en el conjunto d-separador. Y para ser coherentes
con esta idea, parece logico usar los nodos lo mas cercanos posible de y. Veamos el ejemplo
de la figura 2.6: para d-separar x de y mediante el conjunto de tamano minimo tenemos dos
candidatos, el conjunto {¢} y el conjunto {z}. En este caso nosotros elegiremos el conjunto

{t}. @
O—0— -

Figura 2.6: Dag, donde z e y pueden ser d-separados por los conjuntos {z} y {t}

Por consiguiente, proponemos como criterio para seleccionar un sélo conjunto d-separador
el siguiente: entre todos los conjuntos d-separadores de tamano minimo de z e y, suponiendo
que x no es un descendiente de y, escogeremos aquél que sea mas cercano a y. Entendiendo
esta proximidad en términos de longitud de los caminos que conectan y con el conjunto se-
parador. De todas formas conviene indicar que éste es s6lo uno de los posibles criterios para
elegir un conjunto d-separador minimo; cualquier otro criterio podria ser también valido. Lo
realmente importante para nuestros propoésitos es garantizar que el conjunto elegido sea de
tamano minimo.

Partiendo de los resultados obtenidos anteriormente, para resolver el problema bésico de
encontrar el conjunto minimo d-separador de x e ¥, basta con encontrar el conjunto minimo
separador de z e y en el grafo no dirigido (G An(zuy))m. Asi que teniendo esto en cuenta, nuestro
objetivo ahora es dado un grafo no dirigido H = (V,€£), y dados dos nodos no adyacentes
xz,y €V, encontrar el conjunto minimo que separa x de y, en el caso de que exista mas de uno
se seleccionara el mas proximo a y.

Para el disefio de un algoritmo que resuelva el problema actual nos hemos de dar cuenta de
la estrecha relaciéon que existe entre problemas de conectividad y problemas de flujo en grafos.
De forma general se plantea un problema de flujo cuando, dado un grafo dirigido, queremos
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determinar el méximo flujo que puede ser transmitido desde un cierto nodo fuente, s, del grafo,
a un nodo especifico ¢, sumidero. En este contexto, cada arco del grafo tiene asociado un valor,
la capacidad del arco, que representa la maxima cantidad de flujo que puede ser transmitida
a través del arco.

Para establecer la relacion entre el maximo flujo y el minimo corte nos hemos de remitir a
[FF62], donde se demuestra que el valor del maximo flujo que va de s a ¢ en un grafo coincide
con el valor del minimo conjunto de corte que separa s de t. Ademas, los mismos autores
Ford y Fulkerson desarrollaron un método para el problema del méximo flujo. El algoritmo
[FF62, Chr75] usa una técnica de etiquetado y de arbol de busqueda para construir de forma
iterativa el flujo a través de la red. Por tanto, si le asignamos a cada arco la capacidad de
1, el algoritmo de Ford-Fulkerson nos debiera de identificar el conjunto de corte de tamano
minimo.

Por desgracia, el concepto de conjunto de corte al que hacen alusion los autores e identifica el
algoritmo, no hace referencia a un conjunto separador compuesto por nodos sino a un conjunto
separador compuesto de arcos. Un conjunto de corte que separa s de ¢ es un conjunto de arcos
por el que pasan todos los caminos en el grafo que van de s a t; el valor de un conjunto de corte
es la suma de las capacidades de sus arcos. Ademas, buscamos conjuntos de nodos separadores
para grafos no dirigidos, mientras que el algoritmo mencionado hace referencia a conjuntos de
arcos separadores, los conjuntos de corte, en grafos dirigidos.

Sin embargo, esto no es problema, ya que resulta facil transformar conjuntos de arcos
separadores para grafos dirigidos en conjuntos de nodos separadores para grafos no dirigidos,
como se muestra a continuaciéon. Podemos ver un grafo H = (V,&) cualquiera, como uno
dirigido H = (V,g), considerando simplemente cada arista u—v € &£ como el par de arcos
U=V, U VE . Por otro lado, podemos cambiar un problema de conectividad de nodos en
H aun problema de conectividad de arcos mediante un grafo auxiliar Haue = V', 5aux), de la

forma siguiente:
e Cada nodo u € V corresponde a dos nodos u*,u~ € V'.
e A cada arcou — v €€ le corresponde un arco u~ — vT € ci_';ux.
e También incluimos los arcos de la forma ut — v~ en 5aux.

La transformacion del grafo H en el grafo Haux se muestra en la figura 2.7.

O—C0©  O=O—C0=0
L J

I

H

aux
Figura 2.7: Transformacion de H en ﬁaux

Asi pues, le damos a todos los arcos en Haux la capacidad de 1 y la busqueda del conjunto
de nodos minimo separador de s y t en H es equivalente a la buisqueda del minimo conjunto
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de corte de s~ y t* en ﬁaux: ya que el flujo total que entra en un nodo u™ ha de pasar
necesariamente por el arco 4™ — u~ cuya capacidad es 1. Luego el flujo maximo en el grafo
ﬁaux debe corresponder al minimo conjunto de corte que contiene sélo arcos del tipo u™ — u~
y por consiguiente, los nodos u en H que corresponden a los arcos u™ — u~ del conjunto de
corte en Haux constituyen un conjunto de nodos separadores en H de tamano igual al valor
del conjunto de corte.

En conclusién, para resolver el problema de encontrar el conjunto minimo separador de dos
nodos z e y en un grafo no dirigido H, vamos a aplicar el algoritmo de Ford-Fulkerson para

T en un grafo auxiliar dirigido Ha,,x. La razén para usar el

encontrar el méximo flujode y~ a x
méximo flujo de y~ a ™ en lugar del flujo que va desde z— a y™ es porque la propia dindmica
del algoritmo de Ford-Fulkerson favorece la presencia de nodos cercanos a la fuente y~ en el
conjunto separador, conforme a nuestro criterio para la eleccién de un conjunto minimo.
Afortunadamente, a pesar de tanta transformacion, no es necesario realizarlas explicita-
mente para pasar de nuestro grafo original H al grafo auxiliar ﬁaux. Hemos desarrollado un
algoritmo que trabaja directamente sobre H. De hecho, nuestra implementaciéon del algoritmo
usa el dag original G sobre el que queremos comprobar las d-separaciones, y todas las trans-
formaciones de G a H = (G an(zuy))™ v de éste a H,ux se realizan de forma implicita. Sin

embargo, para facilitar la exposicién, vamos a describir el algoritmo usando el grafo H.

De forma intuitiva, el algoritmo iterativamente encuentra caminos disjuntos que enlazan y
con z (esto es, caminos que s6lo tienen en comun sus nodos extremos). El nimero maximo
de caminos disjuntos serd el tamano minimo del conjunto de corte. El algoritmo utiliza la
técnica de arboles de busqueda para la identificaciéon y el etiquetado de los caminos disjuntos.
Concretamente, utiliza una busqueda primero en anchura para encontrar el mas corto de los
caminos disjuntos entre y y x.

El proceso de encontrar un camino disjunto puede descomponerse en un procedimiento
adelante y otro de retroceso. El procedimiento adelante comienza en el nodo y. A partir de
y, si el arbol de busqueda alcanza =z, ya se tiene un nuevo camino. Durante la bisqueda
el algoritmo usa un procedimiento de etiquetado para marcar el camino seguido para ir de
y a x; mientras se estd considerando cada camino, se etiqueta cada nodo explorado con el
identificador del nodo por el que se ha llegado a él (mediante varios tipos de etiquetas), hasta
que ya no se puede seguir explorando, el arbol esta bloqueado, o bien hasta que se ha llegado
al nodo z de destino.

El proceso retroceso se lleva a cabo s6lo cuando el procedimiento adelante ha acabado con
éxito en z. Este intenta recuperar el camino recién encontrado: cada nodo en el camino esta
marcado como perteneciente al camino que se estd montando, y los arcos implicados estan
etiquetados con la direccion con la que fueron recorridos. Durante el proceso, algunos de los
caminos encontrados previamente pueden ser alterados (para permanecer disjuntos); por ulti-
mo todas las etiquetas de exploraciéon son eliminadas. Los dos procedimientos se repiten hasta
que todos los arboles de biisqueda quedan bloqueados antes de alcanzar z. S6lo entonces, par-
tiendo del nodo y, el algoritmo determina el conjunto de nodos separador minimo mediante
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los enlaces marcados.

Después de esta breve explicacion del algoritmo, vamos a exponerlo de forma detallada.
Es necesario indicar que el algoritmo utiliza y actualiza la siguiente informacion acerca de los
nodos:

El estado. Un nodo puede estar en uno de estos tres posibles estados:

o ctiquetado y explorado, esto es, tiene alguna etiqueta y todos los adyacentes han sido
‘procesados’,

e cliquetado y no explorado, esto es, tiene alguna etiqueta pero no todos los adyacentes
han sido ‘procesados’,

e 1o etiquetado, no tiene ninguna etiqueta.

Las etiquetas. Un nodo v puede tener simultdneamente dos etiquetas, etiqueta-p (positiva) y
etiqueta-n (negativa), para implementar la conectividad del modelo presentado en la figura 2.7:
implicitamente, v representa dos nodos v y v~. En el proceso de etiquetado, se etiqueta un
nodo con el identificador del nodo por el que se ha llegado a él, asi, cuando el nodo v ha sido
alcanzado hacia adelante por medio del nodo u a través del arco u~ — vT, se fija u como
etiqueta positiva de v, etiqueta-p(v), mientras que cuando se alcanza v hacia atras desde u
a través de v~ — u™, se fija u como etiqueta negativa de v, etiqueta-n(v). Si se tiene la
etiqueta-p(v) = u, significa que el enlace u—v es parte de un camino candidato que conecta x
con y; si se tiene la etiqueta-n(v) = u, en ese caso el enlace u—v forma parte de un camino ya
existente que va desde x a y, que es susceptible de ser modificado eliminando precisamente el
enlace u—v. Cada nodo v tiene también un atributo logico, in: in(v) = verdad significa que v
pertenece a uno de los caminos disjuntos presentes que conectan x e y.

Por otro lado, cada enlace u—v tiene ademds dos atributos, marcado y dir: marcado
(u—v) = verdad significa que ese arco forma parte de un camino que conecta x e y; en es-
te caso dir(u—v) = (u,v) indica que este camino pasa primero por u y a continuaciébn por v.
Por dltimo, el algoritmo también usa una cola () para guardar los nodos etiquetados y no
explorados, empleados en la construcciéon del arbol de buisqueda.

El algoritmo funciona como sigue: inicialmente, todos los nodos estan sin etiquetar y su

atributo in(.) a falso, y partimos de y para tratar de alcanzar x.

El algoritmo tiene como entradas: un dag G = (U, €) y dos nodos distintos x,y € U no adya-
centes en G.

Algoritmo Minimo-corte

1. Se pone etiqueta-p(y) = y. Se encola y, (y estd ya etiquetado e inexplorado y
el resto de los nodos sin etiquetar).
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2. Eztraer de la cola el primer nodo u etiquetado y no explorado (se elimina de
Q)-

(2.1) Si in(u) = falso entonces se hace una bisqueda adelante f-busca(u).

(2.2) Si in(u) = verdad y etiqueta-n(u) vacia (p.ej. u solo tiene etiqueta posi-
tiva) entonces hacer busqueda hacia atrds b-busca(u).

(2.3) Si in(u) = verdad y etiqueta-n(u) no vacia (u tiene sdlo etiqueta nega-
tiva o bien ambas etiquetas positiva y negativa) entonces hacer las dos
bisquedas f-busca(u) y b-busca(u).

(2.4) Poner u como etiquetado y explorado.

f-busca(u) explora todos los nodos adyacentes v de u y les pone etiqueta po-
sitiva (etiqueta-p(v) = u) a todos aquellos nodos que son no etiquetados y
ademds marcado(u—v) = falso.

b-busca(u) identifica un nodo, t, adyacente a u, que cumple marcado(u-
t)=verdad y dir(u-t) = (t,u). Si t ain no ha sido explorado entonces se
fija a u etiqueta-n(t) y se exploran sus vecinos. Si t ha sido ya explorado y
solo tiene etiqueta positiva, es marcado como no explorado y se mete de nuevo
en la cola.

3. Repetir paso 2 hasta que o bien se etiqueta x en cuyo caso ir al 4 o bien
x no es etiqguetado y no se pueden poner mds etiquetas (la cola Q estd vacia)
en cuyo caso ir al paso 7.

Los tres pasos que acabamos de exponer constituyen lo que hemos llamado
procedimiento adelante.

4. Poner u = x.
5. Hacer lo siguiente:

(5.1) Siwu tiene solo etiqueta positiva, z =etiqueta-p(u) entonces poner marcado(u—
z)=verdad y dir(u-z) = (z,u). Si z # y entonces poner in(z)=verdad.

(5.2) Siu no tiene sdlo etiqueta positiva y se acaba de marcar un enlace enton-
ces z =etiqueta-n(u), poner marcado(u—z)=falso. Si z sélo tiene etiqueta
negativa entonces poner in(z)=falso.

(5.3) Si u tiene ambas etiquetas positiva y negativa y se acaba de desmarcar
un enlace entonces z = etiqueta-p(u), poner marcado(u-z)=verdad y
dir(u-z) = (z,u). Si z # y entonces poner in(z)=verdad.

6. Si z # y entonces poner y u = z y volver al paso 5. En caso contrario,
eliminar todas las etiquetas, vaciar la cola @Q, y volver al paso 1.

Los tres pasos anteriores es lo que hemos denominado procedimiento retro-
ceso. Son los que construyen el nuevo camino disjunto que conecta T e y
encontrado al final del paso 3, y modifican, si es preciso, algunos de los cami-
nos previamente encontrados.
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7. Anadir al conjunto separador todo nodo u adyacente a y tal que marcado(y—
u)=verdad y las dos etiquetas de u estén vacias. Para cada nodo u adyacente
a y que tenga marcado(y-u)=verdad, alguna de las etiquetas de u no es vacia
proceder como sigue: empezar en u y continuar el camino a través de enlaces
marcados hasta encontrar un nodo sin ninguna etiqueta, entonces anadir es-
te nodo al conjunto separador.

Vamos a ilustrar el empleo de este algoritmo en Ia red de la figura 2.5 ya que partiamos
del grafo moral ancestral de z;5 U z3. El primer camino encontrado que conecta x5 con xj3
es T15—r9—xr7—r5—x3, los valores in(-) de los nodos implicados se fijaron a verdad, y los enla-
ces asociados son marcados. El procedimiento adelante (sélo llama a f-busca) encuentra éste
camino, que no se interseca con ningin camino previo, por lo que el camino es facilmente
recuperado por el procedimiento retroceso. Tras esto, ningin arbol de busqueda alcanza ya
x3 desde x15, con lo cual los procedimientos adelante y retroceso cesan. Por tltimo, el tnico
enlace marcado encontrado partiendo x5 es z15—xg, y g9 es el Gltimo nodo etiquetado en el
camino que conecta z15 con x3 que contiene un enlace marcado. Luego, el algoritmo da {z9}
como conjunto separador.

A continuaciéon vamos a ilustrar el comportamiento del algoritmo en una situaciéon mas
compleja, como es el caso de que el nuevo camino encontrado al final del paso 2.2 interseque
con algiin camino previo, por lo que b-busca se ocupa de gestionar las etiquetas negativas para
redefinir el camino anterior. Consideramos el grafo G de la figura 2.8.

Figura 2.8: Grafo (7, seleccionados los nodos z1 Yy Tg

Vamos a suponer que el primer camino que el algoritmo encuentra en G es aquél cuyos
enlaces estdn marcados con 1, que conecta z1 con xg. Se marcan los enlaces x1—22, To—24 ¥
x4-1¢ y los valores in(.) de los nodos implicados se ponen a verdad. A continuacion, se parte
de nuevo de xg para alcanzar x1 y se aplica f-busca para ir de zg a x5 y de =5 a 3, cuyo valor
in(zy) esta a verdad, caso 2.2 del algoritmo. Como este camino corta al anterior, b-busca(xs)
vuelve atras hacia x4 y le pone la etiqueta negativa zs al nodo z4. Desde ahi el camino puede
continuar a través de los enlaces z4—r3 y z3—r1 mediante el procedimiento f-busca desde x4.
Este nuevo camino puede identificarse en la figura 2.8 por sus enlaces marcados con 2. Se puede
apreciar que los dos caminos no son disjuntos, comparten el enlace z9—x4. El procedimiento
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retroceso que recupera el camino, después de marcar los enlaces x1—z3 y x3—4, lo detectara
cuando encuentre la etiqueta-n(z4) = 2, paso 5.2 del algoritmo, eliminaré la marca del enlace
T9—x4 que procedia del camino anterior y continuara marcando zo—z5 y £5—xg, Se obtiene como
resultado dos caminos disjuntos zg—r5—r2—x1 v Te—24—r3—T1. Ya, ningan arbol de bisqueda
més alcanzard z; desde zg, y finalmente el algoritmo da como conjunto de corte el conjunto
{zy,z5}.
El paso 5.3 se aplica en situaciones en las que se intersecan varias aristas de diferentes caminos.
Lo dltimo a indicar sobre el algoritmo Minimo-corte es que es de orden de complejidad
comparable al original de Ford-Fulkerson, O(|U||€]).

2.3.3 Extensiones del problema inicial

Ya que consideramos que las extensiones al problema de encontrar un conjunto d-separador
de tamano minimo para dos nodos z;,z; en un grafo G, son de evidente interés y pueden
trascender las aplicaciones expuestas en esta memoria, vamos a tratarlas con el mismo rigor
tedrico con que fue expuesto este problema bésico, ademés de mostrar las modificaciones
necesarias del algoritmo para poder ser contempladas.

2.3.3.1 Primera extensiéon

Para la primera extension natural, encontrar el conjunto minimo d-separador para dos con-
juntos de nodos X e¢Y (en lugar de dos simples nodos) en el dag G = (U,E), es necesario
probar los siguientes resultados previos:

Proposicion 2.4 Sea (G gnxuy))™ = (An(X U Y),STH(XU),)), el grafo moral inducido de G
cuyo conjunto de nodos es el mds pequeno ancestral que contiene X UY y vamos a definir
GXY = (V,F) como sigue:

o V=An(XUY)U{ax, By},

o F =& xuy) U {ax—= | 3z € X t.q. z—=x € Szln(xuy)} U{fy—=2 | IyeY tq z—y €

gzln(XUY) } ’

Dicho en palabras, GXY contiene dos nodos imaginarios ax y Py que se han conectado res-
pectivamente a todos los nodos adyacentes a los nodos pertenecientes a X y a'Y.
Entonces, si ZN (X UY) =0,

(ax, By |Z)gxy <= (X, Y[Z)

)m

GAn(XUY)

Demostracién: Probemos la condicion suficiente. Supongamos que =(ax, By |Z)f xy; enton-
ces debe existir al menos un camino en GXY que no pasa por Z, que conecta ax y By de la
forma ax—t1—...—t,—By, t; € Z Vi. El nodo t; es adyacente a z, siendo z € X y el nodo ¢,
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es adyacente a y, y € Y. Por tanto el camino de (GAH(XUy))m, x—t1—...—tp—y No pasa por
—_ S
7, luego —(X, Y|Z>(GAn(xuy))

condicién necesaria se prueba de forma similar. O

= en contra de nuestra hipotesis. Por tanto (ax, By|Z>Z,Xy. La

El resultado anterior nos permite reducir un problema de separacién de conjuntos de nodos
a uno de separacion de nodos individuales (en un grafo ampliado).

La siguiente proposicion establece el resultado adicional necesario para resolver el problema:
el conjunto minimo separador de ax y By no puede contener nodos de (X UY).

Proposicién 2.5 Supongamos que tenemos el grafo auziliar GXY definido en la proposicion
anterior. Si (ax, By |[W)ixy y WN (X UY) # 0, entonces (ax,fy|W \ (X UY))Exy.

Demostracién: Supongamos que —(ax, By |W \ (X UY))%xy, esto significa que existira al
menos un camino ax—t...t,~fBy tal que t; € W\ (X UY) Vt;. Pero de (ax, By |W)ixy
podemos deducir que existen nodos de ese camino que estdn en W, y por tanto deben estar
en W N (X UY). Supongamos que algunos de esos nodos estan en W NY (si no es el caso,
aplicarfamos el mismo razonamiento para W N X). Sea t; el nodo de W NY que estd mas
proximo de ax en el camino anterior. Esto significa que Vi < kt; € WNY. Como t; € Y
entonces t;_; es adyacente a Y, y por tanto existe en GXY la arista tj_;-y. Tenemos
por tanto un nuevo camino ax—ti—. ..t 10y, de modo que Vi < k-1 ¢ € WNY,
pero sigue habiendo algunos nodos que estdn en W. En consecuencia, esos nodos deben
estar en W N X. Sea ahora t; el nodo de W N X que estd mas proximo a [y en el nuevo
camino (t, no puede ser igual a t;_; porque entonces X e Y serian adyacentes). Por tanto,
Vi, h <i<k—1 t; ¢ WnNX. Al ser t,,1 adyacente a un nodo de X, también existird la
arista ax—tp41 en GXY. Asi pues, tenemos un camino ax—the1 ... tk—1—Py que no contiene
nodos de W, lo que implica =(ax, By |W)? xy, en contradiccion con la hipotesis. O

Por tanto la separaciéon de X e Y en (GAn(XUY))m es equivalente a la separaciéon de ax y
By en GXY . Y lo que es mas, el minimo conjunto que separa ay de By en GXY solo tiene que
contener elementos de V \ (X UY U {ax,fy}). Por consiguiente, mediante la aplicacion de
estos resultados y el teorema 2.1, para encontrar el minimo conjunto d-separador de X e Y en
G, basta con encontrar el conjunto minimo separador de ax y By en el grafo auxiliar GXY.

De cara a la implementacién, para resolver el problema de separar dos conjuntos, basta con
transformar el grafo en la forma descrita en la proposicién 2.4 y aplicar el algoritmo original,

GXY es tal que si obtenemos un grafo inducido de

Minimo-corte. Podemos observar que el grafo
éste al eliminar los nodos de X e Y, hemos reducido nuestro problema actual al problema basico
de separar dos nodos ax y fBy, en un grafo més pequeno, ganando por tanto en eficiencia.
Las figuras 2.9, 2.10 y 2.11, donde X = {s,z},Y = {u,y} representan respectivamente,
el dag original, G, el grafo G*Y, transformacion de (G An(xuy))™, ¥ el subgrafo inducido

(GXY)y\ (xuy), sobre un ejemplo concreto.
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Figura 2.10: Grafo GXY | transformacion del grafo (G Anxuy))™

2.3.3.2 Segunda extension

La segunda extension del problema bésico consiste en: dados dos conjuntos de nodos X eY
en un dag G, y dado un tercer conjunto de nodos que denominaremos S, encontrar el conjunto
minimo, Z, tal que (X,Y|S U Z)%. En este caso tratamos de encontrar el conjunto minimo
d-separador de X e Y con la restricciéon de que algunos nodos del conjunto d-separador estan
fijados de antemano (conocimiento a priori). De forma similar a como se procedié en la
proposiciéon 2.1, vamos a probar que esta misma proposicién se puede extender con la nueva
restriccion.

El conjunto Z que se esta buscando ha de encontrarse en el conjunto ancestral mas pequenio
que contiene a X UY U S; los elementos de Z N An(X UY') presentes en los casos anteriores
interceptan los caminos que conectan X con Y, pero ademés los de Z N An(S) interceptaran
los posibles caminos abiertos por S.

Proposicion 2.6 Dado un dag G = (U,E), X,Y,S CU, y Z C An(X UY US), sea H =
G an(xuvus) €l subgrafo G inducido por An(X UY U S). Entonces

(X,Y|SU2Z) = (X,Y|SU 2)%.
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SN
® ®< >

Figura 2.11: Grafo (GXY)v\(XUy), grafo inducido del grafo anterior

La demostracion es similar a la empleada para la proposiciéon 2.1, sélo que ahora el conjunto
d-separador es SU Z. Y de la misma forma se demuestra también la extension de la proposi-
cién 2.2, el conjunto de corte Z, si es minimal, estard compuesto tnicamente por nodos que
son ancestros de X UY U S:

Proposicion 2.7 Dado un dag G = (U,E), X,Y,S CU, sea Z CU un conjunto de nodos tal
que (X,Y|SUZ), y ~(X,Y|SUZ' )L, VZ' C Z. Entonces Z C An(X UY U S).

Por tanto, el problema de encontrar en un dag G el conjunto d-separador minimo para X
e Y que contenga al conjunto .S, de nuevo en virtud de la equivalencia 2.1, es equivalente al
problema de encontrar el minimo conjunto separador de X e Y que contiene a S, en el grafo
no dirigido (Gan(xuyus))™-

Nos queda por demostrar que, para la implementacién, basta con eliminar del altimo grafo
el conjunto S y realizar la bisqueda del conjunto minimo separador de X e Y en el grafo
((Gan(xuyus))™) an(xuvus)\s, due para abreviar denominaremos GXYS. De nuevo la solucién
resulta de aplicar el algoritmo original, Minimo-corte, sin ningin cambio.

Proposicion 2.8 Sea (G gnxuyus))™ el grafo moral inducido de G cuyo conjunto de nodos
es el mds pequerio ancestral que contiene X UY U S y vamos a definir GXYS como el subgrafo
(G anxuyus))™) an(xuyus)\s inducido por eliminacidn del conjunto S.
Entonces,

(X, Y|Z)txys <= (X, Y[SUZ)

GAn(XUYUS))m

Demostracion: Condicion suficiente. Supongamos (X,Y|S U Z)f m. Por la hipo-

GAn(XUYUS))
tesis todos los caminos de X a Y estdn cortados por los conjuntos Z 6 S en (G an(xuyus))™-

Los caminos cortados por Z seguiran cortados en GXY® y todo camino cortado por s € S,
por definicién de separacién, si se elimina s del camino se corta el camino, luego también debe
estar cortado en GXY¥ y por tanto (X, Y|Z)ixvs-

Condicion necesaria. Supongamos —(X,Y|S U Z)f ym ¥ (X,Y|Z)}xys- Tenemos

GAn(XuYUS)
pues que existe al menos un camino en (G an(xuyus))”™ de laforma z—t; ... t,—y, 7 € X,y €Y
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yt; € SUZ Vi. Entonces ese camino seguird existiendo en el subgrafo inducido GXY9, y
obviamente t; ¢ 7 Vi, luego tendrfamos que —~(X,Y|Z)?,xys, en contra de la hipétesis. O
Veamos un ejemplo sobre el grafo de la siguiente figura 2.12 donde X = {z3},Y = {z15} y
S = {z12}. La busqueda del conjunto minimo d-separador se realiza en GXY* figura 2.13.

)

c
C z

Figura 2.12: Grafo donde separar 3 de 215 conocido x12

Figura 2.13: GXY'S | Grafo transformado del anterior

Por ultimo, otra posible extensiéon del problema es la de no considerar el conjunto mini-
mo separador como minimo en su cardinalidad; sino minimo en la cantidad de parametros
a considerar en el conjunto, esto es, el producto de los casos de las variables que componen
el conjunto separador. Hay una diferencia, y es que no es lo mismo un conjunto separador
formado por dos variables con tres y cuatro casos respectivamente, que por tres variables de
dos casos cada una. El ntmero de parametros para ambos conjuntos respectivamente es 12
y 8, con nuestro criterio actual de cardinalidad del conjunto d-separador, nos quedamos con
el conjunto de tamano dos. Las mismas razones que nos han llevado a elegir el minimo, la
eficiencia y fiabilidad en diferentes aplicaciones, nos llevarian a refinar este conjunto separa-
dor minimal con el nuevo criterio. Esta nueva extensién, que aqui no vamos a desarrollar, si
conlleva una modificacion del algoritmo, pues las capacidades asociadas a los enlaces del tipo
ut — u~ (que son los que se identifican con el nodo u), ya no debieran ser de 1, capacitando
a todas las variables por igual, sino que debieran de corresponder al niimero de casos de cada
variable. Este y otros cambios que afectan al algoritmo no serdn tratados aqui.
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Podemos concluir este capitulo con una cuestiéon tedrica que dejaremos abierta. Ya que
nuestro algoritmo se puede ver como un método para encontrar, dada una red, las relaciones
de independencia condicional que implican un menor nimero de variables, podria plantearse
el proceso inverso. Dicho de otra manera, dado un modelo de dependencias subyacente (que
puede o no ser dag-isomorfo), y dado el conjunto de independencias entre pares de variables
expresado mediante conjuntos condicionantes de tamano minimo, ‘; se podria construir una
representacion grafica de este modelo tal que todas las d-separaciones en el dag se correspondan
con independencias condicionales en el modelo? Esto es, un I-map minimal? Esto conduciria
a la definicién de un nuevo concepto, similar al de lista de causas, pero con un caricter més
‘local’. Resulta pues interesante el estudio de las propiedades, adicionales a las de grafoide,
que deberia satisfacer un modelo de dependencias para posibilitar este proceso inverso.
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Capitulo 3

Algoritmos de Aprendizaje de Redes
de Creencia

3.1 Introduccién

Ya se ha expuesto la metodologia para el aprendizaje de redes de creencia, un método hibrido
que combina el empleo de una funcién de ajuste y tests de independencia, materializado en el
algoritmo BENEDICT-bdsico. Adicionalmente se ha detallado el algoritmo por el que estos tests
se pueden aplicar con mayor eficiencia y fiabilidad. El proposito de este capitulo es concretar
algunos de sus componentes considerados anteriormente de forma genérica, como la forma de
integrar ambos algoritmos, el caso de parada o la forma de medir discrepancias determinadas
por la red y los valores de dependencia hallados sobre los datos, etc. También vamos a discutir
aqui las limitaciones (o problemas) de la solucion inicial y las ideas que se le han ido incorpo-
rando hasta conseguir el algoritmo definitivo de BENEDICT y otras soluciones més avanzadas.
Para acabar con una bateria de experimentos para ilustrar las diversas alternativas propuestas.

El contenido por secciones de este capitulo es como sigue: la seccidén 3.2 presenta dos
algoritmos cuyo origen es BENEDICT-bdsico. El primero de ellos es BENEDICT-dsepa, que integra
la teoria de los conjuntos minimos d-separadores en el esqueleto de BENEDICT-bdsico; le sigue
BENEDICT-creciente, con un enfoque diferente que aumenta la eficiencia respecto del anterior.
En la seccion 3.3 se describe el algoritmo BENEDICT-sin-orden junto con unos mecanismos
propios de exploraciéon del nuevo espacio de busqueda al eliminar la restricciéon del orden de
las variables de los anteriores algoritmos.

Tras disponer de diversos algoritmos de aprendizaje, la seccién 3.4 plantea un nuevo aspecto
del aprendizaje, saber determinar de forma sistemdatica cudndo se ha alcanzado el tamano
6ptimo de la red, para lo cual se presentan diferentes enfoques: disponer de una regla de
parada, aplicar una técnica de poda o bien cambiar la funcién de ajuste. La ultima parte
del capitulo, seccién 3.5, estd dedicada a mostrar resultados experimentales de los distintos
algoritmos sobre bases de datos propias y de libre distribucién; se muestran ademds tablas

59



60 Capitulo 3. Algoritmos de Aprendizaje de Redes de Creencia

comparativas de la aplicacién de las distintas técnicas descritas en la seccién 3.4. Se concluye
con la seccién 3.6, donde se abre la posibilidad de fijar conocimiento a priori en la estructura.

3.2 Refinando BENEDICT

Como adelantdbamos en la introduccién del capitulo, el algoritmo BENEDICT-bdsico es el al-
goritmo origen al que se le van a incorporar ideas y mejoras dando lugar a una serie de
algoritmos con entidad propia. El primero de ellos es BENEDICT-dsepa, que incorpora la teoria
de los conjuntos de corte minimo que acabamos de desarrollar.

3.2.1 BENEDICT con conjuntos de corte

Vamos a presentar una nueva versiéon de BENEDICT, donde se incorpora la optimizacién compu-
tacional del calculo de la discrepancia del grafo con los datos, mediante el uso de los conjuntos
d-separadores minimos. En el disefio del nuevo algoritmo ya no existe un procedimiento de
extraccion—independencias como tal, que determina todos los asertos de independencia del
modelo M, conjuntamente, para determinar el valor de la funcién de discrepancia del grafo
asi configurado y los datos; sino que este proceso se descompone en: para cada par de nodos
no adyacentes hallar el conjunto minimo d-separador, mediante el algoritmo Minimo-corte,
expuesto en la secciéon 2.3.2, y con este conjunto calcular el valor de discrepancia entre el
correspondiente aserto de independencia condicional y los datos.

El algoritmo tiene como entradas: U = {z1,z2...x,}, el orden sobre las variables, [, y D, un
conjunto de muestras sobre las mismas.

Algoritmo BENEDICT-dsepa

1. Se fija Gy = (U, &), donde U = {z1,22...2,},E := 0
2. Se fija L = {z; = zi|z; < i}
3.g:=0
4. Para cada nodo x; € U hacer
(4.1) Para cada nodo x5 € pred;(z;) hacer
4.1.1. g := g+ Dep(zy, zs|0)
5. min:=g {discrepancia inicial}
6. 1:=1
7. Mientras no parar hacer

(7.1) Para cada enlace z; — x, € L hacer {probando cada enlace candidato}
7.1.1. G; = (U,EZ',1 U {Ij — Ik})
7.1.2. g:=0
7.1.3. Para cada nodo z; € U hacer
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Para cada nodo ©5 € Predj(z) \ g (zt) hacer

Sq (x5, zt) := Minimo-corte(zs, xt)
g = g+ Depln, 74)Sc (5, 71)

7.1.4. si g < min entonces {recuerda el mejor enlace}

min =g
X =z
Y := Z g

(7.2} &= 52'_1U{Y—>X}
(7.3) Ti= I\Y = X}
(7.4) i:=i+1

Para entender un poco mas céomo se elige el mejor grafo tras una iteraciéon completa, paso
7.1, veamos como afecta la insercién de un nuevo arco a las independencias representadas por el
modelo. Para elegir entre los arcos alternativos a insertar, se elige en cada caso aquel arco can-
didato que reduce mas la discrepancia global entre el nuevo grafo y la distribucion, g(G;, D); en
casos sencillos es aquel arco cuyos nodos extremos se muestran més fuertemente dependientes.
Intuitivamente: antes de colocar el arco habia una independencia que se soportaba mal por la
distribuciéon de los datos, lo que implica que aportaba un valor Dep(zg, xt|SG2 (zs,14)) alto a
la discrepancia global, g(G;_1, D).

Esto no siempre es asi, lo cierto es que al insertar un nuevo arco, desaparece una indepen-
dencia, pero otras se reconvierten, esto se debe a que puede cambiar el conjunto d-separador.
Veamoslo en el siguiente ejemplo, sobre el grafo mostrado en la figura 3.1.

Figura 3.1: (4, un grafo de 4 arcos al que se le afiade {553 —>:1:5}

A continuacion se contrastan las listas de independencias presentes en el modelo antes y
después de insertar el arco z3 — z5. Con — enmedio de las listas, se indica el cambio que
manifiesta una independencia en un modelo y en otro, el resto permanece igual.
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sin el arco {z3 — =5} con el arco {r3 — x5}

(]31, x2|®>G4 (xla x2|®>G4U{x3—>x5}

(21, m5|24) 24 — (%1, 75|73, T4) G4 U{ws—ws)
(22, 73]0) G4 b (22, 23]0) Gaufes s )

(22, 5|24) 24 — (%2, 75|73, T4) G4 U{wy s}
(23, T4|21) 24 D (73, T4l T1) 64Uy s}

(23, 75]T4) G4 = x5, 25 Us\{73}) GuUf2s—a5)

Como vemos alguna independencia desaparece y otras se transforman, por ello es necesario

re-evaluar la discrepancia global del grafo completo en cada inserciéon de un nuevo arco,

7.1.83. Para cada nodo xy € U hacer
Para cada nodo =5 € Predj(x;) \ ng (z;) hacer
Sa (x5, m¢) := Minimo-corte(zs, 1)
g =g+ Dep(zt, z5|Sc (25, Tt))

pues el esfuerzo en determinar los términos de la sumatoria que han sido alterados con esta
insercion, debido a que el minimo conjunto d-separador ha cambiado, es comparable al célculo
global de la funcién. La lista de las independencias graficas de la columna derecha son las que
van a ser evaluadas por la medida Dep para la obtenciéon del valor de g en nuestro algoritmo,
para la configuracion G4 U {z3 — z5}.

Vamos a hacer ahora un andlisis rudimentario de la eficiencia del algoritmo para identificar
los cuellos de botella que pueden ser mejorados y doénde alguna estructura de datos puede
resultar ventajosa.

Observemos que con la restriccion del orden [, se tienen n % (n — 1)/2 arcos candidatos en L,
susceptibles de ser incorporados uno a uno en la estructura.

La obtencién de la discrepancia global del grafo inconexo, (paso 4), es de orden O(n?). El bucle
Repite Mientras, en el caso peor de que se pongan todos los arcos, puede ejecutarse n*(n—1)/2
veces, y cada ejecucion del bucle prueba a poner uno de los n*(n—1)/2—|&| arcos candidatos de
L y se han de considerar, los n*(n—1)/2—|€| —1 pares de nodos no conectados para obtener
su conjunto minimo d-separador. Sin considerar el orden de complejidad del subalgoritmo
Minimo-corte, el algoritmo tiene el orden de complejidad O(n®). Hay que hacer notar que
el nimero de veces que se llama al procedimiento es inversamente proporcional al numero de
arcos en la configuracién por lo que el orden de complejidad no es directamente multiplicativo.
El céalculo de la medida de Dep no se ha contemplado porque el algoritmo parte de unas
medidas calculadas inicialmente, marginales y condicionales de grado uno, y conforme van
haciendo falta nuevas medidas, éstas se calculan y se almacenan en una estructura de arbol
para poder ser reutilizadas en sucesivas iteraciones. Esta estructura sufre frecuentes recortes
para no almacenar medidas que han sido ya desechadas.
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Posteriormente a la publicacién de nuestro trabajo [AC96a] (un algoritmo exacto para

encontrar el minimo conjunto d-separador en redes de creencia) y de [AC96b] béasicamente
BENEDICT-dsepa), aparecié un algoritmo para el aprendizaje de redes de creencia que usa tests
de independencia, y que requiere un orden, [CBL97a]. En él, los autores recogen nuestra
preocupaciéon por evitar tests de independencia con conjuntos grandes como condicionantes y
tratan de encontrar los conjuntos minimos de corte. Sin embargo ellos proponen un algoritmo
que usa un método de busqueda greedy, lo que no garantiza encontrar el conjunto minimo.
Tampoco se preocupan de la distancia del conjunto dado por 'minimo’ a los nodos extremos,
entendida ésta como proximidad a los nodos extremos.
Estos mismos autores, proponen otro algoritmo similar pero al que han eliminado la restricciéon
del orden [CBL97b]. Con el mismo proposito de reducir esfuerzo de computacion al aplicar los
tests, plantean un nuevo procedimiento llamado try-to-separate-A que hace una busqueda
heuristica para encontrar el conjunto al que condicionar, sin embargo éste no siempre es
capaz de separar dos nodos que estan d-separados en el grafo! Por lo que, para garantizar
que el algoritmo aprende una estructura correcta, han de revisar los enlaces mediante un
procedimiento alternativo try-to-separate-B que hace una busqueda sistematica de todos los
conjuntos d-separadores candidatos de cualquier tamano hasta hallar el primer conjunto que los
d-separa o bien hasta agotarlos, en este tultimo caso el algoritmo aplica un niimero exponencial
de tests, por lo que tratan de evitar usarlo mientras sea posible.

3.2.2 BENEDICT creciente

La segunda versiéon de BENEDICT que vamos a presentar es BENEDICT-creciente cuya mejora
significativa es que le saca el maximo partido al orden impuesto [ (una fuerte restriccion), que
en el algoritmo anterior sélo servia para determinar la direccion de los arcos.

Sea U; = {z1,...,zi—1,2;}. El algoritmo inicialmente parte de un grafo sin enlaces y con
un tnico nodo esto es, Uy = {z1}, a diferencia de los anteriores BENEDICT que s6lo crecian en el
numero de enlaces. El proceso que ira siguiendo sera el de ir incorporando uno a uno los nodos
en la estructura, hasta i = n, dando lugar a distintos subgrafos de |Uf;| nodos, pero antes de
aumentar la estructura con la incorporaciéon del siguiente nodo en el orden, se insertan todos
los enlaces necesarios en cada subgrafo.

Por ejemplo, cuando i = 3, U; contiene los nodos de {1, z2,z3}; partiendo del mejor grafo
de dos nodos, trata de insertar alguno o los dos arcos candidatos, {x1 — x3, 22 — 3} que den
lugar al mejor grafo de tres nodos, antes de incorporar el nodo z4.

De forma general, cuando se incluye el i-ésimo nodo, el algoritmo tiene s6lo ¢ — 1 arcos can-
didatos que considerar (los posibles enlaces entre el altimo nodo y los anteriores), con los que
obtener el mejor grafo de ¢ nodos. De nuevo, se entiende como mejor grafo, aquel grafo que
minimice la medida de discrepancia entre el modelo y los datos. La medida de discrepancia
parcial es la misma que la empleada en ocasiones anteriores y la medida de discrepancia global
serd la sumatoria de un subconjunto de los términos que se consideraban para la discrepancia
global en BENEDICT .
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Al igual que antes, el algoritmo tiene como entrada U = {z1,zs...zy}, el orden sobre las
variables, [, y D, un conjunto de muestras sobre las mismas.
Algoritmo BENEDICT-creciente

1. Se fija G9 = (Uy,EP), donde Uy = {2,},EF := 0, y h := 0, el nimero de

arcos

2. Para i:= 2 hasta n hacer { para incluir los nodos}
(2.1) Se fija L = {x; — z;|z; < x;} { enlaces candidatos }
(2.2) Ui :=U;i—1 U {x;}
(2.3) g:=0

(2.4) Para cada enlace x; — x; € L hacer
2.4.1. g := g+ Dep(z;,z;|0)

(2.5) min:=g

(2.6) Mientras no parar hacer
2.6.1. Para cada enlace x; — z; € L hacer
2.6.1.1. GV = (U;, &M | U{z; — x;})
2.6.1.2. g:=0

2.6.1.3. Para cada nodo xy € Pred(z;) \ T b (x;) hacer
S (zk, ;) := Minimo-corte(zy, ;)
g:= g+ Dep(z, 2k |Sgr 2k, i)

2.6.1.4. si g < min entonces

min =g
X = T;
Y ;= x4

2.6.2. h:=h+1
2.6.3. =&MU {Y = X}
2.6.4. L:=IL\{Y — X}

Este algoritmo guarda cierto parecido con el algoritmo K2 [CH92] (que también precisa de
un orden), en su forma de considerar un nodo y todos sus padres (los que proporcionan un
incremento en la funcion puntuacion especifica de los mismos autores), antes de incorporar al
nodo siguiente en el orden.

Las mejoras de este algoritmo sobre el anterior tienen dos origenes. La primera es que cada
uno de los arcos candidatos se prueba un menor niimero de veces. Nuestro algoritmo greedy
va consiguiendo en cada iteracion del paso 2.6, el mejor grafo de 4 nodos, haciendo la busqueda
de la mejor configuracién en un espacio mas restringido, inicamente entre las configuraciones
que se originan introduciendo arcos del tipo z; — x;, siendo z; el ultimo nodo introducido y z;
un antecesor en el orden. Es sabido que el espacio de busqueda de los padres de un nodo esta
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en el conjunto de predecesores de ese nodo, esto lo compartia también el algoritmo anterior,
pero BENEDICT-creciente tiene en cuenta que la inserciéon de nodos, determinada por el orden,
no destruye las independencias ya fijadas en los pasos anteriores. De esto se desprende que las
configuraciones de los subgrafos anteriores permanecen invariantes. Lo que a efectos practicos
significa que no hay que volver a considerar, como arco candidato, un arco que no ha sido
incluido en iteraciones anteriores.

La segunda mejora es que se han de determinar los conjuntos minimos d-separadores pa-
ra un menor numero de pares de variables, para determinar el arco que da lugar a la mejor
configuracion; en otras palabras, el niimero de términos de la sumatoria para calcular la dis-
crepancia es menor. Esto se debe a que, como indicidbamos, tras la operacién de insercién, los
subgrafos anteriores permanecen invariantes, por tanto la medida de discrepancia asociada a
ellos es una constante en la sumatoria global. Por consiguiente, para seleccionar el mejor arco,
basta con considerar inicamente las independencias del dltimo nodo introducido respecto de
cada uno de los nodos antecesores con los que no esta conectado.

Todo esto, ha permitido una notable reduccién del orden de complejidad como seguidamente
podremos comprobar. De forma similar a como se hizo para el algoritmo anterior, vamos a
hacer un andlisis de la eficiencia de BENEDICT-creciente, que nos permitird ver la ganancia
respecto al anterior.

Para ello, conviene indicar que como se parte del grafo de un solo nodo, quedan por in-

troducirse n — 1 nodos, y cada vez que uno es introducido, en el paso ¢, el nimero de arcos
candidatos es de 7 — 1.
El bucle Repite Mientras, en el caso peor de que se pongan todos los arcos, puede ejecutarse
1— 1 veces. Cada ejecuciéon del bucle prueba a poner uno a uno todos los arcos candidatos que
quedan por poner en L, que son 1 —1 — (|&;| — |€i—1]) v se consideran i — 1 — (|&| —|&i—1]) — 1
pares de nodos no conectados (el numero de arcos candidatos menos los arcos que se han puesto
con el nodo z; y el que se esté considerando), para obtener su conjunto minimo d-separador.
El orden de complejidad del algoritmo es pues, O(n*).

Como vemos el algoritmo estéd intrinsecamente relacionado con el orden establecido; esto
hace que BENEDICT-creciente no pueda ser adaptado a la hora de eliminar la restricciéon de
disponer de un orden [, que se veré en la seccién siguiente. En todo caso, si no se dispone de
un orden [, siempre es posible aplicar BENEDICT-creciente 0 BENEDICT-dsepa, utilizando como
paso previo algin proceso de bisqueda de un buen orden. Algoritmos de este tipo, que son
capaces de aprender, a partir de una base de datos, un orden apropiado para las variables en
un red bayesiana, pueden encontrarse en [CH98, CH99|

3.3 Eliminando la restriccion de orden. BENEDICT sin orden

El algoritmo que vamos a presentar, BENEDICT-sin-orden, ya no trata de mejorar la eficiencia
de versiones anteriores, sino que se ha eliminado la restriccion de conocer a priori el orden [
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sobre las variables, e incluye un método propio de exploracién del nuevo espacio de soluciones.

Como indicamos hemos querido eliminar la fuerte restriccién que impone un orden entre las
variables. De esta restriccion (que requiere de un conocimiento a priori del experto, no siempre
disponible), se benefician los algoritmos al tener mas restringido el espacio de busqueda; para

;)
n variables éste es de 2\ * configuraciones posibles, ya que la configuraciéon de la red que
se obtenga como resultado del aprendizaje ha de ser coherente con esta ordenaciéon. Los
algoritmos que requieren de una ordenacién, sb6lo buscan los enlaces a colocar o a eliminar,
ya que de forma implicita dotan a cada enlace con una orientacion (los padres de un nodo se
encuentran en el conjunto de los predecesores de ese nodo determinado por el orden).

El algoritmo que proponemos para este nuevo problema, BENEDICT-sin-orden, comparte
con las versiones anteriores el objetivo de encontrar mediante una biisqueda greedy el mejor
grafo segun la funcién puntuacion. La funcién puntuacion serd la misma que anteriormente.
La mejor configuracion, la que alcanza mejor valor, es aquélla que obtiene el menor valor de
discrepancia con los datos hallado durante el proceso de busqueda. Todo permanece igual,
salvo la forma de explorar el espacio que serd distinta debido a que el espacio de biisqueda es
mucho mayor. Concretamente, la cardinalidad de este espacio puede expresarse mediante la
formula recursiva de Robinson [Rob77| para n nodos:

n

f) =30 )20 D (n i) donde £(0) =1y f(1) =1
i=1
De este total de configuraciones posibles, que son dags, no todas ellas son distintas entre si, si-
no que las hay que son equivalentes [Chi95|. Dos configuraciones son equivalentes (una puede
sustituir a la otra) sii ambas representan el mismo conjunto de independencias condiciona-
les [PV91]. Para poner de manifiesto de qué equivalencias se trata, nos es de gran utilidad el
siguiente teorema [PV90a]

Dos dags son equivalentes si y sdlo si tienen los mismos enlaces y los mismos nodos

cabeza-cabeza no emparejados.

Un nodo cabeza-cabeza b, en la estructura a — b < ¢ es no emparejado si los nodos a y
¢ no son adyacentes. Con esto se puede comprobar que los dos grafos de la figura 3.2 son
equivalentes.

El teorema anterior proporciona un criterio grafico para establecer una relacién de equiva-
lencia con la que partir el espacio de buisqueda en clases de equivalencia. Esto nos lleva a que
una representacion canédnica natural de la clase de equivalencia, que representa los invariantes
de todos los componentes de la clase, sea un grafo aciclico parcialmente dirigido '. Esto es lo
que denominan en [VP92| un pdag, que contiene tanto enlaces orientados como no orientados,
aunque no contiene ciclos dirigidos. La figura 3.3 es el pdag representante de los grafos de la
figura 3.2.

INo es este el tnico formalismo posible, los mismos autores en [PV90b] contemplan la presencia de varia-
bles ocultas, utilizan grafos aciclicos hibridos, que contienen enlaces no dirigidos, enlaces unidireccionales y
bidireccionales.
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Figura 3.2: Dos configuraciones equivalentes

Figura 3.3: Dag parcialmente orientado equivalente a los dos dags anteriores

Con estas consideraciones, el método de exploraciéon de nuestro algoritmo va a tratar de
viajar en el espacio (sensiblemente menor) a través de las clases de equivalencia en lugar
de visitar cada una de las posibles configuraciones del espacio original; esto ademés nos va
a permitir explorar el espacio de forma mas sistemdtica, como seguidamente mostraremos.
Aunque la gran mayoria de los algoritmos de aprendizaje de redes descritos en la literatura
buscan en el espacio de los dags, también se han descrito algunos algoritmos que realizan
la busqueda en el espacio de las clases de equivalencia como pueden encontrarse en [VP92,
SRM95, Chi96, LKMY96].

Sin la restriccion de un orden sobre las variables, cuando se prueba a anadir un nuevo enlace
a la estructura, su direcciéon no viene predeterminada, sino que se tienen que considerar por
separado las distintas opciones existentes.

En principio, al decidir incluir una conexién entre dos nodos x e y, se puede pensar que s6lo
se tienen dos opciones posibles: la conexiéon x — y o bien la x <—y. En caso de que los dos
nodos estuvieran inconexos, ambas alternativas son equivalentes, la funcién puntuaciéon de
BENEDICT darfa el mismo valor a ambas alternativas, luego se podria elegir cualquiera de las
dos indistintamente.

Supongamos ahora que decidimos anadir una conexién entre z y z, de nuevo se tienen dos
posibilidades z — z o bien x «+ z, sin embargo las configuraciones ahora posibles ya no son

equivalentes:

z =y zZ Ty

22T =Y 24T =Y Z= LAY Z4&T Y

Si hubiésemos elegido la opcién de la izquierda, introducir primero £ — y, habriamos eli-
minado la posibilidad de obtener el patrén z — x < y de forma gratuita, con lo que el proceso
de busqueda habria sido recortado, pues ya no seria capaz de explorar todas las alternativas
posibles. Aunque hubiésemos elegido z < y, hubiese ocurrido lo mismo con respecto a algin
otro nodo ¢, que se conectase con .
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Nuestro propoésito es introducir conexiones de modo que no eliminemos configuraciones
innecesariamente, asi que en lugar de arcos, se van a introducir aristas que sirvan de plantilla
para patrones equivalentes. Volviendo a nuestro ejemplo anterior, primero se introduciria la
arista £—y en vez del arco x < y 0 £ — y. A continuacién, al anadir una conexién entre z y
z habria que considerar las dos opciones siguientes: z—z—y y z — = < y, donde

z—x—y representa a cualquiera z =1z —y
de los patrones Z2 T =Y
24Xy

Para estas dos opciones la funcién puntuacién seria evaluada de forma diferente, permitien-
do asi distinguir la mejor configuracién de entre ellas.
Vamos a emplear la convenciéon de que cuando aparezcan aristas, éstas van a representar cual-
quier combinaciéon de arcos excepto patrones cabeza-cabeza; de esta manera exploramos una
sola vez la clase de equivalencia de la configuracion sin orientar, se retrasa asi la orientacion
al momento de un aporte posterior de informacién, nuevos arcos o aristas que introduzcan
nuevas dependencias o independencias. Podria verse este enlace ademés de como un arco no
dirigido, con las propiedades de conectividad propias de aristas, como una ligadura dinamica 2,
un recipiente que representa un conjunto de posibilidades.
A diferencia del algoritmo BENEDICT-bdsico, donde un movimiento en el espacio de busqueda
consiste s6lo en anadir un arco al grafo actual, con la direccién determinada por la ordenacion,
en esta version no ordenada, un movimiento en el espacio de busqueda va a consistir en anadir
un enlace entre dos nodos junto con la direccion (o la falta de ella) a emplear.

Lo que necesitamos ahora es una forma sistemética de ver cuales son las posibilidades dis-
tintas que surgen como consecuencia de introducir una nueva conexion en el grafo para asi
poder ser evaluadas y comparadas. Dicho de otra manera, una forma de ver cudles son las
clases de equivalencia ‘vecinas’ a una dada, en el sentido de que se puedan obtener esas clases
vecinas a partir de la inicial, mediante un movimiento local en el espacio de bisqueda: la
inserciéon de una conexioén.

Veamos con un ejemplo las distintas configuraciones a que puede dar lugar la introducciéon
de una conexién. Supongamos que en un paso intermedio del aprendizaje se tiene la situaciéon
mostrada en la figura 3.4. Entonces la introduccién de una conexién entre x e y sobre esta
configuracién no implica una tnica clase de equivalencia, sino que origina un conjunto de clases
de equivalencia distintas que tiene que ser explorado. Para la situacién descrita, se obtienen las
cuatro configuraciones distintas que se muestran en la figura 3.5. Una configuracion G;U{z —
y}, una configuracion G; U {x < y} sin introducir mas nodos cabeza-cabeza, donde todos
los adyacentes no orientados de = se ponen como hijos, y tantas configuraciones distintas

2Término extraido del paradigma de la programacion orientada a objetos, que se emplea para indicar que
un objeto, en este caso un enlace se deja sin instanciar hasta mas adelante.
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b

Figura 3.4: x no tiene padres y dos adyacentes que no son hijos e y tiene un padre y un hijo

Gi U{z < y} con un nodo mas cabeza-cabeza como nimero de enlaces no orientados tenga

Figura 3.5: Configuraciones vecinas por la conexién de x con y

z, en este caso dos.

En general, el numero y tipo concreto de configuraciones distintas a las que puede dar lugar
anadir una nueva conexién al grafo depende del numero y tipo de los enlaces de los nodos que
se van a conectar. Para describir estos tipos de configuraciones vamos a introducir la siguiente
notacién: Dado un nodo z:

I(z) = {t|t — = € G}, padres de z
C(z) = {t|lxr — t € G}, hijos de x
A(z) = {t|t - = € G, o bien x — t € G o bien z—t € G}, adyacentes a x

si |- | representa la cardinalidad de un conjunto, definimos
pz = [I(z)]
cr = |C(z)]
dz = | A(z)|

Estos tres son los parametros que vamos a considerar para cada uno de los dos nodos que se
quieren conectar, mediante los cuales se podra determinar el nimero y tipos de configuraciones
vecinas que se originan por esta conexion.

De la relacion entre estos parametros se cumple lo siguiente:
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pr+cr <dzx,y

sipr # 0= pr+cr=dx

La ultima sentencia significa que si un nodo tiene algin padre, entonces todas las aristas

adyacentes deben estar orientadas.

Para describir la casuistica a que dan lugar estos parametros sobre z y sobre y (los nodos

que se quieren conectar), vamos a utilizar la siguiente tabla para su mejor comprension.

no orientados,
se pone como
padre, el resto
como hijos

I

si pr—0? o
si de —cx =07 No
si py=07? No | si py=07? No
si dy—cy=0? o | 2 opciones | si dy—cy=0? o dr —cx +2
1 opcion dy —cy+1 o Iy de —cx +1 dr — cx + dy — | opciones en
o r—y opciones o Ty opciones cy + 1 opciones ® Ty
A e T—Yy B L] o T—y o Iy ta-
° Ty o Iy ° Ty y todos los | bla
uno s6lo de los uno so6lo de | uno s6lo de los | adyacentes a x
adyacentes a y los adyacen- | adyacentes a ¥ | no orientados, | si-
no orientados, tes a x no | no orientados, | se ponen como | gui-
se pone como orientados, se pone como | hijos en-
padre, el resto se pone co- | padre, el resto | ® zé—y te
como hijos mo padre, el | como hijos uno soélo de los
C resto  como | e Iy adyacentes a x
hijos uno s6lo de los | no orientados,
G adyacentes a z | se pone como

padre, el resto
como hijos
H

Esta tabla (que por razones de espacio ha sido fragmentada en dos) representa un érbol

de decision de nueve estados, etiquetados de A a I, éstos indican como conseguir las diferen-

tes configuraciones vecinas que se originan con la adicién de la conexién de x con y. Coémo

interpretar esta tabla: se llega a los distintos estados a través de las preguntas sobre alguno

de los parametros, situadas en la parte alta de la misma, entonces se escoge la parte izquierda

(lo que serfa la rama izquierda en el arbol), caso de que la respuesta sea verdad, se escoge la

parte derecha en caso de que sea falsa.

Se puede observar en la tabla completa 3.1 que de los nueve estados, algunos de ellos son
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simétricos por intercambio de los nodos z e y. Asi, son simétricos los estados B y D, en ambos
estados uno de los nodos tiene un conjunto de padres vacio, y el otro no, y ninguno de ellos
tiene aristas; son simétricos los estados F y H, un nodo no tiene el conjunto de padres vacio, el
otro si y éste ultimo tiene ademas alguna arista; y también los estados C y G, ambos conjuntos
de padres son vacios y s6lo uno de los nodos tiene aristas.

si pr=0°? No
si py=07? No
si dy —cy=07? No | 2 opciones
en | 2 opciones dy — cy + 2 opciones
° Ty
ta- * Ty o Ty
bla ® Ty ° Ty A
D y todos los ad- £
an- yacentes a Yy no
te- orientados, se po-
rior nen como hijos

e Ty
uno so6lo de los ad-
yacentes a y no
orientados, se po-
ne como padre, el
resto como hijos

F

Tabla 3.1: Tabla de estados que representa un arbol de decision

De cara al disenio del nuevo algoritmo, ya tenemos, para cada uno de los enlaces candi-
datos, una forma sistematica de explorar todas las configuraciones que origina establecer esa
conexion, para poder ser evaluadas por la funcién puntuacion.

Veamos un ejemplo de cada uno de los estados (excepto simetrias), y las posibles configuracio-
nes que se originan, al tratar de conectar el nodo z y el nodo y en la configuracién de partida,
situada a la izquierda, en la figura 3.6.

Hay que hacer aqui dos precisiones importantes sobre las configuraciones, debido a su
caracteristica de ser parcialmente orientadas:

Primera, para que se siga cumpliendo que: si pz # 0 = pz + cx = dz (cuando un nodo
tiene algin padre, entonces todas las aristas adyacentes han de estar orientadas), en algunos de
los estados descritos hay que completar la configuracién, esto es, es el momento de instanciar
algunas de las ligaduras dindmicas de los nodos implicados. Este proceso de completar consiste
en desencadenar una orientaciéon en cascada de las aristas hacia afuera a las que a alguno de
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sus nodos terminales le llega un arco.

Indicaremos posteriormente para qué estados esto es necesario, pero antes vamos a mostrar
un ejemplo. Consideremos la situacion que se muestra en la figura 3.7, en ella se quiere conectar
el par z,y, en esta situacion ninguno tiene padres y solo y tiene aristas (estado C). De entre
las tres configuraciones posibles (dy — cy = 2, ver tabla 3.1), al conectar x con y, se elige la
configuracion en la que hay un nodo cabeza-cabeza, el nodo y, esto es, x y z se convierten en
padres de y. El grafo en cuestion y el proceso de instanciacién de las ligaduras dindmicas se
muestra en la misma figura.

La segunda precisiéon es que es posible que alguna de las configuraciones anteriores deba
desecharse, porque dé lugar a un ciclo dirigido, con lo que el grafo resultante no seria un dag.
Por ejemplo, consideremos la situacién que se muestra en la figura 3.8, en ella sélo el nodo x
tiene padres e y tiene adyacentes que no son hijos, con esto queda determinado el estado F.
Supongamos ademés que de las cuatro configuraciones para conectar z e y (dy — cy = 2), se
prueba aquélla que no introduce ningan nodo cabeza-cabeza. Como podemos observar, tras
completar la orientacion, se obtiene un ciclo dirigido que invalida la configuracién.

No en todas las situaciones hay que completar ni se producen ciclos, en algunas podemos
saber a priori que no pueden aparecer ciclos y se ahorra trabajo. Sin embargo hay situaciones
donde es posible que puedan ocurrir, por lo que en este caso estamos obligados a realizar un test
de deteccién de ciclos dirigidos. En la tabla 3.2 se listan, para cada una de las configuraciones
de cada estado, el requerimiento o la falta de él (que se representa respectivamente con un 1
y un 0), de aplicar test de ciclos y completar, independientemente.

Verma y Pearl en [VP92| presentan un algoritmo para la construccion de un dag, en él
una vez establecidas todas las adyacencias y los nodos cabeza-cabeza (con lo que obtienen
un pdag), en la fase siguiente (fase 2) del algoritmo sélo fijan cuatro reglas o patrones (que
involucran a tres y cuatro nodos) para los que tienen restricciones suficientes para orientar un
enlace. Se relega un mayor esfuerzo de busqueda al proceso de completar, que ha de evitar en
todo momento crear ciclos dirigidos o introducir nuevos nodos cabeza-cabeza. En el caso de
que se incumpla alguna de estas dos restricciones durante el proceso de completar, se tienen
que deshacer todos los cambios y restablecer el grafo a su estado anterior. Nuestro algoritmo
BENEDICT-sin-orden con una casuistica mayor representada en las tablas 3.1 y 3.2 realiza los
dos pasos al tiempo: mantener las restricciones y completar, evitando asi las vueltas atras y
velando por la consistencia de la estructura con los datos. Para la implementacién final de
BENEDICT-sin-orden cabe indicar que se parte del grafo completamente inconexo, considerado
éste como el mejor grafo. Al igual que en versiones anteriores, se entiende como mejor grafo
aquel grafo que minimice la medida de discrepancia entre el modelo y los datos. También se
mantienen las medidas de discrepancia global y parcial del modelo con los datos. Sin embargo
una diferencia notable proviene del hecho de que el algoritmo BENEDICT-sin-orden opera sobre
pdags; esta situaciéon podria en principio ocasionar problemas porque el algoritmo Minimo-
corte, que determina los conjuntos d-separadores minimos esta disenado para trabajar con
grafos dirigidos aciclicos. Veremos que esto no representa ningtn problema, y se puede mo-
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’ 2?@ @ﬂO =
B, analogo para D?@ @@ :>
C, analogo para G?@ §> =

-
F, analogo paral—?@ §> =

Figura 3.6: Ejemplo de configuraciones para cada estado del arbol

LXLXLLLXY
LLLLL LX

S}

S
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P oot et

Figura 3.7: Transformacion de una configuracion tras establecer una conexion x, ¢, y completar

— <

/\,>

Figura 3.8: Transformacion de una configuracion que da lugar a un ciclo dirigido

dificar el algoritmo Minimo-corte de forma extremadamente simple para que pueda trabajar
con grafos parcialmente orientados. Para ello definimos primero el concepto de ezpansion® de
un pdag.

Sea G = (U,£ UR), un grafo dirigido aciclico parcialmente orientado, donde £ representa
el conjunto de arcos y R el conjunto de aristas no orientadas. Diremos que el grafo dirigido
aciclico G¥ = (U, £Y) es una expansion de G si se obtiene mediante una orientaciéon de todas las
aristas compatible con G, es decir una orientacién que no genera nuevas conexiones cabeza-
cabeza, y no contiene ciclos dirigidos. Mas formalmente, G" debe satisfacer las siguientes

condiciones:
ez s ycf=x—yc &Y% todos los arcos de G estan también en G°.

e ycR=2—-ycE oz yc &Y todas las aristas de G se transforman en arcos
de GP°.

r—oycefl=zr—-y€E o r—y ER;en G no hay mas enlaces directos que los que
habia en G.

=yl =1 ydE las aristas de G no pueden bidirigirse.

r—>y€el yz—oygE=>VtelU\{ryl t—y¢&E% nose aiaden nuevas
conexiones cabeza-cabeza.

3Traduccién libre del término estension acuiiado por Verma y Pearl en [VP92| que nosotros formalizamos
aqui.
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Estado configl Test Compl. config2 Test Compl. config3 Test Compl.
A x—y 0 0
B r—y 0 0 Ty 1 0
D Ty 1 0 Ty 0 0
C r—y 0 0 T =y 0 1
G r—y 0 0 Ty 0 1
E Ty 1 0 Ty 1 0
=y r—y
F rey 0 0 todos los 1 1 un Aly) 1 1
A(y) como como padre,
hijos resto hijos
Ty Ty
H r sy 0 0 todos los ¢ 1 un Alx) 4 1
A(z) como como padre,
hijos resto hijos
I r—y 1 0 Ty 1 1 T =y 1 1

Tabla 3.2: Proceso de completar y de test de ciclos dirigidos para cada configuracion de cada estado

Teniendo en cuenta el criterio grafico de [PV90a| para determinar la equivalencia entre dos

modelos, se deduce inmediatamente que todas las expansiones de un pdag son equivalentes,
por lo que podemos elegir cualquiera de ellas como substituto del pdag. No obstante, vamos
a mostrar que durante dicho proceso no es realmente necesario expandir el pdag con objeto
de aplicar el algoritmo Minimo-corte, sino que podemos trabajar directamente con el grafo
parcialmente orientado, modificando ligeramente dicho algoritmo 4. La diferencia sustancial
estriba en el grafo ancestral sobre el que realizar la busqueda del minimo conjunto d-separador
para un par de nodos. Concretamente hay que redefinir el concepto de menor conjunto ances-
tral que contiene a un subconjunto de nodos X, An(X).
Ya se defini6 para un dag el conjunto de ancestros de un nodo z, an(z), como el conjunto
de nodos desde los que existe un camino dirigido hasta z. Este mismo concepto se puede
mantener para pdags. Pero hay que hablar de un nuevo concepto, el conjunto de adyacentes
de un nodo z, ad(z), que definimos como el conjunto de nodos para los que existe una cadena
(formada solo por aristas) que los une con z. Entonces definimos el conjunto de ancestros
expandido de un nodo z, que notamos *an(x), mediante

*an(x) = an(x) U (Uze{x}Uan(x)ad(Z))

es decir, aquellos nodos que o bien son ancestros de x o bien estan conectados mediante cadenas
con algin ancestro de x o al propio z. Empleando este concepto definimos ahora el menor
conjunto ancestral expandido que contiene a un conjunto de nodos X en un pdag G, *Ang(X),

“El concepto de d-separacion en un pdag se define de forma obvia.
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como:
"Ang(X) = X U (Ugex “an(z))

Con estas definiciones se pueden probar los siguientes resultados (analogos a los obtenidos
en la seccion 2.3:

Sea G un grafo dirigido aciclico parcialmente orientado y sea G° cualquier expan-
sion de G.
Sean X,Y CU, H = G gng(xuyy, H® =

0
= GAnGo (XUY) entonces

i) An o (X U Y) - *An(;(X U Y)
ii) si Z C Ango(X UY) entonces (X,Y|Z)% & (X,Y|Z)%,

i) (X,Y|2)% v ~(X,Y |24 VZ' C Z = Z C Ango(X UY)

Empleando estos resultados de forma combinada con los obtenidos en la seccion 2.3, po-
demos deducir que el problema de encontrar un conjunto d-separador de tamano minimo
para X e Y en G° es equivalente a encontrar un conjunto separador de tamafo minimo en
H™ = (G*AnG(XuY))m- Como consecuencia podemos trabajar directamente con el pdag G,
en lugar de con alguna de sus expansiones G*: tnicamente necesitamos modificar el algorit-
mo Minimo-corte para que utilice el concepto de conjunto de ancestros expandido en lugar
del conjunto de ancestros. El resto del proceso es idéntico al de la situacién de un grafo
completamente dirigido.

Ya tenemos descritos los elementos esenciales para navegar por el nuevo espacio de busque-
da, ampliado con la eliminacién del orden entre las variables. Vamos a ver cémo se integran en
el disefio del algoritmo BENEDICT-sin-orden, que se expone a continuacion: la parte del proceso
de busqueda que representa el drbol de decisién de la tabla 3.1 se refleja en el nuevo algoritmo
mediante la funcion estado. Esta funcion tiene como entrada los nodos a conectar z;, z; (pro-
cedentes de un enlace candidato de L) de los que extrae el valor de los parametros necesarios
(pz,dx...) para determinar el estado que le corresponde y el conjunto de las configuraciones
a considerar, el conjunto C|, que constituye la salida de la funcién.

La funcién tipo-enlace devuelve el tipo de enlace que conecta x; con z; en la configuraciéon
ceC.

La decision de aplicar un test de deteccion de ciclos dirigidos y/o de aplicar el proceso de
completar representado en la tabla 3.2 se encuentran reflejados en la funcion pletar, que toma
como entrada el grafo actual, G; y c¢. Si da lugar a una estructura de red valida se procede
a su evaluacion (y a completarla si procede), en caso contrario (no se trata de un dag) no se
considera.

Por dltimo, al final del proceso de biisqueda se obtiene un grafo en principio parcialmente
orientado, si no se tiene suficiente informacién para orientar todos los enlaces. Por ello para
terminar se aplica un procedimiento para la expansion del pdag a un dag mediante el procedi-
miento Eztender. Este procedimiento busca darle una orientacién a cada enlace no orientado
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sin crear ciclos dirigidos ni nodos cabeza-cabeza.

Las entradas a nuestro algoritmo son ahora el conjunto U = {z1,z2...2,}, y D, un con-
junto de muestras sobre las variables.

Algoritmo BENEDICT-sin-orden

1. Se fija Gy = (U, &), dondeUd = {z1,22...2p},E := 0
2. Se fija L = {xy,—=x; t.q. Vj Vk,j #k}
3.g:=0
4. Para cada enlace xj—x) € L hacer
(4.1) g = g+ Dep(z;, zx|0)
5 min:=g
6. 1:=1
7. Mientras no parar hacer

(7.1) Para cada enlace x,—a; € L hacer
7.1.1. Para cada configuracion ¢ € C := estado(zy,z;) hacer
7.1.1.1. T :=tipo-enlace(c, x), ;)
7.1.1.2. Gl = U,E_, UT)
7.1.1.3. si pletar(c, G;) entonces {si es un pdag vdlido}

g:=0 {procede a su evaluacion}
Para cada enlace v;—x5 € L\{z;—x;} hacer
Sqi(zs,2¢) := Minimo-corte(xs, xy)
g: =g+ Dep(Ita IS|SG’i ($sa l't))
si g < min entonces {mejor configuracion}
min =g
X :=ux;
Y =z
TE =T
(7.2) & =& 1 UTE
(1.8) L= L\{X—Y}
(14) i=i+1
8. Egxtender(G;)

9. Exploracion por clases de equivalencia de estructuras
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3.4 Tamano 6ptimo de la red

Dado un problema en el que intervienen un ntmero n de variables, si nuestro proposito es
representarlo graficamente mediante una red, necesitamos un conjunto de n nodos y un con-
junto de enlaces; el nimero y los enlaces presentes pueden ser variables, dependiendo de la
fuente de construccion de la red (el experto), o bien del medio por el que se haya aprendido la
misma (el algoritmo concreto empleado). Logicamente, los algoritmos que usan formalismos
menos restrictivos pueden alcanzar redes més densas, como los presentes en [HC90, CH92|
entre otros, sobre grafos generales, los de [GPP93, CH95, CH97| para grafos simples ..., frente
a los algoritmos en [CL68, RP87, ACGT91b, CH93, Cam98| cuyos resultados son é&rboles y
polidrboles. Con este abanico de posibilidades se pueden obtener desde redes poco densas,
escasas en el numero de arcos, hasta redes densas, que tienen un promedio alto de arcos por
namero de nodos en la red.

Desde el punto de vista computacional, las redes densas resultan muy costosas de gestionar,
debido al gran ntiimero de parametros a almacenar, elicitar®, aprender, estimar, propagar ...
tanto en procesos de obtenciéon de la red como en procesos de explotacion de la misma. A
tenor del aspecto que mas nos interesa de las redes causales en esta memoria, el aprendizaje,
la densidad de la red redunda también en el tamano del conjunto de entrenamiento, a mayor
densidad mayor tamano se requiere para obtener estimaciones fiables de los pardmetros.
Desde otro punto de vista, también relacionado con el aprendizaje, estudios empiricos mues-
tran que las redes densas tienden al sobre-ajuste de los datos, tanto las obtenidas mediante
una funcién puntuacion relativa al éxito de clasificacién como con otras medidas [SLI8, AC94].
Esto se traduce, por ejemplo, en altas tasas de éxito de clasificacién sobre las muestras de en-
trenamiento, la red se sobre-especializa en los datos de entrenamiento, aunque por el contrario
alcanza unas tasas comparativamente mucho méas bajas sobre otras muestras independientes,
procedentes de la misma poblacién. El sobre-ajuste puede deberse a que se satura la estructura
con més arcos de los que serian necesarios para representar las independencias presentes en la
poblacién de la que provienen los datos y por tanto los pardmetros que se estiman a partir de
tal estructura se especializan en los datos usados para el entrenamiento. El resultado del pro-
cedimiento de aprendizaje es una estructura que se cine mucho a los datos de entrenamiento,
luego los representa muy bien y bien podria ser un I-map no minimal.

Las redes poco densas, por el contrario, si son aprendidas, pueden provenir de una infrau-
tilizaciéon de los datos; en general necesitan un menor esfuerzo computacional, pero no son
capaces de representar exclusivamente las independencias presentes en los datos. Un buen
ejemplo de ello es el clasificador bayesiano, conocido como ingenuo-bayes, Naive Bayes descri-
to en [DHT73|, que puede ser modelizado mediante una red de n variables y n —1 enlaces, todos
saliendo de una variable hacia cada una de las variables restantes. Para establecer este grafo
se hace una fuerte suposiciéon, muy poco realista, por la que todas las variables son condicio-

"Heckerman en [Hec91], agradece profusamente al equipo médico que trabajo con él en la construccion de
una red para el diagnostico de 63 enfermedades de los ganglios linfaticos, en el que se tuvieron que evaluar un
total de 74.854 probabilidades condicionadas.
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nalmente independientes dado el valor de la variable de la que emanan todos los enlaces. Sin
embargo, a pesar de esta restriccién este grafo resulta sorprendentemente competitivo como
clasificador [FG96a, MST94]|, respecto a otras herramientas més complejas.

Para ilustrar el problema de la saturaciéon de la estructura o del sobre-ajuste de la misma a
los datos que se produce en el proceso de aprendizaje, reutilizaremos el experimento empleado
para describir el funcionamiento del algoritmo béasico (pagina 34) que consistia en aprender
una red a partir de un conjunto de entrenamiento mediante el algoritmo BENEDICT-bdsico.
En la misma seccién mostramos la sucesion de grafos obtenida por el mencionado algoritmo
hasta obtener el grafo Gg, que coincide con la red 1263 que se queria recuperar. Pero en el
paso 7 del algoritmo BENEDICT-bdsico, de la instruccién: Mientras no parar, no se desprende
que el dltimo grafo de la sucesiéon sea precisamente Gg. En realidad si continuamos con el
proceso de aprendizaje a partir de donde lo dejamos, y seguimos con la insercién del mejor

arco obtendriamos, entre otros, los grafos que se muestran en la figura 3.9.

G2o) G21) Grafo completo, 21 enlaces

Figura 3.9: Componentes de la sucesion de grafos del proceso de aprendizaje

Como se inserta en cada iteracion el mejor arco de los arcos candidatos, de forma natural el
proceso se detiene, esto es, parar = verdad, cuando ya no se puede colocar ningtin arco mas,
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porque ya estan todos. De esta forma, si se tiene un conjunto de n variables en U, la sucesion
de grafos obtenida mediante el algoritmo BENEDICT-bdsico es

Go <G <Gy... < Gn(nfl)/Z

tal que cada término de la sucesiéon G; es un subgrafo de G4 1.

En nuestro experimento, el tltimo grafo sera el grafo completo, donde estan todos los arcos,
éste es el grafo Gy, de la figura 3.9.

Terminar en el grafo completo no es de ninguna utilidad, pues aparte de los inconvenientes
mencionados por ser la estructura més densa de cuantas son posibles, este grafo, carente de
toda independencia explicita, tiene la capacidad de representar la distribuciéon de los datos de
entrenamiento o cualquier otra.

Otro inconveniente, relacionado con el anterior, de saturar demasiado la estructura en el
proceso de aprendizaje, es que a partir de un cierto niimero de arcos, el aumento de complejidad
de la estructura no se corresponde con un aumento en la tasa de éxitos de clasificacion.

En la grafica siguiente, figura 3.10 podemos seguir la evolucién de la tasa de éxito de
clasificaciéon para una determinada variable del problema, asociada a cada uno de los grafos
de la sucesion Gy < G1 < Go... < G9; de nuestro experimento. Parte de un 70% de éxitos
(de bien clasificados) para el grafo inconexo, suben las tasas de éxito para G, y de nuevo para
G, con un éxito de clasificacion del 92.1% manteniéndose hasta alcanzar una tasa del 92.6%
con el grafo Gqp. A partir de ahi se mantiene este mismo porcentaje de éxito de clasificacion
por mas arcos que se vayan incorporando a la estructura.

100

ooooooooooooooo

»»»»»

10
N.arcos

Figura 3.10: Exito de clasificacion sobre la sucesion de grafos

Entre redes densas con gran poder de representaciéon de los datos, y redes poco densas
més operativas, se nos plantea el problema de hallar la complejidad 6ptima de la red.
Entendiendo esta optimalidad como el mejor balance entre la complejidad de la estructura de
la red y el poder de representacién que tiene ésta de los datos. Lamentablemente aprender
una red bayesiana general a partir de unos datos es un problema NP-duro [CGH94|, por lo
que plantearnos el problema de hallar su complejidad 6ptima de forma sistematica se hace
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inviable, por ello se impone emplear un método greedy o de aproximacién, aunque con ello no
tengamos garantia de alcanzar la mejor red.

Obtener una red de tamafno aceptable, aparte de todas las ventajas que se deducen de
lo expuesto, desde el punto de vista del anélisis de datos, simplifica principalmente su inter-
pretacion, al tener una complejidad méas reducida a la vez que aumenta su fiabilidad como
representante de los datos. Luego con la finalidad de alcanzar estos beneficios para las redes
obtenidas por los algoritmos BENEDICT, se van a plantear a continuacién diversos enfoques en-
caminados a obtener una complejidad de la estructura aceptable aunque ésta no sea la 6ptima.
Estos enfoques se pueden agrupar en tres diferentes propositos:

Encontrar una regla de parada para el proceso de busqueda.

Para lo cual se proponen varias alternativas

e método ad hoc, mediante el empleo de umbrales
e mediante la utilizacion de tests de independencia

e cuando no se consiga mejorar la funciéon de puntuaciéon

Aplicar un método de poda.
Este método deja que se expanda la red hasta cierto nivel de sobre-ajuste y luego
procede a eliminar los enlaces menos fuertes o méas superfluos.

Cambiar de medida.
El problema del sobre-ajuste se debe en parte al tipo de medida empleada en la
funciéon de discrepancia de la red con los datos.

Todas estas alternativas van a determinar, de forma diferente, el nimero de veces que se van a
repetir los procesos de inserciéon de un arco y de evaluacion del grafo, comunes ambos a todos
los algoritmos presentados en este capitulo.

3.4.1 La regla de parada

Como hemos visto sobre el ejemplo anterior, la complejidad de la estructura aumenta en
cada iteracion del algoritmo, se trata por tanto de determinar cudndo se ha alcanzado la
complejidad 6ptima, o dicho de otra manera, cudndo detener el proceso de aprendizaje. Las
diversas alternativas que vamos a presentar aqui tienen en comun que son especificas a la
funcién puntuaciéon empleada en el proceso de busqueda.

Recordemos que nuestra medida de discrepancia global, g(G, D), que es la suma de las
medidas de discrepancia entre cada aserto de independencia gréfica del modelo (X,Y,|Z)q
y las presentes en los datos (esta discrepancia la notdbamos como Dep(X,Y|Z)), permanece
ain sin ser definida. Se pueden utilizar numerosas y muy diversas funciones para medir la
discrepancia entre un aserto de independencia condicional y los datos, como las que se encuen-
tran catalogadas en [ACGT91b, ACG192, Weh96|, y otras procedentes de otros formalismos
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adaptados al formalismo probabilistico [Gui93|. En nuestro caso hemos escogido la entropia
cruzada, también conocida como el indicador de Kullback-Leibler [KL51], que mide el grado
de dependencia entre X e Y dado que se conoce Z. Esta medida, junto con la entropia de
Shannon (de la que se deriva) y sus posibles extensiones, son las que tienen el mayor niumero
de propiedades deseables para una medida de dependencia. La entropia de Kullback-Leibler
se define de la siguiente forma:

Dep(X,Y|Z) = 3 P(z,y,2)log PP(I’W) (3.1)

T (z|2)P(ylz)
donde z,y, z denotan instancias del conjunto de variables X, Y y Z respectivamente y las
probabilidades son las estimadas a partir de los datos. La medida Dep, para el par de nodos
X, Y conocido Z (que interpretamos como medida de discrepancia de la independencia que
se trata de evaluar y el soporte que tiene ésta en los datos) cumple que a menor valor, cero o
cercano a cero, menor discrepancia, més cierta es la hipotesis de que la independencia de X,Y
dado Z sea soportada por los datos. Por contra, a mayor valor, més dependientes se muestran
X e Y dado Z. Teniendo esto como referencia, procedemos a describir diversos métodos para,
elaborar una regla de parada.

e Empleo de umbrales

La primera alternativa que vamos a presentar, por ser la més simple, es un método ad
hoc, que hace uso de umbrales para detener el proceso de aprendizaje.

Una vez introducida la técnica de los conjuntos minimos d-separadores para calcular la
medida de discrepancia global g(G, D), en cualquiera de los algoritmos de la seccion 3.2,
ésta queda determinada como la sumatoria de las medidas de discrepancia entre cada
aserto de independencia condicional de pares de variables no conexas en el grafo G y
la distribucion de los datos (aunque para BENEDICT-creciente se omitan términos por
eficiencia). Expresado numéricamente :

9(G,D) =" Dep(zj, i|Sq(xi, ;) t.q. ViVj, zi—z; & Eq
(]

Siendo Dep la medida de discrepancia recién definida, y Sg el conjunto minimo d-
separador de z; y x;, hallado por el algoritmo Minimo-corte ya conocido.

Como en la medida de discrepancia global se suman so6lo los valores Dep para los pa-
res que estan d-separados en el grafo, términos todos ellos positivos, al grafo inconexo
le corresponde el valor méas alto de g(G, D), pues es cuando se suman mayor nimero
de términos. A medida que se van insertando arcos se van eliminando términos de la
sumatoria a la vez que se van transformando otros ¢, por lo que se modifica el valor de

besto sucede cuando cambia el conjunto separador, para mayor detalle ver pagina 61.
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la funcién al crear nuevas conexiones. Por tanto esta funcién, aunque no tiene necesa-
riamente que serlo, tiende a ser decreciente hasta alcanzar el valor cero, cuando bien
no quedan mas arcos por poner, o bien se da el caso de que la distribucién estimada es
exacta a la de los datos.

En la grafica siguiente, figura 3.11, podemos seguir la evolucién del valor de la funcién
de discrepancia global asociada a cada uno de los grafos de la sucesiéon Gy...G2; de
nuestro experimento inicial.

T
“depsat” o

Dep valor

L
0 5 10 15 2
N.arcos

Figura 3.11: Valor de g(G;, D) para cada término de la sucesion de grafos

Como podemos observar, al insertar arcos sucesivamente, el valor de discrepancia del
grafo respecto de la base de datos, la funcion g(G;, D), tiende a disminuir, aunque pueden
ocurrir situaciones en las que insertar un nuevo arco incrementa la discrepancia respecto
del anterior, éste es el caso de G12,G15 v Goo que superan en valor al grafo anterior
en la sucesiéon. Como hemos indicado, con la regla de parada por defecto, se alcanza
inevitablemente el grafo completo. Es conveniente por tanto detener el proceso antes de
que la funcién alcance el cero absoluto por maxima saturacion de la estructura, esto es,
parar cuando la funcién alcance un valor « préoximo a cero. Si este valor es demasiado
pequeno, muy préximo a cero, nos dard una red demasiado densa o sencillamente la red
completa

Por el contrario, con un valor grande para «, podriamos detener el proceso antes de que
la red esté saturada, y obtener redes menos densas, con muchas més independencias; sin
embargo, podria darse el caso de que se haya detenido demasiado pronto el proceso, y se
hayan mantenido unas independencias que no son ciertas en la distribucién de los datos.
Asi, variando el valor de « obtenemos redes que van desde la totalmente inconexa a la
red completa como se puede ver en la siguiente tabla, tabla 3.3.

Sobre los datos que figuran en la tabla se puede observar, para valores crecientes de «, la
densidad de la red en ntumero de arcos, las independencias explicitas presentes y el valor
de la medida de discrepancia global para tal configuracion. Ademés, para dar una idea
del esfuerzo empleado en la evaluacion de cada configuracion durante todo el proceso, se
acompana con el nimero de marginales, condicionales de orden uno, dos, tres o mayor de
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tres implicadas en la funcién Dep. Como vemos, el umbral es critico para la complejidad
de la red.

De las propiedades de la medida se deduce que el valor de g(G;, D) estd acotado en el
intervalo [0, g(Go, D)], luego debe haber un punto en ese intervalo en el que se alcance
en promedio la complejidad 6ptima de una red. En los experimentos realizados hemos
elegido como valor para el umbral & una fraccién del valor de la discrepancia inicial

9(Go, D).

Otra alternativa para la regla de parada, es utilizar un umbral para la variaciéon de la
discrepancia global sobre grafos sucesivos. Esta alternativa considera la regiéon de la
curva (ver figura 3.11) en la que se mantiene méas o menos estable. Como vemos, se
produce un decrecimiento rapido de la discrepancia, debido a que cada enlace que se iba
introduciendo se correspondia con una fuerte medida de dependencia; le sigue una regiéon
en la que al insertar un nuevo arco la medida de puntuacién puede decrecer muy lige-
ramente, mantenerse en el mismo valor o incluso llegar a empeorar, lo que es indicativo
de que el aumento de complejidad de la estructura no se corresponde con una mejora en
la puntuacién, es el momento de parar. Se plantea pues comprobar, en caso de haber
decrecimiento en la discrepancia, si este decrecimiento es significativo, en caso contrario
se desestima el aumento de complejidad. De nuevo es necesario dar un valor del umbral
a partir del cual resulta significativa la mejora o es despreciable.

De la misma forma que se hizo para el umbral « para los experimentos realizados, hemos
elegido como valor para el umbral § para el decrecimiento de ¢g(G;, D) — g(Gi+1, D) una
fraccion del valor de la discrepancia inicial g(Gg, D).

De forma similar al caso anterior, la estructura resultante es sensible al valor del umbral.
Con un valor pequeno se siguen insertando arcos siempre que haya mejora, pudiendo
llegar al valor cero para la funcién de discrepancia en el caso de que la funcién sea
mondétona decreciente, mientras que con un valor elevado de G se detiene antes el proceso.

«a N. Arc Indeps ¢(G,D) Margin. Condic; Condics Condics Condics—4
0.00001 21 0 0.000000 21 40 18 11 12
0.00005 21 0 0.000000 21 40 18 11 12
0.00010 21 0 0.000000 21 40 18 11 12
0.00050 16 5 0.000367 21 40 18 11 11
0.00100 16 5 0.000367 21 40 18 11 11
0.00500 13 8 0.003157 21 40 18 10 7
0.01000 11 8 0.009176 21 40 11 ) 2
0.05000 6 17 0.039943 21 37 1 0 0

Tabla 3.3: Impacto del umbral para las independencias
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Los dos criterios descritos detienen el proceso de bisqueda del mejor grafo en condiciones
diferentes, el primero cuando se ha alcanzado la puntuacién objetivo, el segundo cuando
la mejora deja de ser significativa o es nula. Por tanto como primera regla de parada se
adoptd una combinacion de los dos criterios indicados. En forma algoritmica, se sustituye
la instruccién: Mientras no parar hacer de los diferentes algoritmos BENEDICT por

Mientras ¢(G;,D) > a 'y (9(Gi, D) — g(Giy1, D)) > [ hacer

Con los valores para « y g prefijados.

Un enfoque muy distinto para elaborar una regla de parada, en la forma en que fue
utilizado para arboles de clasificacion en [BFOS84|, es considerar los dos elementos a
tener en cuenta en el balance para hallar el tamano 6ptimo, la distancia de la estruc-
tura a los datos y la complejidad de la estructura que lo alcanza, lo que més tarde se
dio a conocer como Principio de minima longitud de descripcion [Ris78, Ris86] y fue
empleado en [Bou93, Suz93, LB94, FGI6b]. En el proceso de insertar arcos uno a uno,
la complejidad del grafo, medida en términos del nimero de pardmetros necesarios para
representar la distribucién, no aumenta linealmente, sino que dependiendo del namero de
casos y del nimero de padres de las variables implicadas, aumenta de forma escalonada,
aumentando de forma drastica con el niimero de padres.

Si tomamos como funcién de complejidad el nimero de pardmetros necesarios para cuan-
tificar una red, analiticamente :

C(G) = Z Izl ([l = 1)

donde se suman para cada una de las variables del grafo G, el producto del ntumero de
casos menos uno, de la variable, por el nimero de configuraciones de los padres. ||7(z;)||
es el numero de combinaciones de los casos de los padres, si la variable no tiene padres este
valor es 1. Si se aplica la funcién de complejidad a los términos de la sucesiéon de grafos
que se obtiene durante el proceso de aprendizaje se cumple la siguiente desigualdad:
C(Go) < C(G1) < ... < C(Gy(n=1)/2)- Como ejemplo ver la figura 3.12 para apreciar la
evolucién de la complejidad para los distintos grafos de la sucesion.

Tomando de nuevo la sucesién de grafos obtenida del experimento inicial hasta llegar al
grafo completo, se muestra en la tabla 3.4 cémo la inclusiéon de un nuevo arco en cada
paso, incremento lineal, da lugar a diferentes incrementos de la complejidad. Dif(G;)
indica el incremento en complejidad respecto del grafo anterior, y da idea del tamafio
del conjunto de padres al que se ha incorporado el arco.

Si analizamos el comportamiento de los elementos que contribuyen a la optimalidad del
grafo, tenemos que la medida de complejidad es estrictamente creciente con el nimero
de arcos y por otro lado que la medida de discrepancia global tiende a ser decreciente,
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Figura 3.12: Valor de la funcion de complejidad sobre la sucesion de grafos

Gi C(Gi) Dif(Gi) | Gi C(Gi) Dif(Gi)
0 7 *111 34 4
1 8 1|12 38 4
2 9 1|13 39 1
3 10 1| 14 41 2
4 12 2| 15 57 16
5 14 2| 16 65 8
6 16 2| 17 97 32
7 17 1] 18 113 16
8 18 1] 19 115 2
9 22 41 20 119 4

10 30 8121 127 8

Tabla 3.4: Complejidad y aumento de complejidad

con ambas se puede elaborar un ratio R de la forma:

_ 9(Go, D) — g(Gi, D)
R(Gi) = C(G;) — C(Gy)

De forma similar a las anteriores, para utilizar esta medida es necesario dar un umbral
v, para determinar si al aumento de complejidad le corresponde un beneficio suficiente
en la representacion de la aproximacién de la estructura. De esta forma, se elabora
un nuevo criterio de parada que no sblo tiene en cuenta el namero de arcos, sino el
aumento de complejidad que produce un determinado arco (el mejor), y si éste no es lo
suficientemente bueno, se desestima. La nueva regla de parada es:

Mientras R(G;) > v hacer...

De nuevo, el valor promedio para el umbral, que en este caso denominaremos -y, que se ha
tomado en los experimentos de la seccion 3.5 es una fracciéon del valor de la discrepancia
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inicial g(Gy, D).

Todos estos criterios adolecen del inconveniente de que la estructura es muy sensible al
valor de los umbrales, variando el valor de o, 8 y v se puede obtener cualquier dag en
el rango que va del totalmente inconexo hasta el poco tutil grafo completo. Ademsés,
estos valores tan criticos introducidos ad hoc, requieren de un conocimiento a priori para
elegir el valor més adecuado. Para evitar esto vamos a plantear un criterio de parada
més elaborado.

e Regla de parada basada en tests de independencia

Vamos a considerar otra forma de abordar el problema del sobreajuste de la estructura
a los datos, mediante el uso de tests de independencia. Para ello acudimos de nuevo
al criterio de independencia que consiste en intentar representar en la estructura las
independencias presentes en los datos, al tiempo que se intenta reducir las discrepancias
de la estructura a los datos.

En lugar de determinar el momento de detener el proceso de biisqueda por degradaciéon
de la estructura, o por consecucién del objetivo, por medio de umbrales, se pretende
restringir el proceso de busqueda al conjunto de estructuras coherentes con las indepen-
dencias soportadas por los datos que se van a extraer en el mismo proceso de busqueda.

Para plantear la nueva regla de parada basada en tests de independencia, es necesario
recordar que para el desarrollo de nuestro algoritmo inicialmente todos los enlaces, L =
{zj—2x;, Vz;,Vzj,z; # x;}, 0 solo los arcos compatibles con el orden si lo hubiere
L = {z; = x;|z; < z;}, son candidatos a ser integrados en la estructura, aunque
muchos de ellos habran de ser descartados; para ello se obtiene el valor de dependencia
de cada par de variables implicadas en todo enlace candidato, dada la configuracién
inicial, Dep(z;,z;|0), y en el caso de que este valor sea considerado cero, se acepta la
hipotesis de independencia marginal de z; y z;, por lo que el enlace z;—z; se desestima
en lo sucesivo. Asi, en una primera etapa hemos eliminado algunos enlaces del conjunto
L y entre los restantes, que siguen siendo candidatos, se busca el mejor enlace a poner,
igual a como se procedia anteriormente. Tras haber seleccionado el mejor enlace y haber
sido introducido en la estructura, se revisan los enlaces candidatos restantes a la luz del
nuevo aporte de informacion (la configuracion actual), a ver si se puede desechar alguno
por encontrarse independientes los nodos extremos. Para determinar la veracidad o
falsedad de esta suposicion de independencia, podemos realizar un test de independencia
condicional empleando el valor de Dep(z;, z;|Sa(zi,2;)) ya calculado para la seleccion
del mejor arco, y el estimador x2. Por [Kul68] se sabe que el estadistico 2N Dep(z;, z;|Z)
se aproxima a una distribucion x? con || Z||(||lzi]| — 1) * (||z;]] — 1) grados de libertad,
donde N es el nimero de muestras del conjunto de entrenamiento y || Z]| representa el
nimero de valores posibles para el conjunto de variables Z. En nuestro caso el valor del
estadistico empleado para establecer el test, Dep(z;,x;|Sa(z;i,2;)), ya calculado, es el
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valor de dependencia de z; y z; dado el minimo conjunto d-separador en la estructura
con el nuevo arco incluido en la misma. De esta forma sobre la nueva estructura (en
la que ha podido cambiar el estado de cosas), se pueden hallar independientes algunas
variables (porque hayan superado el test) sobre las que no se podia aseverar nada acerca
de su dependencia o independencia en etapas anteriores; y se eliminan por tanto los
enlaces correspondientes del conjunto L pues ya no hay por qué considerarlos mas como
enlaces candidatos. Para aplicar el test de independencia s6lo nos queda un parametro
libre, el nivel de confianza, 1 — a, para el que hemos empleado un valor de 0.99 en
nuestros experimentos.

La regla de parada basada en tests de independencia consiste en detener el proceso cuan-
do el conjunto L esté vacio, en este caso todos los arcos candidatos han sido evaluados
y seleccionados en alguna ocasién, y o bien se desestimaron por hallarse independientes
los nodos implicados o bien fueron incluidos en la estructura como mejor arco en alguna
iteraciéon. La regla de parada, en forma algoritmica, es:

Mientras L # () hacer. ..

En esta ocasion si se llega al grafo completo durante el aprendizaje, es porque no se
encontré independencia alguna en los datos, durante todo el proceso de evaluaciéon de
los enlaces candidatos para ser introducidos en la estructura. Esta regla de parada es
ciega (miope), pues no observa la evolucion de la medida de discrepancia global, no se
detendra hasta agotar todos los arcos candidatos, por lo que vamos a tener en cuenta
una nueva condicion en la regla de parada.

Maximizar la funcién puntuaciéon

Volvemos al objetivo inicial de todo algoritmo greedy basado en una funcién puntuacion,
maximizar la funcién puntuacién, lo que significa en nuestro caso minimizar la discre-
pancia global. Este criterio por si s6lo nos puede llevar a alcanzar el grafo completo, en
el caso de que la curva de la medida de discrepancia sea estrictamente decreciente para
todos los grafos de la sucesion. Por tanto la aplicacién de este criterio aisladamente no
nos es de gran utilidad; sin embargo utilizado en combinacién con los tests de indepen-
dencia que acabamos de ver, pueden detener el proceso de aprendizaje bien por ser L = ()
(la totalidad de los arcos de L han sido evaluados exhaustivamente mientras la funcién
era estrictamente decreciente), o bien porque el mejor arco candidato a poner en alguna
iteraciéon no disminuye la discrepancia respecto del anterior, no mejora la puntuacion.
Dicho de forma algoritmica:

Mientras L # 0 y g(G;, D) < g(G;_1,D) hacer

Esto es, se detiene cuando encuentra un minimo local en la curva de la medida de dis-
crepancia.
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Por contra, el problema con este proceder es que, al ser tan greedy el proceso, puede
detenerse en un minimo local y evitar posteriores incorporaciones de arcos que en con-
junto produzcan una notable mejora de la medida, otro minimo local mejor. Esto puede
suceder cuando el patrén de enlaces y nodos a recuperar es complejo, y como el proceso
de incorporar arcos es de uno en uno, este patrén no se alcanza sin antes aumentar un

poco la discrepancia.

El problema de usar un criterio conservador al emplear una regla de parada no tan greedy
como la inmediatamente planteada o bien al escoger unos umbrales muy pequefios, es
que da lugar como ya sabemos a estructuras sobreajustadas a los datos. Pero, en lugar
de arrastrar esa estructura en los sucesivos procesos de explotaciéon o de desecharla por
ser demasiado ‘compleja’, podemos tratar de refinarla y tratar de eliminar lo que sobra,
hablamos del siguiente procedimiento para obtener la red 6ptima, hablamos del proceso
de poda.

3.4.2 Meétodo de poda

Nuestro objetivo desde el inicio de la seccidén es encontrar el tamano 6ptimo de una red en
el proceso de aprendizaje. Sin embargo, en lugar de tratar de encontrar la mejor regla de
parada, vamos a proceder de forma distinta. El nuevo enfoque consiste en podar en lugar
de parar, de forma similar a como se emplea para arboles de clasificacion [BFOS84]. Asi,
se expande de forma natural la red mediante algin algoritmo BENEDICT de los presentados
anteriormente y con un caso de parada no muy restrictivo, como por ejemplo cuando L = {).
Una vez finalizada la fase de introduccién de arcos, en la que se introducen los ‘buenos’ y
algunos arcos de més, se aplica el proceso de poda, para eliminar los enlaces innecesarios de la
estructura. Un enlace se considera innecesario y por tanto el padre de un nodo es innecesario
cuando el valor de dependencia antes y después de retirar el elemento en el conjunto de padres
no se ve modificado. Para medir la dependencia entre un elemento y sus padres, podemos
emplear de nuevo la medida de entropia cruzada Dep, ec. (3.1).

Sean z;,z; y m(x;) € U, disjuntos, y supongamos que el valor de Dep de z; respecto del
conjunto de padres m(z;) con o sin z; permanece igual, esto es

Dep(zj, m(z;) Uz;|0) = Dep(zi, m(x;)|0)
Por las propiedades de la medida, el primer término de la igualdad puede descomponerse en
Dep(z;, m(w;) Uz;|0) = Dep(z;, m(z;)|0) + Dep(w;, zj|m(z;)) (3.2)
y por la hipotesis de igualdad se deduce que el ultimo término de (3.2) debe ser nulo
Dep(wi, xj|m(xi)) = 0

lo que equivale a la independencia condicional entre x; y z;, dado el conjunto de padres de x;,
I(as, 5l (:))-
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Sin embargo, volviendo al discurso que hemos venido manteniendo a lo largo del capitulo, en
lugar de hablar de independencia condicional entre z; y z; dado el conjunto de padres m(z;),
haremos uso del conjunto d-separador minimo S¢g(z;,z;), para comprobar tal independencia,
tal como hiciéramos para los tests de independencia en el apartado anterior.

Con todo, el proceso de poda consiste en revisar uno a uno los arcos en el mismo orden
en que fueron introducidos en el grafo y aplicar el test de independencia condicional sobre los
nodos implicados en cada arco. Este test se aplica de la misma forma a como se empleaba
el test para determinar si las variables se hallaban independientes o daban lugar a un arco.
Tratamos aqui de eliminar los padres innecesarios que, dada la naturaleza greedy de BENEDICT,
han podido ser introducidos en cualquier momento durante el proceso de aprendizaje; o bien
en el caso de usar tests de independencia para la regla de parada, han podido ser introducidos
antes de que se hayan hallado todos los padres ‘verdaderos’ (los padres innecesarios encontrados
después de todos los verdaderos si habran sido detectados mediante los tests de independencia
en la fase de introduccion).

Tras la fase de introduccion de arcos que se detiene cuando se verifica el caso de parada, se
obtiene el grafo GG, éste es el modelo de partida para la poda; en él se consideran como verda-
deras todas las independencias graficas de la estructura. El proceso de poda consiste en una
serie de verificaciones locales de independencias graficas que en ningin caso afectan al resto
de la estructura. Para la poda, cada uno de los arcos de G es candidato a ser eliminado (so-
lamente se eliminan aquellos arcos cuyos nodos implicados superan el test de independencia).
Si ; — x; es un arco candidato a eliminar, tenemos que G' = G \ {z; — z;} es un subgrafo
de G. Por tanto, G es un I-map de G’, es decir, toda d-separaciéon cierta en G es también
valida en G'. El algoritmo, en su fase de introduccién de arcos, se detiene cuando todas las
d-separaciones mediante conjuntos minimales, para nodos no conectados en G son verdaderas
independencias (es decir, Yz, zj, tales que no hay ningin arco en G que una xj, con xy, el valor
Dep(zp, x| Sa(zh, xx)) s tan pequeno relativamente para que esos nodos se consideren condi-
cionalmente independientes). Entonces, como (xp, zx|Sa(zh, zk))a = (Th, Tk|Sc(zh, TK)) e,
sabemos que en el grafo G’ todas las independencias anteriores siguen siendo ciertas, y no hay
necesidad de testarlas. Por tanto, lo tinico que necesitamos es ver si x; y x; son independientes
(puesto que estan d-separados en G'), asi que calculamos Dep(z;, z;|Sec (i, z;)) v realizamos
el test de independencia.

Veamos una situacién donde es 1til el proceso de poda. Supongamos que el grafo a recuperar
es el que se muestra en la figura 3.13.

Supongamos el proceso de aprendizaje que sigue: se parte del grafo vacio y tras haber
insertado los arcos 1 — 3 y £1 — 22 en este orden, en una etapa intermedia se tiene la
situacion mostrada en la figura 3.14.

Tras la inclusion del ultimo enlace z1 — 2 se revisan todos los enlaces candidatos, esto
es, para cada par de nodos conectados se aplica el test de independencia separadamente sobre
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Figura 3.13: Grafo original, de cuatro enlaces

ol

Figura 3.14: Mejor grafo con dos enlaces

Dep(22,23|z1), Dep(x2,x4|0), Dep(z3,z4|0) y Dep(z1,24|0), y ninguno de los tres ultimos
supera el test puesto que tales independencias no son soportadas por los datos. En tal caso
se prueba ahora a introducir los arcos candidatos z1—z4, z2—z4 y x3—z4. Podria ocurrir
que el mejor arco candidato fuese x1—x4, en el supuesto de que la medida de discrepancia
g(G, D) = Dep(z2,x3|zl) + Dep(z2, z4|x1) + Dep(z3, z4|zl), sea la mas pequena de las tres
configuraciones posibles. Esto seria indicativo de que hay una fuerte dependencia entre los
nodos x1 y x4; en ese caso el arco z1—x4 es introducido en la estructura. A continuacion,
prosiguiendo con los procesos de biisqueda y de tests en sucesivas iteraciones, se pone el arco
x2—x4 y por ultimo el arco z3—x4, ninguno de los tests que se efecta es positivo. Asi pues,
el algoritmo da como resultado el grafo de la figura 3.15, sobre el que se va efectuar la poda.

()

XY@

Figura 3.15: Grafo (G, resultado del proceso de insercién de arcos

Al aplicarse el proceso de poda se intentan retirar uno a uno los arcos en el orden en que
fueron introducidos, y se aplica el test de independencia entre los nodos terminales del arco
sustraido; si supera el test, es que el arco era innecesario y debe ser definitivamente eliminado
del grafo, en caso contrario se repone. Si se procediese al revés, empezando por el dltimo
arco introducido, no se progresaria en ningin sentido, pues el conjunto d-separador usado
para la poda seria el mismo que se encontrara cuando se procediera a su evaluaciéon durante
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la insercion, y el test emitiria la misma conclusién de que no son independientes y no habria
ningun cambio.

En nuestro ejemplo el proceso de poda comienza retirando el arco 1 — x3, el test no dice
que sean independientes marginalmente, por tanto x1 es un padre necesario para x3; de la
misma forma se procede con el arco 1 — 22 y tampoco son hallados independientes z1 y
2. Sin embargo, al retirar el arco z1 — z4 del grafo G, y aplicar el test de independencia,
el conjunto d-separador que se emplea para el test es ahora {z2,z3}, distinto al @), que fue
empleado para determinar si el arco iba a ser colocado, y en esta ocasion el test de indepen-
dencia I(zl,z4|x223) halla independientes xz1 y x4, luego el arco se retira de la estructura.
Se contintia con el proceso de poda con el resto de arcos, aunque éstos permanecen en la
estructura definitiva. De esta manera se ha recuperado la estructura original, figura 3.13, lo
que no habria sido posible con ninguno de los métodos de parada antes descritos.

Para ilustrar como se integran los tests de independencia para ser utilizados en el criterio
de parada y en el proceso de poda, en cualquiera de los algoritmos BENEDICT, vamos a elegir
el algoritmo BENEDICT-dsepa.

Algoritmo BENEDICT-dsepa

{con caso de parada basado en tests de independencia, y poda}

1. Se fija Gy = (U, &), donde U = {z1,22... 2}, E =0
2. Se fija L = {z; — z;|lz; < z;} {enlaces candidatos}
3.g:=0
4. Para cada nodo x; € U hacer
(4.1) Para cada nodo xs € pred;(z;) hacer
4.1.1. g := g+ Dep(xt,z5|0)
4.1.2. sil(xy,z4|0) entonces L := L\{z; — z;}  {test de independencia}
5. min:=g
6. 1:=1
7. Mientras L # () hacer {caso de parada}
(7.1) Para cada enlace x; — x), € L hacer
7.1.1. G = U, &1 U{z; — z1})
7.1.2. g:=0
7.1.83. Para cada nodo z; € U hacer
Para cada nodo =5 € Predj(x;) \ mqr (z;) hacer
Sai (s, 1) 1= Mz’nimo—corte(a:s,xts
g:=g+ Dep(xt,$s|ngi (zs, 1))
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7.1.4. si g < min entonces

min =g
X =z
Y := Z g

(7.2) & = &1 U{Y — X}
(7.3) L:=L\{Y —» X}
(74) P:=P+{Y = X} {Se arniade en la lista P}
(7.5) Para cada enlace x4 — x4 € L
Sa;(zs, ) := Minimo-corte(xs, z¢)
(7.6) si I(zy,zs|Sq,;(zs, 7)) entonces L := L\ {z; — z;} {test de indepen-
dencia}
(1.7) i=i+1
8. Poda(G,P)

Dos precisiones sobre el algoritmo: primera, para hacer los tests de independencia condicio-
nal en el proceso de busqueda no es necesario volver a hacer los cédlculos del estadistico Dep,
que fue calculado cuando se buscaba el mejor arco.

Segunda, como hemos indicado en el apartado sobre la poda, ésta procede en el mismo
orden en que fueron introducidos los enlaces en la estructura; por ello se tiene una estructura
de datos adicional, la lista P, que se rellena durante el proceso de busqueda, paso (7.4), y que
se utiliza en el proceso de poda.

Algoritmo Poda(G,P)

1. Para cada enlace {Y — X} de P hacer {Se revisan los enlaces}
(1.1) £:=E\{Y —» X}
(1.2) Sq(Y,X) := Minimo-corte(Y, X)
(1.3) si ~I(Y, X|S¢(Y, X)) entonces {No supera el test}
E=EU{Y - X} {Se repone}

3.4.3 Cambiar de medida

Después de lo expuesto en las secciones anteriores sobre diferentes formas de conseguir el
tamano 6ptimo aproximado con la métrica prefijada, vamos a ver una caracteristica propia de
la medida empleada, comtun también a otras medidas, que puede resultar inconveniente.

El inconveniente que se manifiesta con este tipo de medidas es el sesgo que tiene respecto
a variables con un gran ntimero de casos, lo que trastorna el proceso de biisqueda, pues afecta
a nuestra funcién heuristica; asi indirectamente favorece la creacién de enlaces entre nodos de
estas caracteristicas. Esto se debe a que las variables implicadas son las que exhiben un valor
mas alto de entropia cruzada y por tanto se tenderé a sustraer esos términos de la sumatoria
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(para la discrepancia global) mediante la creacion de un enlace. Dicho de otra manera, por
este fendmeno, es posible que se creen enlaces espureos, soportados por los datos pero que en
modo alguno estdn presentes en la estructura ‘real’ o subyacente.

Para poner de relieve lo que acabamos de comentar, se generaron varias bases de datos
a partir de la estructura de la red 1263, pero en el que los casos por variable podian llegar
hasta 15. Se emplearon redes con 1, 2, 3, 4 y hasta 5 variables con muchos casos; en una gran
proporciéon de experimentos donde se emplearon umbrales, la naturaleza greedy de BENEDICT
en cualquiera de sus versiones (siempre que no usaran tests de independencia) hacia que se
incorporasen enlaces espureos, en el que alguno o ambos extremos eran variables con un gran
nimero de casos.

El problema que subyace en esta tendencia a favorecer enlaces entre variables con muchos
casos ha sido analizado por Wehenkel [Weh96] en el contexto de los arboles de clasificacion.
Se debe a que la entropia de Shannon H, sus derivadas como la medida de Kullback-Leibler,
o sus generalizaciones como las funciones de informacion tipo 3, H” (asi como la medida
de Kolmogorov-Smirnov o el indice de Gini) tienen la propiedad de convexidad [Weh90]. La
alternativa es entonces emplear medidas no convexas, por normalizacion o deconvexificacion
de medidas convexas conocidas. Para la definicion de nuevas medidas tomaremos como base
la entropia cruzada de Kullback-Leibler.

e Normalizacién por la entropia de una variable del par, o Razén de Ganancia

La primera medida que vamos a considerar estd basada en la medida propuesta por
Quinlan [Qui86] conocida como gain ratio, que trata de normalizar la cantidad de infor-
macién mutua del par de variables, clase y un atributo, por la entropia del atributo. La
similitud de la medida que proponemos con la de Quinlan es que es un cociente entre la
mencionada entropia cruzada de dos variables dado un conjunto y la entropia de una de
las variables del par.

Dep(XY|Z)
Axyiz = 7HX
|Z

Sin embargo, en nuestra formulacion, las dos variables son equiparables, pues no hay
una variable de clasificacién y atributo, sino que se trata de dos variables del problema.
Ademas, esta razoén, asi como la original propuesta por Quinlan tiene las siguientes
limitaciones: no siempre esta definida, la entropia del denominador puede ser cero, o bien
podria tender a favorecer a variables con una entropia muy pequena en el denominador.
Para evitar esto, se proponia sblo considerar la medida normalizada cuando el numerador
estuviera en los valores medios de todos los atributos, en otro caso se empleaba la simple
ganancia de informacién. Para la presente medida proponemos normalizar por la mayor
entropia de las dos variables que intervienen en el numerador; si ambas son cero o muy
pequenas le asignamos el maximo valor posible para forzar a ser introducido el enlace
entre las dos variables. Por tanto, Axy |z quedarfa definida como sigue:
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Sea Hyy|z = maX(HX|ZaHY\Z)

Dep(XY|Z) .
R i H
Axy|z = w5 Hwiz 70

00 en caso contrario

e Normalizacién por la entropia, Hxy|z

Con el mismo propésito que en el apartado anterior se propone una nueva normalizacion
de la medida que da lugar a una medida simétrica, que trata de forma homogénea a todas
las variables. La medida Byy|z, que se define a continuacion estd basada en la medida
de Rajski [Raj64], posteriormente redescubierta por Lopez de Mantaras [Lop91].
Byyis = Dep(XY|Z)

Hxy|z

Esta medida, contrariamente a la anterior, tiene la ventaja de que siempre esta definida,
porque el denominador no puede ser cero si el numerador no lo es. Ademaés, esta norma-
lizacién también resuelve el problema de favorecer a una variable porque la entropia del
denominador sea muy pequefia, ya que se tiene siempre que Hxy |z > Dep(XY|Z).

3.5 Experimentaciéon y conclusiones

En esta seccién vamos a presentar los resultados empiricos obtenidos en el aprendizaje de una
serie de bases de datos, mediante los diversos algoritmos presentados en la secciones 3.2 y
3.3 de este capitulo. Resumidos en forma de tablas podran ser facilmente analizados y nos
permitiran establecer algunas conclusiones acerca de los diferentes algoritmos tratados.

3.5.1 Descripcién de los experimentos

Con el fin de hacer un estudio comparativo sobre los algoritmos y las diversas técnicas para
la optimizacién de la red, seccién 3.4, se han empleado cada uno de los algoritmos BENEDICT-
dsepa, BENEDICT-creciente, BENEDICT-sin-orden exhaustivamente con cada una de las reglas de
parada, medidas y poda.

Asi, las medidas utilizadas en el experimento son las de Kullback-Leibler, medida de Rajski y
la Razén de ganancia, que etiquetaremos en las tablas con Kull-L, Rajski y R-G respectiva-
mente. Los casos de parada que se van a contemplar son la combinacién de umbrales {«, 5},
el umbral «, el caso de parada basado en tests de independencia (este sélo es aplicable para
la medida de Kullback-Leibler) y por altimo la aplicacion del proceso de poda, mediante la
utilizacion de los tests de independencia (misma restriccién que el anterior).

Se emplearon para los experimentos las bases de datos Asia y Alarm, que a continuacién des-
cribiremos, con distintos tamafnos para evaluar la robustez de los algoritmos. Los tamanos
elegidos para las muestras de entrenamiento son de quinientos, mil, dos mil y tres mil, que en
las tablas figuraran en bloques separados.
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El propoésito de cada uno de los procesos de aprendizaje de que se componen los experimen-
tos es recuperar la red correspondiente; como es inviable mostrar cada una de las salidas de
las ejecuciones, se tomaron algunas medidas sobre la red aprendida. Concretamente, se han
calculado los siguientes pardmetros:

e El tiempo en horas, minutos y segundos empleado en obtener cada red cuando se trata de
la red Alarm y en unidades de segundos y décimas de segundo cuando se trata de la base
de datos Asia. Indicar aqui que los tiempos fueron tomados al ejecutar los programas
en una estacion de trabajo a sun4m sparc a 100Mhz.

e El valor de la discrepancia global g(G, D) de cada red aprendida respecto de la base de
datos de la que proviene.

e El pardmetro denominado Kullback que figura en tercer lugar en cada tabla proviene de la
entropia cruzada de Kullback que mide la distancia entre la distribucién de probabilidad,
P, asociada a un modelo y la distribucién de probabilidad, P, asociada a los datos.
Aunque esta medida no es operativa, pues su célculo es de orden exponencial, se puede
aprovechar el hecho de que la distribuciéon especificada mediante una red bayesiana tiene
una forma especial. Si Pg es la distribucién conjunta asociada a la red G, que tiene el
siguiente conjunto de nodos U = {z1,...,x,}, la entropia cruzada se puede descomponer
en los siguientes términos [LB94]:

entrop—cruzada(P, Pg) = —Hp(U)+ > _Hp(z;) = Y.  Dep(zi, ma(i)|0)
i=1 i=1,mc(z;)#£0

Donde Hp denota la entropia de Shannon sobre la distribuciéon P y Dep es nuestra co-
nocida medida entropia cruzada de Kullback-Leibler entre un nodo z; y el conjunto de
sus padres. Podemos observar que los dos primeros términos de la expresiéon anterior no
dependen del grafo GG, son constantes independientemente de la topologia de la red, asi
s6lo nos interesa el ultimo término, precisamente nuestro parametro Kullback. La entro-
pia cruzada serd menor cuanto mayor sea el ultimo término. De ahi que la interpretaciéon

de este parametro sea, una red serd mejor cuanto mayor sea el valor.

e La distancia de Hamming, el ntumero de arcos diferentes en la red aprendida respecto
del modelo original, bien sean perdidos o anadidos, en el caso de que exista orden y lo
mismo méas el numero de orientaciones incorrectas salvo equivalencias en la estructura
para las redes aprendidas con BENEDICT-sih-orden.

e La complejidad de la red, el nimero de parametros necesarios para cuantificar la estruc-
tura de la red aprendida

Nos queda por describir las bases de datos empleadas en el experimento. Como hemos
indicado, se han elegido dos problemas de diagnéstico, bien conocidos y de complejidades
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diferentes, representados con las redes Asia y Alarm. Para obtener las muestras de entrena-
miento de la primera, se generaron por muestreo logico [Hen88| cinco bases de datos de tres
mil muestras cada una a partir de la red Asia, que se muestra en la figura 3.16.

visito Asia
tuberculosis cancer de pulmg
cancer de pulmon

a_tuberculosi
positivo en rayoX)

Figura 3.16: Red Asia

La red Asia fue presentada en [LS88| por Lauritzen y Spiegelhalter como modo de ilustracion
de su método de propagaciéon de evidencias. Esta red de ocho variables todas ellas bivaluadas,
de ocho enlaces, de apariencia sencilla, tiene unas distribuciones asociadas a los nodos muy
extremas; asi, por ejemplo, las distribuciones de probabilidad asociadas al nodo (padece)
tuberculosis dado que el paciente visit6 con anterioridad Asia se muestran en la tabla 3.5 a) y
la variable disyuntiva cdncer de pulmdn o tuberculosis es una variable funcional que depende
de sus padres, de tal forma que las distribuciones son las que se muestran en la tabla 3.5 parte
b). El que las distribuciones de probabilidad condicionadas, asociadas a los nodos de la red,
sean muy extremas complica el proceso de aprendizaje, ya que la distribucién de probabilidad
conjunta también tendra valores muy extremos. Esto hace que las bases de datos obtenidas
por muestro logico (salvo que sean de gran tamano) puedan no ser muy representativas de la
verdadera distribucioén.

| Asia - Asia | TVC -TvC TV-C -TV-C
Si [0.05 0.01 Si | 1.0 1.0 1.0 0.0
No | 0.95  0.99 No | 0.0 0.0 0.0 1.0
a) b)

Tabla 3.5: ay b dos distribuciones de probabilidad

El otro problema de diagnéstico que se ha considerado para este estudio empirico es el de un
sistema de supervision para la administracién de anestesia en salas de operaciones, modelizado
en forma de red de creencia por [BSCC89|, que puede verse en la figura 3.17. Esta red contiene
37 variables y 46 arcos. Se eligié éste por constituir un problema de tamano considerable, por
ser un problema ‘real’ y porque la red Alarm se ha convertido en un procedimiento corriente



98 Capitulo 3. Algoritmos de Aprendizaje de Redes de Creencia

para evaluar la capacidad de un algoritmo de aprendizaje y poder asi hacer valoraciones
comparativas.

Para el proceso de aprendizaje usamos varias muestras de diversos tamafnos provenientes
de la base de datos de Alarm de 20000 instancias, que se encuentra disponible en [UCI|. El
total de muestras fueron generadas estocéasticamente por [Her91]| mediante el modelo anterior.
Del total de muestras emplearemos un méximo de 3000, aunque al igual que procediéramos
con la base de datos Asia, emplearemos también muestras de 500, 1000 y 2000 y 3000.

Figura 3.17: Lared Alarm

3.5.2 Resultados

Las tablas desde la 3.6 a la 3.14 tienen todas la misma estructura. El primer bloque de
informaciéon numeérica muestra los resultados de ejecutar el algoritmo que encabeza la tabla,
sobre un subconjunto de 500 muestras de la base de datos que figura al pie de la tabla. Los
siguientes tres bloques son sobre 1000, 2000 y 3000 muestras respectivamente. Indicar que
para las bases de datos de Asia, puesto que se generaron cinco, se muestran los resultados
de la mejor base de datos, la mas parecida a la distribucién de la estructura, la muestra
base de datos ntiimero 3, y para dar una idea méas general, en la tabla contigua se muestra el
valor promedio de los resultados obtenidos con las cinco bases de datos, para cada uno de los
parametros presentes en las tablas.
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Para empezar, vamos a analizar el comportamiento de los algoritmos y técnicas asociadas
sobre las muestras de entrenamiento de Alarm. Lo primero que salta a la vista, tanto con
el algoritmo BENEDICT-dsepa, como BENEDICT-creciente y BENEDICT-sin-orden, es la diferencia
tan significativa del tiempo empleado en el aprendizaje utilizando tests de independencia con
y sin poda y el resto de los métodos combinados, debido al ahorro de enlaces a evaluar. Para
obtener redes con un nimero comparable de arcos o incluso superior se emplean un par de
minutos frente a una media hora con BENEDICT-dsepa; éste es el caso por ejemplo del algoritmo
BENEDICT-dsepa para 500 muestras, con la medida Kull-L y umbrales « 8, con un tiempo de
28:34 minutos, mientras que con la misma medida y el empleo de test de independencia es s6lo
de 2:2 minutos, cuando ambos obtienen una red de 45 y 46 arcos respectivamente. Ademés
de valoraciones cuantitativas, hay que indicar que de entre estas dos redes aprendidas, se
muestra sensiblemente mejor la obtenida mediante tests de independencia, pues el valor de
la discrepancia global es menor, la distancia de Kullback entre la distribucién asociada a la
estructura aprendida y la de los datos es mayor, lo que confirma que la distribucién asociada
a la estructura es mas cercana a los datos. También desde el punto de vista de la fiabilidad,
la red aprendida mediante tests de independencia es preferible al empleo de umbrales a 3,
pues la complejidad de la estructura es més baja, con lo que esto significa, alcanzéndose un
minimo con la poda para un numero comparable de arcos. Por tltimo, podemos observar con
BENEDICT-dsepa, para todos los tamanos de muestra, que Kull-L con tests de independencia
més poda alcanza la mejor combinacién de valor de la funcién objetivo y complejidad de la
estructura, esto es, un menor valor de la funcién discrepancia que en su mayor parte se ve
confirmada con un mayor valor de la medida objetiva de Kullback y que se acompana ademés
con la menor distancia de Hamming. Volviendo al tiempo empleado por el algoritmo con la
medida Kull-L y los tests de independencia, apenas se invierte un segundo, en algunos casos
eran décimas de segundos (lo que no se ve reflejado en las tablas), en el proceso de poda para
refinar la estructura, ya que no se tienen que realizar nuevos célculos.

Por ultimo, podemos observar que el algoritmo BENEDICT-dsepa con las distintas medidas
es robusto a los distintos tamanos de muestra, principalmente con la medida Kull-L y con la
utilizacién de tests de independencia, con o sin poda, disminuyendo de forma lineal la medida
de Hamming con el incremento del nimero de muestras.

En la tabla del algoritmo BENEDICT-creciente, tabla 3.7 se comprueba la reduccién del orden
de complejidad de este algoritmo respecto al algoritmo anterior, en el tiempo invertido en el
aprendizaje de la red. Para tamanos de muestras iguales pasamos de un tiempo cercano a la
media hora para BENEDICT-dsepa a un tiempo correspondiente que se mide en escasos minutos
y varios segundos, salvo excepciones que ahora detallaremos. Igual que ocurria en la tabla
anterior, se consigue un ahorro de tiempo adicional con el empleo de tests de independencia,
distinguiéndose este método de aprendizaje, con y sin poda, por ser los més rapidos amén de
dar los mejores resultados, como seguidamente veremos.

Sorprende la mala actuacion de los umbrales con las distintas medidas y para todos los
tamanos, dando lugar desde a redes escasas en niimero de arcos a otras excesivamente satu-
radas. Ejemplo de la primera situacién es la red de 5 arcos obtenida con la medida de Rajski
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BENEDICT-dsepa
Tiempo | ¢(G, D) | D. Kullback | Hamm. | Compl. | N.Arc
Kull-L 28:34 | 2.610902 8.793810 21 775 45 af
Kull-L 21:31 | 2.842813 8.575141 18 670 38 ¥
Kull-L 2:21 | 2.494395 9.014843 14 672 46 | Indeps
Kull-L 2:22 | 2.758638 8.975866 11 468 43 | Indeps
+ poda
Rajski 14:49 | 2.759034 7.844927 20 386 30 af
Rajski 23:20 | 2.736142 8.594561 16 885 42 y
Razon-G | 18:10 | 3.219032 8.139925 22 550 34 af
Razon-G | 21:41 | 2.876043 8.425694 21 648 39 y
Kull-L 26:50 | 1.426274 9.046405 12 675 42 af
Kull-L 27:41 | 1.395857 9.081882 13 747 43 0%
Kull-L 3:48 | 2.289412 9.165719 16 929 52 | Indeps
Kull-L 3:49 | 2.436724 9.092734 9 531 45 | Indeps
+ poda
Rajski 16:45 | 1.522017 8.040230 19 398 34 ap
Rajski 28:50 | 1.629773 8.908092 12 910 46 y
Razon-G | 21:49 | 1.877240 8.547756 17 527 37 ap
Razon-G | 27:58 | 1.642498 8.895081 13 824 45 y
Kull-L 22:15 | 1.331402 8.384352 14 389 34 ap
Kull-L 35:48 | 0.726934 9.139114 9 904 47 y
Kull-L 5:06 | 0.944020 9.157106 10 706 50 | Indeps
Kull-L 5:06 | 0.960540 9.134497 5 490 45 | Indeps
+ poda
Rajski 18:33 | 1.109403 8.849169 13 1810 47 ap
Rajski 33:08 | 1.110302 8.848560 12 1234 46 y
Razon-G | 26:30 | 1.118449 8.841272 14 920 46 ap
Razon-G | 31:15 | 1.127829 8.832014 12 800 44 y
Kull-L 20:58 | 1.375448 8.232940 17 313 31 ap
Kull-L 35:20 | 0.514966 9.158459 7 728 45 y
Kull-L 7:10 | 0.699457 9.221346 10 604 50 | Indeps
Kull-L 7:12 | 0.681770 9.203620 4 480 44 | Indeps
+ poda
Rajski 22:10 | 1.749994 7.972214 19 389 31 ap
Rajski 38:10 | 0.876989 8.877676 12 946 46 y
Razon-G | 30:40 | 0.532327 8.532327 14 495 38 ap
Razon-G | 36:28 | 0.884619 8.872009 13 896 45 y
Base de datos Alarm

Tabla 3.6: Resultados del experimento con BENEDICT-dsepa
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BENEDICT-creciente

Tiempo g(G, D) | D. Kullback | Hamm. | Compl. | N.Arc
Kull-L 0:49 | 15.154314 2.275999 39 189 13 ap
Kull-L 1:56 | 14:567753 2687382 57 734 33 0
Kull-L 0:36 | 3.205295 8.838120 15 576 45 | Indeps
Kull-L 0:36 | 3.290658 8.801876 13 468 43 | Indeps
+ poda
Rajski 0:39 | 18.362047 0.311805 46 80 5 af
Rajski 3:17 | 15.840803 1.776883 73 859 43 0
Razon-G 0:39 | 18.352406 0.319787 48 90 7 af
Razon-G 3:52 | 15.848132 1.763315 75 620 45 vy
Kull-L 5:44 | 6.375590 5.810471 33 642 31 af
Kull-L 6:45 | 13.835224 2.967352 65 1285 47 vy
Kull-L 1:54 | 2.405361 9.117325 13 855 49 | Indeps
Kull-L 1:54 | 2.436724 9.092734 9 931 45 | Indeps
+ poda
Rajski 1:33 | 15.078837 1.789230 43 111 13 af
Rajski 6:36 | 14.320171 2.532643 68 898 46 0
Razon-G 1:45 | 14.338514 2.453411 41 150 17 ap
Razon-G 7:10 | 14.298082 2.534127 67 1201 45 0%
Kull-L 9:26 | 4.907673 6.242964 27 017 29 ap
Kull-L 41:33 | 4.995879 6.337754 57 2011 63 0%
Kull-L 3:26 | 0.965288 9.142462 10 694 48 | Indeps
Kull-L 3:28 | 0.959889 9.135149 7 514 45 | Indeps
+ poda
Rajski 6:36 | 6.031890 5.658983 30 318 26 af
Rajski 34:20 | 5.897799 5.880675 59 1404 61 vy
Razon-G 8:25 | 5.822264 5.822708 30 630 30 af
Razon-G | 55:14 | 5.026134 6.337754 66 2004 72 vy
Kull-L 14:58 | 4.620530 6.299386 27 510 31 af
Kull-L 57:12 | 4.619210 6.364660 54 2032 60 0%
Kull-L 5:04 | 0.695361 9.214284 8 652 48 | Indeps
Kull-L 5:20 | 0.692261 9.207668 ) 492 45 | Indeps
+ poda
Rajski 6:09 | 11.721530 3.714175 33 271 21 ap
Rajski 58:36 | 4.618051 6.373971 62 2206 68 vy
Razon-G | 13:47 | 5.568460 5.876259 33 727 21 af
Razon-G | 1:19:37 | 4.715304 6.364660 65 1845 71 0%

Base de datos Alarm

Tabla 3.7: Resultados del experimento con BENEDICT-creciente
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BENEDICT-sin-orden
Tiempo | ¢(G,D) | D. Kullback | Hamm. | Compl. | N.Arc
Kull-L 50:34 | 2.712640 8.635528 20 890 38 apf
Kull-L 41:63 | 2.927265 8.334991 21 752 35 y
Kull-L 3:46 | 2.661106 8.943368 18 646 46 | Indeps
Kull-L 3:46 | 2.715181 8.889701 18 574 44 | Indeps
+ poda
Rajski | 1:16:51 | 2.478773 8.901060 21 1597 51 af
Rajski 50:29 | 2.820698 8.463408 18 890 40 y
Razon-G | 2:14:07 | 2.015716 9.252012 31 9279 69 af
Razon-G 44:20 | 3.070930 8.256780 23 698 37 ¥
Kull-L 48:05 | 1.823024 8.722259 18 389 36 apf
Kull-L 59:07 | 1.428672 9.035247 14 821 42 y
Kull-L 5:39 | 1.808510 9.114185 15 797 49 | Indeps
Kull-L 5:40 | 1.918164 9.026223 13 517 45 | Indeps
+ poda
Rajski | 1:34:01 | 1.278374 9.145656 19 5196 55 af
Rajski 56:11 | 1.949592 8.608132 16 1122 42 y
Razon-G | 1:49:20 | 1.212078 9.189843 21 3741 61 af
Razon-G 44:37 | 2.101999 8.342245 18 728 36 y
Kull-L 46:56 | 1.218228 8.673775 18 391 36 apf
Kull-L 55:02 | 0.869324 8.922455 13 793 41 y
Kull-L 7:48 | 0.889051 9.112091 14 900 50 | Indeps
Kull-L 7:51 | 0.902268 9.094179 10 572 46 | Indeps
+ poda
Rajski | 1:07:52 | 0.779092 8.977097 12 1046 46 af
Rajski | 1:00:37 | 0.804705 8.916079 12 929 44 y
Razon-G 51:08 | 0.927695 8.830606 13 561 39 af
Razon-G | 1:05:09 | 0.751305 9.125147 10 866 46 y
Kull-L 45:51 | 1.138813 8.488962 18 373 34 apf
Kull-L 58:22 | 0.634144 8.948725 12 769 40 y
Kull-L 12:42 | 0.760855 9.187975 18 1188 54 | Indeps
Kull-L 12:46 | 0.731370 9.160127 11 564 | 47 | Indeps
+ poda
Rajski 58:26 | 0.636438 8.823260 12 741 40 af
Rajski | 1:08:58 | 0.566571 8.949876 13 1037 45 y
Razon-G 48:12 | 0.921547 8.510284 14 495 36 af
Razon-G | 1:15:49 | 0.501582 9.160011 12 1182 48 ¥
Base de datos Alarm

Tabla 3.8: Resultados del experimento con BENEDICT-sin-orden
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BENEDICT-dsepa

Tiempo | ¢(G, D) | D. Kullback | Hamm. | Compl. | N.Arc
Kull-L 1.0 | 0.010958 0.662687 3 29 9 af
Kull-L 0.6 | 0.015892 0.655282 1 17 7 0
Kull-L 0.3 | 0.015892 0.655282 1 17 7 | Indeps
Kull-L 0.3 | 0.015892 0.655282 1 17 7 | Indeps
+ poda
Rajski 0.6 | 0.015892 0.655282 1 17 7 af
Rajski 0.5 | 0.049899 0.628107 2 16 6 vy
Razon-G 0.7 | 0.015892 0.655282 1 17 7 af
Razon-G 0.5 | 0.049899 0.628107 2 16 6 vy
Kull-L 1.7 | 0.011568 0.598933 2 19 8 af
Kull-L 0.7 | 0.043620 0.581501 2 16 6 0
Kull-L 0.6 | 0.015595 0.597170 1 17 7 | Indeps
Kull-L 0.6 | 0.015595 0.597170 1 17 7 | Indeps
+ poda
Rajski 2.3 | 0.009191 0.600399 3 23 9 af
Rajski 0.9 | 0.056246 0.562381 2 16 6 vy
Razon-G 1.0 | 0.015595 0.507170 1 17 7 af
Razon-G 0.9 | 0.043620 0.581501 2 16 6 vy
Kull-L 3.2 | 0.010298 0.656054 2 21 8 ap
Kull-L 1.3 | 0.047150 0.635003 2 16 6 0%
Kull-L 1.3 | 0.013449 0.654199 1 17 7 | Indeps
Kull-L 1.3 | 0.013449 0.654199 1 17 7 | Indeps
+ poda
Rajski 3.2 | 0.010298 0.656054 2 21 8 ap
Rajski 1.7 | 0.047150 0.635003 2 16 6 0
Razon-G 1.8 | 0.013449 0.654199 1 17 7 ap
Razon-G 1.2 | 0.047150 0.635003 2 16 6 0
Kull-T, 2.6 | 0.008776 0.682556 1 17 7] agp
Kull-T, 1.8 | 0.043269 0.664934 P 16 6 ~
Kull-T, 2.0 | 0.008029 0.684179 0 18 8 | Indeps
Kull-T, 2.0 | 0.008029 0.684179 0 18 8 | Indeps
+ poda
Rajski 2.6 | 0.008776 0.682556 1 17 7 af
Rajski 2.5 | 0.043269 0.664934 2 16 6 vy
Razon-G 2.6 | 0.008776 0.682556 1 17 7 af
Razon-G 1.7 | 0.043269 0.664934 2 16 6 0%

Base de datos Asia, muestra n. 3

Tabla 3.9: Resultados del experimento con BENEDICT-dsepa
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BENEDICT-dsepa
Tiempo | ¢(G, D) | D. Kullback | Hamm. | Compl. | N.Arc
Kull-L 0.9 | 0.010792 0.758149 2.8 21.8 8.4 af
Kull-L 0.5 | 0.041949 0.736018 2.0 16.4 6.4 y
Kull-L 0.4 | 0.019738 0.753042 1.6 17.2 7.2 | Indeps
Kull-L 0.4 | 0.019738 0.753026 1.6 17.2 7.2 | Indeps
+ poda
Rajski 0.7 | 0.038354 0.738240 1.8 17.6 7.0 af
Rajski 0.4 | 0.062369 0.721521 24 16.0 6.0 y
Razon-G 0.7 | 0.019830 0.753496 1.4 18.0 7.4 af
Razon-G 0.4 | 0.063650 0.723931 24 16.0 6.0 y
Kull-L 1.4 | 0.011825 0.735748 2.8 19.0 7.6 af
Kull-L 0.8 | 0.045089 0.718904 2.8 16.4 6.4 y
Kull-L 0.6 | 0.013019 0.735145 2.4 17.8 7.2 | Indeps
Kull-L 0.6 | 0.013151 0.735013 2.2 17.0 7.0 | Indeps
+ poda
Rajski 1.5 | 0.011606 0.736355 2.0 18.4 7.6 ap
Rajski 0.8 | 0.068239 0.698344 2.8 16.0 6.0 y
Razon-G 1.2 | 0.012887 0.735709 1.6 17.2 7.2 ap
Razon-G 0.7 | 0.005085 0.707847 2.8 16.0 6.0 y
Kull-L 2.2 | 0.007729 0.759215 1.6 17.8 7.2 ap
Kull-L 1.7 | 0.024982 0.750639 1.8 16.6 6.6 y
Kull-L 1.3 | 0.007707 0.759746 1.8 17.6 7.6 | Indeps
Kull-L 1.3 | 0.007707 0.759746 1.8 17.6 7.4 | Indeps
+ poda
Rajski 2.3 | 0.007729 0.759216 1.6 17.8 7.2 ap
Rajski 1.6 | 0.067547 0.723962 24 16.0 6.0 y
Razon-G 1.8 | 0.008359 0.758845 1.4 17.0 7.0 ap
Razon-G 1.1 | 0.069935 0.733173 24 16.0 6.0 y
Kull-L 2.8 [ 0.006138 0.759121 1.4 170] 70| ap
Kull-L 2.5 | 0.021698 0.751728 1.8 16.6 6.6 y
Kull-L 1.9 | 0.005989 0.759446 1.2 172 | 72| Indeps
Kull-L 1.9 | 0.005989 0.759446 1.2 172 | 7.2 | Indeps
+ poda
Rajski 3.0 | 0.006138 0.759121 1.4 17.0 7.0 ap
Rajski 2.4 | 0.063104 0.725486 24 16.0 6.0 y
Razon-G 2.8 | 0.006110 0.759121 1.4 17.0 7.0 ap
Razon-G 1.8 | 0.060691 0.613750 2.4 16.0 6.0 y
Base de datos Asia

Tabla 3.10: Resultados del experimento con BENEDICT-dsepa
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BENEDICT-creciente

Tiempo | ¢(G, D) | D. Kullback | Hamm. | Compl. | N.Arc
Kull-L 1.2 | 0.014535 0.655815 2 19 8 ap
Kull-L 4.1 | 0.001615 0.677898 14 115 20 0%
Kull-L 0.4 | 0.158920 0.655282 1 17 7 | Indeps
Kull-L 0.4 | 0.158920 0.655282 1 17 7 | Indeps
+ poda
Rajski 0.3 | 0.812054 0.048392 8 16 4 ap
Rajski 4.1 0.001615 0.677898 14 115 20 vy
Razon-G 0.4 | 0.780243 0.064663 9 17 5 af
Razon-G 4.1 0.001615 0.677898 14 115 20 vy
Kull-L 1.5 | 0.015595 0.597170 1 17 7 af
Kull-L 8.0 | 0.000448 0.611958 15 131 21 7
Kull-T, 0.8 | 0.015595 0.597170 | 17 7 | TIndeps
Kull-T, 0.8 | 0.015595 0.597170 | 17 7 | Indeps
+ poda
Rajski 0.7 | 0.702898 0.051207 7 17 5 af
Rajski 7.9 | 0.000354 0.612054 15 134 23 vy
Razon-G 0.9 | 0.679654 0.063243 8 18 8 af
Razon-G 8.0 | 0.000354 0.612054 15 134 23 vy
Kull-L 3.0 | 0.013280 0.647862 3 17 7 af
Kull-L 15.9 | 0.001955 0.665488 15 131 21 0%
Kull-L 1.6 | 0.013280 0.647862 3 17 7 | Indeps
Kull-L 1.7 | 0.013280 0.647862 3 17 7 | Indeps
+ poda
Rajski 1.3 | 0.767881 0.062899 6 13 4 af
Rajski 15.8 | 0.001222 0.666283 15 134 23 0%
Razon-G 1.8 | 0.767115 0.063478 8 19 6 af
Razon-G 15.9 | 0.001222 0.666283 15 134 23 vy
Kull-L 9.4 | 0.008047 0.684208 1 20 9 af
Kull-L 22.5 | 0.000683 0.691565 14 220 22 0%
Kull-L 2.6 | 0.008029 0.684179 0 18 8 | Indeps
Kull-L 2.6 | 0.008029 0.684179 0 18 8 | Indeps
+ poda
Rajski 5.0 | 0.011306 0.677163 2 18 8 af
Rajski 22.5 | 0.000683 0.691565 14 220 22 0%
Razon-G 5.2 | 0.008029 0.684179 0 18 8 af
Razon-G 22.4 | 0.000683 0.691565 14 220 22 0%

Base de datos Asia, muestra n. 3

Tabla 3.11: Resultados del experimento con BENEDICT-creciente
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BENEDICT-creciente
Tiempo | ¢(G, D) | D. Kullback | Hamm. | Compl. | N.Arc

Kull-L 1.2 | 0.014909 0.757380 2.4 21.2 8.8 af
Kull-L 3.9 | 0.003740 0.777091 14.2 111.6 | 19.8 y
Kull-L 0.3 | 0.018562 0.753387 2.0 17.2 7.2 Indeps

Kull-L 0.4 | 0.018562 0.753387 2.0 17.2 7.2 | Indeps
+ poda
Rajski 0.4 | 0.819795 0.112482 8.2 16.8 5.0 af
Rajski 3.9 | 0.002886 0.617959 14.2 111.6 | 19.8 y
Razon-G 0.5 | 0.812488 0.117563 8.6 18.0 5.8 af
Razon-G 3.9 | 0.002886 0.777090 14.2 111.6 | 19.8 y
Kull-L 2.5 | 0.012404 0.741792 2.0 19.8 8.6 af
Kull-L 7.6 | 0.002371 0.751756 13.0 127.0 | 19.8 y
Kull-L 0.6 | 0.013039 0.735507 3.0 17.0 7.0 Indeps

Kull-L 0.8 | 0.013039 0.735507 3.0 17.0 7.0 | Indeps
+ poda
Rajski 0.7 | 0.884014 0.073162 7.0 11.6 5.0 af
Rajski 7.3 1 0.002371 0.751755 13.0 127.0 | 19.2 y
Razon-G 1.6 | 0.599734 0.254530 6.6 22.2 7.4 af
Razon-G 7.4 | 0.002371 0.751756 13.0 127.0 | 19.8 y
Kull-L 4.0 | 0.007467 0.758581 2.2 184 7.8 af
Kull-L 13.3 | 0.002626 0.767786 112 | 1184 | 17.6 ~y
Kull-L 1.8 | 0.007674 0.758478 2.2 17.6 7.4 Indeps

Kull-L 1.8 | 0.007674 0.758478 2.2 17.6 7.4 | Indeps
+ poda
Rajski 1.9 | 0.736467 0.207765 6.4 16.5 5.6 af
Rajski 13.3 | 0.003532 0.767787 11.2 118.6 | 17.6 y
Razon-G 4.4 | 0.346980 0.497815 4.6 19.8 7.8 af
Razon-G 13.3 | 0.002626 0.767787 9.8 118.4 | 17.6 y
Kull-L 11.4 [ 0.006207 0.760212 1.4 194 ] 8.6 a B
Kull-L 16.1 | 0.001388 0.766635 11.6 163.0 | 19.2 ~
Kull-L 2.5 | 0.005989 0.759546 1.2 17.2 7.2 Indeps

Kull-L 2.6 | 0.005989 0.759546 1.2 17.2 7.2 | Indeps
+ poda
Rajski 3.4 | 0.380662 0.471899 3.8 17.5 7.0 af
Rajski 17.9 | 0.001388 0.625152 11.6 163.0 | 19.2 y
Razon-G 8.6 | 0.186047 0.861445 2.4 19.0 8.0 af
Razon-G 20.0 | 0.001388 0.633623 11.6 132.0 | 19.2 ~

Base de datos Asia

Tabla 3.12: Resultados del experimento con BENEDICT-creciente
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BENEDICT-8in-orden

Tiempo | ¢(G, D) | D. Kullback | Hamm. | Compl. | N.Arc
Kull-L 1.6 | 0.012097 0.659231 3 23 9 af
Kull-L 1.0 | 0.033881 0.638324 3 18 7 0
Kull-L 0.3 | 0.021897 0.652661 4 22 9 | Indeps
Kull-L 0.5 | 0.022922 0.651635 3 18 8 | Indeps
+ poda
Rajski 0.9 | 0.014693 0.655744 1 18 7 af
Rajski 1.2 | 0.010685 0.657356 2 19 8 0
Razon-G 0.9 | 0.014693 0.655744 1 18 7 af
Razon-G 1.2 | 0.010685 0.657356 2 19 8 0
Kull-L 2.0 | 0.009305 0.599437 2 20 8 af
Kull-L 2.0 | 0.009305 0.599437 2 20 8 0
Kull-L 0.7 | 0.012945 0.597674 1 18 7 | Indeps
Kull-L 0.7 | 0.012945 0.597674 1 18 7 | Indeps
+ poda
Rajski 2.1 | 0.009305 0.599437 2 20 8 af
Rajski 2.1 | 0.009305 0.599437 2 20 8 0
Razon-G 1.2 | 0.012945 0.597674 1 18 7 ap
Razon-G 2.0 | 0.009305 0.599437 2 20 8 0
Kull-L 5.7 | 0.009619 0.655284 5 23 9 af
Kull-L 5.2 | 0.013100 0.648042 4 21 8 0%
Kull-L 1.2 | 0.024300 0.636842 3 17 7 | Indeps
Kull-L 1.2 | 0.024300 0.636842 3 17 7 | Indeps
+ poda
Rajski 2.8 | 0.047004 0.616866 4 16 6 af
Rajski 2.8 | 0.046318 0.617209 5 18 7 0
Razon-G 5.2 | 0.016918 0.633763 6 19 8 af
Razon-G 5.2 | 0.016918 0.633763 6 19 8 0
Kull-T, 75 ] 0.012821 0.674978 4 21 8] ap
Kull-T, 7.5 | 0.012821 0.674978 4 21 8 ~
Kull-T 3.1 | 0.017172 0.674379 4 24| 11| Tndeps
Kull-T 3.1 | 0.017172 0.674379 4 24 | 11 | Indeps
+ poda
Rajski 4.1 1 0.036710 0.651289 4 16 6 ap
Rajski 5.9 | 0.035297 0.653731 4 19 8 0
Razon-G 6.8 | 0.022778 0.666456 4 18 8 af
Razon-G 6.8 | 0.022778 0.666456 4 18 8 0%

Base de datos Asia, muestra n. 3

Tabla 3.13: Resultados del experimento con BENEDICT-Sin-orden
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BENEDICT-sin-orden
Tiempo | ¢(G, D) | D. Kullback | Hamm. | Compl. | N.Arc
Kull-L 1.7 | 0.013310 0.757365 4.0 23.0 8.8 af
Kull-L 1.3 | 0.023444 0.748286 3.8 20.0 7.6 y
Kull-L 0.4 | 0.026883 0.745515 3.4 19.2 7.0 | Indeps
Kull-L 0.4 | 0.032527 0.750680 3.0 18.0 6.6 | Indeps
+ poda
Rajski 1.0 | 0.017883 0.753065 2.4 18.2 7.2 af
Rajski 1.1 | 0.015351 0.754974 3.0 18.8 7.8 y
Razon-G 1.0 | 0.015737 0.755879 2.4 19.0 7.4 af
Razon-G 1.1 | 0.014497 0.756367 2.6 194 7.8 y
Kull-L 3.3 | 0.011542 0.736202 4.6 22.0 8.6 af
Kull-L 2.6 | 0.016288 0.729004 3.8 19.2 7.8 y
Kull-L 0.9 | 0.019670 0.728688 3.4 19.6 7.2 | Indeps
Kull-L 1.0 | 0.025090 0.721877 3.4 184 6.8 | Indeps
+ poda
Rajski 2.3 | 0.023318 0.723028 3.6 17.8 7.2 af
Rajski 2.2 | 0.023009 0.723409 3.8 19.2 7.8 y
Razon-G 2.0 | 0.016997 0.731874 2.6 18.0 7.4 af
Razon-G 2.3 | 0.015355 0.732588 3.0 18.6 7.8 y
Kull-L 5.3 1 0.011189 0.754571 4.6 20.6 8.2 af
Kull-L 5.2 | 0.011885 0.753123 4.4 20.2 8.0 ¥
Kull-L 1.9 ] 0.013143 0.753389 5.0 22.6 8.2 | Indeps
Kull-L 2.0 | 0.013143 0.747329 5.0 22.6 8.2 | Indeps
+ poda
Rajski 3.4 | 0.030057 0.729257 4.0 16.6 8.5 af
Rajski 3.8 | 0.033192 0.731200 5.0 18.6 7.6 y
Razon-G 4.4 | 0.025249 0.742169 5.4 17.8 7.4 af
Razon-G 5.1 | 0.014906 0.747752 6.0 19.0 8.0 y
Kull-L 7.6 | 0.018386 0.743619 4.2 19.8 7.8 af
Kull-L 7.6 | 0.013552 0.748453 4.4 202 | 8.0 ~
Kull-L 2.7 |1 0.010630 0.753810 4.8 23.2 8.6 | Indeps
Kull-L 2.9 | 0.010630 0.753810 4.8 23.2 8.6 | Indeps
+ poda
Rajski 4.2 | 0.029454 0.735698 3.2 16.8 6.8 af
Rajski 5.6 | 0.017020 0.738004 3.6 18.8 7.8 y
Razon-G 6.7 | 0.021107 0.739584 4.8 184 7.8 af
Razon-G 7.4 | 0.018247 0.742325 5.2 19.2 8.0 ¥
Base de datos Asia

Tabla 3.14: Resultados del experimento con BENEDICT-Sin-orden
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con umbrales «, 3, y ejemplos de redes muy densas son las obtenidas con cualquiera de las
medidas y el umbral v, para tamanos de muestras de 2000 y 3000, con redes que tienen entre
60 y 72 arcos. Podemos concluir que este algoritmo es muy sensible al valor de los umbrales y
podriamos suponer que una modificacién ad hoc de éstos aliviaria los dos problemas mencio-
nados, al poblar con mas arcos las redes més escasas si se bajan los umbrales y llegar a unas
densidades mas bajas si se alzan los valores de éstos; pero no es asi de simple...

Por otro lado, cabria esperar que las redes densas contuviesen muchos de los arcos correctos
e incorporasen algunos arcos adicionales, sin embargo esto no ocurre asi; podemos constatarlo
mirando el valor de la distancia de Hamming y el nimero de arcos introducidos. Como vemos,
no por tener muchos arcos puestos tenemos muchos correctos.

Como indicdbamos desde un principio, el caso de parada es muy sensible al valor de los
umbrales, pero este algoritmo hace que el caso de parada sea sensible ademas a la conectividad
de las variables. Asi por ejemplo, sea la variable 19 de la figura 3.17, cuando se incorpora a la
estructura se considera junto a todas las variables que son anteriores a ella en el orden. El valor
de los umbrales se calcula a partir de la sumatoria de las discrepancias Dep de cada par formado
por la variable 19 y una variable anterior a ella, respecto a la base de datos; como el valor del
umbral es tomado en promedio, puede que el valor sea demasiado bajo para una variable poco
conexa y se le asignan demasiados padres. Por ejemplo, en algunas de las redes aprendidas
el nodo 19 tiene como padres al conjunto de nodos {12,16,17,18}, cuando en la red original
no tiene ningun padre. En otros casos, en los que la conectividad es mayor (entendiéndose
ésta como el numero de padres que se le pueden asociar a un nodo al ser incorporado en la
estructura), de nuevo por un valor inadecuado de los umbrales se puede llegar a considerar
despreciable la mejora que supone incluir un nuevo arco, aunque éste sea correcto. Este es el
caso de la variable 13 a la que solo se le asignan como padres las variables {36, 22} quedéndose
en el tintero el arco 23 — 13. Con estos defectos no resultan sorprendentes unas distancias de
Hamming tan elevadas y unas complejidades de las estructuras tan dispares.

Con este panorama, se hace més admirable el comportamiento del algoritmo con el empleo
de tests de independencia, con y sin poda. Como podemos observar, son los que se muestran
mas robustos ante tamanos diferentes, incluso con tamanos de muestra insuficientes. Para
todos los tamanos de muestra demuestran ser mejores, lo que puede comprobarse con unos
valores de discrepancia globales minimos y unos valores para la distancia de Kullback maximos.
Por si fuera poco, todo esto se consigue con unas diferencias de tiempo notables. Para terminar,
nos resta decir que con el proceso de poda se logran las minimas distancias de Hamming con
un recargo de apenas unas décimas de segundo en algunos casos, que no se ven reflejadas en
las tablas.

Dada la tabla del algoritmo BENEDICT-sin-orden, tabla 3.8, para poder hacer algin tipo de
comparaciéon en los tiempos invertidos en el aprendizaje, tenemos que volvernos a la tabla de
BENEDICT-dsepa, aunque éste tiene un orden de complejidad inferior, pues no olvidemos que
su espacio de busqueda es més restringido al contar con una ordenacién previa.

Aqui, donde se exploran las posibles clases de equivalencia, las estructuras parcialmente
orientadas obtenidas de probar a incorporar un enlace, un arco en un sentido u otro, es donde
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se percibe el mayor ahorro en tiempo al emplear tests de independencia, pues al considerarse
independientes un par de nodos, se frustra cualquier exploraciéon ulterior con los mismos. Asi,
para numeros comparables de arcos vemos diferencias de tiempo, cercano a los 10 minutos
usando tests de independencia frente a aproximadamente la hora empleando umbrales.

Al igual que en casos anteriores, para todos los tamanos, el algoritmo cuando emplea
tests de independencia consigue un mejor balance de ajuste y complejidad, consiguiéndose un
optimo tras el proceso de poda. A éste es al que corresponden los minimos en la distancia
de Hamming. Para BENEDICT-sin-orden las distancias de Hamming son superiores respecto a
las de tablas anteriores, recordemos que aqui no sélo se contabilizan arcos no puestos y arcos
puestos de més, sino también orientaciones erréneas, salvo equivalencias. Con esto concluimos
nuestro analisis del comportamiento de los algoritmos con la base de datos Alarm.

Pasamos a analizar el comportamiento de los mismos algoritmos sobre un problema més
restringido en ntimero de variables. En la tabla 3.9 se muestran los resultados de una de las
bases de datos, la niimero 3, que més se acercaba a la distribucién de la red que las generd,
aunque para no sesgar en demasia los resultados, se muestran a continuacién, tabla 3.10, los
valores promedio de todos los pardmetros calculados sobre las 5 bases de datos generadas, entre
las que se encuentran dos especialmente malas. Como vemos, las diferencias en los tiempos
invertidos no son apreciables entre las distintas medidas y reglas de parada, logrando también
pocas diferencias en la estructura y en su complejidad, de ahi que las distancias de Hamming
oscilen entre 0 y 3. En general el algoritmo BENEDICT-dsepa es robusto a los cambios de tamano
de muestra para cualquiera de las medidas.

Al igual que se veia con la base de datos Alarm, el algoritmo con la medida de Kull-L y
el uso de tests de independencia proporciona el mejor balance entre ajuste y complejidad de
la estructura aprendida. En esta ocasién no ha sido necesario el empleo del proceso de poda,
por lo que se duplican resultados en la tabla.

Con el algoritmo BENEDICT-creciente, tabla 3.11, se observa el mismo fenémeno que comen-
tabamos con la base de datos anterior, las estructuras resultantes son muy dispares en nimero
de arcos y en consecuencia en complejidad. De nuevo la medida Kull-L con tests de indepen-
dencia demuestra ser la més robusta, rapida y da como resultado las mejores redes en ajuste
y complejidad. Tampoco en esta ocasiéon el proceso de poda ha sido necesario para refinar la
estructura en ninguna de las muestras.

Para terminar con BENEDICT-sin-orden, tabla 3.13, los tiempos invertidos en el aprendizaje,
debido a las unidades tan reducidas son comparables a los tiempos invertidos en BENEDICT-
dsepa. Las distancias de Hamming son superiores a las de las tablas precedentes puesto que
se cuentan ademés de los enlaces por exceso o por defecto, las orientaciones incorrectas. En
esta ocasion, el algoritmo BENEDICT-sin-orden con la medida de Kull-L y el empleo de tests
de independencia no consigue obtener el mejor balance entre complejidad y bondad de ajuste,
sin embargo en casi todos consigue tener la minima distancia de Hamming. En la tabla 3.14
vemos que en esta ocasion si ha intervenido la poda maés frecuentemente.
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3.6 Incorporacién de conocimiento a priori

El diseno de los algoritmos BENEDICT es tal que permite la incorporacién de conocimiento
a priori por parte del experto. KEste hecho, aparte de aportar informacion segura, permite
aliviar el proceso de busqueda. El conocimiento a priori en forma de restricciones puede ser
de muy diversa indole. Puede consistir en arcos de los que se esta seguro, éstos se establecen
al iniciar cualquiera de los algoritmos, o enlaces sin orientar que sb6lo pueden establecerse en
BENEDICT-sin-orden. También puede consistir en certeza acerca de la ausencia de conexiones,
los arcos o aristas correspondientes se eliminan, del conjunto de enlaces candidatos L, al inicio
de un algoritmo BENEDICT, evitando asi ser introducidos y tan siquiera evaluados. Otro tipo
de conocimiento del que puede disponer el experto es de un orden parcial entre las variables
(éste, solo cuando no se considera de partida ningin orden completo), y de ciertas relaciones de
independencia; estas restricciones requieren de una verificaciéon durante el proceso de bisqueda,
ya que toda configuraciéon que se considera en el proceso ha de cumplirlas.

La posible incorporacién de conocimiento a priori al modelo, transmitida por el experto,
no hace sino enriquecer esta herramienta de aprendizaje. También nos abre las puertas para
incorporar en el modelo metaconocimiento asociado a determinadas aplicaciones, como es la
clasificacién, tema del siguiente capitulo.
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Capitulo 4

Aprendizaje Orientado a la
Clasificacion

4.1 Introduccion

Uno de los objetivos de la presente memoria es tratar la tarea de clasificaciéon, en los términos
descritos en el capitulo primero, con el modelo de las redes bayesianas, y aportar una serie
de algoritmos de aprendizaje especificos para la clasificacién con este tipo de modelo. Para
ello retomaremos los algoritmos de aprendizaje desarrollados en los capitulos anteriores (cuyo
prop6sito comun recordamos era el de elaborar un modelo que fuera una buena aproximacién
en general a los datos) y adaptaremos algunos de sus métodos de trabajo a los nuevos plan-
teamientos, para que, ademas sean unos buenos predictores. Estas redes bayesianas obtenidas
mediante alguno de los algoritmos de induccién vistos hasta el momento, aunque pueden ser
utilizadas para la tarea de clasificacion (basta con identificar una de las variables del modelo
como variable de clasificacion, aplicar el proceso de propagacion con las evidencias presentes y
aplicar una regla de decision para obtener la clase de la variable de clasificacion), sin embargo
no constituyen necesariamente la mejor opciéon. Esto es, estas redes no han mostrado ser tan
buenos predictores como los obtenidos mediante ciertos algoritmos especificos de clasificacion.
Esto lo han puesto de manifiesto diversos autores como [MST94, FG96a, SLI7| por medio
de una serie de tablas comparativas en las que se muestran los éxitos de clasificaciéon de
unos métodos de induccién generales frente a otros especificos. En [MST94] se comparan las
redes bayesianas obtenidas por CASTLE [ACGT91b] como clasificadores con diversos modelos
como redes neuronales, adrboles de decisién, obtenidos mediante distintos algoritmos como
Kohonen, C4.5, ademés de algoritmos estadisticos o métodos basados en reglas, entre otros.
En [FG96a| se comparan las redes para distintas bases de datos obtenidas con la funciéon de
ajuste MDL [Suz93, LB94| como clasificadores, con clasificadores obtenidos con el Ingenuo
Bayes y C4.5. En [SL97]| se comparan las redes bayesianas obtenidas mediante el algoritmo
CH-GA (con la funcion de ajuste CH [CH92| y un método de busqueda propio que emplea un
algoritmo genético) con clasificadores como el Ingenuo Bayes y otros como TAN-GA [SL98| y
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MB-GA [SL97] que describiremos después.

Todos los métodos sobre redes a los que nos acabamos de referir obtienen como resultado
una red bayesiana, que se hace con la mejor puntuacién tras el proceso de busqueda segin la
funcién de ajuste que le es propia al algoritmo. Y sin embargo, la primera conclusiéon es que
una red obtenida mediante un proceso de busqueda més o menos sofisticado puede tener un
comportamiento como clasificador equiparable a otro modelo obtenido mediante un método
més primitivo. La segunda conclusion es que una red con mejor puntuaciéon no tiene por qué
ser mejor clasificador que otra con una puntuacién inferior dada por el mismo proceso de
busqueda. De alguna manera se constata que el problema de estas redes como clasificadores
se debe a las funciones de ajuste usadas para su obtencion. Algunas de estas funciones miden
el ajuste (sobre todas las variables) de una red bayesiana a los datos, otras miden el error de
la red bayesiana sobre todas las variables del problema. En el primer caso maximizar el ajuste
y en el segundo minimizar el error no conlleva necesariamente a maximizar la probabilidad a
posteriori o en su caso minimizar el error local al predecir la variable clase dados los casos de
las demés variables.

Por tanto, los procesos de induccién a los que acabamos de aludir, junto con los algoritmos
presentados en los capitulos 2 y 3 son una suerte de procesos de aprendizaje no supervisados
en el sentido que los algoritmos no distinguen ninguna variable entre todas las variables del
problema, ni le brindan una especial atencién a ninguna de ellas (ni siquiera la clase) para
obtener con mas exactitud la distribucién a posteriori de la clase, para en definitiva hallar el
valor de la clase més probable.

El enfoque de este capitulo supone replantear la tarea del aprendizaje con el objetivo de
obtener una buena aproximacién del modelo en torno a la variable clase, para la subsiguiente
utilizacion del modelo en la tarea de clasificacion. De esta forma rompemos el tratamiento
homogéneo de todas las variables del problema en favor de introducir una asimetria en el
problema. Se le da un estatus a la variable clase diferente del resto de las variables, se
distingue por tanto la variable clase del resto de las variables atributos o caracteristicas. Una
vez hecho esto, una forma evidente de enfocar el problema de aprender modelos orientados a la
clasificacion es especializar la funciéon de ajuste a la tarea de clasificaciéon. Un intento en este
sentido fue realizado en [FGG97] y anteriormente en [FG96a, FG96b| para adaptar la funcion
MDL a la clasificaciéon mediante lo que llaman un nodo monitor [SDLC93|.

La métrica MDL tiene en cuenta la descripciéon del modelo y la descripcion de los datos
usando el modelo. En su intento los autores restringen uno de los componentes de la métrica
a la suma de los logaritmos de la verosimilitud condicionada de cada instancia de la base de
datos, prescindiendo de uno de los términos de la descomposicién natural de la funcién de
ajuste original. Este término, llamémosle término de la verosimilitud, que se hace ahora tan
relevante (tiene en cuenta las probabilidades condicionales) mide como de bien la red estima la
probabilidad de la clase dados los atributos, lo que le hace especialmente apto para determinar
la calidad de la red como clasificador. Esta nueva funcién, componente de la métrica MDL,
garantiza que el modelo que maximice esta funcién es mejor clasificador. Sin embargo surge
un problema computacional: la funcién ya no puede descomponerse sobre la estructura de la
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red y una vez fijada ésta, ya no se puede minimizar la métrica MDL usando simplemente la
frecuencia de los datos como parametros de la red. Esto es, con esta nueva funciéon no hay
una ecuacién para hallar los mejores parametros para el mejor término de verosimilitud, y por
tanto hay que hacer una busqueda de los mejores pardmetros para cada estructura candidata,
con lo que el método se vuelve excesivamente costoso y pierde todo su atractivo. A pesar del
poco éxito de esta tentativa, volveremos sobre esta forma de enfocar el problema al final del
capitulo.

Asi, algunas de las nuevas aportaciones que vamos a presentar provienen de observar ciertas
caracteristicas de clasificadores sencillos e introducir este conocimiento en la estructura de
algiin modo para caracterizar el tipo de familia que se va a aprender, esto es, introducir
metaconocimiento en la red o en el proceso de bisqueda. Otra fuente proviene de cambiar
de métrica de forma que tenga més en cuenta la especificidad del problema, concretamente
para que mida la bondad del modelo como clasificador, esto es, de orientar el aprendizaje
para obtener una buena aproximacién de la probabilidad de la clase a posteriori y no tener
que considerar para el modelo todas las variables del problema, sino s6lo aquellas relevantes
a la variable clase. Dado que el nombre BENEDICT, aplicado a los algoritmos que compartian
la metodologia hibrida de utilizar funciéon de ajuste con tests de independencia condicional,
procedia del acronimo de las palabras (BElief NEtworks DIscovery using Cut-set Techniques),
nos hemos permitido la licencia de bautizar los nuevos algoritmos de este capitulo, que también
comparten esta metodologia, con otros nombres papales que nos han parecido apropiados, a
falta de un acrénimo més ingenioso.

El contenido por secciones, tras la introduccién, es como sigue: en la secciéon 4.2 se pone
de manifiesto la gran potencialidad desde su aparicién, de un método sencillo de induccién
de redes para la clasificacion, el Ingenuo Bayes y su continua adaptaciéon mediante algoritmos
muy diversos para tratar de ampliarlo a estructuras més complejas. La seccion 4.3 trata sobre
la incorporacién de metaconocimiento en la estructura de la red inducida, de la que surgen
dos algoritmos diferentes, INOCENCIO T e INOCENCIO II. En la seccién siguiente se propone un
nuevo algoritmo, que por ser el ultimo se llama zosiMo (también Papa), cuyas innovaciones
consisten en el empleo de un método propio de busqueda y una nueva medida de ajuste, que
conlleva una reduccién en el nimero de variables implicadas en la red aprendida. En la sec-
cion 4.5 se hace una breve descripcion de las bases de datos que se van a utilizar en posteriores
experimentos, junto con los procesos de adaptacion de las mismas para los experimentos. A
continuacién se muestran, con ayuda de tablas y curvas, los resultados de la experimentaciéon
y las conclusiones. Para finalizar, orientados como estamos hacia la clasificacion, se sientan
las bases para una nueva metodologia para el aprendizaje, hibridaciéon con otros modelos y
métodos de clasificacion.

4.2 Redes bayesianas como clasificadores

Como hemos comentado, cualquier red bayesiana puede ser utilizada para la tarea de clasifi-
cacion, para ello basta con distinguir la variable de interés del problema como variable clase,
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aplicar alguno de los diversos algoritmos de propagaciéon con las nuevas evidencias y una regla
de decisién para transformar los resultados cuantitativos en un valor para la clase. Todas estas
tareas se tratan a menudo en el contexto de los sistemas expertos, y mas concretamente sobre
redes bayesianas, existiendo para ello numerosos algoritmos eficientes para la tarea completa
de clasificacion e inferencia. En un entorno automatico o semiautomatico se tiene el problema
previo de obtener la red. El objetivo de aprender una red bayesiana para la clasificacion es
multiple: obtener una buena representacién de los datos, permitir una facil interpretacion de
los mismos y obtener una red que sea un buen predictor o clasificador, esto es, obtener unas ta-
sas altas de éxito en clasificacién. Para la consecucion de este ultimo objetivo nos planteamos
la siguiente cuestion:

., Como son las redes que son buenos clasificadores? o bien,
i Pertenecen a un tipo determinado de familia las redes que son buenos clasificadores?

Para responder a la primera pregunta podemos utilizar las conclusiones a las que llegamos
en [AC94] por las que se determiné experimentalmente que modelos més simples como los
poliarboles (con sus limitaciones de representacion en cuanto al tipo de relaciones de inde-
pendencia que pueden representar) eran buenas aproximaciones (desde el punto de vista de la
clasificacion) a estructuras més complejas, las redes causales generales. Otra observacion que
ya hemos comentado en capitulos anteriores, de [SL98|, conforme se satura una estructura con
enlaces en el aprendizaje, se sobreespecializa ésta a los datos y la tasa de éxitos de clasificacion
decrece drasticamente con una nueva muestra independiente de la misma base de datos. Por
otro lado, las situaciones del mundo real suelen llevar a redes poco densas (nimero de arcos o
enlaces); por el contrario, una red densa tiene pocas relaciones de independencia y en definitiva
es de poca utilidad. Por todo ello, tenderemos hacia estructuras sencillas. Para contestar a la
segunda pregunta vamos a observar ciertas caracteristicas de clasificadores sencillos y que en
general dan buenos resultados como predictores, para poder ser utilizadas en nuestros modelos.
Este es el caso del clasificador Ingenuo Bayes presentado en el capitulo primero.

Este método, ademés de ser muy simple, obtiene unos resultados comparables con otros
métodos de induccién probabilistica mas sofisticados orientados a clasificacién, con heuristicas
de busqueda mas potentes, llegando incluso a mejorar las tasas de éxito de clasificacién para
muchos problemas, algunos de ellos reales. Esto lo han puesto de relieve diversos autores en
[CKB87, CN88, LIT92, Hol93, LS94] muchos de los cuales lo comparaban con algin método
de aprendizaje sobre arboles de clasificacion para validar sus resultados o para mostrar sus
apreciables mejoras respecto a él. Por todo ello se ha convertido en un método de referencia en
general para todo tipo de algoritmos de clasificacién sobre diversos formalismos, como puede
verse en |Bun90, MST94|. Sin embargo el método Ingenuo Bayes tiene bastantes detractores
ya que se basa en una suposicion fundamental, que podria calificarse de bastante poco realista
(de ahi que sorprendan sus buenos resultados).
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4.2.1 El modelo Ingenuo Bayes

La suposicién consiste en que dentro de cada clase los atributos son independientes entre si. En
el modelo del Ingenuo Bayes se considera que la clase tiene en cuenta todos los atributos (pues
no tiene ningun criterio para discriminar ninguno de ellos), por lo que todos ellos se hacen
dependientes de ella. De esta forma, una vez determinadas todas las distribuciones apriori
(estimadas sobre los datos o evaluadas por el experto) de la clase y las condicionales de cada
atributo dada la clase, ya tenemos el modelo para la clasificaciéon sin realizar bisqueda alguna
a través del espacio de posibles descripciones. Las independencias hacen de éste un modelo
muy atractivo pues supone el méaximo de ahorro de computos, tanto en su inferencia como en
el proceso de propagacién, y una longitud de descripcién pequena, aunque no se justifique en
muchos casos.

El modelo probabilistico que acabamos de describir se traduce en una red bayesiana como
se muestra en la figura 4.1, donde el nodo raiz c es la variable que tiene como casos todas las
clases contempladas en el problema, y los atributos son las distintas caracteristicas medidas
sobre cada elemento de estudio. Los parametros numéricos son los ya mencionados, que estan
asociados a cada enlace de la red.

Figura4.1: Modelo de Ingenuo Bayes

Con esta estructura, se tiene que la probabilidad a posteriori, P(c|a1, ag, ... a,), que deter-
mina la clasificacién, tiene en cuenta todos y cada uno de los atributos. Como indicabamos,
existen muchos casos donde la suposicién de independencia condicional no se justifica, por
ejemplo supongamos una red de diagnoéstico médico en la que la variable clase represente las
enfermedades contempladas en un problema determinado, y los atributos, los sintomas obser-
vados en cada paciente. Es muy frecuente que algunos sintomas sean dependientes de otros,
vease la figura 4.2, relativa a un problema de diagnostico extraido de [Hec91]|, donde se ilustra
una red para el diagnéstico de un paciente que acude a una consulta con un fuerte dolor de
garganta. El nodo Enfermedad representa las posibles causas de éste fen6meno, Faringitis viri-
ca, Infeccion estreptococica, Mononucleosis infecciosa, Celulitis tonsilar y Abceso peritonsilar,
todas ellas consideradas exhaustivas y excluyentes entre si. El resto de nodos (no entraremos
en todo su detalle) representan las evidencias relevantes para el diagnostico de la enfermedad
del paciente.

El arco entre amigdalas afectadas y pus en amigdalas refleja la opinién del experto de que
la probabilidad de ver pus en las amigdalas depende de si la enfermedad afecta a una, las dos
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Figura 4.2: Modelo para el diagnostico de un dolor de garganta

o ninguna amigdala (casos de la variable amigdalas) incluso cuando se conozca la enfermedad.
Por otro lado, los arcos de fiebre y dolor abdominal a apariencia tézica reflejan el hecho de que
un paciente tenga aspecto intoxicado si presenta dolor abdominal o fiebre alta, incluso cuando
se sepa la enfermedad que padece.

Tales dependencias afectan a las distribuciones de probabilidad y pueden degradar el compor-
tamiento del clasificador al no cumplirse la hipotesis de independencia entre atributos dada la
clase. Supongamos el caso extremo de una redundancia en un problema con cuatro variables
a1,a3,a3 y c. Consideremos una dependencia funcional, el atributo a3 es copia de as. Segun
la factorizaciéon correspondiente al Ingenuo Bayes,

P(c;ilaazas) = aP(ci)P(a1|ci)P(a2|ci)2

la variable redundante del problema adquiriria el "doble" de influencia que el resto de atributos
y podria producir un sesgo en las predicciones, y provocar una posible degradacién de las tasas
de éxito de clasificacion.

4.2.2 Extensiones del clasificador Ingenuo Bayes

Diversas han sido las adaptaciones del Ingenuo Bayes para obtener un clasificador més refinado,
para mejorar las tasas de éxito de clasificaciéon alli donde resultaba més deficiente y salvar
la, suposicion més problematica del modelo. Por ello, todas ellas tienen en consideracién
las dependencias condicionadas halladas en los datos (por lo que incorporan un proceso de
busqueda adicional al modelo bésico) y tratan estas dependencias de diversas maneras. Asi,
el Clasificador Bayesiano Selectivo de Langley y Sage [L.S94] es uno de los mas simples. Este
trata de buscar, bien hacia adelante (comenzando con el conjunto vacio de atributos) o bien
hacia atras (comenzando con la estructura completa del Ingenuo Bayes) el menor subconjunto
de atributos conectados a la clase, que mayor éxito de clasificacién obtiene con los datos
mediante validaciéon cruzada. En este caso el algoritmo desprecia los atributos dependientes o
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redundantes que violan la suposiciéon de independencia condicional del modelo.

Otra extension del algoritmo bésico es el Clasificador Semi-naive de Kononenko [Kon91], que
detecta las dependencias entre atributos y para ellos crea nuevos atributos, conjunciéon de
ambos. El modelo asi creado tiene la estructura del Ingenuo Bayes, todos los atributos ' son
condicionalmente independientes, pero se ha salvado la restriciéon de independencia condicional
entre los atributos del problema.

Utilizando la misma idea de fundir en un nuevo atributo pares de atributos dependientes,
Pazzani en [Paz95| con su algoritmo Forward Sequential Selection and Joining utiliza dos
operadores para ir explorando el espacio de los posibles clasificadores bayesianos candidatos,
siempre con la estructura del Ingenuo Bayes. Los operadores son introducir un atributo no
utilizado como nuevo atributo condicionalmente independiente del resto o bien, unirlo con un
atributo ya incluido en el clasificador, esto es, crear un nuevo atributo conjuncién. El mismo
autor también plantea un algoritmo homélogo llamado Backward Sequential Elimination and
Joining, partiendo del modelo Ingenuo Bayes inicial, en el que los operadores son eliminar un
atributo del clasificador y unir cada par de atributos en un atributo nuevo. Para ambos la
funcién de evaluaciéon del modelo se hace mediante validacién cruzada.

Siguiendo con los métodos que sientan sus bases sobre la estructura del Ingenuo Bayes
vamos a presentar otro algoritmo, en este caso muy eficiente, que nos serd de utilidad. Es
de apreciar el escaso esfuerzo de busqueda destinado a hallar la mejor red bayesiana. FEl
proceso es tal que asigna a priori un enlace entre la variable clase y cada atributo (lo que
asegura que la red aprendida para la clasificacion tiene en cuenta todos los atributos), es
decir crea la estructura bésica del Ingenuo Bayes y posteriormente viene a considerar algunas
de las dependencias entre atributos mediante lo que los autores llaman enlaces de aumento,
(augmenting edges) [FGG97|. Lo caracteristico de este nuevo método es que ademas emplea
una medida més afin a la clasificacion. Este algoritmo es conocido como el constructor de TAN
(Tree-augmented Naive Bayesian) o del arbol condicional bayesiano [Gei92] y esta basado en
el bien conocido método de Chow-Liu [CL68| para aprender redes bayesianas tipo arbol de
un orden de complejidad polinomial. Debido a que el algoritmo impone ciertas restricciones
sobre el tipo de influencias permitidas entre atributos (que la variable clase no tenga padres y
que cada atributo tenga como mucho un padre atributo ademés de la variable clase), al igual
que su algoritmo predecesor goza de un orden de complejidad polinomial. Lo méas notable
de este algoritmo, preconizado hace mas de treinta anos por los propios Chow y Liu, es
que hereda todos los componentes de su predecesor amén de que permanecen invariantes
todas las deducciones légicas, teoremas etc con la utilizacién de una medida distinta de la
original. La nueva medida empleada en los pesos de los enlaces, consiste en la medida de
informacion condicional mutua entre atributos dada la variable clase (medida més orientada
a la clasificacion). Con todo, sigue siendo un método simple y resulta muy competitivo como
clasificador como lo manifiestan sus autores mediante una serie de experimentos.

Un algoritmo que dice inspirarse en el trabajo anterior, es conocido como TAN-GA [SL98].

Hos atributos originales y los nuevos.
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Este anade arcos a la estructura Ingenuo Bayes, pero aprende estructuras que no son arboles,
esto es, en ellas algunos atributos tienen méas de un atributo padre, ademés de la clase. Al no
imponer restricciones sobre el tipo de interacciones entre atributos que limitan el nimero de
padres en cada caso, se necesita invertir un esfuerzo adicional en la busqueda de los mejores
arcos para ser incluidos en la estructura Ingenuo Bayes. Los arcos aniadidos serdn aquellos que
maximicen la probabilidad a posteriori de la red obtenida. La caracteristica mas destacada de
TAN-GA es que la busqueda de los arcos anadidos se realiza mediante la metodologia de los
algoritmos genéticos especialmente adaptada para redes bayesianas.

Por ultimo, debido a su reciente publicacién y para terminar este apartado de los trabajos
basados en el Ingenuo Bayes, en [Zaf99] se prueba la posiblidad de extender el modelo Ingenuo
Bayes con conjuntos convexos de probabilidades. De esta forma incorporan incertidumbre
acerca de los valores de las probabilidades en el modelo y anaden flexibilidad. Para ello
proponen un método de inferencia especifico para construir el clasificador a partir de los datos.

4.3 Incorporacién de metaconocimiento en la estructura de la
red

A partir de los algoritmos presentados como extensiones al clasificador Ingenuo Bayes se pueden
observar varias constantes en las estructuras de los modelos obtenidos como resultado.

1. Se distingue la variable clase del resto de los atributos. De cara a la construcciéon o
el aprendizaje de redes se especifican las variables del problema y la particién clase-
atributos. Ejemplos de clase son solvencia econémica de un cliente, conjunto de enfer-
medad(es) o el diagnostico de fallos en méaquinas; ejemplos de atributos son sintomas de
pacientes, ingresos y gastos, observaciones o mediciones de aparatos...

2. De la variable clase se hacen dependientes todos los atributos que contiene el modelo.
Estos atributos pueden ser un subconjunto de los atributos especificados en el problema
o bien unos nuevos como conjuncién de los originales, que con arreglo a algtn criterio se

seleccionan y se les hace relevantes a la clase.

3. El tipo de red es de diagnéstico, todas los enlaces entre la clase y los atributos son
emergentes de la variable clase.

4. Para paliar los posibles defectos que produce la suposiciéon de independencia condicional
de los atributos dada la clase sobre el éxito de clasificacion, se contempla alguna forma
de dependencia entre atributos en el modelo.

Estos son algunos de los elementos elegidos para ser contemplados en la estructura de
los modelos obtenidos por los algoritmos que vamos a desarrollar en este capitulo. Aunque
algunos de los elementos mencionados se concretardn de forma distinta en cada uno de los
algoritmos. Indicaremos aqui que parte de estos algoritmos nos resultard familiar, pues se
basan en la metodologia BENEDICT expuesta en los capitulos anteriores. Cabe plantearse aqui
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si son necesarios todos los enlaces Clase-Atributos establecidos inicialmente en la estructura.
Podria aplicarse asi un proceso de refinamiento, pudiendo ser eliminados algunos arcos y
simplificar en algo la estructura.

La cuestiéon que se plantea ahora es ;Como se van a incorporar estas caracteristicas o
restricciones de los tipos de familia que nos interesan, a las estructuras elaboradas por estos
algoritmos? Para contestar a esta pregunta retomamos el tema en el sitio donde lo dejamos al
final del capitulo anterior, alli mencionamos la posibilidad de introducir conocimiento a priori
por parte del experto en forma de asertos tipo: relaciones de dependencia o de independencia
que se traducen en arcos o enlaces a priori o ausencia de arcos y/o enlaces. Esta presencia
de arcos o enlaces puede establecerse al inicializar la estructura o bien al finalizar ésta, para
completar el modelo. Por otro lado, la ausencia de enlace o restricciéon de determinados tipos
de relaciones en la estructura es responsabilidad del proceso de bisqueda asociado al algoritmo.
Por tanto, de entre las decisiones a tomar en el disefio de los algoritmos estén, entre otras,
el tipo de relaciones que va a permitir cada uno de ellos en la estructura y el sentido del
proceso de busqueda (esto determinaré la estructura inicial de partida). De entre la busqueda
hacia adelante y la biisqueda hacia atras elegimos la primera, ya que resulta mas fiable y
menos costoso partir de una estructura simple. Los dos algoritmos que se presentan en este
apartado, INOCENCIO I e INOCENCIO II, pretenden anadir a la estructura Ingenuo Bayes aquellos
arcos entre atributos que representan las dependencias que se hallen en los datos como en
[Gei92, SLI8, Paz95, FG96a|. De esta forma no se construye el clasificador con la informacion
a priori, sino que mediante un proceso de busqueda greedy se determina el modelo que mejor
se ajuste a los datos. La bisqueda en el caso de INOCENCIO I se encuentra restringida al espacio
de redes determinado por la estructura Ingenuo Bayes donde todos los arcos asociados al nodo
clase son salientes. En el caso de INOCENCIO 1I se elimina esta restricciéon permitiendo que la
clase tenga padres.

4.3.1 Algoritmo INOCENCIO I

Este algoritmo obtiene redes como la mostrada en la figura 4.2, en las que todos los enlaces
Clase-Atributos son emergentes del nodo clase (supone que la clase es anterior a todos los
atributos) y en las que pueden aparecer cualquier tipo de relaciones entre atributos siempre
que no se introduzcan ciclos dirigidos. Las dependencias entre atributos se van a representar
de forma explicita mediante enlaces no dirigidos o arcos. Esto es asi porque no se presupone
ningin orden entre los atributos y por tanto al hallar una dependencia, a priori no se conoce la
orientacion del posible enlace. Como ocurriera con el procedimiento de busqueda de BENEDICT-
sin-orden se visitan clases de equivalencia de estructuras. En el algoritmo se emplean por tanto
enlaces sin dirigir que se instancian con un determinado sentido cuando se tiene suficiente
informacion sobre la estructura.

Esencialmente, el algoritmo INOCENCIO I consiste en aplicar el algoritmo BENEDICT-sin-orden
partiendo de la red Ingenuo Bayes en lugar de una red vacia (sin ningin enlace). Se usa por
tanto la misma funcién de ajuste que en el primer algoritmo; se introducen nuevos enlaces
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mientras se mejore la puntuacién de las estructuras candidatas. El proceso de busqueda, sin
embargo se restringe a anadir tan soélo posibles enlaces entre atributos. Una vez finalizado
el proceso de exploracién, se refina la estructura obtenida mediante un proceso de poda,
revisando uno a uno los enlaces establecidos, permitiendo asi eliminar enlaces que muestran
ser superfluos o hallando nodos que demuestran ser irrelevantes para la clasificaciéon. Estas
dos situaciones se tratan de forma separada.

En primer lugar se revisan cada uno de los arcos pertenecientes a la estructura Ingenuo Ba-
yes inicial, permitiendo en su caso eliminar algtin enlace Clase-Atributo 2. A continuacion, se
revisan los arcos entre pares de atributos, en el orden en que fueron introducidas las conexiones
en la estructura. Mientras haya ocurrido algiin cambio (se elimina algin arco) se revisan de
nuevo los arcos, en el orden indicado, pues una nueva configuracion de la red altera algunas
relaciones entre variables y puede implicar cambio posterior. Sobre la estructura resultante de
la poda completa pueden hallarse irrelevantes para la clasificacion (dado que se conocen todos
los valores de los atributos) algunos de los atributos del problema, éstos son ignorados en el
proceso de clasificaciéon aunque no se eliminan del problema, se permite asi una clasificacién
con casos perdidos.

Veamos sobre un ejemplo el proceso completo y algunas de las posibles situaciones descritas.
Sea un problema con cinco variables, U = {aq, a9, a3, a4, c}. La estructura de partida para el
inicio del algoritmo se muestra en la figura 4.3.

Figura 4.3: Estructura inicial de Ingenuo Bayes

Supongamos el proceso de aprendizaje que sigue: se parte de la estructura Ingenuo Bayes
mencionada y tras haber insertado los arcos as — a3, as — a4 y a3 — a4 en este orden, en
una etapa intermedia se tiene la situaciéon mostrada en la figura 4.4.

Con una poda optimista (para ilustrar varias situaciones) sobre los enlaces Clase-Atributo
impuestos inicialmente se eliminan ¢ — a1, ¢ — as y ¢ — a4. A continuacion se revisan los
enlaces Atributo-Atributo y se elimina el arco as — a4. No hay méas cambios posteriores.
Como resultado el grafo es ahora el que se muestra en la figura 4.5.

Sobre este grafo puede verse que no todos los atributos son relevantes a la variable clase
para la clasificacién, dado que se conocen los valores de todos los atributos. La variable a;
es marginalmente independiente de clase, y la a4 lo es condicionalmente dado ag, por tanto

La estrategia es la misma que se emplea en BENEDICT-sin-orden, evaluar la estructura a tenor del nuevo
estado de la red con el aporte de las posteriores dependencias introducidas.



4.3. Incorporacién de metaconocimiento en la estructura de la red 123

Figura 4.4: Estructura tras el proceso de insercion

Figura 4.5: Estructura tras el proceso de poda completo

nos basta con instanciar los atributos ag y ag para determinar el valor de la probabilidad a
posteriori de la clase. Sin embargo podria ser util mantener el enlace a3 — a4 en el caso de
que no se conozcan algunos valores de atributos a la hora de instanciar casos.

Una vez expuesto el modo de proceder del algoritmo indicaremos que, por razones de efi-
ciencia, ciertos detalles de implementacién difieren un poco de lo expuesto, al realizarse algunas
operaciones de forma implicita o retrasindose otras a etapas posteriores. Asi, lo que consistia
en el primer paso del algoritmo: establecer los arcos Clase-Atributo, se efectiia inicialmente
de forma implicita y sélo se establecen los enlaces dirigidos antes de la poda para completar
el modelo sobre el que se va a refinar. Para aumentar la eficiencia, en la implementacion
se aprende una red para todas las variables atributo sin incluir la variable clase mediante
la metodologia empleada en BENEDICT-sin-orden, excepto que las medidas empleadas seran
condicionadas siempre a la variable clase. Esto es posible, gracias a la siguiente proposicién:

Proposicion 4.1 Sea H = (U\ {z.},E) un dag cualquiera, y sea G = (U,E U{x, — z;,Vx; €
U\ {z:}}). Sean ademds X eY dos subconjuntos de U \ {z.}, entonces

1. Si (X, Y|W)q entonces x. € W

2. Sea Z CU\ {x.} entonces

(X,Y|Z) g = (X,Y|Z U{z.})a
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Demostracion:

1. Como para cualquier nodo z; de X y cualquier nodo z; de Y el camino z; <z, — z; existe
en (G, necesariamente el nodo z. debe de pertenecer a cualquier conjunto d-separador.

2. -Condicion suficiente: Si existiese algiin camino en H entre X e Y no bloqueado por Z
(v del que no puede formar parte el nodo z.), entonces ese mismo camino también es un
camino entre X e Y en G, que no puede ser bloqueado por Z U {z.}.

-Condicién necesaria: Supongamos que —(X,Y|Z U {z.})g. Entonces existe al menos
un camino ¢ en G entre X e Y no bloqueado por Z U {z.}. Por tanto, para cualquier
nodo 7y € ¢, si v es cabeza-cabeza, entonces v € Z U {z.} 6 des(y) N (Z U {z.}) # 0;
si v no es un nodo cabeza-cabeza, entonces v ¢ Z U {z.}. En el primer caso, como z.
es un nodo raiz, entonces y # z. y des(y) N {z.} = 0. Por tanto tenemos que v € Z 6
des(y) N Z # 0. En el segundo caso, si v &€ (Z U {z.}) tenemos que v ¢ Z. Luego en
ambos casos concluimos que el camino ¢ tampoco estd bloqueado por Z en G, y puesto
que z. no es un nodo del camino, ¢ también es un camino no bloqueado por Z en el
grafo H. Asi pues, obtenemos que —=(X,Y|Z) g en contradiccion con la hipotesis. O

Teniendo en cuenta el resultado de la proposicién anterior, y puesto que lo que es cierto
para cualquier conjunto d-separador también lo es para los conjuntos d-separadores minimales,
es equivalente buscar el conjunto d-separador minimal de dos nodos atributo en el grafo que
incluye al nodo clase y a los enlaces clase-atributo, que hacerlo en el grafo que no contiene al
nodo clase y anadir posteriormente la clase al separador encontrado. De este modo se aumenta
un poco la eficiencia del proceso de busqueda de los conjuntos d-separadores.

Las entradas al algoritmo INOCENCIO I son el conjunto U = {x1,x2...x,}, clase =z, y D,
un conjunto de muestras sobre las variables.
Algoritmo INOCENCIO I

1. Se fija Go = (U™, &), donde U™ = {z1,22... 20} \ {zc},E0 =0
2. P = Vacia
3. Para cada z; € Y~ hacer
(3.1) P:=P+{z. — z;}
4. Se fija L ={xj—xy t.q. Vj Vk,j#k,j#c,k#c}
5. 9g:=0
6. Para cada enlace x;—x), € L hacer
(6.1) g := g+ Dep(zj, vg|vc)
7. min:=gq

8. i:=1
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9. Mientras L # () hacer
(9.1) Para cada enlace z;—x), € L hacer
9.1.1. Para cada configuracion cf € C := estado(xj, ) hacer
9.1.1.1. T :=tipo-enlace(cf, z;, xy)
9.1.1.2. G' = U,E_1UT)

9.1.1.8. si pletar(cf,G}) entonces {si es un pdag vdlido}
g:=0 {procede a su evaluacion}
Para cada enlace v;—x5 € L\ {x;—x1} hacer
Sai (x5, m¢) := Minimo-corte(zs, x1)
g =g+ Dep(xt,x5|ngi (zs,7¢) U{zc})
si g < min entonces {mejor configuracion}
min =g
X = Z
Y = Tk
TE:=T
(92) E:=&_1UTE
(9.3) P:=P+TE {se almacena en la pila}

(9.4) L:=I\[X—Y}

(9.5) Para cada enlace ©,—zs € L hacer

S, (s, zt) := Minimo-corte(zs, )
(9.6) si I(zy,x5|Sq,(zs, ) entonces L :=L\ {z;—zs} {test de indep.}
(9.7) i=i+1

10. Extender(G)
11. Para cada z; € U~ hacer

(11.1) € :=E U{x, = z;} {se establecen los arcos clase-atributo}
12. PodaC(G,P)

El modelo obtenido tras el paso 9 puede ser un pdag (grafo parcialmente orientado) al que es
necesario orientar algunos de sus enlaces no dirigidos, esto se realizard mediante un procedi-
miento ya conocido, ezxtender. Tras este proceso se revisan los arcos puestos, en el orden en
que fueron introducidos en la lista P, pudiendo hallarse independientes atributos, con la pos-
terior introduccién de nuevos enlaces. Esto se realiza mediante el procedimiento PodaC', que
tiene en cuenta el tipo de arco que es susceptible de ser eliminado por hallarse independien-
tes los nodos implicados. Asi para los arcos clase-atributo se utiliza un nivel de significacion
mayor en el test X2, para aceptar la hipotesis de ser independientes. Un nivel distinto del
que se emplea para los arcos entre atributos. De esta forma se eliminan los arcos originales
del modelo Ingenuo Bayes solo cuando se estd muy seguro (la idea es preservar los enlaces
clase-atributo, de forma que todos los atributos originales influyan en la clasificacion, excepto
cuando la evidencia aportada por la base de datos sea muy concluyente en sentido contrario).
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4.3.2 Algoritmo INOCENCIO 11

Para nuestro segundo algoritmo de aprendizaje especifico para la clasificacién, INOCENCIO 11,
vamos a eliminar una restriccién impuesta en el anterior acerca de la forma de las interacciones
de los atributos con la clase. Como veniamos observando de algoritmos anteriores, todos los
enlaces Clase-Atributo son emergentes de la clase, o dicho de otra manera la variable clase es
anterior a todos los atributos en cualquier orden posible. Sin embargo en una interpretacion
causal o temporal de una red bayesiana, como la red Asia, figura 3.16, los atributos visité Asia
o fumador pueden considerarse como anteriores a padecer tuberbulosis o presentar un cuadro
clinico de disnea. Luego ya no podemos partir de la estructura Ingenuo Bayes que impone
ese orden parcial. En esta ocasién, para anadir los enlaces atributo-atributo se parte de una
estructura que consiste en una red con todos los enlaces clase-atributos que el algoritmo de
aprendizaje BENEDICT-sin-orden ha seleccionado como mejor estructura segin su funcién de
ajuste. Lo que significa que se le han podido fijar cualquier niimero de padres y/o hijos a la
clase, y que no se fuerza la relacion de la clase con todos los atributos, iinicamente los que se
han hallado relevantes.

Por tanto el algoritmo INOCENCIO 11 consta de dos fases. La primera tratara de distinguir el
conjunto de atributos que se muestran dependientes de la variable clase y entre éstos hallara
los posibles padres de la clase mediante una orientacién de los enlaces. Como hemos dicho, no
vamos a presuponer ningin orden parcial entre los atributos y la clase por lo que hemos de
establecer los enlaces sin ningtn sentido a priori, sino determinados por el propio proceso de
exploracion del algoritmo BENEDICT-sin-orden, conforme se acumula més informacién sobre la
estructura, paso 7 del algoritmo de BENEDICT-sin-orden, seccién 3.3. La estructura resultado
viene predeterminada por el conjunto de enlaces candidatos, restringido a los enlaces clase-
atributo. En esta ocasién se conecta a la clase cualquier nodo que no haya sido hallado
independiente de la clase, mediante el test X2 y el propio proceso de exploracién se encarga de
darle una orientacion si tiene informacion suficiente. Para llevar a cabo este test empleamos
un nivel de significacién mayor, que para un test que se aplica sobre la independencia entre
atributos, de esta forma también mantenemos del modelo Ingenuo Bayes la predileccion por los
enlaces clase-atributo. Al terminar este paso, todos los enlaces no orientados se orientan y se
establecen los atributos implicados como hijos de la clase. Ya tenemos una nueva estructura de
partida, para la segunda etapa (que sustituye a la estructura del Ingenuo Bayes del algoritmo
anterior), ésta es ahora una red con cualquier numero de atributos conectados a la clase,
pudiendo ser éstos, padres o hijos de la clase. Estos arcos se revisaran mas tarde en el proceso
de poda conjunto, tras la insercién de nuevos enlaces de la seguna etapa, pues la poda no
es efectiva sobre este tipo de estructuras. El resultado de la poda es hallar independientes
nodos (en este caso la clase y un atributo) entre los que se establecié un enlace en un paso
intermedio del proceso greedy de construccion, y que después de anadir nuevos enlaces (en
este caso estableciendo nuevos padres o hijos a la clase) hiciera que la dependencia entre los
nodos iniciales ya no fuera cierta debido a la reorganizacion de la informacion (los conjuntos
separadores ya no son los mismos). Pero en la situacion obtenida tras la primera fase esta
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reorganizaciéon de la informacién no es posible, por lo que la poda carece de sentido.

La segunda etapa del aprendizaje trata de hallar las dependencias entre atributos, y de
reflejarlas en la estructura con los arcos atributo-atributo. Esto se realiza mediante el subal-
goritmo correspondiente al paso 7 del algoritmo de BENEDICT-sin-orden. Este subalgoritmo
recoge los procesos de exploraciéon y evaluacién de cada una de las estructuras candidatas,
las cuales vienen predeterminadas por el estado inicial, la red de partida y por los enlaces
candidatos. Tras la insercién de los enlaces atributo-atributo, le sigue una extensiéon del pdag,
en caso de que quede indeterminado el sentido de algiin enlace. La red definitiva se obtiene
tras el proceso de poda, que se ocupa de confirmar los arcos introducidos en la estructura en
el orden en que fueron introducidos, comenzando por los enlaces clase-atributo.

Las entradas al algoritmo INOCENCIO 11 son el conjunto U = {z1,x9...2,}, clase = z. y D,
un conjunto de muestras sobre las variables.

Algoritmo INOCENCIO II

1. Se fija Gy = (U, &), dondeUd = {z1,22...2p},E := 0

2. Se fija L ={x;j—x. t.q. Vj j #c}

3.g:=0

4. Para cada enlace x;—x), t.q.VjVk j # k hacer
(4-1) g = g+ Dep(z;, zx|0)

5. min:=g

6. P = Vacia

7. G' := BenEDICT-sin-orden (L, Go, P, min) {paso 7 de BENEDICT-sin-orden }
donde G' = (U,E"), resultado de la primera etapa

8. Extender(G"')
9. Se fija L = {x;—xy t.q. Vaj,x,, e U,V Vk,j #k}

10. G? := BENEDICT-sin-orden (L,G', P, min) {paso 7 de BENEDICT-sin-orden }
donde G* = (U, E?), resultado de la sequnda etapa

11. Estender(G?)
12. Poda(G?,P)

4.4 Cambio de la medida de ajuste. Algoritmo zosmmo

Otra opcién que planteamos al inicio del capitulo para obtener mejores redes predictoras,
consiste en especializar la funciéon de ajuste para tener en cuenta el caso concreto de la cla-
sificacion. Para ello, tratamos de emplear de alguna manera el propio comportamiento de la



128 Capitulo 4. Aprendizaje Orientado a la Clasificacion

red candidata como clasificador para determinar su calidad, del mismo modo a como se em-
plea en arboles de clasificacién con diversos algoritmos, ID3 [Qui86], ASSISTANT [CKBS87],
CART [BFOS84|,C4.5 [Qui93|, o también se ha utilizado sobre redes bayesianas con TAN-
GA [SL9g|.

En cada paso del algoritmo, se evalua el clasificador actual mediante las tasas de éxito
de clasificacién con un subconjunto de muestras, F, del conjunto de entrenamiento. Para
el calculo de las tasas se considera éxito como 1 y no éxito como 0, y los resultados se dan
en porcentaje sobre el total de clasificados. Para la realizacion de los experimentos hemos
utilizado la misma regla de clasificacién, sin aplicarle costos para homogeneizar resultados,
pues unas bases de datos tienen costos y otras no.

Lo que aqui nos proponemos es, dada una estructura de red candidata y una base de datos
D que contiene N instancias de las variables z1,...,z, (los atributos) y de la clase ¢, estimar
las tablas de probabilidad condicionada a partir de la base de datos y utilizar esta red de
creencia para clasificar los distintos casos de D. La funcién de ajuste que consideramos en
principio es el porcentaje de éxitos de clasificacién. Asi, una red candidata es mejor que otra
si presenta unas tasas de éxito mayores, calculadas sobre las mismas instancias de la base de
datos D. El algoritmo que acabamos de esbozar consta de dos procesos (que requieren a priori
un considerable esfuerzo de computacion), el de estimar los pardmetros de cada estructura
candidata y el de calcular la funcion de ajuste para cada red.
El primero de ellos requeriria en principio calcular las tablas de probabilidad condicionada de
cada variable de la estructura a partir de la base de datos para cada estructura candidata.
Sin embargo, si empleamos como mecanismo de busqueda una técnica greedy como las em-
pleadas en distintas versiones de BENEDICT, donde se va anadiendo en cada paso el mejor arco
candidato, sbélo se necesita actualizar una tnica tabla cada vez. El proceso sera relativamente
eficiente, pues es necesario un tunico recorrido de la base de datos por cada estructura candida-
ta. Comparativamente este proceso resulta menos complejo que calcular la funcién de ajuste
de, por ejemplo, BENEDICT-bdsico.
El segundo proceso al que haciamos referencia, calcular el valor de la funcién de ajuste para
una red candidata, como hemos dicho utilizando las instancias de base de datos, requiere N
propagaciones, lo que puede resultar bastante costoso. No obstante, vamos a considerar que
no hay valores perdidos en la base de datos (si los hubiese, se ignorarian las instancias con
valores perdidos). Esto significa que se tiene que propagar hacia un tnico nodo (la variable
clase) cualquier instancia de valores del resto de las variables de la red, presentes en la base
de datos. Sin embargo resulta poco util instanciar todos los atributos de la red en el proceso
de propagacion, ya que por el cardcter local de la transmision de influencias (el aporte de
evidencias) a través de la red, es posible que la propagacion de algunos de los valores se "cor-
tocircuite" en su camino hasta la variable clase, dependiendo de la topologia de la estructura.
Seria por tanto mas eficiente instanciar tinicamente el conjunto de variables que influyen de
forma directa a la variable clase, ¢. Este conjunto tiene nombre propio y es conocido como el
Manto de Markov[Pea88|, en este caso de la variable clase.
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Definicién 4.1 Un Manto de Markov ®, MB(z) de un elemento x € U es cualquier subcon-
junto S de elementos que cumple

(2, U\ (SU{z}|S) yo &S (4.1)

Este conjunto S hace las veces de escudo de z frente a la influencia del resto de las variables de
la red. Por tanto, en nuestro caso, z es ¢, s6lo se tienen que propagar los valores de las variables
contenidas en el conjunto M B(c), la parte restante de la estructura de la red es irrelevante.
Este conjunto esté perfectamente identificado por la siguiente proposicion de J.Pearl [Pea88|.
Se llama frontera de Markov al minimo Manto de Markov (si ningtn subconjunto propio de S

hace que sea cierta la ecuacion 4.1). Al minimo manto de Markov de ¢ lo seguiremos notando
como MB(c).

En cualquier red bayesiana, la union de los siguientes tres tipos de vecinos es
suficiente para formar la frontera de Markov de un nodo x: los padres directos de
x, los sucesores directos de x, y todos los padres directos de los sucesores directos
de x.

Con esto tenemos simplificada la tarea de la propagacion. La complejidad del célculo de la
distribucién a posteriori de la variable clase, dado que se instancian todas las variables del
problema viene dado en el siguiente teorema, también de J.Pearl [Pea87].

La distribucion de probabilidad de cada variable x en la red, condicionada al
estado del resto de las variables viene dada por el siguiente producto

P(x|uy) = P (x|mx) H P (y;lfj(x)) (4.2)

donde a es una constante de normalizacion independiente de la variable z. Donde
X, Ux,Tx,y; Y fj(x) corresponden a cualquier instanciacion de x, Uy = U\ z, 1, y;
y I respectivamente, donde U es el conjunto de todas las variables, 11, el conjunto
de padres de x, y; cada uno de los hijos de x, y F} el conjunto de padres de y;.

Por tanto, para la propagacion solo se necesita multiplicar a lo sumo n+1 nimeros reales (estos
valores se encuentran almacenados en la distribuciones condicionadas de cada variable). Una
cosa nos resta antes de comentar el algoritmo en detalle, exponer el mecanismo de bisqueda
que vamos a emplear.

Dada la definida orientacién de la funcién de ajuste hacia la clasificacién de la variable
clase, el proceso de busqueda estd restringido a aquellas estructuras que den lugar a unas
fronteras de Markov distintas, para la variable clase. De esta forma no se gasta esfuerzo en
evaluar estructuras como las de la figura 4.6, que tienen la misma frontera de Markov para la
clase pero distintas conexiones. A efectos de clasificacion las dos redes son equivalentes. Luego

3Markov Blanket, por respetar la notacion de J. Pearl
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las relaciones entre variables externas a la frontera de Markov de ¢ (caso a) de la figura 4.6) y
algunas entre una variable de la frontera de Markov y una externa a la misma (caso b) de la
figura 4.6) no se considerarén en el espacio de busqueda. Los nodos sombreados de la figura
pertenecen al MB(c

Q/Q O Q0o ©
Q\/\&O Q\/\P/O

OO0 o O

a) b)
Figura 4.6: Dos estructuras con la misma frontera de Markov para el nodo ¢

Otro tipo de relaciones que no se van a considerar son algunas relaciones entre variables
de la propia frontera de Markov, como por ejemplo las que se muestran con trazo discontinuo
en la figura 4.7, donde todas las variables que aparecen pertenecen al MB(c) *. Estos enlaces
s6lo aportan mayor complejidad a la estructura (se incrementa el nimero de pardmetros) y
sin embargo el célculo de la distribucién de probabilidad a posteriori de la clase mediante la
ecuacion 4.2 es la misma con o sin los arcos indicados, ya que la frontera de Markov de c es la
misma en cualquiera de los casos.

O LA O

o

Figura 4.7: Frontera de Markov para el diagnéstico de la diabetes

Asi pues, dado un conjunto de variables, no se van a explorar todos los grafos posibles sino
que se van a visitar unas clases de equivalencia de grafos, segun la relaciéon de la frontera de
Markov, por lo que s6lo hemos de tener en cuenta las variables que forman la frontera de la
variable especial. En el peor de los casos, el nimero de nodos en este conjunto es también de
n — 1, pero el conjunto de enlaces serd el menor posible. Veamos un ejemplo de estructura
de red, resultado de nuestro algoritmo. Sean las variables del problema U = {1,...,6,c}.

‘Estructura para el diagnostico de la diabetes, extraida de [SL98], resultante de aplicar el algoritmo MB-GA.
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Supongamos que el grafo verdadero a recuperar es el grafo a) de la figura 4.8. En este caso, el
nimero de nodos que conforma la frontera de Markov es de 6, estan todos los atributos, pero
el conjunto de enlaces serd el menor posible. Nuestro proposito es dar como salida el grafo
parcial b) de la figura 4.8.

\ /@ @\ /@

RS RPN
(5)—=(5) (5)—=(¢

Figura 4.8: Salida del algoritmo

Dado que no se presupone ningiin orden entre las variables y se tiene una variable especial,
la variable clase ¢, la propuesta es utilizar una metodologia similar a la empleada por el
algoritmo BENEDICT-sin-orden, aunque simplificada por la restriccion de las estructuras en las
que estamos interesados. El propoésito es el mismo que en el algoritmo mencionado, explorar
clases de equivalencia de estructuras mediante la utilizacién de enlaces no dirigidos o arcos en
las estructuras. Recordemos que dos estructuras son equivalentes si y sélo si ambas representan
el mismo conjunto de independencias condicionales [PV90a]. Se trata pues, de partir de la
red inconexa e ir anadiendo enlaces a la estructura en curso, de uno en uno, visitando las
estructuras vecinas a las que puede dar lugar la incorporacién de un nuevo enlace. El propio
proceso de busqueda se restringird a aquellas conexiones que den lugar a estructuras que
representen distintas fronteras de Markov de la variable clase.

Como hemos indicado, no todas las conexiones se van a contemplar en este proceso de
busqueda. Las tinicas conexiones candidatas a ser introducidas en la red son:

e Los enlaces clase—atributo ¢ — z;, Vx; € U.

e Los enlaces atributo—atributo x; —xj, © # j z;,x; € U siempre que al menos uno de los
dos atributos esté ya conectado a ¢ (y no sea padre de ¢).

e El resto de enlaces no se consideran.

El resto de enlaces no se consideran porque son irrelevantes para la clasificacién. Vamos a
mostrar para cada una de estas conexiones las distintas configuraciones a las que puede dar
lugar su incorporacién en una estructura modelizada, y cudles de ellas se van a considerar en
el proceso de busqueda. Vamos a exponer toda la casuistica que se presenta, con la ayuda de
un arbol de decision de siete estados (A,...,G), en el que en cada caso se tiene en cuenta el
tipo de adyacencias de alguno o algunos de los nodos implicados. Algunos de los estados son
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simétricos por intercambio de z; y ;. Como se hiciera con anterioridad, este arbol nos servira
como herramienta a la hora de disenar nuestro algoritmo para explorar de forma sistemética
el espacio de busqueda. Algunas situaciones que se van a presentar coinciden con estados del
arbol binario de la tabla 3.1. Sin embargo otros reducen el numero de configuraciones vecinas
a considerar durante la exploracién. Veamos por ejemplo el caso en que la conexién candidata
es x; —x; y existe un enlace z; — ¢ pero no z; —c que se corresponden a los estados G y H de la
figura 3.6 donde z es el nodo x;, y es el nodo x; y la variable clase c es cualquiera de los nodos
conectados mediante un enlace no orientado 5. Lo podemos modelizar segtin la figura 4.9. En
condiciones normales, las configuraciones posibles son las dos estructuras a) y b), aunque solo
vamos a considerar la configuracion b), ya que la configuracion resultante a) es equivalente a
la de partida, a los efectos de clasificacion.

/@ - /@ /@
O --(%) O)=x)
a) b)

Figura 4.9: Estado inicial

Otro ejemplo de situacion especifica a este método de exploraciéon en la que se desestima
la conexién por resultar redundante, es el caso que se muestra en la figura 4.10.

(e)

Figura 4.10: No se considera nueva configuracion

Como vemos, la nueva medida de ajuste ahorra esfuerzo de exploracion al restringir el espa-
cio de busqueda para la red de clasificacién. Veamos a continuacién el método de exploracion
detallado, representado mediante un nuevo arbol binario.

®Existe un cambio de notacién, pues antes no se distinguia la variable de clasificacion.
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Caso de que la conexion candidata sea ¢ — z;
Si existe ya algin arco z; — ¢

e I, —C

® ;< C
A
Sino (c no tiene padres)

e x;,—cC

e si ¢ tiene enlaces no orientados, z; — ¢, y uno sélo de
los adyacentes a ¢ no orientado, se pone como padre, el
resto como hijos

B

Caso de que la conexion candidata sea z; — z;
Si existe conexion z; —c pero no z; —c

& T =T, C
C

Si existe conexiéon z; — c pero no z; —c

& I, > Xj<C
D
Si ambos atributos, z;,z; estdn conectados con c

Si existe r; wcy no r; = ¢

° xi—>c—>xjyxi—>xj

E
Si existe z;, > cy no x; > c¢

® Ly = C—>IT;yTj — Xy

F

Si no existe x; > cnixz; —> ¢
@ C— Ty

® C—ITj< I
G

De forma similar a como se empleara este arbol en el capitulo anterior, segin se satisfagan
las condicionantes se cae en alguno de los estados enmarcados en un recuadro que contiene
el conjunto de configuraciones vecinas a las que puede dar lugar la operacion de insertar la
conexién bajo consideracién. Sigamos mediante un ejemplo la forma de utilizar el arbol de
decision. Sea la situacion descrita mediante el grafo de la figura 4.11, a la que se pretende
insertar la conexion clase-atributo entre los nodos z; y c. En esta situacion ¢ no tiene padres por
lo que se llega al estado B. El niimero de configuraciones distintas determinadas por el estado
depende del nimero de conexiones no orientadas de la variable ¢, d(c). Estas configuraciones
pueden verse en la figura 4.12. Entre las conexiones posibles entre z; y ¢ que dan lugar a clases
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Q%D\@%C
()

d

Figura4.11: Estado inicial

o QQQ
o

gQ 0‘0

D &0

i Q%?EQ

d d

Figura 4.12: Configuraciones determinadas por el estado B

=
I
=

de equivalencia distintas estén el enlace {z; — c} y el arco {z; — ¢}, el arco {z; < c} esta
contemplado con el primer tipo de enlace.

La insercion del enlace {x; — ¢} genera el primer pdag de la figura 4.12, que representa a
cualquier dag cuyas orientaciones de enlaces no introduzcan un nuevo patréon cabeza-cabeza.
La insercion del arco {z; — ¢} da lugar a los restantes tres grafos de la figura 4.12 en los que se
crea un nuevo nodo cabeza-cabeza ¢, con el nodo z; y alguno de los adyacentes de ¢ anteriores
que no son hijos. Luego el total de configuraciones en general es de d(c) 4+ 1. De forma similar
pueden verse ilustrados los distintos estados descritos en el drbol de decisiéon en la figura 4.13.

Otra simplificacion en el método de exploraciéon del algoritmo zZOSIMO respecto de BENEDICT-
sin-orden consiste en que el efecto de anadir un enlace se restringe a los nodos implicados (no
hay que seguir la traza de un arco, provocando una orientacion en cascada) el ambito de
influencia es el formado por el subgrafo parcial inducido por la frontera de Markov de la clase
y cualquier cambio se detiene ahi. Ya tenemos descrito la forma de navegar por el espacio
de bisqueda restringido a las estructuras de red que conforman una frontera de Markov de la
variable distinguida. Vamos a describir ahora los elementos esenciales del algoritmo zZ0OSIMO
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C, analogo para D /® — @
ORC)

E, analago a F e — %
GIROIEN ey

G d ORI
o G Gt

Figura 4.13: Ejemplo de configuraciones para cada estado del arbol
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que se encuentran implementados en diversos médulos, antes de ver coémo se integran éstos en
el diseno definitivo que se expone a continuacion.

La parte del proceso de biisqueda que ha de tomar en consideracion los distintos estados
descritos se implementa en la funcién estadoC. Esta funcién recibe como entrada los nodos z;, z;
a conectar (extremos de cada enlace candidato L). Con ellos determina el tipo de conexion de
que se trata: clase-atributo o atributo-atributo y si se desestima o no la conexién. En el caso
en que no se desestime, la funcién recupera la configuracién o conjunto de configuraciones,
C, correspondientes al estado determinado por las adyacencias de los nodos. El conjunto C
constituye la salida de la funcion estadoC. Relacionado con la funcién anterior, se tiene una
funcion llamada tipo-enlaceC, que devuelve el tipo de enlace que conecta los nodos z; y z; en la
configuracion cf € C, necesario para identificar el enlace y poder ser incluido posteriormente
en la estructura.

Hemos destacado dos procesos especificos a este algoritmo relacionados con la evaluaciéon de
la funcién de ajuste de una red a los datos, que son la estimaciéon de los parametros de la red y
la propagacion de las instancias de la base de datos, que se van a implementar respectivamente
en el procedimiento estimar y en la funcién propagar. El procedimiento estimar extrae de la
base de datos, D, los parametros de la distribucién de probabilidad condicionada de una de
las variables extremos del enlace recién introducido en la estructura. Como la operacion de
insercién de una conexién consiste en poner un arco o bien un enlace no dirigido, en el primer
caso la distribuciéon de probabilidad afectada es la correspondiente a la variable hijo en el arco;
en el caso de tratarse de un enlace no dirigido (misma convenciéon que en el capitulo anterior,
representa un arco en cualquiera de los dos sentidos siempre que no cree nodos cabeza-cabeza)
se busca una orientacion a ese enlace de forma implicita, coherente con el resto de la red, esto
es, que no introduzca patrén cabeza-cabeza. De acuerdo con esa orientacion se procede con la
variable extremo hija, como en el caso anterior. Ya que el &mbito del procedimiento anterior
afecta de manera local a la estructura, es necesario inicializar los parametros de la estructura
inconexa Gy al valor de las distribuciones marginales a priori, mediante el procedimiento
estimar-todo.

La funcién propagar se encarga de realizar el producto especificado en la ecuaciéon 4.2 para
la variable clase ¢, dada la topologia de una red, G, y un conjunto de muestras D; y devuelve
la proporciéon de muestras bien clasificadas del conjunto de muestras usado. Es conveniente
hacer una serie de especificaciones en este punto. Primero, el producto mencionado s6lamente
involucra un conjunto de variables de G, aquéllas que conforman la frontera de Markov de la
variable clase, por lo que s6lo se leeran e instanciaran éstas procedentes de la base de datos.
Segundo, ya justificamos el empleo de la funcién de ajuste, el porcentaje de éxitos, en nues-
tro algoritmo para aumentar la calidad de la red como predictor; lo que sucede es que tiene
tendencia a sobreajustar la red al conjunto de entrenamiento. Esto se traduce en que tiene
muy buen comportamiento como clasificador con los datos de entrenamiento, pero decrece
notablemente cuando se emplea con un conjunto de muestras independientes, provenientes de
la misma poblacién o cuando se emplea con muestras obtenidas mediante validacién cruzada.
Esto es béasicamente lo que ocurre tanto en arboles de clasificion [BFOS84| como en redes
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bayesianas [SL98]. Varios han sido los intentos para resolver este problema en el area de los
arboles de clasificacion: la pre-poda, esto es, la utilizacién de alguna regla de parada durante
el aprendizaje, sobre la que hablamos ampliamente en el capitulo 3. La poda propiamente
dicha, que se aplica una vez construido el arbol. Se trata de disminuir la longitud del clasifi-
cador (en términos de parametros) sin mermar en demasia las tasas se éxito alcanzadas por el
clasificador original. Para estos menesteres se dedican muestras independientes para el apren-
dizaje y para los tests, o también se emplea la validacién cruzada, cuando el volumen de datos
no es demasiado grande. Otra técnica emplada en arboles de clasificaciéon cuando el volumen
de datos es suficientemente grande, se conoce como ‘windowing’ [CKB87]|, que consiste en la
selecciéon de un conjunto de muestras de tamano variable, la ventana a través de la cual se tiene
una visiéon de la distribucion de los datos. Por esta razén, al mismo tiempo que para aliviar
el coste computacional de clasificar todas las muestras de entrenamiento en cada intento de
introducir un arco, prentendemos utilizar un subconjunto variable de muestras de D. Asi pues,
en lugar de utilizar las N muestras, N = |D| del conjunto de entrenamiento, vamos a utilizar
tan s6lo un subconjunto de tamano m, con m < N, elegido aleatoriamente segin la técnica
de seleccion de muestras de Knuth (selecting sampling technique) [Knu81], fijo en cada ciclo
de inclusiéon de un nuevo enlace. Su implementaciéon puede verse en el algoritmo S. Por tanto,
para estimar los parametros de la estructura se utilizan todos los datos de D y para evaluar
el clasificador se emplea una aproximacién de la distribucién de los datos, un subconjunto de
D seleccionado aleatoriamente.

Finalizado el proceso de biisqueda, se ha alcanzado una estructura que goza de la méxima
puntuaciéon de cuintas han sido evaluadas, sin embargo atn ha de ser manipulada por dos
procesos antes de darse por definitiva: la poda y la extensiéon, dos procesos que nos resultan
familiares, implementados respectivamente en los procedimientos extenderC' y podaC, especi-
ficos de este algoritmo.

El procedimiento de la poda necesita de algunas precisiones en cuanto a su utilidad y
funcionamiento. Como ya hemos comentado, la poda se emplea para reducir el problema
del sobreajuste a los datos aunque también es una forma de introducir un mecanismo de
paso atras en un algoritmo de estrategia ascendente, esto nos permite visitar estructuras que
por la naturaleza greedy de la heuristica de biisqueda no fueron evaluadas y eliminar enlaces
erroneos que fueron incluidos de forma permanente. El proceso de poda que se implementa
en el procedimiento podaC' consiste en revisar uno a uno los arcos en el mismo orden en que
fueron introducidos en la red (que se encuentran almacenados en la lista P) y obtener el valor
de la funcién de ajuste para la nueva estructura candidata al prescindir del enlace que se esta
considerando. Para ello es necesario primero estimar los pardmetros de la nueva red candidata,
concretamente s6lo es necesario reajustar una tabla de probabilidad condicional (la del destino
del arco sustraido). A continuacion propagar todas las instancias de conjunto completo, D
sobre la variable clase para obtener las tasas de clasificaciéon con el clasificador actual, en lugar
de un subconjunto aleatorio como se realizaba durante el proceso de exploracién. Sé6lo en caso
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de que las tasas de éxito halladas ahora son mayores se elimina el arco.

Al finalizar el proceso de biisqueda se obtiene un grafo en principio parcialmente orientado,
si no se tiene suficiente informacién para orientar todos los enlaces como ocurria con BENEDICT-
sin-orden. Por ello para terminar se aplica un procedimiento para la extension del pdag a un
dag mediante el procedimiento EztenderC. Este procedimiento busca darle una orientacion a
cada enlace no orientado sin crear ciclos dirigidos ni nodos cabeza-cabeza, aunque tratando de
recuperar si es posible la estructura del Ingenuo Bayes que es la que reporta mayor ahorro en
los célculos para la propagacion. Asi, se comenzara tratando de orientar desde la variable clase.

Las entradas a nuestro algoritmo son: el conjunto U = {z1,z2... 2y}, la clase clase= z.,
conjunto completo de muestras de entrenamiento sobre las variables, D y la cantidad m fija
para el muestreo.

Algoritmo ZOSIMO

1—Sefija Gy ="(t;Eo), dondett =<1, 09— Tn ;o =1

Se fija L = {x),—xj t.q. Vj Vk,j # k}

estimar-todo(Go, D) {inicializacion de todas las distribuciones marginales}
g :=maxp, P(z.,) {z, caso de la clase de mdzima probabilidad}

mazrimo := g

1 := 1

NS S e

Mientras g > mazimo hacer { mientras vayamos mejorando }

(7.1) F :=8S(D,m) { se extrae una submuestra de D}
(7.2) Para cada enlace x,—x; € L hacer
7.2.1. Para cada configuracion cf € C := estado(zy, ;) hacer
7.2.1.1. T :=tipo-enlaceC(cf, xy, x;)
7.2.1.0. G = (U, & 1 UT)
7.2.1.3. estimar(G}, D)
7.2.1.4. g := propagar(G}, zc, F,m)
7.2.1.5. si g > mazximo entonces {mejor configuracion}

marimo := g

X =ux;
Y ;= x4
TE =T

(7.3) E =& 1 UTE

(74) L= I\{X Y}

(7.5) P:=P+TE {Se anade en la lista P}
(1.6) i =i +1
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8. PodaC(G,P,D, N, maximo)
9. EgxtenderC(G)

Algoritmo PodaC(G,P,D,N,maximo)

1. Para cada enlace {X —Y} de P hacer {Se revisan los enlaces}
(1.1) & :=E\{Y — X}
(1.2) G':= U, E"
(1.3) estimar(G', D)
(1.4) g := propagar(G},xc, D, N)

(1.5) si g > mazimo entonces {mejor configuracion}
marimo := g
E:=¢&
G:=G

Como vemos la poda se realiza con los datos estimados sobre el conjunto de muestras D
completo y no sobre una submuestra F', pretendemos revisar cada uno de los arcos, con toda

la informacién disponible para el entrenamiento y no con alguna submuestra aleatoria.

El algoritmo S, de seleccion aleatoria de m elementos (registros) de un fichero que contiene
N elementos, se detalla a continuaciéon. Este recibe como entradas el fichero D y el ntmero
de registros totales que se quieren seleccionar. Este algoritmo S, que realiza un muestreo sin
reemplazamiento, es empleado para la fase de evaluacion de la estructura, en cada paso del

algoritmo zosiMo, de esta forma se evalian todos los grafos candidatos de tamano 4, G}, sobre
el mismo subconjunto, F', de D.

Algoritmo S(D,m)

1. t:=0 { nimero de registros explorados}

2. k:=0 { nimero de registros seleccionados actualmente}
3. u:=random {se genera un nimero aleatorio € [0,1]}
4.81 (N—t)xu>m—k

entonces
saltar al siguiente registro del fichero
t:=t+1
volver al paso 8

sino
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seleccionar siguiente registro del fichero para la muestra F

kEk=k+1
t:=t+1
sik<m

entonces wvolver al paso 3
sino fin

Un algoritmo que emplea la misma funcién de ajuste que hemos mencionado y cuyo método de
exploracion se restringe al conjunto de estructuras que son frontera de Markov de la variable
clase, es el llamado MB-GA de [SL98]. Como su nombre indica, la busqueda se realiza mediante
una técnica que emplea algoritmos genéticos especialmente adaptada a las redes bayesianas
y més concretamente para dar lugar a subgrafos inducidos por la frontera de Markov de la
variable clase. Un ejemplo de red de salida de este algoritmo es un grafo como el de la figura 4.7.
De ahi que nuestro método de exploracién sea potencialmente mas eficiente que MB-GA, pues
no gastaré tiempo en intentar evaluar y discriminar entre redes que a los efectos de clasificacion
son idénticas. Por lo demas los algoritmos MB-GA y zosSIMO aparte del proceso de exploraciéon
difieren también en el proceso de evaluacién de cada red candidata y en la forma de efectuar la
clasificaciéon. Mientras que el primero emplea todo el conjunto de entrenamiento para obtener
las tasas de éxito alcanzadas, zosIMO emplea un subconjunto aleatorio de D. Por otro lado
MB-GA para el proceso de clasificacion utiliza el sofware HUGIN que efectia la propagacion
de cada una de las evidencias presentes en el conjunto de datos, mientras que el proceso de
evaluacion de cada red candidata de zosiMo (implementado en propagar) se reduce al calculo
del producto especificado por la ecuacion 4.2.

Hasta ahora lo que hemos venido utilizando es la funcién de ajuste g = _2?1:1 f1(F,j) donde
F es el subconjunto de muestras extraido aleatoriamente de D, & = (z1,...,zJ) (donde no
se instancia la clase) es el conocimiento que se tiene con las evidencias de la j-ésima muestra,

xJ es el valor observado de la clase y fi es:

1 si argmaxp—1,, P(z.,|¢) = 2l (4.3)
0 en otro caso .

Si(F,j) ={

Esta funcion aplica los valores 1 y 0 respectivamente en caso de acierto o fallo en predecir
el valor de la clase.

Sin embargo proponemos aqui otra funciéon que consiste en una adaptaciéon de la primera.
Se trata de matizar ese 0 o 1, pues hay situaciones en los que un error se puede calificar de
error leve y aciertos que se pueden calificar como pequenos aciertos. Veamos un ejemplo.
Supongamos que tenenos una variable clase x. con tres casos c1, ¢ca, c3 y que el valor observado
de la clase es ¢3. En el supuesto de que la distribucion de probabilidad de la clase (elicitada o
inferida) sea

caso 1 P(z.|¢) = P(0.15,0.46,0.39)
caso 2 P(z.|¢) = P(0.23,0.66,0.11)
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En ambas situaciones se predice el caso co como valor para la clase, lo cual supondria 0
en ambos casos. Sin embargo, en el caso 1, las probabilidades del caso predicho y del caso
observado son bastante cercanas. Podria incluso llegar a producirse un error de clasificacién
con una distribucién como: P(z.|¢) = P(0.16,0.42,0.42), en el que el algoritmo se queda con
el primer méximo encontrado. En este caso co y c¢3 tienen la misma probabilidad y se elige la
clase equivocada.

Por otro lado, el error en el caso 2 es doble, equivocarse de caso con mucha seguridad, y
asignarle una probabilidad del caso observado para la clase tan baja.

De forma parecida, se pueden distinguir varias situaciones consideradas hasta ahora como
acierto. Supongamos la misma variable clase. El valor de la clase observado es ¢y y la distri-
bucién de probabilidad es la del caso 1 o bien el caso 2. En ambos casos se da un acierto, sin
embargo el acierto del caso 1 es menos acierto ya que la probabilidad asignada al caso real es
mayor que cualquier otro, pero se decide por el caso ¢y por poca diferencia. Por contra en el
caso 2, se estd bastante seguro al asignar el caso co como valor de la clase.

Con esto en mente, proponemos como funcién de ajuste:

g= 2?121 f2(F, 7) donde los parametros son los mismos que los mencionados anteriormente
y fa se define como:

maxy,—1,., P(,|¢7) si argmaxy—1, P(z,|¢7) = zd

f2(F.j) = { (4.4)

0 en otro caso
Sélo se tiene en cuenta la probabilidad calculada del caso observado de la variable clase cuando
coincide con el caso que hemos predicho, ya no de forma uniforme con 1 sino con el propio
peso de la probabilidad, aunque se sigue penalizando con 0 cualquier error. Asi pues, con
esta funcion se relativizan los aciertos. El proceso de evaluacién trata pues de maximizar esta
funcién. De esta forma las redes candidatas no compiten por nimero de aciertos, sino por un
total en el que las probabilidades de acierto sean més altas. Se puede llegar a preferir una
configuracién con un menor nimero de aciertos, pero donde las probabilidades a posteriori de
la clase correcta sean mayores.

Sin embargo, con esta funcién sigue sin tratarse el caso del empate en los valores de proba-
bilidad. Aunque haya empate, de hecho la regla de decisién deshace el empate arbitrariamente.
Proponemos una nueva funciéon de ajuste: g = 7", f3(F,j) donde f3 se define como:

f3(F,j) = P(z]|¢7) (4.5)

esto es, se suman siempre las probabilidades asignadas a la clase verdadera. Si es un acierto
serd porque tiene la méxima probabilidad asociada. En caso de empate en la probabilidad del
caso observado y del caso predicho, participan de la misma forma, no se consideraria el ‘error’.
En otro caso, este caso tendré una probabilidad més baja, cuanto mas baja (mayor ‘error’),
menos participa en la medida de ajuste. Segun la funcién de ajuste fs3, las redes no compiten
por numero de aciertos, sino por un total en el que las probabilidades del caso real sean mas
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altas. Pueden ocurrir situaciones en las que una configuraciéon sea mejor porque los ‘errores’
sean menores que los de otra, esto es, las probabilidades asignadas a los casos observados
sean mas altas. Esto puede ser cierto aun cuando el numero de aciertos sea inferior porque
el valor de varios errores compensen el valor de algin acierto. Aunque este comportamiento
pueda parecer ir en contrasentido, experimentalmente se comprueba que esta heuristica va
paralela a nimero de aciertos, y nos permite deshacer empates en el numero de éxitos entre
configuraciones y ademas la funciéon de evaluacion (que se emplea tanto en el proceso de
busqueda como en la poda) supone menos coste computacional.

4.5 Experimentacion

4.5.1 Las bases de datos

El objetivo del presente capitulo ha sido el planteamiento de varios algoritmos de clasificaciéon
con diferentes enfoques, comparar sus rendimientos con un variado espectro de bases de datos
y establecer conclusiones sobre la calidad de los clasificadores obtenidos con estos algoritmos
frente a aquellos clasificadores obtenidos mediante otros algoritmos ya conocidos. Las bases de
datos empleadas pertenecen a la Universidad de California, Irvine de su ‘Repository of Machine
Learning Databases and Domain Theories’ ampliamente utilizada para contrastar algoritmos
de aprendizaje con otros ya presentes en la literatura de I.A. [UCI]. De entre las muchas
bases de datos ahi presentes, hemos escogido un conjunto suficientemente variado tanto por
el tipo de dominio al que pertenecen como por las caracteristicas de los datos que contienen.
Si tomamos cada base de datos como un problema a tratar, tenemos que las bases de datos
Breast v Breast-cancer, las de Cleveland, Heart, Pima y Hepatitis son médicas. Las bases de
datos Germany Australian son de dominio bancario, Flare2 de dominio astronémico, Soybean-
large y Soybean-small de dominio botanico, Monksl y Monks2 son del dominio de la Loégica
(estas bases de datos son sintéticas) y por ultimo la base de datos Votel-irvine es de dominio
politico. Para poder emplear las bases de datos seleccionadas en nuestros experimentos, ha
sido necesario un preprocesamiento de algunas de ellas y adaptarlas a nuestro software actual.
El preprocesamiento consiste por un lado en eliminar aquellas muestras que contienen casos
perdidos en algunos de los atributos, y por otro lado la discretizacién de las variables de
tipo continuo. Este ultimo tratamiento ha sido realizado mediante un software reconocido, de
libre distribucién MLC++ 5. Ya que este software estd ampliamente parametrizado y ofrece
una gran cantidad de opciones, especificaremos las condiciones de su ejecuciéon. La medida
empleada para la discretizacion ha sido la entropia (recomendada como la méas apropiada para
la mayoria de las bases de datos)[DKS95], el ntumero de intervalos a considerar no es fijo
sino que se estima mediante la heuristica descrita en [FI93], por tltimo el criterio de parada
utilizado para la discretizacién ha sido la Informacién mutua normalizada. De esta forma se
han obtenido atributos discretizados desde los 2 hasta los 23 casos para el atributo continuo
nivel de colesterol en la base de Cleveland. En la tabla 4.1 se encuentra una somera descripcion

®La direccion de contacto se encuentra en [MLC94| de la bibliografia.
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de las bases de datos utilizadas.

Bases d Datos | Total M. | Entrenam. | Test | N. Atribs | casos CL | H(CL)

Breast-can 286 184 93 9 2 0.89
Breast 699 457 | 226 10 2 0.96
Cleve-nom 303 202 99 7 5 1.83
Cleveland 300 200 97 13 5 1.83
Pima 768 512 | 256 8 2 0.94
Heart 270 180 90 13 2 0.99
Hepatitis 155 59 21 19 2 0.42
Flare2 1066 716 | 350 10 2 0.58
German 1000 670 | 330 24 2 0.89
Australian 690 460 | 230 14 2 0.99
Monks1 556 124 | 432 6 2 1.00
Monks2 601 169 | 432 6 2 0.96
Votel-irvi 435 290 | 148 15 2 0.97
Soyb-small 47 31 16 35 4 1.90
Soyb-large 683 374 | 188 35 19 7.13

Tabla4.1: Descripcion de las Bases de Datos utilizadas en los experimentos

En dicha tabla se indica para cada base de datos el niimero total de muestras, es la suma de las
muestras dedicadas a entrenamiento y a test (salvo casos perdidos). En ocasiones las muestras
se encuentran en ficheros separados explicitamente, en otras las hemos partido en 2/3 y 1/3
dedicadas respectivamente a entrenamiento y test. Para ese propoésito se han seleccionado de
forma aleatoria del conjunto completo inicial, las muestras para el entrenamiento y para el
test. El nimero de atributos nos da una idea de la complejidad de cada problema a tratar, asi
se tiene una base de datos con 7 variables (6 atributos mas la clase), Monks1 hasta los 36 de
Soybean-large y Soybean-small. También es distinto el nimero de casos por clase a predecir,
éste va desde los 2 hasta los 19 de Soybean-large. Por tltimo la columna de H(CL), entropia
de la clase, es indicativa de la incertidumbre de la variable clase segiin la distribucion a priori
obtenida a partir del fichero de entrenamiento. Pudiera ocurrir que la distribucion de los
datos esté tan sesgada hacia alguno de los casos de la variable clase (cuando en el conjunto
de entrenamiento hay una proporcién muy baja de la clase no mayoritaria) que la estrategia
de la regla de clasificacion por defecto alcanzara unas tasas de clasificacién tan altas que
superaran las de cualquier algoritmo, para ella no seria necesario emplear ningin algoritmo de
aprendizaje. Esto ha ocurrido en alguna de las bases de datos presentes en el mismo depésito
(comentarios en [MST94]). No es el caso de ninguna de las bases de datos utilizadas, aunque
si que en algiin caso hay algoritmos que no han logrado superar la clasificacién por defecto.
Aparte de lo ya dicho sobre las bases de datos hay que afadir un breve comentario acerca
de algunas de ellas. Las bases de datos Breast y Breast-cancer tratan acerca del cancer de
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pecho aunque provienen de fuentes diferentes. La primera (con datos continuos que hemos
tenido que discretizar) hace una descripcion del problema a niver celular, mientras que Breast-
cancer, mas antigua ha sido ampliamente estudiada y utilizada en I.A. [CKB87], describe cada
paciente desde el punto de vista de su sintomatologia. Las bases de datos Cleveland y Cleve-
nom provienen de la misma fuente, ambas tratan del problema del diagnéstico de enfermedades
del corazén agrupadas en 5 categorias. Mientras que Cleveland contiene entre otras variables,
variables continuas (que hemos tenido que discretizar), la segunda también procedente de los
propios depositarios de la base de datos contiene tinicamente las variables discretas. Otra base
de datos que merece un comentario es la soybean para el diagnostico de enfermedades en la
semilla de soja. La base de datos Soybean-large con 35 atributos, 19 casos para la clase y
un total de 683 muestras en total, entre los que se encuentran muchos casos perdidos, se ve
resumida en Soybean-small con los mismos 35 atributos pero todos ellos continuos y agrupada
la clase en tan sblo 4 casos. Ambas son también ampliamente estudiadas y contrastadas en la
literatura de I.A. [FS88|.

4.5.2 Experimentaciéon y resultados

Una vez preparadas las bases de datos, éstas fueron empleadas en el aprendizaje. Para la
obtencion de clasificadores se eligieron seis algoritmos distintos més la regla por defecto. Los
algoritmos que van a ser contrastados por las bases de datos son INOCENCIO I, INOCENCIO II,
7Z0SIMO, presentados en este capitulo, todos ellos orientados a clasificacion, el algoritmo general
BENEDICT-sin-orden descrito en el capitulo 3 y el Ingenuo Bayes, ademés de otro algoritmo,
C4.5 |Qui93] del que obtuvimos la implementacion en la direccion de [MLC94|. Este algoritmo
ampliamente utilizado esta orientado a la clasificaciéon como los primeros, aunque el modelo
de representaciéon que utiliza son los arboles de clasificacién.

Todos los algoritmos seleccionados estan predefinidos salvo zosiMo, al que falta especificar
el porcentaje del conjunto de entrenamiento que va a ser utilizado para el aprendizaje. Para
tener un criterio para elegir el ancho de la ventana, hemos realizado varios experimentos con
distintas bases de datos y observado la influencia que la amplitud de la ventana tenia sobre
las tasas de éxito de clasificaciones, de los que vamos a mostrar un resumen en la tabla 4.2.
Utilizando una tinica base de datos Breast-Cancer 7, se ha aprendido con zosiMo variando el
ancho de la ventana de muestreo, columna Tamario de Ventana (dado en porcentaje). Debido
a que este algoritmo emplea un muestreo aleatorio durante el entrenamiento, para obtener
unas tasas de éxito de clasificacion representativas sobre los datos de entrenamiento y de test
se ha aprendido con cada tamano de ventana 200 veces. En consecuencia, lo que se indica en
cada columna de la tabla 4.2, son datos promedio, acompanados de la desviacién tipica para
dar idea de la variabilidad de los datos por el muestreo.

Como podemos observar, a medida que aumentamos el ancho de la ventana de muestreo,
los grafos son més densos en promedio. Asi, para un ancho de ventana del 25%, la mayoria de
los grafos tienen como mucho 3 arcos, para el 95% la mayoria de los grafos tienen entre 6 y 8

"Ver descripcion de la misma en la tabla 4.1
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Tamano | Numero Exito o Exito o

Ventana | Arcos o Entren. Test
25 2.90 1.82 | 78.42 7.31 | 70.85 | 6.91
30 2.91 1.87 | 79.59 8.00 | 70.73 | 6.97
35 2.64 2.43 | 77.49 9.69 | 71.40 | 5.77
40 3.36 2.69 | 80.12 | 10.56 | 69.33 | 8.06
45 3.75 2.28 | 83.47 8.70 | 68.95 | 8.06
50 4.31 2.62 | 85.01 9.29 | 68.82 | 8.40
55 3.98 2.74 | 82.70 9.29 | 68.72 | 8.13
60 4.58 2.84 | 84.49 | 11.33 | 67.23 | 8.88
65 4.87 2.81 | 85.76 | 11.14 | 68.19 | 9.11
70 5.68 2.68 | 88.29 | 10.01 | 65.48 | 9.42
75 5.49 2.79 | 87.47 | 10.52 | 66.09 | 8.93
80 6.22 2.54 | 90.15 9.30 | 64.21 | 8.77
85 6.30 2.42 | 90.60 8.57 | 65.03 | 8.60
90 6.82 2.39 | 92.27 6.98 | 63.96 | 7.97
95 7.25 2.93 | 93.71 4.78 | 61.15 | 7.61
100 10 — 96.20 — 52.70 -

Tabla 4.2: Aprendizaje con la Base de Datos Breast-Cancer utilizando ZOSIMO

arcos, llegando a tener 10 arcos el grafo que representa el fichero de entrenamiento completo.
Para tener una idea mas precisa de como se distribuye el ntimero de arcos, ver figura 4.14.

Como los arcos aqui son entre variables del manto de Markov de la variable clase, una mayor
densidad significa que se hacen relevantes mas atributos a la variable de clasificaciéon, lo que
implica que para la clasificacion se tienen en cuenta los valores de mas atributos. Casi parejo al
aumento de densidad de las redes, crecen las tasas promedio de éxito de clasificacién para las
muestras de entrenamiento, columna Ezito de Entrenamiento. En la figura 4.15 gréfica a), para
cada una de las 3200 configuraciones obtenidas en total, ordenadas por numero de arcos, se
muestran las tasas de éxito alcanzadas en la clasificacion de las muestras de entrenamiento. En
la grafica b) de la misma figura se muestran las tasas de éxito correspondientes a la clasificacion
de las muestras de test. Llama mucho la atencién que a ciertas configuraciones le correspondan
unas tasas de éxito de clasificacién inversamente proporcionales, para el conjunto de muestras
que no fueron empleadas en el entrenamiento. Se alcanzan las tasas maximas y minimas de
clasificacién para el aprendizaje con el conjunto completo de entrenamiento, un 96.2% y un
52.7% de bien clasificados, respectivamente para el fichero de entrenamiento y el de test. Lo
que demuestra una diferencia en la distribucion de la nube de puntos de las dos gréficas. En a)
todos estan por encima del 70% de bien clasificados mientras que en b) alcanzan como mucho
el 82% de bien clasificados.

Dejamos pendiente el hallar de una forma sistematica el ancho de la ventana adecuado de
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Figura 4.14: Distribucién de las densidades de los grafos
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acuerdo con el total de datos disponibles y de las distribuciones especificas de cada base de
datos. Por ello, hemos considerado oportuno usar para los posteriores experimentos con el
algoritmo zosimMo, un ancho de ventana del 30% de las muestras dedicadas a entrenamiento,
ya que con este valor, hemos observado experimentalmente que la relaciéon entre las tasas de
éxito halladas con varias bases de datos para entrenamiento y test se mantienen. A pesar de
lo que pudiera parecer, como podemos observar en la tabla 4.2, conjuntos de muestras relati-
vamente pequenas de las bases de datos no dan configuraciones mucho més diferentes de las
que dan lugar los conjuntos mayores, donde las distribuciones debieran de ser méas estables.
Por ultimo, una consecuencia de la reducciéon del tamano de la ventana, es la reduccién en
tiempo de ejecuciéon. Para dar una idea de los tiempos de ejecucién en los que oscila zoSiMO, el
tiempo invertido para 100 ejecuciones del software de aprendizaje en una estacion de trabajo
sundm sparc a 100Mhz con la base de datos Breast-cancer es de 2:05 minutos a una media de
1.23 segundos por configuracion establecida.

Asi pues, todos los algoritmos van a aprender y clasificar en las mismas condiciones; con datos
discretizados y sin casos perdidos (aunque algunos algoritmos pueden manejar casos perdi-
dos). En las tablas 4.3 se muestran las tasas de éxito de los clasificadores (obtenidos por cada
uno de los algoritmos candidatos), correspondientes al conjunto de entrenamiento y al con-
junto de test para cada una de las bases de datos consideradas en el experimento. En el caso
del algoritmo zosmmo figuran el promedio de 100 ejecuciones con cada base de datos aparte
de mostrar los valores minimo y maximo alcanzados de entre las 100 configuraciones obtenidas.

Con la ayuda de unas graficas se resume la comparativa entre los diversos algoritmos de
clasificaciéon desarrollados en este capitulo y el Ingenuo Bayes, figura 4.17. Se observa que estos
algoritmos siguen la tendencia del Ingenuo Bayes con ligeras oscilaciones, con la excepcion de
algiin caso més notable, como el pico en Monks1.

Para la aplicaciéon de los tests de independencia que se emplean tanto en el proceso de
exploraciéon como en el de poda, se han utilizado los mismos valores para todas las bases de
datos. Ya comentamos que se ha utilizado un nivel de significacion distinto para los tests
de independencia entre atributos y entre los pares de nodos clase-atributo. Concretamente
los valores que se han empleado para el nivel de significacién « para aceptar la hipdtesis de
independencia es de 0.025 para los pares clase-atributo, y de 0.01 para el resto. Sin embargo, se
ha comprobado experimentalmente que las configuraciones de las redes y en consecuencia las
tasas de éxito obtenidas por éstas, son sensibles a los cambios de valores . Asi, por ejemplo
para la base de datos de Breast-cancer con los valores de o« = 0.05 para los tests entre pares de
nodos clase-atributo y o = 0.005 para el resto, el algoritmo INOCENCTO 1T obtiene un 65.6% de
éxito de clasificaciéon para los datos de test, con lo que pasa de liderar la columna con 78.5%
a ser el peor clasificador para los datos del test. O bien el mismo algoritmo con la base de
datos hepatitis con la que obtiene una estructura que sobreajusta los datos con un 96% para
las muestras de entrenamiento y una bajada al 66.7% para el conjunto de test. Estos valores
se obtienen con los parametros a = 0.1 para los enlaces clase-atributos y a = 0.001 para el
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Breast-can Breast Cleve-nom  Cleveland Pima
E T E T E T E T E T
INOCENCIOT | 73.9 71.0 | 98.0 96.5|59.9 616 | 745 51.5|79.1 76.2
INOCENCIOII | 70.1 78.5 | 97.8 96.5| 60.4 62.6 | 55.0 51.5|77.5 77.0
ZOSIMO 79.0 70.1 {93.6 929|595 539 |84.1 442 | 79.9 742
min | 69.0 36.6 | 90.4 89.4 | 55.0 49.5| 55.0 21.6 |67.2 69.1
max | 94.6 785 |97.8 96.5 | 68.3 58.6 | 99.5 557|928 79.3
BENEDICT 71.2 763 | 97.8 96.9 | 63.9 56.6 | 75.0 485 | 785 T77.7
Ingenuo Bayes | 78.2 74.2 | 97.8 973 | 63.9 57.6 | 780 50.5 | 76.4 74.6
Por defecto 69.0 742 |62.6 70.3|54.9 525|550 515|639 67.6
4.5 81.5 753 |97.6 95.1|69.3 515|735 546|799 75.0

Heart Hepatitis Flare2 German Austral.
E T E T E T E T E T
INOCENCIOT | 85.0 80.0 | 943 77.8|83.0 &83.1| 754 70.9|90.0 82.6
INOCENCIOTI | 86.1 77.8 | 943 77.8 | 83.0 85.4 | 703 70.9 | 87.8 84.2
ZOSIMO 79.8 772 | 87.1 784|822 853 | 79.1 688 |86.3 84.2
min | 67.2 644 | 8.8 77.8 | 81.3 83.4 | 69.4 49.1 |85.2 63.9
max | 92.8 86.7 | 90.6 85.2 | 85.3 86.3|99.1 77.6 | 93.9 857
BENEDICT 88.3 8221925 852|821 84.9|79.3 706 | 88.3 81.3
Ingenuo Bayes | 87.8 82.2 | 96.2 81.5|79.2 80.3 | 77.0 751 |87.6 86.1

Por defecto 544 578 | 86.8 T77.8|81.3 86.3|694 712|552 56.1
C4.5 83.3 756|962 852|839 86.0|984 748 |89.3 83.0
Monks1 Monks?2 Vote Soybean-sm  Soybean-larg

E T E T E T E T E T
INOCENCIOT | 100 100 | 62.1 67.1 | 94.1 88.3 | 100 100 95.7 85.1
INOCENCIOIT | 75.0 66.7 | 62.1 67.1 | 94.8 87.6 | 100 100 88.5 89.4
ZOSIMO 92.2 922 | 64.3 66.8 | 88.5 87.7]91.2 675 | 889 849
min | 73.4 61.6 | 60.9 57.2|84.5 821 |64.7 293 | 581 31.2
max | 100 100 | 99.4 73.1 |94.5 93.11]99.5 883 | 100 100
BENEDICT 75.0 66.7]62.1 67.1]93.1 90.3 | 100 100 82.1 80.3
Ingenuo Bayes | 79.8 71.3 | 63.9 61.6 | 87.6 88.9 | 100 93.8 | 94.3 90.4
Por defecto 50.0 50.0 | 62.1 67.1 | 59.6 64.8 | 38.7 31.2 | 182 12.2
C4.5 83.9 75.7|76.3 65.0|94.5 883|100 100 90.1 80.0

Tabla 4.3: Tabla comparativa de Exitos de Clasificacion
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Figura 4.16: Clasificadores obtenidos con la base de datos Hepatitis por INOCENCIO 1, a) con @ = 0.025
y b) con @ = 0.01 para los tests sobre clase-atributo

resto. Un caso opuesto sucede con INOCENCIO 1 para la base de datos heart donde una subida
de nivel de significacion para los tests que implican a los pares clase-atributo a 0.1 logra unas
tasas de éxito para el conjunto de test del 83.3 alzdndose con el liderazgo de la columna. Otro
tanto sucede con INOCENCIO I asi como con INOCENCIO II para la base de datos Hepatitis, donde
se da una importante subida del 77.8% al 85.2% de éxito de clasificacion para los datos del
test, con un cambio a o = 0.01 para los tests entre clase-atributo. Comparemos las estructuras
obtenidas por unos y otros valores para los niveles de significaciéon de los tests de independencia
entre pares clase-atributo. El nivel de significacion para los pares atributo-atributo es el mismo
en ambas estructuras de la figura 4.16.

Para otras bases de datos las oscilaciones no son tan notables o bien las redes permanecen
invariables variando los a en un rango [0.005,0.1]. Aunque siempre ha resultado ventajoso
tener el valor del nivel de significacién para los tests entre la clase y un atributo, mayor o igual
que el aplicado a los tests entre atributos. Con esto imponemos més dificultad para eliminar
los enlaces clase-atributo de la estructura, con lo que se conectan a la clase todos los atributos,
salvo aquellos sobre los que se tiene mucha certeza de que son independientes. Las diferencias
a que dan lugar los cambios en los niveles de significacién nos permiten pensar en incorporar
en el proceso de aprendizaje unos nuevos parametros, los correspondientes a los dos niveles
de significacion. Por tanto, debieran de estimarse éstos en funcion de las distribuciones de los
datos disponibles.

Por contra, INOCENCIO I mejora notablemente los valores alcanzados (tanto para test como
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Figura 4.17: Gréfica de las tasas de clasificacion para todas las bases de datos, comparativa con Ingenuo
Bayes
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para entrenamiento) por cualquier algoritmo con Monks1, tan solo igualado por zZOSIMO.

La conclusién es que con las bases de datos estudiadas, los algoritmos INOCENCIO I e INO-

CENCIO 1T no han logrado mejorar sustancialmente el Ingenuo Bayes desde el punto de vista
de los porcentajes de clasificaciéon, aunque desde esta misma perspectiva el c4.5 tampoco lo-
gra mejorarlo. Estos demuestran ser mejores que el 4.5 en muchos casos, ver tabla 4.3. Sin
embargo los clasificadores obtenidos si son méas descriptivos que el Ingenuo Bayes, ya que en
su mayoria la descripcién de la clase viene dada en términos de un menor niimero de variables
v el experto puede encontrarse relaciones de independencia condicionadas soportadas por los
datos. Un problema que hemos detectado en el algoritmo INOCENCIO I y atn mas frecuente-
mente en INOCENCIO 11 es el sobreajuste de algunas variables de la red. En algunas situaciones
el proceso de busqueda tiene tendencia a asignar muchos padres a algunos nodos, con el pri-
mer algoritmo sélo pueden tratarse de atributos, con el segundo se trata preferentemente de
la clase. Sin embargo, esto no se traduce en altas tasas de clasificacién para las muestras de
entrenamiento y en contrapartida tasas bajas para las muestras de tests, pues el proceso de
poda resulta muy efectivo y elimina gran parte de los enlaces introducidos en fases tempranas
por el proceso totalmente greedy del método de exploracion. Por tanto aunque se desemboque
en una estructura més fiable (en principio se tendrian suficientes datos para la estimacion de
los parametros), sin embargo tales enlaces han determinado una trayectoria especifica en el
proceso de exploracion. Podria plantearse la modificacion del proceso de exploracién con un
mecanismo de paso atras con el beneficio de un menor esfuerzo computacional a la hora de
estimar nuevos pardmetros. Se trata de permitir la operaciéon de eliminar arcos, ademas de la
de anadir arcos durante el proceso de exploracion.
Por otro lado, la linea correspondiente al algoritmo zOSIMO en la gréafica 4.17 o su correspon-
diente fila en la tabla 4.3 muestra un comportamiento discreto de éste, debido al efecto de
amortiguacién que hace un promedio de los valores. Podemos observar por contra que es éste
el algoritmo que se alza con los maximos valores para las muestras de tests en la gran mayoria
de los casos, con excepcion de 4 bases de datos. De hecho es el que se alza con el mayor
numero de mejoras significativas respecto del resto, en su mayoria con las bases de datos de
German, Monks1, Monks2, Soybean-large. Por ultimo, la base de datos Soybean-small con el
algoritmo ZOSIMO muestra unos pobres resultados a juzgar por la media. Esto se debe a que
el 30% de las muestras de entrenamiento de Soybean-small supone apenas 10 muestras para,
ser empleadas en cada etapa del aprendizaje lo que demuestra ser claramente insuficiente. Por
ello acusa unos valores minimos muy bajos en alguna ejecucion.

Aparte de las tendencias generales, podemos observar aisladamente algunas bases de datos.
Asi por ejemplo la columna asociada a la base de datos Monks2 muestra los mismos valores para
todos los algoritmos basados en tests de independencia tanto con los datos de entrenamiento
como los de test, y éstos coinciden con aquellos alcanzados por la clasificacion por defecto. Esto
es debido a que los tests de independencia que se aplican con los valores ya comentados, hallan
todas las variables independientes entre si, por lo que no se llega a evaluar ni introducir ningin
arco. De hecho, ninguno de los algoritmos empleados supera la clasificacion por defecto, salvo
zosiMO. Una situacién en la que la regla por defecto supera o iguala cualquier otro clasificador



152 Capitulo 4. Aprendizaje Orientado a la Clasificacion

se da con la base de datos Flare2. Al contrario de lo que sucediera con la base de datos Monks?2,
la independencia de todas las variables respecto del resto no se soporta por los datos, por lo
que los diferentes algoritmos INOCENCIO I, INOCENCIO T1, BENEDICT y C4.5 optan por establecer
explicitamente la dependencia entre la variable clase y algunos atributos, segin el proceso
de exploracién especifico, que con los primeros se traduce en arcos que entran o salen de la
variable clase y con el algoritmo c4.5 se traduce en algunas ramas en el arbol de clasificacion.
El algoritmo zosiMo difiere de los anteriores, porque no responde a relaciones de dependencia
o independencia sino sélo a tasas de éxito obtenidas a partir de las muestras de entrenamiento;
a pesar de ello se da cierta coincidencia en los valores.

Otra comparativa que se puede hacer es la de los algoritmos de clasificacion junto con
un algoritmo general, figura 4.18. El algoritmo general BENEDICT muestra ser competitivo
con los algoritmos especificos INOCENCIO 1 e INOCENCIO II aunque mostrandose ligeramente
inferior, ya que aparte de que el numero de bases de datos en los que ha sido superado
es mayor, éstos obtienen alguna mejora significativa. Por otro lado c4.5 muestra ser también
sensiblemente inferior a los algoritmos que usan tests de independencia. Este algoritmo resultd
ser significativamente mejor que INOCENCIO 11 con la base de datos Monks1 y significativamente
peor que INOCENCIO II con Soybean-large y que INOCENCIO T con Monks!. Fn la comparativa de
ZOSIMO con C4.5, la curva del promedio sigue la tendencia de c4.5. Sin embargo las diferencias
entre las tasas maximas alcanzadas por ZOSIMO y el C4.5 son més notables, superando zOSIMO
en 10 de las 15 bases de datos, en 4 de ellas de forma significativa.

Dada la naturaleza aleatoria del algoritmo al tomar las muestras para el entrenamiento, se
nos plantea el siguiente problema, cémo quedarnos con la mejor solucion? Gracias a su rapida
ejecucion, zosiMO seria candidato a integrarse en algin algoritmo de optimizacién del tipo
Enfriamiento Simulado utilizando como parametro el ancho de la ventana adecuado, o podria
incluso plantearse la posibilidad de recombinar soluciones con los modelos evolutivos. Pero
esto se queda fuera del ambito de este trabajo.

A modo de resumen y para tener una mejor perspectiva de las diferencias entre las tasas
de éxito mostradas en la tabla 4.3, se hace un anélisis comparativo de cada algoritmo con el
resto, para cada una de las 15 bases de datos en el estudio, cuyos resultados se muestran en la
tabla 4.4. En cada fila se muestra el numero de veces que un determinado algoritmo ha sido
mejor que el resto en términos absolutos, y también el namero de veces que ha resultado ser
significativamente mejor, de acuerdo con el test de hipotesis realizado utilizando la distribuciéon
T-student con un nivel de confianza del 0.95. En la misma tabla, por columnas puede verse la
veces en que un algoritmo ha sido peor en términos absolutos que el resto, y significativamente
peor. Para interpretar los datos, hay que indicar que el nimero de la esquina superior izquierda
representa las veces que el algoritmo en una fila de la tabla (algoritmo A) ha sido mejor que el
algoritmo de una columna (B). El numero de la esquina inferior derecha representa las veces
que el algoritmo A es significativamente mejor que B.

Veamos alguna de las estructuras que dan lugar a tales diferencias en las tasas de clasifica-
cion para una misma base de datos. Por ejemplo, para la base de datos Monksl1, para la que
la descripcion de la clase viene dada en [TBBT 91|, puede expresarse en los términos { clase =
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Figura 4.18: Gréfica de las tasas de clasificacion para todas las bases de datos, comparativa con C4.5
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INO. I INO. II | max. ZOSMO | BENEDICT | Ing. Bayes ca.5 Total
INOCENCIO I 3 2 6 7 7 25
1 0 1 2 1 5

INOCENCIO IT 6 2 7 7 8 30

0 0 1 2 1 4
max. zosimo | 11 11 12 12 13 59

3 4 4 3 4 18
BENEDICT 6 5 2 7 8 28

0 0 0 1 0 1
Ingenuo Bayes 8 8 3 7 7 33

0 0 0 1 1 2
o4 6 6 1 5 8 26

0 1 0 1 0 2
Total 37 33 10 37 41 43

3 6 0 8 8 7

Tabla 4.4: Tabla comparativa entre pares de algoritmos

b)

Figura 4.19: Clasificadores obtenidos a) con INOCENCIO I b) con INOCENCIO I
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1 si los valores de los atributos a; y ao son iguales o bien, el atributo a5 toma su primer valor,
en otro caso clase = 0 }; donde aj,as tienen los valores {1,2,3} y los de a5 son {1,2,3,4}.
El algoritmo INOCENCIO T alcanza un 100% de éxito de clasificacion tanto para los datos de
entrenamiento como para los de test con la estructura que se muestra en la figura 4.19 a). El
algoritmo halla condicionalmente independientes a todos los atributos entre si (dada la clase)
salvo aq,as vy posteriormente el proceso de poda revisa todos los arcos clase-atributo eliminan-
do 3 arcos. Por contra los algoritmos INOCENCIO 1T y BENEDICT, ambos con las mismas tasas
de éxitos 75.0% y 66.7% para los datos de entrenamiento y de test respectivamente, obtienen
la estructura de la figura 4.19 b). Los tests de independencia marginales hallan independientes
todos los pares clase-atributo salvo ¢ — ay y ¢ — a5. El proceso de exploracién no consta mas
que de dos pasos, y la poda lo deja todo invariable.

4.6 Redes de creencia y arboles de decisién. Formalismos hi-
bridos

Las redes de creencia proporcionan un lenguaje para la representacién cualitativa de las pro-
piedades de una distribuciéon. En el modelo numérico estas independencias se corresponden
con asertos del tipo

P(X|YZ)=P(X|Z)Vz Vy Vz

esto es, simétrica para todos los casos. Basta con que para un caso de Z = z esa igualdad no
se soporte para que X e Y no sean considerados independientes, aunque lo sean para el resto
de los casos. Este tipo de independencias (donde se soporta sélo para algunas instancias de
sus variables) se conocen como independencias de contexto especifico [ BFGK96] o asimétricas,
permanecen ocultas bajo la representacion de las redes. Heckerman en [Hec91], con su enfo-
que hacia la clasificacion, distingue incluso dos tipos de independencias asimétricas, las que
denomina de subconjunto (cuando se trata de una relacion entre las variables de clasificacion
y los atributos) y las de hipdtesis especifica (cuando se trata de una relacion entre atributos
tnicamente). De la misma forma que las independencias entre variables suponen un ahorro
en la representaciéon de la distribucién en una red de creencia, que facilita la adquisicion de
conocimiento, una modelizacién del problema y un ahorro de computo en los procesos de in-
ferencia, la consideracion de las independencias asimétricas pretende extender estas ventajas.
En estos dltimos anos estd surgiendo una nueva corriente de investigaciéon que trata de ex-
tender el formalismo de las redes de creencia. El objetivo es poder capturar nuevas formas
de independencias que aumentarian el poder de representacién de las redes de creencia, a la
vez que mejorarian su eficiencia en la inferencia. Los nuevos formalismos propuestos hasta el
momento apuntan a modelos muy dispares. Algunos de ellos pretenden hacer explicitas esas
relaciones, como el de las redes de similaridad o las multiredes.

El formalismo de las redes de similaridad propuesto en [Hec91] fue disenado para simplificar
la construccion y elicitacién de una red de creencia para un Sistema Experto. Este formalismo
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estd compuesto por un grafo de similaridad, un hipergrafo, y una coleccion de redes de creencia.
Para un problema con cuatro variables {z,y, z, ¢}, se muestra una posible representacion de
una red de similaridad en la figura 4.20, donde la variable clase c tiene tres casos, hi, ho, h3,

Figura 4.20: Red de similaridad. Grafo de similaridad + redes de creencia

Cada nodo en el grafo de similaridad representa una o varias instancias de la variable clase
(hipotesis) y los enlaces conectan hipotesis que son similares o facilmente confundibles por el
experto. Existe una red de creencia por cada enlace del grafo de similaridad, que se construye
bajo la condiciéon de que solamente las dos hipotesis implicadas en el enlace son ciertas. En
cada red local so6lo se incluyen aquellas variables que ayudan a discriminar entre las hipote-
sis contempladas en la red. La principal ventaja de las redes de similaridad, desde el punto
de vista de la adquisicién del conocimiento, es que se pueden ignorar las dependencias entre
variables que no estan relacionadas con las hipdtesis en consideracion. Sin embargo esto hace
que las redes de similaridad puedan no ser completas para la inferencia, es posible que no se
pueda recuperar la probabilidad conjunta con los parametros almacenados en la red. Para
no perder informacién es importante que el grafo de similaridad sea conexo y que exista un
orden coherente entre las distintas redes de creencia locales. Las independencias asimétricas se
representan en las redes de similaridad bien por la ausencia de variables o bien por la ausencia
de enlaces entre atributos en alguna red de creencia asociada a los pares de hipdtesis.

Chvh Chs O
OO O
@

Figura 4.21: Multired

Las multiredes [GH96| tienen mucha relacion con el anterior formalismo. Dada una dis-
tribucion de probabilidad P(c,z1,...,z,) y un conjunto de particiones disjuntas de los casos
de la variable clase {C1,...,Ck}, se tiene una red local G; asociada a cada particion C; que
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representa P;(c,x1,...,2n) = P(c,z1,...,2,|C;). Se llama multired de P al conjunto de las
k redes locales. En el ejemplo de la figura 4.21, las particiones de ¢ son {h1,ha} y {hs} ésta
ultima determina una red local de hipétesis especifica. Igual a como sucedia con las redes de
similaridad, las redes locales representan una situacién donde las hipétesis estan restringidas
a un subconjunto especifico y las relaciones de independencia asimétrica se representan en
la topologia de las redes locales. Las independencias de hipodtesis especifica se manifiestan
cuando un enlace entre atributos estd presente en alguna red local pero no en otras. Otras
independencias asimétricas se representan cuando existe un enlace clase-atributo en alguna red
local pero no otras. Con las multiredes es posible realizar cualquier tipo de inferencia. Dada
una multired M de P basada en la particién de valores de ¢ {C1,...,Cy}, se puede calcular
la distribucion P(z1,...,zy,|c) mediante los parametros de M.

Otras extensiones de las redes de creencia no tratan de completar el aspecto gréfico, sino
que se ocupan exclusivamente de la parte cuantitativa del modelo. Tradicionalmente, los
parametros numéricos de las redes de creencia, las distribuciones de probabilidad, se vienen
representando en forma de tabla de ntiimeros reales. Para cada distribuciéon de probabilidad
condicional P(z;|pa(z;)) el numero de pardmetros que se tienen que almacenar es (|z;| — 1)g;
si son probabilidades o bien |z;|g; si se representan potenciales [SS90b] & donde ¢; es el niimero
de posibles configuraciones que puede tomar el conjunto de padres de z;. En cualquier caso
el namero de parametros es exponencial en el namero de padres. En [FG96b]| se observa
que, dada una tabla de probabilidad condicional, si contiene valores que se repiten, puede
aprovecharse este hecho y agruparse valores iguales de la tabla prescindiendo de alguna de las
entradas de la tabla. Asi presentan sus default tables, tablas de valor por defecto, como primera
aproximacion y los arboles de decisién como una generalizacién, ambas para la representaciéon
de la distribucién. Vedmoslo con un ejemplo: supongamos que tenemos un subgrafo como el

de la figura 4.22

Figura 4.22: Una red simple, con un nodo cabeza-cabeza con 3 padres

Supongamos que la distribucién condicional asociada al nodo s es la que se muestra en la
siguiente tabla 4.5

Esto puede representarse mediante un arbol completo como el de la figura 4.23. Para la
obtencién de la probabilidad de un nodo, en nuestro ejemplo s, dado el valor de sus padres,
se procede de forma similar a como se empleaban los drboles de clasificacién. Soélo que aqui
todos los nodos interiores del drbol son padres de la variable de interés. Se comienza con el

8las probabilidades no estan normalizadas.
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a b c¢| P(s=1]a,b,c)
1 1 1 0.95
1 1 0 0.95
1 0 1 0.20
1 0 0 0.05
0 1 1 0.00
0 1 0 0.00
0 0 1 0.00
0 0 O 0.00

Tabla 4.5: Distribucion para el nodo s

0.0 0.0 0.0 0.00.05 0.20.95 0.95

Figura 4.23: Representacion mediante un arbol completo de la distribucion

nodo raiz, el primer padre, y se toma la rama segin el valor que tome éste, continuando con
el siguiente padre de s hasta llegar al nodo hoja donde se almacena el valor asociado. Asi el
valor de P(s =1la =1,b=1,c = 1) = 0.95 siguiendo por la rama mas a la derecha.

Con esta representacion ganamos en eficiencia para el acceso de cada valor dado cada uno
de los casos, pagando con un aumento en la longitud de la discripcién, en este caso la estruc-
tura de arbol. En ambas tenemos el mismo nimero de pardmetros a representar, 8 en cada caso.

Empleando un arbol de decisién para la representacion de la tabla se pueden agrupar todos
los casos posibles por igualdad de valores en las ramas vecinas. Asi, partiendo del arbol
completo 4.23 se llega al arbol de la figura 4.24, donde solo se requieren 4 pardmetros para
representar la distribuciéon de la tabla de 8 entradas.

Con la nueva representacion se consiguen dos propdsitos: el primero reducir la longitud de
la descripcion, el niimero de parametros, ademés del tamano de la estructura, y segundo, y
como consecuencia de lo anterior, el esfuerzo empleado en estimarlos se ve reducido, ademés
de que los mismos son mas robustos, aumenta la fiabilidad de tales parametros. La reduccion
en el namero de parametros puede ser util a la hora de explotar la red durante los procesos de
propagacion, por ejemplo se utiliza en [CM97], ademés de abrir nuevos senderos para disenar
nuevos algoritmos de aprendizaje como el propuesto por los autores Friedman y Goldszmidt
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0.05 0.20

Figura 4.24: Representacion de la tabla original
4.5

en [FG96b]. Con esta representacion de las distribucion para cada nodo, los autores definen
una métrica basada en el principio de minima longitud de la descripcion MDL que explora
una zona del espacio de buisqueda que habria sido penalizada por simple aplicaciéon de la
medida original MDL[LB94]. Esto es asi porque la medida original considera la representacion
ordinaria de las distribuciones condicionales de tamano localmente exponencial; de esta forma,
han enriquecido la medida de evaluaciéon de una red candidata, para hacerla dependiente
ademés de la configuracion del arbol de decisiéon asociada a cada nodo de la red.

La conclusion es que la utilizacion de los arboles como representacion de la distribucion
potencia las asimetrias tanto mas segin el orden de las variables en el arbol (siempre que
haya alguna asimetria que explotar!). Dada una estructura fija de la red se puede conseguir
un considerable ahorro en su representaciéon, por la reducciéon de las tablas, si para cada nodo
se encuentra el drbol de decisién minimo, que es tanto como encontrar el mejor orden de los
padres para cada nodo. Hacer la bisqueda de forma exhaustiva no es operativo, en su lugar
se podria utilizar algun algoritmo de aprendizaje de los muchos que hay, del tipo ID3,CART
[Qui86, BFOS84|, como el propuesto en [CM97|, para los que el proposito de las particiones
es separar ramas vecinas lo més desiguales posibles, y se agrupan las ramas iguales, justo lo
que se necesita.

Por otro lado, en la definicién de red bayesiana dada en [Pea88|, que se ha seguido desde
entonces, no se restringe el modo en que una variable depende de sus padres. Asi, hay mu-
chos casos en los que la relacién de los padres con respecto al descendiente comuin puede ser
combinacién de sus contribuciones individuales e independientes entre si. Esta relacién de los
padres con el descendiente lo llama Poole independencia causal en [ZP96] y el descendiente
para el que las contribuciones independientes son recogidas y combinadas mediante algiin ope-
rador wariable convergente. Este operador puede ser modelizado mediante una puerta O, Y o
de Maximo .... Luego, para representar las independencias causales, se incorpora un nuevo
componente grafico en las redes (con un simil electronico), las puertas logicas O, Y y MAX.
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Pearl en [Pea88], mostré que para los casos en que la interaccion de los padres con el hijo es
mediante un operador O, el tamano de la tabla seria lineal en el namero de padres, lo cual se
puede extender a otro tipo de operadores como los mencionados.

Con el énfasis puesto en las independencias asimétricas y siguiendo con nuestra orientaciéon a
la clasificacion, nuestro propdésito es extender el formalismo de las redes de creencia para poner
en evidencia aquellas independencias asimétricas que sean de utilidad para la clasificaciéon y
para la comprensiéon de las relaciones entre variables que ayudan a discriminar unas clases de
otras. Alguno de los nuevos formalismos de representacién que vamos a proponer, los arboles
de redes, se basa en los comentados anteriormente.

Arboles de un solo nivel de redes

Para cada valor de la variable clase ¢;, @ = 1...k se obtiene una representacion de P(x1, ..., zy|c;).
Esto es un caso particular de las multiredes de Geiger y Heckerman, donde cada particion tiene
una sola hipodtesis.

Para la clasificacion, se aprenden de los datos k redes de creencia, condicionadas al valor ¢;
para la clase.

P(z1,... znlc;) = TT_ Py(xj]paq(z;))

donde las probabilidades P;(z;|pa;(z;)) se estiman de la base de datos como P(z;|pa;(x;),c;).
Dada una observacion, mediante cada red se puede calcular la probabilidad a posteriori usando
Bayes

Pleo 2,) = P(zy, ..., walci)) Plei) 17, Pi(z|pai(z;)) P(ci)
AL P(zy,...,2,) N P(zy,...,2,)

se puede prescindir del calculo del factor de normalizaciéon al ser comun a todos. Con todo,
es como si tuviésemos un clasificador compuesto de varios modelos uno para cada valor de
la variable clase. Se elige como clase el valor ¢; que tenga mayor probabilidad a posteriori,
max; {II7_, P;(z|pa;(z;) P(c;)} Algunas de las ventajas que este formalismo puede tener es
que se explotan algunas de las independencias asimétricas, aquéllas que implican a la variable
de clasificaciéon. Es de suponer que en problemas de clasificacién, la variable de clase parte
el espacio en estructuras diferentes, de tal forma que las redes resultantes podrian ser mucho
més sencillas y por tanto mas faciles de estimar. Sin embargo también trae consigo algin
inconveniente. La clasificaciéon se hace de forma inmediata y muy eficiente si conocemos los
valores de todos los atributos. Pero si sblo se conocen algunos (cuantos mas, peor, siempre
que no sean todos) habria que calcular P;(z1,...,x;), con [ < n para cada red, y ello implica
calcular el valor de una distribucién conjunta sobre [ variables, lo que implica mas calculo.
Este formalismo es como un arbol de decisién de un sélo nivel, cuya raiz es la variable clase y
después de la primera ramificacion los nodos hojas son redes de creencia (que no contienen a
la variable clase). Puede un esquema verse en la figura 4.25.
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Figura 4.25: Arbol de redes de un nivel

Arboles de redes

Se puede iterar el proceso anterior, si ademéas de ramificar por la variable clase, seguimos
explotando las asimetrias de las distribuciones condicionales con los arboles. En cada nodo se
tiene la distribucién de probabilidad condicional a los valores de las ramas que se siguen del
nodo a la raiz, ver figura 4.26.

Figura 4.26: Arbol de redes

Asi, para la rama més a la izquierda del arbol en la figura 4.26, en el nodo raiz se tiene
P(c), en el nodo x3 se tiene la distribucion P(z2|c = ¢1), el nodo z1 contiene la distribucion
de probabilidad P(z1|c = ¢1,22 = z21)... y el primer nodo de red de creencia representa la
distribucion P(z3,...,zp|lc = c1,29 = x21,21 = x11). Las redes hojas contienen todas las
variables del problema excepto aquéllas que han intervenido en alguna particién en su ra-
mificaciéon desde el nodo raiz. Tenemos en este caso un mayor nimero de redes, pero mas
sencillas, al menos por el nimero de variables que intervienen. Para realizar la clasificaciéon
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se puede calcular para cada valor de la variable ¢, el valor de la distribucion P(z1,...,Zy,|c)
siguiendo la ramificacion apropiada del arbol. El célculo de la probabilidad a posteriori se
realiza después empleando la formula de Bayes. En el ejemplo que estamos considerando,
tenemos P(ci|z1 = x11,22 = x21,23,...,%y) = aP(z1 = 11,22 = x21,23,...,2Zy|c1)P(c1) =
O[P(Cl)P(IQ = ,’1721|61)P(!171 = I11|!172 = T21, Cl)P(!Eg, e ,,’En|Cl,I1 = T11,T2 = !1721).

Una opcién alternativa a la representacion anterior, es construir una estructura de arbol
cuyos nodos hojas sean también redes, pero en las cuales siempre se contiene la variable clase.
Se trata de ramificar por las variables més informativas para la variable clase (como hacen los
arboles de clasificacion) pero llegado el momento, dejar de ramificar y poner en cada hoja una
red de creencia para la variable clase y el resto de variables atributos que no han intervenido
en el camino desde el nodo raiz. Ver figura 4.27. Dada una observacion, la clasificacién con-

SN
/Q@...

Figura 4.27: Arbol de redes

siste en este caso, en seguir el camino conveniente y al llegar a la red hoja, propagar sobre la
variable clase.

En los dos modelos hibridos de redes y arboles que se acaban de comentar, la variable de
clasificacién ¢, aunque tiene un papel diferenciado del resto de variables, se estd empleando sin
ningtn matiz adicional. Otra alternativa, que nos acerca de nuevo al concepto de multired,
es considerar una particion de los valores de la variable clase, {C,...,C;}. Formalmente,
podemos considerar una nueva variable C' cuyos valores posibles son los subconjuntos de la
particion considerada, y k variables ¢!, i = 1...,k de forma que los valores posibles de la
variable ¢! son precisamente cada uno de los elementos del conjunto C;. Conceptualmente,
es como si estableciéramos una jerarquia (con dos niveles) de clases. Si pensamos en obtener
una representacion en forma de red para cada una de las distribuciones P(c,z1,...,2,|C;)
(= Py(c',z1,...,7,)) y nos detenemos aqui, obtenemos el formalismo de las multiredes. Pero
si para cada una de esas distribuciones realizaramos el proceso de obtener un arbol de redes
(en cualquiera de las dos versiones comentadas) nos encontramos ante un nuevo formalismo,
més general, que podriamos denominar ‘multidrboles de redes’. El proceso de clasificacién
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consistirfa en: para cada valor ¢; de la variable clase (original), identificamos a qué elemento de
la particion corresponde, Cj, lo que determina el valor de la variable ¢/ que hay que considerar.
Entonces se realiza el calculo apropiado en el arbol Pj(cj = ¢j|z1,...,20) = Plcilz1, ... zp).
Finalmente se devuelve el valor ¢; que haya obtenido mayor valor. La particién de la clase se
puede hacer con la idea de agrupar juntos los valores de la clase que se consideran més dificiles
de distinguir entre si, es decir, los méas similares. Es como si se invirtiera un mayor esfuerzo
en distinguir los casos méas complicados. Este particionamiento se puede obtener de forma
automatica, bien mediante una clasificaciéon previa con algiin método rapido y de acuerdo con
los resultados de la matriz de confusiéon establecer alguna medida de distancia entre clases, o
bien mediante algin método de clustering.
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Conclusiones y lineas de trabajo
futuras

El objetivo de la memoria era doble, por un lado tratar el aprendizaje de redes de creencia
de forma general, y por otro, orientar el aprendizaje a la tarea de la clasificacion. Para llevar
a cabo estos planteamientos, aparte de revisar los métodos de aprendizaje existentes, se ha
desarrollado una metodologia propia para el aprendizaje a partir de datos. Del desarrollo de
la nueva metodologia, asi como de su puesta en préctica con el diseno de varios algoritmos, se
pueden extraer una serie de conclusiones que resumimos en los siguientes puntos:

e Dado un dag, el conjunto de todas las independencias graficas que se derivan del modelo
de dependencias se puede resumir en un conjunto de independencias ‘representativo’. De
forma automética ésto se puede realizar mediante un método que haga un estudio de
la topologia de la red. El estudio de los conjuntos d-separadores de tamano minimo ha
permitido identificar ese conjunto representativo.

e Los problemas que tienen los métodos de aprendizaje basados en criterios de indepen-
dencia a la hora de efectuar los tests de independencia condicional, es decir, el coste
computacional que implican asi como la falta de fiabilidad de los resultados, pueden
resolverse en parte con la disminucién del nimero de variables implicadas en cada test.
Para que ello sea posible, es necesario efectuar una busqueda, sobre la estructura de la
red, de los menores conjuntos condicionantes requeridos en cada test. El algoritmo de
célculo de los conjuntos d-separadores desarrollado ha permitido realizar esta tarea de
forma eficiente.

e Para crear una nueva metodologia basada en este tipo de criterios, una de las exigencias
era la de reducir el costo de computacién de aplicar los tests de independencia y que
resultara menos critica la necesidad de un gran volumen de datos. En este sentido la
metodologia de aprendizaje desarrollada cumple estas exigencias.

e Dado el criterio de ajuste que hemos definido en la nueva metodologia, comparar algunas
de las relaciones de independencia representadas en la estructura con las relaciones de
independencia que pueden deducirse de los datos, hacia falta disefiar una funcién de
ajuste especifica para cuantificar el ajuste de cada aserto de independencia individual
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propuesto en el modelo a los datos, y una medida para evaluar cada red candidata. El
resultado es una metodologia hibrida, basada en una métrica y un proceso de bisqueda,
pero que explicitamente emplea criterios de independencia condicional.

Se han desarrollado algoritmos operativos que, utilizando esta metodologia, son capaces
de aprender dags generales en tiempo polinomial, variando el nimero de tests a aplicar
segiin el método de exploracion utilizado. Asi, el algoritmo que realiza un menor ntimero
de tests y en consecuencia resulta mas eficiente es BENEDICT-creciente con la restriccion
del orden, seguido de BENEDICT-dsepa y BENEDICT-sin-orden, éste tltimo un algoritmo
més general sin orden a priori. Esto ha permitido abordar problemas de tamafio consi-
derable como la red ALARM.

Mientras que los procedimientos de bisqueda generalmente operan en el espacio de dags,
en esta memoria se proponen varios procedimientos de busqueda en el espacio de clases
de equivalencia de dags. Una busqueda sobre clases reduce considerablemente el espacio
a considerar, lo que redunda en beneficio del algoritmo, que tiene que gastar menos
esfuerzo en evaluar menos candidatos. Hay que resefiar que las métricas se disenan para
ser aplicadas sobre dags, por lo que se tiene que invertir un esfuerzo adicional para pasar
de un modo de representacion (pdags) a otro (dags) y viceversa. Nuestra métrica es tal
que se puede aplicar directamente sobre los representantes de las clases (los pdags) con
lo que no es necesaria tal transformacion.

Durante la fase de desarrollo de los distintos métodos, un problema comun a todos
ellos era determinar el momento de detener el proceso de aprendizaje que llevara a buen
término el compromiso entre la complejidad de la estructura y el ajuste a los datos. De los
distintos criterios de parada utilizados, el mas adecuado result6 ser el menos restrictivo
(mientras quedaran arcos que poner) con la aplicacion de tests de independencia (con
casi nulo coste computacional adicional). La utilizacion de un proceso de poda posterior
a la fase de crecimiento de la red, mejor6 atin méas este compromiso, resolviendo, al menos
en parte, algunos problemas inherentes al uso de una estrategia de busqueda irrevocable
como la elegida.

Las redes inferidas por los algoritmos desarrollados resultan ser buenas representaciones

globales de los datos, a juzgar por las medidas de discrepancia obtenidas comparadas con

los valores de las redes originales. Sin embargo, si se quieren aplicar estos algoritmos a los

problemas de clasificacién, es necesario hacer algin tipo de adaptaciéon que tenga en cuenta la

especificidad del nuevo problema, obtener un clasificador. Las conclusiones que hemos extraido

tanto en el desarrollo como en su aplicacion sobre los datos son las siguientes:

e Se puede abordar el problema de la adaptacion, de los algoritmos de aprendizaje de redes

en general a la clasificacién, como un problema de introducciéon de metaconocimiento o
conocimiento a priori en el proceso de aprendizaje. Asi, se ha adaptado la metodologia
general, desarrollada previamente, imponiendo restricciones al proceso de aprendizaje,
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en forma de arcos o conexiones forzadas inicialmente, que obligan a considerar a priori
todos los atributos como directamente relevantes para la clasificaciéon. Esta idea se ha
sustanciado en dos algoritmos, INOCENCIO T e INOCENCIO 11, que difieren esencialmente en
el tipo de restricciones que imponen.

Para los algoritmos INOCENCIO 1 e INOCENCIO II, los niveles de significaciéon utilizados
para la deteccion de independencias han demostrado ser criticos a la hora construir el
clasificador, despreciando arcos importantes o incluyendo arcos que podriamos calificar
de espureos, lo que influye decisivamente en el proceso de exploracion de los algoritmos.
Concluimos que en lugar de utilizar los mismos parametros en los experimentos para
todas las bases de datos, debieran éstos de estimarse en funcién de las distribuciones de
los datos disponibles en cada caso.

De los resultados obtenidos en los experimentos del capitulo 4 con las bases de datos
utilizadas, podemos concluir que no es facil de superar el método simple del Ingenuo
Bayes. Como se puso de manifiesto en [LIT92]|, sorprenden los buenos resultados, a
pesar de la suposicién tan irreal de la independencia condicional entre atributos dada
la clase, comparados con otros métodos més sofisticados, como hemos tenido ocasién de
comprobar.

Hemos comprobado que otra forma en que se puede tratar la adaptaciéon de los algorit-
mos de aprendizaje de redes a clasificacion es mediante el empleo de una métrica mas
especifica, que intente evaluar la bondad de cada red candidata, no como una buena
representacion de los datos en general, sino en funcién de su comportamiento como cla-
sificador. En este sentido, se ha desarrollado el algoritmo zosiMoO, que utiliza la tasa de
éxitos obtenida por la red en un subconjunto de los datos como medida de su calidad.

El algoritmo zosmMo ha demostrado ser un algoritmo muy eficiente, que logra alcanzar las
mayores tasas de éxito, aunque por su naturaleza aleatoria resulta un clasificador con una
gran variabilidad. Es necesario realizar un estudio en profundidad para determinar las
condiciones bajo las que el clasificador se alza con buenos valores. Igual a como ocurriera
con los algoritmos INOCENCIO I e INOCENCIO 1II, la determinaciéon de los pardmetros a
priori de forma ad hoc y uniforme ha mostrado ser inadecuada. En el caso del algoritmo
zOSIMO, la anchura de la ventana debiera escogerse en funcion de las distribuciones de
los datos disponibles.

También hemos tenido ocasién de comprobar que el problema del sobreajuste de un
clasificador a los datos de entrenamiento es un problema complejo. Parece que cuanto
més sofisticado sea el método utilizado, mas fécil resulta caer en el sobreajuste, si no se
tiene en cuenta el problema y se intentan poner los medios para evitarlo. En ese sentido,
resulta enormemente ilustrativo el comportamiento del algoritmo ZOSIMO en funcién del
tamano de la ventana. También creemos que aparece este problema en los algoritmos
INOCENCIO I e INOCENCIO II (especialmente en éste tltimo), en comparacion con el método
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Ingenuo Bayes, como consecuencia de que el nimero de padres que puede tener un nodo
no se limita de ningtin modo, y por tanto se pueden estar estimando distribuciones de
probabilidad condicional con un ntiimero muy pequeno de datos. Podemos concluir pues
que un método de induccién de clasificadores sofisticado debe ir acompanado de los

mecanismos necesarios para evitar el sobreajuste.

Trabajos futuros

Considerando los resultados obtenidos, los trabajos futuros se pueden desglosar en los siguien-

tes puntos, ordenados por capitulos:

e En el capitulo 2 se estudid y resolvié el problema de encontrar el conjunto d-separador de

tamano minimo para cada par de variables en redes de creencia. Una extensién natural
de este trabajo seria encontrar un conjunto d-separador que tenga un nimero total de
estados minimo, en lugar del minimo niimero de variables. El interés de esta extensién
se debe a que, a los efectos de reducir la complejidad de los tests de independencia sobre
los datos, resulta mas critico reducir el ntiimero total de configuraciones del conjunto
condicionante que el niimero de variables involucradas en el mismo. Como indicamos,
habria que adaptar el algoritmo Minimo-corte para tratar con capacidades de los nodos
distintas de la unidad. Esas nuevas capacidades (supongamos el logaritmo del tamano del
dominio de la variable) debieran de ser asociadas a los enlaces u* — u ™, para identificar
el nodo u, lo que implicaria nuevos cambios en las capacidades de los enlaces en el camino
de y a x. Este problema queda pendiente de un estudio més en profundidad, para que
los cambios no perjudiquen de forma importante la eficiencia del algoritmo.

En el mismo capitulo se dej6 abierta una cuestion. Desde el punto de vista teérico,
resulta interesante plantearse la posibilidad de, dado un modelo de dependencias subya-
cente (dag-isomorfo o no) y dado el conjunto de todas las independencias entre pares de
variables con el conjunto condicionante de tamano minimo, construir una representaciéon
grafica del modelo tal que todos los asertos de independencia en el dag se correspondan
con verdaderas independencias condicionales en el modelo (esto es, un mapa de Indepen-
dencia [Pea88]). Esto nos llevaria a definir un nuevo concepto, similar a la lista de causas
de Verma y Pearl [PV90a|, pero con un caracter més local. Para que se pudiese disefiar
un algoritmo que recuperase correctamente la estructura de red habria que exigir que
nuestro ‘modelo’ cumpliera una serie de propiedades, que son las que hemos de tratar
de determinar.

Los diversos algoritmos empleados utilizan hasta el momento la busqueda del minimo
conjunto condicionante para aplicar los tests de independencia. Una vez lograda la pri-
mera tarea planteada de los trabajos futuros, e implementado el nuevo algoritmo para
reducir el tamano del espacio de estados del conjunto condicionante, seria conveniente
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aplicarlo a los experimentos de aprendizaje general realizados en el capitulo 3, para com-
parar resultados. Esto nos permitira evaluar si la reduccion del esfuerzo de computaciéon
lograda en la aplicacion de los tests compensa el esfuerzo adicional invertido en la bis-
queda de los nuevos conjuntos. Esto puede ayudar a decidir el criterio a emplear, para

reducir el conjunto condicionante en otras aplicaciones.

e Una forma de eliminar la restriccién de disponer de una ordenacién previa de las variables
que requieren los algoritmos BENEDICT-dsepa y BENEDICT-creciente, es combinar estos
algoritmos con algiin método previo de aprendizaje del orden. Esta técnica puede resultar
particularmente apropiada para BENEDICT-creciente, debido a su mayor eficiencia. Se
trata pues de realizar dos procesos de busqueda separados y consecutivos, uno en el
espacio de los 6rdenes y otro en el espacio de las redes de creencia compatibles con ese
orden. Nos parece también interesante comparar este método con el algoritmo BENEDICT-

sin-orden, que realiza una tnica busqueda, pero en un espacio mucho mayor.

e El proceso de busqueda empleado en todos los algoritmos BENEDICT es muy similar, y
muy simple: basicamente consiste en anadir a la estructura actual en cada paso, el arco
(o conexion) cuya inclusion disminuye més la discrepancia con los datos. Aunque esta
estrategia greedy se ve matizada por el proceso final de poda de arcos, creemos que puede
ser interesante estudiar el comportamiento de nuestros algoritmos cuando se emplee una
técnica de busqueda maés potente.

e Para manejar el problema del sobreajuste a los datos de los algoritmos INOCENCIO I e
INOCENCIO 1I, habria que determinar de una forma automatica, estimando a partir de
los datos disponibles, los niveles de significacion adecuados para aceptar o rechazar in-
dependencias. Estos niveles influyen en el nimero de padres que se pueden introducir
para cada nodo, y puede provocar que los datos se muestren insuficientes y las estima-
ciones de las probabilidades condicionadas poco fiables. Estos algoritmos también se ven
afectados por el procedimiento de busqueda puramente greedy (en cada paso del algo-
ritmo se inserta siempre un nuevo arco). Algunas veces el algoritmo elige entre insertar
un arco u otro por un margen pequeno de diferencia entre las medidas de ajuste de las
dos configuraciones ‘empatadas’. Podria resolverse el empate con algin otro criterio, que
mantuviese las configuraciones como candidatas, en espera de obtener nueva informacion
en algin paso posterior que nos pueda ayudar a decidir.

e Ya se ha puesto de manifiesto que la anchura de la ventana utilizada para el muestreo
aleatorio en el algoritmo ZOSIMO es critico en la calidad de clasificador. Seria conveniente
realizar un estudio de la relaciéon de este pardmetro con las distribuciones de los datos
disponibles, para poder incorporar un método de estimaciéon de la anchura en funcién de
los datos.

e Para tratar de evitar el sobreajuste a los datos, en el algoritmo ZOSIMO incorporamos una
técnica de muestreo aleatorio que, en cada paso, extrae del conjunto de entrenamiento
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un subconjunto de muestras que seran utilizadas en el entrenamiento parcial de la red.
La componente aleatoria que ofrece esta posibilidad, trae consigo un inconveniente, el
de la variabilidad de los clasificadores obtenidos por zosiMoO. Una forma, de evitar ésto
podria ser imponiendo ciertas restricciones al proceso de muestreo aleatorio, de tal for-
ma que se consiguieran unas muestras mas ‘estables’ con respecto a la variable clase.
Hablamos de un muestreo estratificado que forzara que las muestras aleatorias utiliza-
das en cada entrenamiento parcial respetasen la distribucién de la variable clase. Otra
forma de intentar evitar este fenémeno supone un cambio en el proceso de busqueda,
que incorporase algin mecanismo de paso atras durante el proceso de busqueda. Asi,
ademés de la operacién de anadir arcos se incorporaria otra que pudiese eliminar arcos
introducidos en pasos anteriores.

Respecto a los formalismos de drboles de redes y multiarboles de redes planteados al
final del capitulo 4, es necesario disenar para ellos algoritmos de induccién a partir de
datos. Para ello habra que definir criterios especificos que nos permitan decidir como
elegir las variables por las que ramificar, pues estos criterios no tienen necesariamente
que coincidir con los que se emplean de forma habitual para &rboles de clasificacién.
También resulta imprescindible determinar el criterio o criterios de parada, mediante los
cuales determinar cuéndo resulta conveniente detener el proceso de ramificacion, y pasar
a construir la red que se almacenaré en el nodo hoja. Estos criterios deberan de tener
en cuenta el necesario balance entre el aumento de la complejidad de la estructura que
supone una nueva ramificacion (pues da lugar a mas redes hoja, aunque més simples) y la
capacidad de representacion de la misma (teniendo también en cuenta el ya mencionado
problema del sobreajuste). Para el caso de los multiarboles de redes es necesario también
determinar la forma de realizar la particién de los casos de la variable clase, pues segin
como se establezca dicha particién se pondran de manifiesto un mayor o menor nimero
de independencias condicionales asimétricas, de forma parecida a cémo el orden de las
variables puede determinar una red més o menos compacta.

Siguiendo con los nuevos formalismos, para aumentar la eficiencia de los procedimientos
de inferencia (cuando se tienen evidencias s6lo sobre algunas variables) en las multiples
redes de creencia (los nodos hoja), se puede plantear eventualmente utilizar arboles
de probabilidad en lugar de tablas para representar las distribuciones de probabilidad
condicional de cada variable.



Aspectos de la implementacion

Para probar empiricamente los distintos algoritmos desarrollados a lo largo de la memoria,
asi como para llevar a cabo la experimentaciéon detallada, ha sido necesaria la implementa-
cién de diversos programas. Todos ellos fueron desarrollados en lenguaje C, y para permitir
una mayor reutilizaciéon dentro de nuestra comunidad, fueron concebidos y modularizados co-
mo herramientas independientes que se conectan a través de ficheros de entrada/salida. Las
caracteristicas comunes a todos ellos son:

e Se ejecutan en modo batch con parametros en la linea de comandos, algunos parametros
son opcionales para poder realizar tinicamente tareas especificas (por ejemplo construir
una red) o bien tareas globales (construir una red y ver sus tasas de error con muestras
de test).

e Todos ellos consultan una variable de entorno, BENEDATOS, que contiene el directorio
de trabajo donde tomar y dejar los ficheros de entrada/salida.

e Los ficheros de entrada/salida son de muestras de entrenamiento, extension .dat, de
muestras de test, extension .ins (por ejemplo para la clasificacion), de redes para la
inferencia, extension .net, de descripciéon de redes, extension .dsc, de salidas de clasifi-
cacion ,extension .bel. Los separadores son blancos o tabuladores y los identificadores
no deben sobrepasar los 30 caracteres, admitiéndose cualquier simbolo de puntuaciéon
salvo ’7’, reservado para casos perdidos.

e Los programas fueron ejecutados en una estacién de trabajo Sundm Sparc a 100Mhz
bajo sistema operativo Solaris, y en un Pentium 2 a 450Mhz bajo Linux.

Para ver cémo se conectan unos programas con otros, se muestran a continuaciéon algunos
ejemplos de los ficheros de comunicacion.

Ficheros de muestras de entrenamiento Estos constan de dos partes, una cabecera y a
continuaciéon un conjunto de muestras sobre el dominio de las variables descritas en la
cabecera. La cabecera contiene una linea opcional que indica el orden de las variables,
(restriccion que puede ser necesaria para algunos algoritmos de aprendizaje), una linea
con el namero total de variables, y una linea por cada variable, en la que se indica su
nombre y los nombres de los casos encontrados en el fichero de muestras. A continuacion
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viene una linea por cada muestra de entrenamiento, una columna por cada variable en
el orden en que aparecen descritas en la cabecera. La extensién utilizada es .dat. Un
fragmento de fichero de entrenamiento puede verse a continuacion.

Numero_variables 3
Orden 3 1 2

Vi ¢c3 cO0 c2 cl
V2 c0 «ci

V3 c0 «ci

c3 c0 c0

cO cO c1

cl cl cO

Ficheros de muestras de test Se utilizan para la clasificacién. Estos son iguales a los fi-
cheros de muestras salvo que no tienen cabecera. La extension es .ins.

Ficheros de red Su estructura viene heredada de programas desarrollados en nuestra comu-
nidad, como ENTORNO. Contiene el conjunto de nodos de la red, en forma consecutiva,
con la informacién relativa a cada uno de ellos. La informaciéon que se guarda para
cada nodo en el fichero es su identificador, sus coordenadas para ser visualizado en un
programa grafico como CASTLE, la lista de padres, lista de hijos, los identificadores de
los casos de la variable, la distribucion condicional de la variable dados sus padres. Un
extracto de un fichero .net se muestra a continuacién:

Indice del nodo =1
Direccion del nodo = 3e7a8
255

50
Direccion de los padres
3eaa8 3e728

Direccion de los hijos
3ec68 3e9a8 3eee8

Nombre del nodo = temp

Coordenada x

Coordenada y

Casos de esta variable

lt-norm norm gt-norm

Matriz de probabilidades condicionales
0.092391 0.000000 0.240000 0.043478
0.576087 0.904762 0.480000 0.695652
0.331522 0.095238 0.280000 0.260870

Fin de NODO
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Indice del nodo = 2
Direccion del nodo = 3e7e8

Coordenada x = 330
Coordenada y = 50
Direccion de los padres

NULL
Direccion de los hijos
3efa8 3e768 3eba8
Nombre del nodo = hail
Casos de esta variable
yes no
Matriz de probabilidades condicionales
0.786096
0.213904
Fin de NODO

Ficheros de resumen de una red Para tener un borrador de la estructura de una red, que
sea facilmente identificable por el usuario, sin tener que acudir a algin visualizador de un
fichero .net como puede ser CASTLE, se utiliza un fichero intermedio, extension .dsc. Este
contiene una linea por nodo en el dag, en la que para cada nodo figuran sus descendientes
directos, y al final se indica el nimero de enlaces. Ejemplo de monksl.dsc:

Numero_variables 7
Al : A2

A2

A3

A4

A5

A6 :

class : A1 A2 A5
4 many_edge

Ficheros de resultados de clasificacion Para cada linea de un fichero de test se muestra
la distribucién a posteriori de la variable clase, junto con la clasificacién determinada por
la regla del méximo a posteriori. La extension es .bel. Veamos un ejemplo de fichero:

with the evidencies from statlog/australian-d.ins
class is the classification variable

0 1 max
977.5 22.5 0
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1000.0 0.0 0
931.0 69.0 O
14.5 985.5 1
972.8 27.2 0
307.1 692.9 1
1.8 998.2 1

Los programas auxiliares que directa o indirectamente han intervenido para el desarrollo
de alguno de los algoritmos principales son los siguientes:

crdat, grafo, crnet, prmod, simdat, frdfll, clasf, compare, complejidad, hamming, equi-
valence, estima, frdkull, measure. A continuaciéon se expone una somera descripcion de los
mismos.

crdat crdat transforma un fichero de muestras en formato .dat
Formato crdat file-entrada [file-salida.dat]

Descripcion crdat lee todas las muestras del file-entrada, para crear el file-salida (por de-
fecto, fichero file-entrada.dat) en formato .dat. Como se extrae la descripcion de las
variables a partir de las muestras de la base de datos, se le asigna como nombre a la
variable de la primera columna, V1, a la segunda V2 etc. Los casos de las variables
figuran en orden de ocurrencia dentro del fichero de muestras.

grafo crea un dag en el formato .dsc
Formato grafo [file-salida]

Descripcion grafo es un programa interactivo que crea file-salida, en el formato .dsc, con los
datos introducidos por teclado o bien automéaticamente de forma aleatoria. En este caso
el programa determina para cada nodo los descendientes que va a tener, de forma que
la densidad de arcos en el grafo no supere el 20%. Puede fijarse la densidad del grafo.

crnet transforma un dag en formato .dsc a formato .net

Formato crnet -a|-t [file-entrada [file-salidall
-a los casos son generados aleatoriamente
-t el numero de casos se introduce por teclado

Descripcion crnet lee el dag de file-entrada (por defecto, fichero "entrada.dsc" ), para crear
el file-salida (por defecto, fichero "salida.net") en formato .net; se asignan de forma
aleatoria el nimero de casos por variable ([2..5]) y las probabilidades.

prmod modifica las probabilidades asociadas a cada nodo

Formato prmod file-entrada.net [file-salida.net]
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Descripcion prmod lee el fichero file-entrada (en formato .net) para permitir editar de
forma interactiva las probabilidades de cada nodo, de forma ordenada segin la estructura
almacenada. Si no se le da fichero-salida las modificaciones se almacenan en el mismo
fichero original.

simdat genera un fichero de muestras
Formato simdat file-entrada file-salida [-1 num]

Descripcion simdat lee el dag del file-entrada, (en formato .net) para simular los datos
de acuerdo con la distribucion del dag, en el file-salida (en formato .dat). Para la
simulacion realiza un muestreo 16gico [Hen88|.

frdfll muestra los conjuntos separadores minimos

Formato frdfll
[file-entrada\]

Descripcion frdfll muestra para cada par de nodos del dag, los nodos que conforman el
conjunto de corte minimo. El dag se toma del file-entrada en formato .dsc, (por defecto,
fichero "entrada.dsc"). Se notan por s y t en la salida el par de nodos extremos y se
muestra entre [| los nodos que conforman el conjunto de corte minimo. Si son adyacentes
se indica que no hay conjunto separador, si son marginalmente independientes se indica

por [ |.

clasf calcula la probabilidad a posteriori de la clase dadas unas evidencias y aplica la regla
de decisiéon de maximo a posteriori

Formato clasf name.net -i name.ins [-b name.bel][-c num]

Descripcion clasf instancia todas las variables de la red (salvo la clase) contenida en cada
linea del fichero name.net a los valores de las muestras contenidos en el fichero de ins-
tancias name.ins y realiza el calculo de la probabilidad a posteriori. Una vez hecho esto
almacena la distribucién de la variable de clasificacién junto con la clase méas probable
en el fichero .bel. Si no se da fichero de salida se creara un fichero con el nombre de la
red pero con extensién .bel. El argumento num representa el niimero de la columna de
la clase en el fichero de evidencias, por defecto es la dltima columna.

compare Crea la matriz de confusion
Formato compare [-c n] name.ins name.bel nameout [nameloss]

Descripcion Compara para cada muestra de test la clase asignada por el clasificador en el
fichero name.bel con la clase esperada contenida en name.ins y elabora la matriz de
confusién que se almacena en el fichero nameout. Opcionalmente se puede introducir
matriz de costos. compare apartir
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complejidad calcula el nimero de pardmetros necesarios para una red
Formato complejidad name.net

Descripcion complejidad lee el dag del fichero name.net, y da como salida el numero de
parametros necesarios para representar las distribuciones de probabilidad asociadas a ca-
da nodo, de acuerdo con la formula Y, (|z;| — 1)g;, siendo g; el nimero de configuraciones
posibles de los padres de la variable z;.

hamming calcula la distancia de Hamming entre dos redes
Formato hamming filel.net file2.net

Descripcion hamming devuelve el nimero de arcos que la red de file2.net tiene mal
puestos respecto de la red original contenida en filel.net, bien sean perdidos o anadidos
y/o el numero de orientaciones incorrectas.

equivalence calcula una distancia de Hamming modificada entre dos redes
Formato equivalence filel.net file2.net

Descripcion equivalence Semejante al hamming anterior pero tiene en cuenta equivalencias.
Devuelve el valor descompuesto en ntumero de arcos por exceso o por defecto y los arcos
mal orientados.

estima asigna las probabilidades estimadas a una estructura
Formato estima namel.net name.dat [name2.net]

Descripcion estima extrae la estructura de la red del fichero namel.net y le asigna a cada
nodo la distribucién de probabilidad estimada a partir de los datos contenidos en el
fichero name.dat. La red de salida se puede almacenar sobre el mismo fichero de entrada
o bien en name?2.net.

frdkull Calcula la medida de discrepancia de Benedict
Formato frdkull name.net name.dat

Descripcion frdkull extrae del fichero name.net la estructura de la red, y para cada par de
variables no conectadas halla el conjunto minimal d-separador para calcular la medida
de discrepancia de cada aserto de independencia contenido en la red con respecto a los
datos contenidos en name.dat. El valor que devuelve, la discrepancia global de la red a
los datos, es la sumatoria de cada una de las discrepancias individuales.

measure Calcula la medida de dependencia de los elementos de la red

Formato measure name.net name.dat
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Descripcion measure extrae del fichero name.net la estructura de la red, y para cada rela-
cién hijo-padres calcula el valor de dependencia segtin la medida de Kullback. El valor
que devuelve es la sumatoria de las dependencias.

Los programas que implementan los algoritmos de aprendizaje desarrollados en la memoria
son los siguientes:

benitol aprende un dag mediante el algoritmo BENEDICT-dsepa con caso de parada determi-
nado por umbrales

Formato benitol name.dat [name.net] [-m K|R|X] [-E threshold] [-T threshold]

Descripcion benitol aprende un dag apartir de los datos de name .dat mediante el algoritmo
BENEDICT-dsepa con los umbrales a, 3 correspondientes a los parametros [-E threshold]
y [-T threshold] respectivamente, los valores por defecto vienen determinados por el
valor de dependencia de la red vacia y por el tipo de medida elegido. El parametro -m
indica el tipo de medida utilizado, K Kullback, R Raski, S normalizacién por entropia
de S, medida de Quinlan (Gain ratio). Por defecto la medida utilizada es Kullback. El
resultado es una red que se almacena en name.net especificado o bien en el fichero de
datos con extensién L.net.

benito2 aprende un dag mediante el algoritmo BENEDICT-dsepa con caso de parada determi-
nado por la complejidad

Formato benito2 name.dat [name.net] [-m K|R|X] [-C threshold]

Descripcion benito2 aprende un dag apartir de los datos de name .dat mediante el algoritmo
BENEDICT-dsepa y utiliza como caso de parada un factor de complejidad de la red. El
valor de complejidad es un ntiimero real, por debajo del cual el proceso de construccién
de la red se detiene. Si no se proporciona se calcula en funcién del valor de dependencia
de la red vacia y del tipo de medida escogido. El conjunto de medidas contemplado es
el mismo que se utiliza con benitol.

benito3 aprende un dag con BENEDICT-dsepa utilizando independencias

Formato benito3 [-P] name.dat [name.net]

benito3 aprende un dag apartir de los datos de name . dat mediante el algoritmo BENEDICT-
dsepa utilizando para ello tests de independencia. Se ponen arcos mientras no se hallen
independientes los nodos implicados. La poda es opcional.

benito4 aprende un dag mediante el algoritmo BENEDICT-creciente con caso de parada de-
terminado por umbrales

benito7 aprende un dag mediante el algoritmo BENEDICT-sin-orden con caso de parada de-
terminado por umbrales
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Formato benito? name.dat [name.net] [-m K|R|X] [-E threshold] [-T threshold]

benito5 aprende un dag mediante el algoritmo BENEDICT-creciente con caso de parada de-
terminado por la complejidad

benito8 aprende un dag mediante el algoritmo BENEDICT-sin-orden con caso de parada de-
terminado por la complejidad

Formato benito? name.dat [name.net] [-m K[RIX] [-C threshold]
benito6 aprende un dag con BENEDICT-creciente utilizando independencias
benito9 aprende un dag con BENEDICT-sin-orden utilizando independencias
Formato benito? [-P] name.dat [name.net]

inol Aprende un clasificador segun el algoritmo INOCENCIO T

Formato inol [-c num] name.dat [name.net] [-i name.ins] [-b name.bel]

Descripcion inol apartir de los datos contenidos en name.dat se aprende una red que se
almacenara en el fichero especificado name.net o bien en el fichero de datos con extension
L.net. Opcionalmente también se puede llevar a cabo la instanciaciéon y la propagacion
con los datos del fichero de evidencias name . ins. El parametro num indica la columna del
fichero de datos donde se encuentra la variable de clasificacion, por defecto es la dltima
columna.

ino2 Aprende un clasificador segun el algoritmo INOCENCIO 11
Formato ino2 [-c¢ num] name.dat [name.net] [-i named.ins] [-b name.bel]

Descripcién ino2 apartir de los datos contenidos en name.dat se aprende una red que se
almacenard en el fichero especificado name.net o bien en el fichero de datos con extension
L.net. Opcionalmente también se puede llevar a cabo la instanciacion y la propagacion
con los datos del fichero de evidencias name . ins. El pardmetro num indica la columna del
fichero de datos donde se encuentra la variable de clasificaciéon, por defecto es la tultima
columna.

zosimo Aprende un clasificador segun el algoritmo zOSIMO
Formato zosimo [-c num] name.dat [name.net] [-p porcentaje] [-i name.ins][-b name.bel]

Descripcion zosimo apartir de los datos contenidos en name.dat se aprende una red que se
almacenara en el fichero especificado name.net o bien en el fichero de datos con extension
L.net. Opcionalmente también se puede llevar a cabo la instanciaciéon y la propagacion
con los datos del fichero de evidencias name . ins. El parametro num indica la columna del
fichero de datos donde se encuentra la variable de clasificacion, por defecto es la dltima
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columna. El pardmetro porcentaje es un entero que indica el porcentaje del conjunto
de muestras a ser utilizado como ventana para el entrenamiento.
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