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Introduccion

En términos informales la abduccion o inferencia abductiva puede definirse como ”un
proceso para obtener las explicaciones mas plausibles a una serie de hechos observados”.
Si bien el origen del término abduccién puede situarse en la antigua Grecia (Aristételes
ya mencion6 un proceso llamado apagoge consistente en la bisqueda de premisas que
hicieran la conclusién deseada mdas probable), el concepto actual de abduccién fue
introducido en la filosoffa y ciencia moderna por el filésofo C.S. Peirce [103], quién
propuso la abduccion como un tercer tipo de regla de inferencia en légica distinguiéndola
de la induccién (extrapolacién de reglas generales a partir de casos particulares) y de

la deduccién (obtencién de principios particulares a partir de reglas generales).

La inferencia abductiva puede caracterizarse por la siguiente regla:
= w,w
¥
Esta regla se corresponde con una especie de inversion del Modus Ponens, sin embargo,
la implicacién utilizada es diferente. Asi, mientras que en el Modus Ponens la implica-
ci6n usada es la implicacién material de la légica clasica (lo que hace que la deduccién
sea un proceso de inferencia sélido y que las férmulas deducidas sean ciertas), en la
abduccién la implicacién se relaja y puede ser vista como una relacién causal (Levesque
[88]), es decir, ¢ es una posible causa de w. Por tanto, la abduccién no es un proceso de
inferencia sélido y las hipétesis obtenidas son sélo posibles explicaciones a los hechos

observados.

La abduccion se usa a diario cuando realizamos razonamientos basados en el sentido
comun, si bien muchas de las conclusiones alcanzadas mediante razonamiento abduc-
tivo son a menudo vistas como razonamiento deductivo. Asi, "deducimos que se ha
descargado la bateria del coche debido a que el coche no arranca y los faros no dan luz”,
sin embargo, no es un proceso deductivo en sentido estricto ya que pueden existir otras
posibilidades compatibles con nuestras observaciones. Por ejemplo, podria ser que el

sistema de combustible esta bloqueado y que simultaneamente se han fundido todos los
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faros del coche. Evidentemente las dos explicaciones anteriores tienen distintos grados
de plausibilidad, ya que es més probable que se descargue la bateria inicamente a
que se fundan todos los faros a la vez y ademas se bloquee el sistema de combustible
simultaneamente; pero lo que es claro es que no podemos deducir nada con certeza a

partir de los hechos observados.

Como hemos visto en el ejemplo anterior, en general siempre se obtendran varias
explicaciones posibles y, por tanto, serd necesario discriminar entre ellas para selec-
cionar las mejores. Peirce propone varios criterios que una buena explicacién deberia
cumplir. Asi, la explicacion debe explicar los hechos observados y ademds debe ser
la més simple del conjunto de explicaciones generadas. Normalmente la simplicidad
se mide en términos de simplicidad l6gica, es decir, se prefieren aquellas hipdtesis que
contienen un menor nimero de literales; aunque otros autores se inclinan a favor de la
simplicidad psicolégica (Mooney y Ng [94]), es decir, se prefieren las explicaciones més
naturales, las mas intuitivas. En ocasiones el resultado del proceso de simplificacion es
un conjunto todavia demasiado grande y es necesario seleccionar en funcién del grado

de plausibilidad asociado a cada hipdtesis.

En el campo de la Inteligencia Artificial (TA) la nocién de abduccién fue introducida
por Pople [108] alrededor de 1973, aunque inicialmente no recibié mucha atencién por
parte de los investigadores en [A. Posteriormente se ha comprobado que este hecho
supuso un desacierto, ya que gran parte de los sistemas expertos desarrollados en
esa época pretendian resolver tareas abductivas (Charniak y McDermott [16]). Sin
embargo, en los tltimos anos la tendencia se ha invertido y la abduccién ha recibido (y
estd recibiendo) mucha atencién por parte de los investigadores en TA, ya que a pesar
de la dificultad de capturar el proceso de inferencia abductiva en un sistema experto

la recompensa obtenida hace que el esfuerzo merezca la pena.

El rango de aplicaciones para las que se han desarrrollado o estan desarrollando
métodos de inferencia abductiva es amplio, aunque destacan las orientadas a la reso-
lucién de problemas de diagndéstico [104, 109, 111]. Esta es en realidad la aplicacién
mas clara de la inferencia abductiva, ya que si se observa que un dispositivo electronico
no funciona, el técnico lo que hace es intentar explicar el fallo encontrado mediante
la localizacion de los componentes que hay que sustitutir; de igual forma un médico
explica por qué un paciente presenta un conjunto de sintomas identificando la enferme-
dad que mas probablemente los produce. Otros campos de aplicacion de la inferencia

abductiva son la comprensién del lenguaje natural [16, 134], la visién artificial [79],
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el razonamiento legal [143], la generacién e interpretacién de planes [5, 71, 107] y el

aprendizaje [97].

La mayoria de los sistemas que implementan la inferencia abductiva como método
de razonamiento utilizan bases de conocimiento especificadas en algiin lenguaje l6gico
(16gica de predicados, légica de primer orden o légica clausal) debido principalmente a
que asi se han podido utilizar todas las bases concebidas inicialmente para realizar de-
duccién. Sin embargo, cuando hay que manejar incertidumbre la base de conocimiento
estd especificada a menudo en forma de distribuciones de probabilidad, hablandose
entonces de Sistemas (Expertos) Probabilisticos [14, 119].

El principal problema para manejar las distribuciones de probabilidad es que nece-
sitamos almacenar una gran cantidad de datos y que las consultas requieren un esfuerzo
computacional enorme. Esto provoco que la probabilidad fuera considerada una medi-
da de incertidumbre poco practica y se descartara su uso en el desarrollo de sistemas
expertos, surgiendo otras medidas de incertidumbre como los factores de certeza [132],

las funciones de creencia [120], las posibilidades [39] o los conjuntos difusos [148].

Sin embargo, con la aparicién de las redes causales (Pearl [102], Lauritzen y Spie-
gelhalter [86]), también llamadas redes de creencia o redes Bayesianas, la probabilidad
ha resurgido de forma espectacular, siendo hoy en dia una de las medidas de incer-
tidumbre mas utilizadas. En una red causal Bayesiana se representan las relaciones
de (in)dependencia presentes entre las variables del modelo probabilistico, utilizandose
este conocimiento de cardcter cualitativo tanto para representar la distribucién de
probabilidad en forma factorizada (lo que disminuye el volumen de la base de conoci-
miento), como para realizar los cdlculos de una forma eficiente (computaciones locales

y no globales).

En un sistema probabilistico las consultas consisten en la obtencién de las proba-
bilidades ’a priori’ o ’a posteriori’ para algunas variables. Para calcular estos datos se
realiza un proceso de inferencia conocido como propagacion de probabilidades o pro-
pagacion de evidencia. Si bien se han desarrollado muchos métodos de propagacion
(72, 99, 98, 106, 37, 26, 117], son los métodos basados en arboles de grupos (Laurit-
zen y Spiegelhalter [86], Shenoy y Shafer [127], Jensen y col. [70]) los mds usados
en la actualidad. Al ser la propagaciéon de probabilidades mediante métodos exac-
tos un problema NP-duro [20] también se han desarrollado métodos de propagacién
aproximados [101, 61, 63, 56, 18, 45, 118, 29, 59|, ya que aunque éste es también un

problema NP-duro [25], la clase de problemas computacionalmente tratables aumenta
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considerablemente.

La abduccién en sistemas probabilisticos [100] se plantea como la bisqueda de la
configuracion de valores para las variables no observadas que tenga maxima proba-
bilidad. Es decir, la mejor explicacion serd la configuracion que maximiza la pro-
babilidad P(configuracién|evidencia), siendo éste el criterio de seleccién de hip6tesis
utilizado. No obstante, dado que P(A|B) = m puede interpretarse como que B = A
en grado m, el problema de la inferencia abductiva en sistemas probabilisticos tam-
bién podria plantearse como la biisqueda de la configuracion que maximiza la pro-
babilidad P(evidencia|configuracién). Por ejemplo, si vemos a una persona en un
buen restaurante dos posibles explicaciones serian que estd en una celebracion familiar
(cumpleatios, aniversario, etc ...) o que estd celebrando que le ha tocado un gran pre-
mio en la loterfa. En general, podemos suponer que P(BuenRestaurante|Loteria) >
P(BuenRestaurante|CelebraciénFamiliar) y, por tanto, la mejor explicacién es que le
ha tocado la loteria. Sin embargo, P(CelebraciénFamiliar) > P(Loteria), lo que hace
que si bien un gran premio en la loteria explicaria muy bien que nos viesen en un
buen restaurante, la baja probabilidad de este suceso hace que lo més probable sea
en realidad que estemos en una celebracién familiar. Por este motivo se define la ex-
plicacién més probable como la que maximiza a P(configuracién|evidencia), ya que al
usar la regla de Bayes para realizar los calculos, se utiliza la probabilidad a prior: de

la explicacién, asi como la probabilidad de que la evidencia se produzca.

El problema de la busqueda de la explicacién mas probable usando redes causales
Bayesianas puede verse como un problema de propagacién, si bien hay que destacar
que cuando se buscan las K explicaciones mas probables (caso més habitual) y no sélo
la primera, la complejidad del proceso aumenta. En la literatura podemos encontrar
distintas aproximaciones al problema [100, 105, 17, 131, 114, 89, 90, 115, 95], si bien
en algunas de ellas se restringe la topologia de la red o el nimero de explicaciones a

encontrar.

Por 1ltimo, decir que no siempre interesa encontrar la explicacion mas probable
para todas las variables no observadas, sino s6lo para un subconjunto de éstas. Este
problema que es conocido como abduccion parcial ha sido poco estudiado [128, 130,
89, 95] y las restricciones que anade hace que su resolucién sea computacionalmente
mas compleja. En principio, podria pensarse que la abducciéon parcial podria resolverse
haciendo una abduccién sobre todas las variables no observadas, queddndonos después

solo con las variables de interés. Pero, como pondremos de manifiesto en esta memoria,
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este método no es viable, y hay que calcular la explicacién directamente sobre las

variables de interés.

Objetivos de la memoria

El problema de realizar inferencia abductiva en una red causal Bayesiana, dado que
algunas variables han sido instanciadas (observadas), se plantea como la busqueda de
los valores de instanciacion para todas las variables no observadas, tal que la probabi-
lidad conjunta de la instanciacién global sea maxima. Sin embargo, en las aplicaciones
practicas rara vez se necesita abducir sobre todas las variables no observadas, sino
que es suficiente un conjunto reducido de variables llamado conjunto explicacion. Este
problema que ha sido llamado abduccion parcial (Shimony [128]) plantea dificultades
adicionales al problema clésico de la inferencia abductiva en redes causales (abduccidn
total) y ha sido poco estudiado. El objetivo principal de esta memoria sera el estudio
del problema de la abduccion parcial en redes causales Bayesianas. Este objetivo global

lo hemos descompuesto en las siguientes tareas o etapas:

o FEstudio del estado del arte. En esta etapa se estudiara la representacion y ma-
nipulacion del conocimiento en redes causales, haciendo especial hincapié en los
métodos de propagacion basados en drboles de grupos. También estudiaremos el

problema de la abduccién y especialmente la abduccién en redes causales.

e Fstudio del uso de métodos exactos de abduccion parcial basados en drboles de
grupos. Nos centraremos en los algoritmos que utilizan arboles de grupos para
realizar la inferencia. Esto hace que tengamos que estudiar: por un lado, el
mecanismo de obtencién de un arbol de grupos valido para realizar abduccion
parcial y, por otro lado, el algoritmo de propagaciéon. Dado que el punto clave
de la obtencion de un &arbol de grupos reside en el proceso de triangulacién,
estudiaremos las consecuencias que se derivan de las condiciones impuestas por
las caracteristicas especiales de la abduccién parcial. En cuanto a la inferencia
pretendemos generalizar el método que Seroussi y Goldmard [115] han propuesto

para el problema de la abduccion sobre todas las variables.

e Desarrollo de algoritmos aprorimados para realizar abduccion parcial en redes
causales. Al plantearse la abduccién parcial en redes causales como un problema

de propagacion y al ser la propagaciéon mediante métodos exactos un problema
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NP-duro, pretendemos desarrollar algoritmos aproximados para resolver el pro-
blema. Puesto que la abduccién en sistemas probabilisticos es un problema de
optimizacion, basaremos nuestros algoritmos aproximados en el uso de dos cono-
cidas técnicas de optimizaciéon combinatoria, como son los algoritmos genéticos

y el enfriamiento estocastico.

e Determinacion de criterios para la simplificacion de explicaciones. La inferencia
abductiva consta de dos fases: generacién y selecciéon de hipdtesis. Estas dos
fases quedan resueltas por los métodos de inferencia, ya que seleccionamos las
explicaciones en base a su probabilidad asociada. Sin embargo, el concepto de
simplicidad (muy importante desde el punto de vista 16gico) no ha sido tenido
en cuenta en el proceso de la inferencia abductiva probabilistica. Nuestro ob-
jetivo en esta tarea sera la formulacion de criterios que permitan simplificar las

explicaciones obtenidas mediante la supresion de la informacién no relevante.

Descripcién por capitulos

La memoria se estructura en cinco capitulos y un apéndice, correspondiéndose la
mayoria de ellos con las tareas planteadas en los objetivos anteriormente descritos.
Asi, en el capitulo 1 haremos un estudio de los preliminares necesarios para abordar
los objetivos que nos proponemos cubrir. Distinguiremos dos partes claramente di-
ferenciadas: la primera, dedicada al estudio de las redes causales como herramienta
para representar y manipular conocimiento y, la segunda, dedicada al estudio de la

inferencia abductiva.

El capitulo 2 estd dedicado a estudiar en profundidad las condiciones que debe
cumplir un arbol de grupos para realizar inferencia abductiva respecto a un conjunto
explicaciéon determinado. Comenzaremos por desarrollar un método de inferencia para
posteriormente proponer un algoritmo de obtenciéon de un arbol de grupos valido a
partir de un conjunto explicacion. Por ultimo, comprobamos que las restricciones im-
puestas por la abduccion parcial aumentan considerablemente el tamano de los arboles

de grupos y, por tanto, los algoritmos de propagacién serdan menos eficientes.

Como consecuencia de lo anterior, decidimos abordar el problema de la inferen-
cia mediante algoritmos aproximados en los que podemos utilizar arboles de tamano
mas reducido. Asi, en el capitulo 3 presentamos dos métodos basados en algoritmos

genéticos, uno con operadores clasicos y otro con operadores definidos de acuerdo a la
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topologia del problema. También presentamos un algoritmo basado en enfriamiento
estocastico. En la parte final del capitulo utilizamos la el hecho de conocer a priori
las variables que forman el conjunto explicacion para reducir el tamano del arbol de

grupos.

En el capitulo 4 presentamos criterios para la simplificacion de explicaciones, basa-
dos en conceptos de independencia, relevancia y usualidad. También estudiamos como
hacer simplificaciones a partir del estudio de las relaciones de independencia presentes

en el grafo.

Todos los algoritmos desarrollados en esta memoria han sido implementados y eva-
luados mediante la realizacion de numerosos experimentos. Por razones de brevedad
no se muestran todos las pruebas realizadas, sino sélo las que nos han parecido mas
relevantes, cuyos resultados aparecen en las secciones dedicadas a experimentacion de

los capitulos 2, 3 y 4.

Por 1ltimo, presentamos en el capitulo 5 las conclusiones y algunas posibles lineas
para continuar nuestra investigaciéon y dedicamos un apéndice a comentar algunos

aspectos de implementacion.
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Capitulo 1

Redes causales y abduccién

Como ya se ha mencionado antes el objetivo de este trabajo es el desarrollo de algo-
ritmos para realizar abduccién parcial en redes causales Bayesianas. En este capitulo
se va a introducir el conocimiento previo necesario para abordar el resto del trabajo.
Asi, en la primera seccién se estudian las redes causales como representacién gréfica
de un modelo de dependencias. A continuacién y puesto que nuestro objetivo es de-
sarrollar algoritmos de inferencia, se revisan algunos métodos de propagacion en redes
causales Bayesianas. Por tltimo, en la tercera seccién se considera el problema de la
abduccion. Esta seccion puede dividirse en tres bloques claramente diferenciados: en
primer lugar se planteara el problema de la abduccién en légica; en segundo lugar se
hard una revision de los métodos desarrollados para hacer inferencia abductiva en redes
causales Bayesianas, haciendo mayor énfasis en los que van a estar mas relacionados

con nuestro trabajo.

1.1 Redes causales y modelos de dependencias

Cualquier sistema que pretenda imitar el comportamiento de un experto humano
debera ser capaz de razonar sobre una base de conocimiento en la que gran parte de
la misma consiste en sentencias y reglas que no se puede asegurar totalmente que sean
ciertas y que contienen términos ambiguos e imprecisos en su expresién. Por tanto, el
sistema debera de poder obtener conclusiones véalidas a pesar de la incompletitud y

de la presencia de incertidumbre en la informacién disponible.

El tratamiento de la incertidumbre en Inteligencia Artificial puede abordarse desde
distintos puntos de vista, correspondientes cada uno de ellos a distintas clasificaciones o

taxonomias. Una de las més significativas [102] clasifica los sistemas de representacién
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y uso del conocimiento incierto en dos tipos: sistemas extensionales o sintacticos y

sistemas intensionales o semanticos.

Los sistemas extensionales estructuran el conocimiento en forma de producciones o
reglas If - then y uno de sus ejemplos mas representativos es el calculo de los factores
de certeza utilizado en el sistema experto MYCIN [132]. En estos sistemas la incer-
tidumbre es tratada como un valor de verdad generalizado, donde la certeza de una
formula se define como una funcién de las certezas de sus subférmulas. No se tienen

en cuenta las dependencias entre las variables.

Los sistemas extensionales tienen la ventaja de ser mas eficientes computaciona-
mente que los sistemas intensionales, pero presentan problemas como: no manejar bien
las inferencias bidireccionales, dificultad para retractarse de anteriores conclusiones, y

no tratar de forma adecuada las fuentes de informacion dependientes.

En los sistemas intensionales las reglas tienen un significado descriptivo (en lugar
de procedimental) y representan restricciones sobre el estado actual de conocimiento.
Ejemplos de estos sistemas son el formalismo de la teoria de la probabilidad o de la
teoria de la evidencia de Dempster-Shafer [120]. En los sistemas extensionales las
reglas tienen un significado procedimental. Asi, la regla A—=B implica que si A
es verdadero, se puede anadir B a la base de conocimiento con grado de certeza m,
independientemente del estado actual de conocimiento. Sin embargo, en los sistemas
intensionales la regla A"~ B lo tinico que nos dice es que entre todos los mundos en que
A se verifica la verosimilitud de que se verifique B es m. Luego la regla no da permiso
para hacer nada, sélo describe una restriccién sobre el estado actual de conocimiento.
En el formalismo Bayesiano esta regla puede ser interpretada como ”si A es ciertay A
es la tinica cosa que se conoce, entonces se puede asignar una probabilidad m a B”.
Si aparecen otros hechos en la base de conocimiento tal que A ya no es lo dinico que
se conoce, el permiso para asignar a B la probabilidad m desaparece; a no ser que el
conocimiento aportado por los nuevos hechos sea independiente con respecto a B, en

cuyo caso se puede mantener B con probabilidad m.

Por tanto, es importante conocer las dependencias entre las variables implicadas
(entre el conocimiento), ya que de lo contrario es dificil poder deducir algo. Esta, es la
gran ventaja de los sistemas intensionales respecto a los extensionales, si bien presentan

el problema de ser mucho mas ineficientes computacionalmente.
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1.1.1 Modelos de dependencias

Una vez expuesta la necesidad de expresar las (in)dependencias existentes entre las
variables involucradas en el campo de conocimiento, tenemos que ver en qué forma
se van a representar estas (in)dependencias. Dado que el ser humano es capaz de
detectar las independencias entre variables casi de forma intuitiva y sin necesidad
de hacer célculos, esto indica que la nociéon de independencia debe ser un concepto
primitivo que debe ser representado de forma cualitativa y explicita. Por otra parte,
debido al caracter primitivo de la nociéon de independencia, ésta debe tener un conjunto
de propiedades comunes respecto a los distintos formalismos con los que se pueda
representar el conocimiento. Las relaciones de (in)dependencia entre variables pueden

formalizarse utilizando el siguiente marco de cardcter abstracto:

Definicién 1 (Modelo de Dependencias [102])
Sea U un conjunto finito de variables. Un modelo de dependencias se define como un
par M = (U, T), donde I es un conjunto de reglas que asignan valores de verdad al

predicado
I(X[| Xk| X)) = X1 es independiente de X; conocido X,
con X1, X; y Xk conjuntos disjuntos de variables en U. a

Intuitivamente, un conjunto de variables X se considera independiente de otro X,
dados los valores que toman las variables de Xg, si nuestra creencia sobre los valores
que toman las variables de X; no se modifica al obtener informacién sobre los valores
que toman las variables de X ;. Por simplicidad en la notacion se suele omitir la M
del predicado I(.].|.).

Veamos la siguiente definicién:
Definicién 2 Grafoide y semigrafoide

Consideremos los conjuntos de variables X1, X7, Xx y Xw disjuntos dos a dos. Llama-

mos semigrafoide a un modelo de dependencias que cumpla las siguientes propiedades:

A1l Simetria:
I(X]|XK|XJ) ~ I(XJ|XK|X])

A2 Descomposicion:
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A3 Union débil:

A4 Contraccion:
I(X | Xk | X)&I( X7 | X U Xy | Xw) = [(X| Xk XU Xy)

St ademas cumple la siguiente, se dice que el modelo es un grafoide.

Ab5 Interseccion:
I(X7| Xk UXw|X)&I(X7| XU X | Xw) = I( X1 Xk XU Xw)

O

El modelo de independencias probabilistico es un semigrafoide, y un grafoide si la

distribucién de probabilidad es estrictamente positiva.

También se han desarrollado axiomaticas de independencias para otros modelos,

como el posibilistico [31, 32] o los sistemas basados en valuaciones [125].

1.1.2 Representaciéon de modelos de dependencias

El problema que se presenta ahora es que si el campo de conocimiento es amplio, la
lista de predicados I(X;|Xx|X ) necesaria para describir las (in)dependencias entre las
variables del modelo se hace inmanejable y, por tanto, es necesario encontrar una repre-
sentacién mas sencilla y compacta. Las representaciones graficas [83] aparecen como

una buena solucién a este problema, recibiendo el nombre de grafos de dependencias.

Definicién 3 (Grafo de Dependencias)
Un grafo G = (N, E) es un grafo de dependencias para el modelo M = (U, I) si existe
una correspondencia directa entre los elementos de U y N, tal que la topologia del grafo

refieje algunas propiedades de 1. O

Si bien los grafos de dependencias pueden ser no dirigidos o dirigidos, estos tltimos
son los més usados debido a su mayor expresividad. Asi, la existencia de un arco
X — Y indica dependencia directa entre las variables X e Y. Ademads, algunas veces
muestra una relacién de causalidad entre ellas: X es causa de Y. No obstante, esta
afirmacién no siempre es cierta, sino que depende del campo de conocimiento en que

nos movamaos.



1.1. Redes causales y modelos de dependencias 13

La propiedad topoldgica que permite representar las sentencias de independencia
en el grafo es el concepto de d-separacion (Pearl [102],Verma y Pearl [145]). Antes de

definir formalmente este concepto introduciremos algunas definiciones previas:

Definicién 4 (Conceptos bdsicos sobre grafos dirigidos)
Dado G = (N, E) un grafo dirigido, llamamos:

e camino, a una secuencia ordenada de nodos (X;,, ..., X;,), tal queVj=1,...,r—
1 la arista X; — X;41 € E o Xj11 — X; € E.

e camino dirigido, a una secuencia ordenada de nodos (X;,,...,X;.), tal que
Vi=1,....,r—1elarco X; =+ X;1, € E.

e ciclo, a un camino (X;,,...,X;.) en el que X;, = X .

e ciclo dirigido, a un camino dirigido (X;,,...,X;,) en el que X;;, = X;, .
e padres de X;, al conjunto de nodos

pa(X;)={X; e N | X; - X, € FE}
e hijos de X;, al conjunto de nodos
hi(X;)={X;e N | X;— X, € FE}
e ascendientes de X;, al conjunto de nodos
asc(X;) ={X; € N | 3 un camino dirigido (Xj,...,X;)}
e descendientes de X;, al conjunto de nodos
des(X;) ={X; € N | 3 un camino dirigido (X;,...,X;)}
e nodos adyacentes a X;, al conjunto de nodos
Ady(X;)={X;eN | X;—»X,;€F o X;— X, € E}

e grafo dirigido aciclico (GDA), a un grafo dirigido que no contiene ningin

ciclo dirigido.
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Es claro que las definiciones de camino, ciclo y nodos adyacentes también son apli-

cables a los grafos no dirigidos.

Definicién 5 (Camino bloqueado)
Dado un GDA G = (N, E), un camino « entre los nodos X; e X, se dice que estd
bloqueado por un conjunto de nodos X, si existe un nodo Xy, € a (Xy, ¢{X;, X;}), tal

que se cumple alguna de las siguientes condiciones:
e Xi € Xz y Xy no es un nodo cabeza a cabeza (— Xy <) en a.

e X, es un nodo cabeza a cabeza en o y ni X ni ninguno de sus descendientes

pertenece a X 5.

O

En un grafo no dirigido un camino esta bloqueado por un conjunto de nodos X si

alguno de los nodos de Xz se encuentra en el camino (excluyendo los extremos).

Definicién 6 (D-separacién)
Dado un GDA G = (N, E) y tres subconjuntos de nodos disjuntos X, X; y Xz, se dice
que X1 y X; estan d-separados por Xz si todos los caminos entre los nodos de Xy y

los nodos de X estan bloqueados por X z. FEsto lo notamos por < X7|Xz|X; >¢. O

Cuando por el contexto queda claro el grafo al que nos estamos refiriendo omitiremos
la G del predicado < .|.|. >. El concepto andlogo a la d-separacién en los grafos no

dirigidos es la separacion, que introducimos formalmente en la siguiente definicién.

Definicién 7 (Separacién)
Dado un grafo no dirigido G = (N, E) y tres subconjuntos de nodos disjuntos X, X; y
X, se dice que Xy y X estin separados por Xz si todos los caminos entre los nodos

de X1 y los nodos de Xj contienen algin nodo de X . O

Ejemplo 1 En el GDA de la figura 1.1 {B, D} y {C} estan d-separados por {A},
mientras que {B, D} y {C'} no estan d-separados por {A, E'}.
O

Dado un modelo de dependencias M = (U,I) y un grafo de dependencias G =

(U, E) lo ideal es que se cumpla la relacién:

I(XI|XK|XJ)M — < XI|XK|XJ >a -
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Figura 1.1: Grafo para el ejemplo de d-separacién

Esto es lo que Pearl [102] llama un perfect-map. Sin embargo, en la préctica esta
situacion no es la habitual, sino que debemos conformarnos con que se cumpla la
implicacién en uno de los sentidos (preferiblemente de derecha a izquierda). Esto da

lugar a los conceptos que se presentan a continuacién (Pearl, [102]).

Definicién 8 (I-mapa)
Un GDA G = (N, E) se dice que es un I-mapa de un modelo de dependencias M si

se cumple la relacion
I(XI|XK|XJ)M <— <X[|XK|XJ >a -
O

En un I-mapa se garantiza que todas las variables que correspondan a nodos que
estan d-separados son variables independientes en el modelo, pero no garantiza que las
variables que corresponden a nodos no d-separados en el grafo sean variables depen-
dientes en el modelo. Decimos que un grafo G' es un I-mapa minimal de M si al borrar

alguno de sus arcos ya no es un I-mapa del modelo.

Definicién 9 (D-mapa)
Un GDA G = (N, E) se dice que es un D-mapa de un modelo de dependencias M si
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se cumple la relacion
I(X[|XK|XJ)M — <X[|XK|XJ >a -

O

En un D-mapa se tiene la situacion reciproca a la anterior, es decir, las independen-
cias del modelo quedan reflejadas en el grafo, pero puede que variables dependientes
en el modelo aparezcan como nodos d-separados en el grafo. Realmente, en la practica

lo que se usa son los I-mapas minimales.

Dentro del campo del tratamiento de la incertidumbre en inteligencia artificial los
grafos de dependencias se han hecho muy populares bajo distintos nombres, entre los
que estan redes de influencia, redes de creencia o redes causales'. Estos nombres han
sido impulsados y recomendados por autores como Pearl [102], Lauritzen y Spiegelhalter
[86] o Neapolitan [93]. En este trabajo hemos optado por la denominacién de redes
causales debido a que en la mayoria de los dominios en que se aplica la abduccién, como
puede ser el diagnéstico, realmente existen relaciones de causalidad entre las variables
del sistema. A modo de definicién podemos decir que una red causal es un I-mapa
minimal de nuestro problema.

A continuacién vamos a comentar un ejemplo de red causal tomado de Jensen [66].

Ejemplo 2 Se quiere modelar mediante una red causal el siguiente sistema:

Una manana al salir de su casa el Sr. Holmes nota que el césped de su jardin
estd mojado (H). Esto puede deberse a que ha llovido durante la noche (R) o
a que olvidé apagar el aspersor (S). En principio, su creencia en ambos sucesos

aumenta.
A continuacién ve que el césped de su vecino, el Sr. Watson (W), también estd

mojado. Ahora Holmes estd casi seguro de que ha llovido durante la noche.

La figura 1.2 presenta una red causal que modela este problema.

Analicemos a continuacién algunas cuestiones:

!Cuando se utiliza el nombre de redes causales se supone que existe una relacién de causalidad
entre las variables unidas por arcos. Sin embargo, en la mayoria de las ocasiones la causalidad no
es estrictamente necesaria para construir un modelo, sino que es suficiente alguna nocién més débil

como una relacion de relevancia.
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Vava

Figura 1.2: Red causal que modela el ejemplo del césped mojado

e Si consideramos el subgrafo W < R — H vemos que la lluvia es causa comin
del estado de humedad del césped del Sr. Holmes y del Sr. Watson. En este caso
W'y H son variables dependientes, ya que si el césped del Sr. Watson estd seco
podemos imaginar que no ha llovido y, por tanto, que el césped del Sr. Holmes
también estard seco. Tenemos por tanto —=I(W|(Q|H). En la red W y H no estén
d-separadas por el conjunto vacio y, por tanto, las variables son dependientes;
es decir, = < W|Q|H >. Sin embargo, si sabemos si ha llovido o no, conocer el
estado de un césped no nos anade nueva informacién sobre el estado del otro.
En este caso tenemos la independencia condicional I(W|R|H). En la red es facil

comprobar que también se recoge esta situacién, ya que < W|R|H >.

e Si consideramos el subgrafo R — H < S, vemos que tanto la lluvia como el
aspersor pueden provocar que el césped del Sr. Holmes esté mojado. Es claro
que el que haya llovido por la noche no influye sobre que el Sr. Holmes se
dejara abierto el aspersor o viceversa y, por tanto, tenemos la independencia
marginal I(R|D|S). En la red también se refleja esta independencia puesto que
< R|0|S >. Por otra parte, si conocemos el estado del césped las variables se
hacen dependientes, puesto que si yo se que no ha llovido por la noche y que el
césped estd mojado aumenta mi creencia en que me olvidé abierto el aspersor.
Tenemos asi la relacion —=I(R|H|S). En la red es facil ver que como H es un
nodo cabeza a cabeza en el inico camino que hay entre Ry S, los nodos no estan

d-separados por él y, por tanto, se da la relacién — < R|H|S >.

e Por iltimo vamos a comentar el proceso de razonamiento realizado por el Sr.
Holmes. Al observar su césped mojado el Sr. Holmes ha buscado las causas
que pueden provocar ese efecto. Dado que hay dos causas posibles Ry S y en
ausencia de otra informacion el Sr. Holmes considera que las dos pueden haber

provocado la situacion, cuando ve que el césped del Sr. Watson estd mojado eso



18 Capitulo 1: Redes causales y abduccion

refuerza la posibilidad de que ha llovido durante la noche y, por tanto, aumenta

su creencia en que esa es la verdadera causa de que su césped esté mojado.

1.1.3 Modelo Probabilistico de Dependencias y Redes Baye-

sianas

Hasta ahora nos hemos referido tinicamente a la parte cualitativa del modelo que
es la que nos permite representar las (in)dependencias entre las variables del sistema.
A continuaciéon vamos a anadir a éste la parte cuantitativa del modelo, pero antes

fijaremos la notacién a utilizar.

Notaremos las variables de una red en maytscula y con subindice numérico o en
minuscula (X7, X, ..., X;, Xj,...). En el caso de referirnos a variables proposicionales
de un problema concreto las notaremos en maytscula y sin subindice (A4, ..., 7). Los
conjuntos de variables los notaremos con letras maytsculas con subindices en mayuscula
(X4, Xg,...). Al conjunto de todas las variables de la red (nuestro universo de discurso)
lo notarmeos por Y. En ocasiones nos referiremos a un conjunto de variables X como
una variable n-dimensional. Qy, representa el conjunto de valores (estados) que puede
tomar una variable X;. Asimismo, (2x, representa el conjunto de valores que puede
tomar una variable n-dimensional X y se obtiene como el producto cartesiano de (2,
para toda X; € Xp. Por tltimo, representaremos con (J) el operador de proyeccion:
dados X; C X,y x5 € Qx,, xﬁXI representa a la configuracién de €2y, que se obtiene

eliminando de z; las coordenadas de las variables que no pertenecen a X7j.

El formalismo que vamos a utilizar en este trabajo para representar la parte cuan-
titativa del modelo es la teoria de la probabilidad. En un entorno probabilistico [27, 47,
85, 136] una distribucién de probabilidad P puede considerarse un modelo de depen-

dencias utilizando la relacion:

I(X[|XK|XJ) <~ P(ZL’[|$K,ZL’J) = P(ZL’[|$K),
para toda configuracién de valores x7,x; v xx de los conjuntos de variables X7, X; y
Xk. Y siempre que P(xg, Xi) > 0.

En un entorno probabilistico el conocimiento cuantitativo viene representado por
una distribuciéon de probabilidad conjunta definida sobre las variables del sistema.

Esto plantea un problema de representacién, ya que si suponemos por ejemplo que
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todas las variables tienen dos estados posibles y que tenemos n variables, el niimero
de entradas necesarias para representar la distribucién de probabilidad conjunta es 2".
Evidentemente este nimero es inmanejable incluso para valores pequenos de n, asi para
n = 50 necesitariamos 2°° ~ 10! entradas. Es necesario por tanto representar de otra
forma la distribucion de probabilidad conjunta.

Vamos a ver ahora que si tenemos representada la parte cualitativa del conocimien-
to como un grafo de dependencias G (en concreto como un I — mapa) entonces la
parte cuantitativa puede representarse de forma eficiente. Sea P una distribucién de
probabilidad conjunta sobre el conjunto de variables i = {X7,..., X, }. Sabemos que

P puede expresarse como
P(X1,oi X)) = P(XulXyotyee, X1) - P(Xa X, X1) - P(X0]X,) - P(X3) (L)

Supongamos ahora que la secuencia Xi,..., X, constituye un ordenamiento to-
polégico? del grafo G (al ser G un GDA siempre se puede encontrar un ordenamiento
topolégico). Tomemos ahora un factor cualquiera P(X;|X;_1,...,X;) de la expresién
anterior. Al estar la secuencia de variables ordenadas topolégicamente respecto a GG es
claro que el conjunto {X; 1,...,X;} contiene a pa(X;) y no contiene ningiin descen-

diente de X;, cumpliéndose entonces
< Xilpa(Xi){ X1, .., Xa} \ pa(X3) >¢ -
Al ser G un I-mapa tendremos
I(Xilpa(Xi){ X1, ..., Xu} \ pa(X5)),
lo que implica que
P(X;|X; 1,...,X1) = P(Xi|pa(X3)).

Esto hace que la distribucién de probabilidad conjunta se pueda recuperar a través de

la siguiente expresion, conocida como la regla de la cadena:

n

P(Xi,...,Xn) = ][ P(Xilpa(X3)) (1.2)

=1

Por tanto, sélo tenemos que almacenar una distribucién de probabilidad condicional

para cada nodo del grafo. Esta representacién consigue un gran ahorro en el espacio

2Para que una secuencia Xi, ..., X, de los nodos de un grafo sea un ordenamiento topolégico es
suficiente garantizar que si X; — X; es un arco del grafo, entonces X; precede a X; en la secuencia



20 Capitulo 1: Redes causales y abduccion

necesario para almacenar la distribuciéon de probabilidad conjunta. Por ejemplo, si
suponemos que tenemos 50 variables binarias y que en el grafo de dependencias hay 10
nodos raices, 10 nodos con un padre, 10 nodos con dos padres, 10 nodos con tres padres
y 10 nodos con cuatro padres, el nimero de entradas necesarias para representar las
distribuciones condicionales es 620 frente a las 2°° que se necesitan para representar la

distribucién de probabilidad conjunta.

Una vez hemos visto como representar tanto la parte cualitativa como cuantitativa
del sistema, vamos a dar la definicion formal de red causal Bayesiana, mas conocida

como red Bayesiana.

Definicién 10 (Red Bayesiana)
Dada una distribucion de probabilidad P sobre un conjunto de variables U, se define

una red Bayesiana (RB) como un grafo dirigido aciclico G = (U, F) tal que
1. Cada nodo del grafo representa una variable de U.

2. G es un I-mapa minimal de P.

3. Toda X; € U lleva asociada la distribucion de probabilidad condicional P(X;|pa(X;)).

O

Por tultimo, indicar que obtener una red Bayesiana que modele nuestro sistema no
es una tarea facil. Podemos decir que existen basicamente dos enfoques para construir

la red:

e Construcciéon manual: en estos casos la red es construida por un ingeniero del
conocimiento asistido por expertos humanos en el dominio que se pretenda mo-

delar.

e Construcciéon automdtica: se trata de un conjunto de técnicas que nos permiten
recuperar la red a partir de bases de datos. Estas técnicas se conocen como
algoritmos de aprendizaje y pueden utilizarse tanto como complemento al co-
nocimiento aportado por el experto (aprendizaje supervisado), como individual-
mente (aprendizaje no supervisado). El aprendizaje de redes Bayesianas es un
problema que ha atraido el interés de muchos investigadores en los 1ltimos anos
[1, 21, 22, 55, 133], sin embargo, dada la complejidad de la tarea este tema no

estéd ni mucho menos cerrado.
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1.2 Algoritmos de propagacién en redes Bayesianas

Una vez tenemos resuelto el problema de la representacién del conocimiento, la
siguiente tarea es la realizacién de consultas sobre las variables incluidas en la red. En
el campo de los sistemas expertos probabilisticos el principal interés se centra en ver
cémo los valores que toman ciertas variables afectan a las probabilidades del resto. Por
ejemplo, supongamos que nuestro conjunto de variables es U = { X1, X5, ..., X,,} y que
nosotros estamos interesados en la probabilidad con que la variable X3 cuando toma
el valor x3. Supongamos ahora que se observa que las variables X; y X5 toman los
valores x; y z9 respectivamente, entonces nuestro objetivo es calcular la probabilidad
P(x3|z1,x2). Siintentamos acometer este cdlculo por fuerza bruta tenemos que evaluar

P(xlaxQ) E P({L‘l,xQ,Xg,XAL,---aXn)
X3,X4,...,.Xn

p(x3|x1,:1:2) =

Dado que nuestro sistema esta representado por una red Bayesiana, si supone-
mos que todas las variables son bivaluadas ({z;, ~x;}) necesitamos realizar el siguiente

nimero de operaciones para calcular el valor del numerador:
- Sumas: 2773
- Multiplicaciones: 2" 3. n

Por tanto, queda claro que acometer estos calculos por fuerza bruta es una tarea
computacionalmente intratable incluso para valores relativamente pequenos de n, sien-
do necesario encontrar otros métodos. El desarrollo de métodos alternativos se basa en
utilizar las (in)dependencias reflejadas en la red para realizar los célculos localmente y
es conocido como inferencia probabilistica, propagacion de incertidumbre o propagacion

de evidencia.

El primer método de propagacién en redes Bayesianas fue desarrollado por Kim y
Pearl [72, 99]. La idea es que cuando se modifica la informacién asociada a un nodo,
éste traspasa la informacion a sus nodos vecinos mediante un conjunto de mensajes
(A y 7); éstos nodos procesan la informacién recibida junto con la que ellos poseen
y la pasan a sus nodos vecinos (ain no modificados) y asi sucesivamente hasta que

todos los nodos han actualizado su informaciéon. La principal ventaja de este método
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es que funciona en un orden de tiempo lineal respecto al nimero de nodos de la red y
su principal limitacién es que unicamente se puede aplicar a redes cuyo grafo sea un
polidrbol (el GDA no tiene ciclos). El problema es que en la préactica la presencia de
ciclos en el grafo es muy habitual y, por tanto, no podemos limitarnos a trabajar con

este tipo de redes (conocidas como simplemente conectadas).

El propio Pearl [99] propone dos métodos exactos para el tratamiento de los ciclos:
condicionamiento y agrupamiento. La idea del método del condicionamiento (Pearl
[98, 102]) consiste en seleccionar un conjunto de nodos Xp que bloqueen todas las
dependencias que no permiten aplicar el método para poliarboles de tal forma que al
instanciar Xp a una de sus posibles configuraciones, conseguimos un grafo simplemente
conectado sobre el que se pueda aplicar el método de propagacion en poliarboles. Asi
se resuelve el problema de manejar ciclos, pero hay una serie de cuestiones que merece

la pena comentar:

- En primer lugar, la seleccién del conjunto X éptimo es un problema NP-duro [139]
aunque existen algoritmos de caracter heuristico para encontrar un conjunto Xp de

tamano reducido [135];

- En segundo lugar, para calcular la probabilidad final es necesario propagar para
todas las posibles configuraciones de X p, con lo que la complejidad del algoritmo crece

exponencialmente respecto al nimero de variables contenidas en Xp;

- Por tltimo, al algoritmo propuesto por Pearl le faltaba el paso de inicializacién, que

fue propuesto posteriormente por Suermondt y Cooper [138].

Posteriormente se han desarrollado métodos basados en el condicionamiento que
mejoran la eficiencia, como el propuesto por Peot y Shachter [106]; y més recientemente
los conocidos como condicionamiento local y condicionamiento dindmico, desarrollados

respectivamente por Diez [36, 37] y Darwiche [26].

Los métodos basados en agrupamiento consisten en transformar la red en otra es-
tructura grafica no dirigida y aciclica cuyos nodos estan formados por conjuntos de
variables. Aunque estos métodos ya habian sido utilizados previamente, su gran auge
se produce en 1988 a partir del trabajo de propagacion en arboles de gupos desarrolla-
do por Lauritzen y Spiegelhalter [86], mejorado posteriormente por Jensen, Olesen y
Andersen [70]. De forma independiente al trabajo de Lauritzen y Spiegelhalter, tam-
bién en 1988 Shenoy y Shafer [127] desarrollan su método de propagacién en drboles de
grupos, presentandose una axiomatica que permite aislar los algoritmos del formalismo

cuantitativo utilizado.
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Al margen de estas técnicas, otros autores han desarrollado métodos exactos alter-
nativos para resolver el problema de la propagacion de incertidumbre en redes Baye-
sianas, si bien Shachter, Andersen y Szolovits [116] exponen que un gran grupo de los
algoritmos desarrollados pueden verse como casos particulares de un método general
(denominado por ellos algoritmo clustering) fundamentado en los trabajos anterior-

mente comentados de los métodos basados en agrupamiento [70, 86, 127].

Por otra parte, es bien conocido que la propagacién en redes Bayesianas es un
problema NP-duro [20], lo que ha hecho que se dedique un gran esfuerzo al desarrollo
de métodos de propagacion aproximada que, si bien también es un problema NP-
duro [25], hace que la clase de problemas computacionalmente tratables sea mayor.
Los métodos de propagacion aproximada en redes Bayesianas pueden dividirse en dos
grupos: basados en cadenas de Markov [101, 61, 63] y basados en propagacion hacia
adelante [56, 18, 45, 118]. En la actualidad se sigue trabajando en el desarrollo de
métodos aproximados basados en las técnicas anteriores y también en la hibridaciéon

de métodos exactos y aproximados [29, 59.

Dado que en este trabajo los algoritmos de propagacién utilizados son exactos?,
no comentaremos detalladamente ningiin método aproximado. Dentro de los métodos
exactos comentaremos los basados en técnicas de agrupamiento, por ser éstos los mas
utilizados en la actualidad. Comenzaremos por describir cémo se obtiene un arbol de
grupos a partir de una red Bayesiana, para posteriormente describir los tres métodos
mas representativos: Lauritzen-Spiegelhalter, Hugin y Shenoy-Shafer. Por tltimo se
describird el método propuesto por Xu [147] para calcular la marginal de cualquier

subconjunto de variables de la red.

1.2.1 Obtenciéon de un arbol de grupos maximales

El proceso de obtenciéon de un arbol de grupos maximales a partir de una red

Bayesiana puede descomponerse en tres pasos:
1. Obtencién de un grafo triangular Gr
2. Construccion del arbol a partir de G

3. Construir una factorizacién de la distribucién de probabilidad conjunta

3En este trabajo hay un capitulo dedicado al desarrollo de algoritmos aproximados, pero en todos

ellos las propagaciones que se hacen son exactas
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Antes de detallar estos tres pasos vamos a dar una serie de definiciones previas:

Definicién 11 (Familia de un nodo)
Dado el GDA G = (U, E) y un nodo X; € U, llamamos familia de X; al conjunto de
nodos F(X;) = {X;} Upa(X;). O

Definicién 12 (Familia de probabilidad de un nodo)
Sea G = (U,FE) el GDA incluido en una red Bayesiana. Sea X; € U una varia-
ble de la red. Llamamos familia de probabilidad de X; a la probabilidad condicional

fx; = P(Xilpa(X5)). H

En general hablaremos siempre de familia de X, distinguiendo si nos referimos al

conjunto de variables o a la distribucién de probabilidad por la notacién o el contexto.

Definicién 13 (Grafo completo)
Un grafo no dirigido G se dice que es completo si existe una arista entre cada par de

n0dos. O

Definicién 14 (Conjunto completo)
Sea G = (U, E) un grafo no dirigido. Dado un subconjunto X¢ de U, se dice que es

completo si existe una arista entre cada par de nodos de X¢. 0O

Definicién 15 (Grupo maximal)
Sea G = (U, E) un grafo no dirigido. Decimos que un conjunto completo X¢c es un

grupo mazimal® si no es un subconjunto propio de otro conjunto completo en G. O

Definicién 16 (Orden)
Dado un conjunto de nodos U = {Xi,...,X,}, un orden (o) es una biyeccion que

asigna a cada nimero entre 1 y n un nodo de {Xy,..., Xp}:
o:{l,...,n} —{Xy,..., X,,}

O

Por ejemplo, dado el conjunto de nodos {A, B,C}, 0 = (B,C, A) es un orden en el
que o(1) =B, 0(2) =C y o(3) = A.

4Llamamos grupo maximal a lo que en la literatura inglesa se conoce como clique
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1.2.1.1 Obtencion del grafo triangular

El objetivo de este paso es obtener un grafo no dirigido triangular Gt a partir de
un grafo dirido G. Para ello utilizaremos un paso intermedio que es la obtencién del

grafo moral G;.

Definicién 17 (Grafo moral)
Dado un GDA G = (U, E), obtenemos su grafo moral Gyr = (U, E') mediante el

siguiente procedimiento:

1. Para todo nodo X; anadir las aristas necesarias para que pa(X;) sea un conjunto

completo.
2. Eliminar la direccionalidad de las aristas.

O

El grafo moral G, representa un grafo no dirigido para el que se cumple que todas
las independencias presentes en él lo estdn también en el grafo dirigido G (aunque
algunas independencias presentes en G no lo estan en Gjs). Al unir los padres de un
nodo se consigue mantener las dependencias que se pierden al eliminar la direccion de

los arcos.

Ejemplo 3 La figura 1.3 muestra el GDA correspondiente a la red causal Asia intro-

ducida por Lauritzen y Spiegelhalter [86] y que modela el siguiente problema:

La tuberculosis (T) y el cancer de pulmén (L) pueden provocar disnea (D) y
también pueden ser causas de un resultado positivo en una prueba de rayos X en
el pecho (X). Por otra parte, la broquitis (B) es otra causa de disnea. Ademds,
el hecho de haber visitado recientemente Asia (A) incrementa la probabilidad
de padecer tuberculosis, mientras que el hecho de ser fumador (S) es una de las

causas posibles de la bronquitis y del cancer de pulmén.

La variable E hace referencia a tener tuberculosis o cancer de pulmén. La figura 1.4
muestra el grafo moral obtenido.
O

Ahora hay que obtener el grafo triangular G a partir del grafo moral GG;. Antes

de comentar el proceso veamos qué se entiende por grafo triangular.



26 Capitulo 1: Redes causales y abduccion

Figura 1.4: Grafo moral para la red causal

Figura 1.3: Red causal Asia i
Asia

Definicién 18 (Grafo triangular)

Un grafo no dirigido G se dice triangular o cordal, si para cada ciclo de longitud mayor
0 1gual que cuatro existe al menos una arista entre dos nodos no consecutivos del ciclo.
O

El grafo de la figura 1.4 no es triangular, ya que el ciclo formado por el camino
E—L—S— B—F no tiene ninguna arista interna. Para convertir el grafo en triangular
basta con anadir la arista £ — S o L — B. La figura 1.5 muestra un grafo triangular

para la red causal Asia.

ﬁ Ve
! i\//

X © X )

Figura 1.5: Un grafo triangular para la Figura 1.6: Otro grafo triangular para la

red causal Asia red causal Asia



1.2. Algoritmos de propagacion en redes Bayesianas 27

Por tanto, la triangulacién de un grafo puede verse como un proceso consistente en
anadir nuevas aristas al grafo. Evidentemente el proceso de adicién de aristas no se
hace arbitrariamente como en el ejemplo anterior, sino que se usa un algoritmo conocido
como "rellenado de aristas”, que toma como entrada el grafo moral Gy = (U, F) y un
orden ¢ de las variables de U llamado secuencia de eliminacion y devuelve un grafo
triangular Gr. El proceso (ver figura 1.7) consiste en tomar (por orden) los nodos de

o v hacer las siguientes operaciones para cada uno de ellos:

1. Se anaden las aristas necesarias para que el nodo o (i) forme un subgrafo completo
con sus nodos adyacentes y

2. se borra el nodo o (i) y todos los arcos del grafo de los que forma parte.

Al finalizar el proceso el grafo triangular contiene las aristas originales y todas las que
se han anadido. Es claro que la triangulaciéon obtenida depende del orden utilizado.
El pseudo-cédigo del procedimiento de rellenado de aristas se muestra en el algoritmo
1.2.1.

Algoritmo 1.2.1 Rellenado de aristas
Entrada: El grafo moral Gy, = (U, E) y la secuencia de eliminacién o.

Salida: El grafo triangular G'r.

1- '+
2.- para i = 1 hasta |U| hacer
- X+ O'(Z)

- Sea E" el conjunto de aristas que hay que anadir al grafo para hacer
Ady(X;) un conjunto completo
- Anadir al grafo el conjunto de aristas E”
- Eliminar en el grafo el nodo X; y todas las aristas que lo incluyan
-E' + E'UE"
fpara
3-Gr«+ (U,EUE

La aplicacion del algoritmo de rellenado de aristas sobre el grafo moral de la red Asia
con la secuencia de eliminaciéon o = (A, X, T, D, E, L, S, B) produce el grafo triangular
de la figura 1.5.
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El grafo triangular nos sirve para obtener una descomposicion del grafo en un
conjunto de grupos maximales. Por ejemplo, el grafo triangular de la figura 1.5 se

descompone en el siguiente conjunto de grupos maximales:

o {A,T}

{T,L,E}

{X, B}

{S,L,B}

{L,B, E}
e {E,B,D}

Definicién 19 (Tamano)

Sea Xp un conjunto de variables. Llamamos tamano de Xp a

tam(Xp) = [ |9x,

X,eXp

O

El tamano de una triangulacion se obtiene como la suma de los tamanos de cada uno
de los grupos maximales que la forman. Cuando estudiemos los métodos de propagacién
se vera que el tamano es crucial de cara a la eficiencia de la propagacién. El algoritmo de
rellenado de aristas es capaz de encontrar todas las triangulaciones minimales posibles
que existan, asi como las que no lo son, dependiendo de la secuencia de eliminacion
utilizada. Es claro que el conjunto de grupos maximales obtenidos depende de la
secuencia de eliminacién considerada, ya que cada vez que se elimina un nodo se obtiene
un conjunto completo que podrd o no ser un grupo maximal dependiendo de los ya
obtenidos. Por tanto, el tamano de la triangulacion resultante viene marcado por la
secuencia de eliminaciéon. Por ejemplo, si suponemos que las variables de la red Asia
pueden tomar dos valores, el tamano asociado al grafo triangular de la figura 1.5 es
40, mientras que el tamano asociado al grafo triangular que se obtiene al aplicar la la
secuencia 0 = (T, A, X, S, D, L, B, E) es 44 (fig. 1.6) .

Puesto que la eficiencia de los algoritmos depende de la triangulacién (en términos
del tamano de los grupos maximales que genera), debemos buscar la secuencia o que

produzca la mejor triangulaciéon posible. Sin embargo, el problema de la obtencion
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de una secuencia de triangulacién 6ptima es NP-duro [146]. No obstante, existen
diversos algoritmos que permiten obtener buenas triangulaciones usando una cantidad
de tiempo razonable [74, 10, 58, 81].

Por 1ltimo, resumimos el proceso de obtener un grafo triangular y sus grupos ma-

ximales asociados en el procedimiento Triangulacion expuesto en el algoritmo 1.2.2.

Algoritmo 1.2.2 Triangulacién
Entrada: Un grafo dirigido aciclico G = (U, E).

Salida: El grafo triangular G'r y la lista £ con los grupos maximales asociados.

1.- Obtener el grafo moral Gy, = (U, E™) a partir de G
2-FE 0
3-L<« 0
4 - Obtener una secuencia de eliminacion o
5.- para i = 1 hasta |[U| hacer
- X« o(i)
- Sea E" el conjunto de aristas que hay que anadir a GG;; para hacer
Ady(X;) un conjunto completo
- Anadir al G/ el conjunto de aristas E”
- Eliminar en GGj; el nodo X; y todas las aristas que lo incluyan
-FE' '+ E'UE"
- G+ {XG} U Ady(X;)
-si AG, € L tal que G; C G,
entonces L < LU {G;}
fsi
fpara
6.- G — (U, E™ U E')

7.- Finalizar con Gt y £ como salida

1.2.1.2 Construccion del arbol

Una vez hemos obtenido el grafo triangular G y la lista £ de grupos maximales

contenidos en ¢él, hemos de seguir los siguientes pasos para construir el arbol:

1. Numerar los nodos del grafo.




30 Capitulo 1: Redes causales y abduccion

’ /@ ®) ®/@ ®)
%/ [

Eliminar T Eliminar A Eliminar X Eliminar S

Grupo formado: {T,A,L,E} Grupo formado: {A,L,E} Grupo formado: {X,E} Grupo formado: {S,L,B}
Eliminar D Eliminar L Eliminar B Eliminar E

Grupo formado: {D,E,B} Grupo formado: {L,E,B} Grupo formado: {E,B} Grupo formado: {E}

Figura 1.7: Triangulacién del grafo moral de la red Asia usando la secuencia de eliminacién
o= (T,A,X,S,D,L,B,E). Las aristas anadidas al grafo en cada paso aparecen en trazo

discontinuo.
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Para ntmerar los nodos se puede usar la bisqueda por mdzima cardinalidad®
(Tarjan [141], Tarjan y Yannakakis [142]), cuyo funcionamiento se muestra en el
algoritmo 1.2.3.

En la figura 1.8 se da una de las posibles numeraciones producidas por el algoritmo

de busqueda por maxima cardinalidad cuando se empieza a numerar por el nodo

r A
/U/

0

8 7

5
B

o

Figura 1.8: Orden producido al aplicar biisqueda por méxima cardinalidad

2. Numerar los grupos maximales.

Se numeran los grupos maximales de acuerdo con el nodo de menor orden que
contienen. Los empates se deshacen tomando el siguiente nodo contenido en cada
grupo. En la primera columna de la tabla 1.1 podemos ver la numeraciéon que se
obtiene para los grupos maximales a partir de la numeracion de los nodos de la

figura 1.8.

3. Obtener los conjuntos residuales y separadores.

Dada la ordenacién anterior cada grupo G; se divide en dos conjuntos disjuntos
llamados residual (R;) y separador (S;). Estos conjuntos se calculan atendiendo
a las siguientes reglas:
o GiNn(G1U...UG;_1) sii>2
0 sii=1

Lauritzen y Spiegelhalter [86] proponen utilizar este algoritmo para obtener la secuencia de eli-
minacién en el proceso de triangulacién, sin embargo, el uso del algoritmo con este fin ha quedado
descartado debido al gran tamano de las triangulaciones producidas
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Gy sit=1

Las columnas 3 y 4 de la tabla 1.1 muestran los conjuntos separadores y residuales

obtenidos a partir del orden de los grupos fijado en la columna 1.

4. Establecer la estructura de arbol.

Para dotar al conjunto de grupos maximales de una estructura de arbol se toma

la siguiente consideracion:

Cualquier grupo Gj que contenga al separador S; con j < ¢ serd un posible

padre del grupo G;.

Por tanto, es claro que GG serd la raiz del arbol. Para aquellos grupos que tengan
mas de un posible padre seleccionaremos uno de ellos arbitrariamente. Notare-
mos al drbol construido por T'= ({Gy, ..., G}, Er). Como puede verse, visitar
los grupos en orden inverso de acuerdo a su numeracién produce un recorrido
ascendente del arbol de grupos. La ultima columna de la tabla 1.1 muestra el

conjunto de padres posibles para cada grupo.

La representacion gréafica del arbol de grupos maximales suele hacerse de dos

formas distintas:

- Mediante un arbol propiamente dicho, con la direccion de las arcos marcada
por la eleccion de los padres para cada grupo. En este caso notaremos entre

llaves los nodos del conjunto separador de cada grupo. Figura 1.9.

- Incluyendo los separadores en la representacién como otro tipo de nodos del
arbol y omitiendo la direccion de las aristas. En este caso la elecciéon en un
momento determinado de un nodo como raiz determina la direccionalidad
de las aristas (evidentemente esto también puede ocurrir en el caso anterior,

si bien, algunos separadores cambiarian). Figura 1.10.

El &rbol construido siguiendo este proceso cumple las siguientes condiciones:

e Toda familia F'(X;) de la red se encuentra en al menos un grupo del drbol cons-

truido.

e Se verifica la propiedad de interseccion:
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Algoritmo 1.2.3 Bisqueda por maxima cardinalidad
Entrada: Un grafo no dirigido G = (U, E).

Salida: Un orden para las variables de U.

1.- Elegir un nodo cualquiera X; de U y hacer o(1) = X
22
3.- mientras j < |U| hacer

- De entre los nodos no numerados todavia seleccionar el nodo X; que tenga mayor

nimero de vecinos ya numerados (romper los empates arbitrariamente)
-o(j) « X;
-j—J+1
fmientras

4 - Finalizar con o como salida

i Grupo (G;) Cjto. Residual (R;) Cjto. Separador (S;) padre
1 AT AT 0

9 T.LE L E T 1
3 L EB B L E 2
4 IL,B,S S L,B 3
5 E,B,D D E B 3
6 E,X X E 2,35

Tabla 1.1: Numeracion de los grupos maximales. Conjuntos residuales y separadores.
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o o

Figura 1.9: Arbol de grupos maximales

£
¥

para la red Asia

Figura 1.10: Arbol de grupos maximales

con separadores para la red Asia
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Para cada par de grupos G y G’ del drbol cuya interseccion S = G NG’ sea
distinta del vacio, se verifica que S estd incluido en todos los grupos que hay

en el camino que une G con G'.

En la bibliografia inglesa y dentro del entorno de las redes causales, un arbol
que cumple la primera de las condiciones anteriores se conoce como cluster tree, que
podriamos traducir como arbol de grupos. Si ademds cumple la segunda condicién se
conoce como join tree [6], que podriamos traducir como arbol de intersecciones. Por
ultimo, si todos los grupos del arbol son maximales se conoce como drbol de cliques. Hay
que indicar que las dos condiciones anteriores son suficientes para realizar la propaga-
cion de probabilidades en un arbol, sin que los grupos tengan que ser obligatoriamente

maximales.

Nosotros utilizaremos la nomenclatura de drbol de grupos mazimales para denotar
un arbol de cliques. En muchas ocasiones nos referiremos al arbol de grupos maximales
arbol de grupos simplemente, esta terminologia nos permite incluir el caso de que no

todos los grupos del arbol sean maximales.

Por 1ltimo, indicar que la representacion de la figura 1.10 muestra especificamente

las relaciones de independencia condicional de la red causal mediante la siguiente regla:

7 dos grupos G; y G; de un arbol de grupos son condicionalmente independientes
dado cualquier grupo o separador situado en uno de las aristas del camino que

une G; y Gj. 7

1.2.1.3 Construccion de una factorizacion de la distribucién de probabili-

dad conjunta

SeaT = ({Gy,...,G}, Er) el drbol de grupos construido a partir de la red Bayesia-
na G = ({Xy,...,X,}, E). Para obtener una factorizacién de la distribucién de proba-
bilidad conjunta asociaremos a cada grupo G; del drbol una funcién g, : Qq, — R,
llamada funcion de potencial o simplemente potencial. Los potenciales de cada grupo

se obtienen de la siguiente forma [66]:
1. Inicializar todos los potenciales a 1

2. Para cada variable X; de la red identificar un grupo G; que contenga a F'(X;)
(si hay varios elegir uno arbitrariamente). Multiplicar ¢g; por la familia de
probabilidad fyx;.
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Bajo estas condiciones se dice que el par ({Gy,...,Gi}, {¢a,,...,%q,}) es una
factorizacién de la distribucién de probabilidad conjunta definida por la red, ya que se

verifica la siguiente expresion:
P(z) = ﬁwgi(xwi), Vo e Qu (1.3)
i=1

En el ejemplo de la red causal Asia los potenciales quedarian definidos por las
siguientes expresiones:

o Ve, (¥9) = falgr™ ) - fr(@ D), Vet e Qg

o g, (142) = fp(xFE)), Valt € Qg,

o g, (zt9) =1, Vat% € Qq,

o g, (xiG‘*) — fL(xLF(L)) . fs(xiF(S)) . fB(xiF(B)), VtGe ¢ Qe

o Yg, (2¥95) = fp (a1, Vot € Qq,

o g, (14C0) = fx (xFX))) Vatle € Q.

Para finalizar, decir que el arbol construido es independiente de la evidencia obser-

vada y, por tanto, podra utilizarse para realizar cualquier propagacion.

1.2.2 Meétodo de Lauritzen y Spiegelhalter

Supongamos que ya tenemos el drbol de grupos maximales T'= ({G1, ..., G}, Er)
construido y que los potenciales asociados a los grupos representan una factorizacion
de la distribucién de probabilidad conjunta definida sobre las variables de la red G =
(U ={X4,...,X,}, E). El método de Lauritzen y Spiegelhalter [86] se basa en que la
propiedad de la intersecciéon consecutiva asegura que la distribucion de probabilidad

conjunta puede expresarse como
P(z) = P(xwt|:cw*) . P(:L'mt*1 |xwt*1) o P(x“ﬂxwz) . P(xiRl), Vo e Oy (1.4)

El problema ahora estd en pasar de la representacion de potenciales a esta repre-
sentacién. Los autores demuestran que P(z+ft|z+5t) puede obtenerse a partir de v,
v que conocido este valor es posible calcular P(z+ft-1|z+5-1) y asf sucesivamente. Al
finalizar este recorrido (¢,¢ — 1,...,2,1) de los grupos del arbol se tiene calculado

P(R;|S;) para cada uno de ellos. Dado que S; = (), es claro que en el grupo raiz se
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tiene en realidad la probabilidad conjunta P(G1). Puesto que S, estd incluido en G,
podemos obtener P(S3) sumando en las variables de G; \ Sy y, por tanto, calcular
P(G3) < P(Ry|S2) - P(S2). En general, lo que tenemos es que S; estd incluido en
algin G;, con j =1,2,...,1— 1, por tanto, podemos calcular P(G;) para todo grupo
G; repitiendo los calculos anteriores para ¢ = 2,...,t. Por ultimo, para obtener la
probabilidad de cada variable X; basta con encontrar un grupo G; que la contenga y

sumar en el resto de las variables del grupo.

A continuacion se definen las dos operaciones basicas en la propagacién de pro-
babilidades en un arbol de grupos y se muestra detalladamente el procedimiento de

propagacién en el algoritmo 1.2.4.

Definicién 20 (Marginalizacién)
Sean dos conguntos de variables X; y X; tal que X; C X;. Sean vx, y ¥x, sus
potenciales asociados. Obtenemos la marginalizacion de X ; a X1 mediante la siguiente

suma:

Ux, (@57 = x, (@) = Y vx,(3) (1.5)

X \X;
d

Podemos notar el doble uso que se hace del operador |: usado como una proyeccion
cuando se aplica a conjuntos de variables o a configuraciones de estados de variables;

o como la operacion de marginalizacion antes descrita.

Definicién 21 (Combinacién)
Sean dos subconjuntos de variables X1 y X ;. Sean x, y1x, sus potenciales asociados.
Entonces la combinacion de ¢Vx, y ¥x, es un nuevo potencial definido sobre XU X

que se obtiene mediante multiplicacion punto a punto:

,QZJXIUXJ(‘T) = ¢XI ("EiXI) ® ,QZJXJ (xiXJ)a Vo € QXIUXJ (16)

O

En adelante y por simplicidad en la notacién omitiremos los subindices en los po-

tenciales, asi ¢(X;) representard el potencial asociado al conjunto X;.

En el algoritmo 1.2.4 cuando se realizan operaciones para un grupo G; también se
modifica la informacién de algin grupo vecino. De cara a realizar implementaciones

distribuidas del algoritmo es habitual que todas las operaciones que se hagan sean
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Algoritmo 1.2.4 Método de Lauritzen y Spiegelhalter
Entrada: Un drbol de grupos maximales T = ({Gy,...,G;}, Er) factorizando la

distribucién de probabilidad conjunta definida sobre la red Bayesiana G = (U =
{X1,..., X}, E).
Salida: La probabilidad P(X;) para cada X; € U.

{ fase ascendente }
1-7 4+t
2.- mientras ¢ > 1 hacer
- (i) (Gy)¥
- P(Gi) + (Gi) /(Sh)
- ¥(pa(Gi)) <= (pa(Gi)) ® ¥(S;)
-i—i—1
fmientras
{ Después de esta fase (G;) = P(R;|S;)}
{ fase descendente }
3-1 42
4 .- mientras ¢ < t hacer
- ¥(S)) + Y(pa(Gy))+*
- P(Gi) < P(Gi) @ Y(Si)
-1+ 1
fmientras
{ Después de esta fase )(G;) = P(G;)}
{ Cdlculo de P(X;)}
5-1 1
6.- mientras ¢ < n hacer
- Sea G el grupo de menor tamano tal que X; € G;
- P(X;) = o(Gy)¥™
-1+ 1
fmientras
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locales, es decir, involucren a un tinico grupo. Esto se consigue mediante el intercambio
de mensajes entre nodos vecinos. Asi, dos grupos vecinos G; y G intercambiardn el
mensaje M %% o MY =% dependiendo del sentido de la propagacién. Como veremos,
el contenido del mensaje es una funcién de potencial definida sobre el conjunto de
variables G;NG;. Para adaptar el algoritmo anterior a la nueva filosoffa basta redefinir

las fases ascendente y descendente como sigue:

Fase ascendente: Fase descendente:
i %t _ i1
mientras ¢ > 1 hacer mientras i < ¢ hacer

- (G +— (G ® ( X MGJ'%C’V) - Para todo G; € hi(G,;) hacer

G, ehi(Gy) : w .

_ MGi—>pa(Gi) — w(GZ)ﬁql Enviar MGZ%GJ — lb(Gi)leGJ

- P(Gy) + ¢(Gi)/MGHpa(Gi) fpara

- Enviar MGi—pa(Gi) - Si i # 1 entonces

i i—1 W(Gy) — h(Gy) @ MPalGi)=Gi
fmientras fsi

e -1 ¢—1—1
i—G .

V(G) < v(G) 8 (Gje(}%((;l) M ) fmientras

El método descrito obtiene las probabilidades P(X;) para cada una de las variables
de la red, sin embargo, lo habitual es que algunas variables estén observadas (instan-
ciadas a alguin valor concreto). Al conjunto de variables observadas lo notaremos por
Xo y a la observacién concreta por xp. El conjunto de variables observadas también
se conoce como evidencia. El objetivo ahora es obtener P(X;|zo) para toda variable
X, € U\ Xp. La forma en que Lauritzen y Spiegelhalter tratan las observaciones
es conocida como absorcion de evidencia y consiste en modificar el drbol mediante la
eliminacion de las variables observadas, de tal forma que el arbol resultante factorice

la probabilidad P(z', zp), con ' € 4\ x,, ¥ aplicar entonces el algoritmo anterior.

De forma mas detallada el procedimiento de absorcion de evidencia constaria de los

siguientes pasos:

1. Para cada grupo G; tal que G;NXo # () borramos las variables de X, quedando
el grupo:

G)=G;\ (G; N Xo)
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y el potencial asociado

Yy (@) 4 (04, 7l

Por ejemplo, supongamos que en la red Asia hemos observado D =dy A = a.
Los tnicos grupos que contienen alguna de estas variables son GGy y G5. Las

modificaciones a realizar son las siguientes:

Gl — {A;T}a Gll = {T}a wG’l (T) < wGl (Ta (Z)
Gs={D,B,FE}; G.={B,E}; ng(B,E) — Yq, (B, E,d)

2. Después del paso anterior es posible que alguno de los grupos obtenidos no sea

6

maximal. En ese caso lo eliminamos® incorporando su informacion a los grupos

que lo contengan mediante la operacion de combinacion.

En nuestro ejemplo tanto G| como G% no son grupos maximales y, por tanto,
deben ser eliminados. Los tnicos grupos que contienen a G| y G% son Gy y G

respectivamente, por lo que realizamos la siguiente modificacién de potenciales:

ng(EaLJT) A wG2(E7L7T)®wG'1(T)
7l}Gg(BaLaEl) A ¢G3(BvaE)®¢Gg(BvE)

3. El resto de grupos y sus potenciales no se modifican, pero por coherencia usa-

remos la notacién G’ para todos. El drbol de grupos maximales obtenido 7" =

({G4,...,Gy}, Epr) y sus potenciales asociados representa la factorizacion
¢ ,
P(z,z0) = ngfi(xwi), Vr € O x, (1.7)
i=1

La aplicacién del algoritmo 1.2.4 sobre el arbol 1" hace que en la fase ascendente
se almacene en cada grupo el potencial ¢(G;) = P(R;,z0|S;) v en la descendente
Y(G;) = P(R;, Si, o), lo que permite calcular el valor P(X;|zp) = % para toda
variable X; presente en T".

6esta eliminacién sélo es necesaria si queremos que el drbol esté formado tnicamente por grupos

maximales
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1.2.3 Método Hugin

El método Hugin es un refinamiento del algoritmo de Lauritzen y Spiegelhalter rea-
lizado por Jensen y un grupo de colaboradores de la Universidad de Aalborg [69, 70]. El
nombre del método se debe a que es el algoritmo béasico de propagacion que implementa
la herramienta de construccién de sistemas expertos Hugin® [3], considerada como una
de las mas eficaces para el desarrollo y ejecucién de sistemas expertos basados en redes

Bayesianas.

El arbol de grupos utilizado por el método Hugin es el representado en la figura
1.10, es decir, se anaden los separadores al arbol. Los grupos maximales no tienen por
qué estar ordenados y esto nos lleva a reflejar un cambio en nuestra notacién. Hasta
ahora dividiamos un grupo G; en {R;, S;}, sin embargo, ahora no tiene sentido hablar
del conjunto separador de un grupo sino del conjunto separador entre dos grupos G; y
G, al que notaremos como 5; ; 0 S;; indistintamente. Otro cambio es que también los

separadores tienen asociados potenciales, los cuales se inicializan con valores unitarios.

Los potenciales siguen constituyendo una factorizacion de la distribucion de proba-
bilidad conjunta definida sobre las variables de la red, pero ademéas ahora se verifica el

siguiente teorema [66]:

Teorema 1 Sea T = ({G1,...,Gi}, Er) un darbol de grupos con separadores para la

red G = (U, E). Sea {Ry,..., Ry} el conjunto de separadores. Entonces se verifica que

H wGi (‘TiGi)

Plr) = 40— Ve (1.8)
];[1 ,QZJR]' (xi/Rj)

O

Evidentemente, la divisién por el producto de los separadores no afecta a la facto-
rizacion puesto que todos valen 1. Sin embargo, la importancia de este teorema reside

en que la igualdad anterior es cierta en cualquier momento de la propagacion.

Dada la evidencia Xp = x¢ la incorporaremos al drbol de grupos como sigue:

. . XoNG; GiNX
v, (gi) sighOn Y =gt

e, (gt) < Vgi € Qq,, VG; € {G; | GiN Xo # 0}

. 1XoNG; GinG
0 si gii o £ xé wo

"Hugin es un paquete software comercializado por Hugin Expert A/S (www.hugin.dk)
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Después de esto el arbol de grupos representa una factorizacién de P(z,zp). Como
podemos ver, a diferencia del método de absorcién de evidencia de Lauritzen y Spie-
gelhalter, ahora no se modifica la estructura del arbol. Esto hace que la propagacién
posterior se haga sobre un drbol de mayor tamano (conteniendo todas las variables),

pero por otra parte se ahorra el esfuerzo de la modificacion del arbol.

Una operacién béasica en el método Hugin es la absorcidn entre grupos [66], que se

define como sigue:

Definicién 22 (Absorcién)
Sean G; y G; dos grupos vecinos en el drbol y S; ; su separador. Se dice que el grupo
G; absorbe de G si los potenciales 1), y s, ; se actualizan a 9g, y wg”, usando las

siguientes reglas:

U, (gyi'si’j) — e, (g;)" Vg; € Qg (1.9)
U, (97)

7’/}2;1(91) Ses (gz) : ]75” Vg, € Qg, (1_10)
Sij (gi ’ )

|

En la operacién de division se considera que % = 0. La idea de la absorcion es que

la informacién comun entre G, G; y S;; debe ser la misma, es decir,
(G = (i) = P(Gy).

Cuando esto se cumple la operacién de absorciéon no produce ningin cambio y se dice
que esa arista del drbol es consistente. Si la arista no es consistente pero (S, ;) =

Y(G;)*5i entonces después de absorber G; de G; la arista pasa a ser consistente.

La operacion de absorcion puede redefinirse en forma de calculos locales mediante
paso de mensajes entre los nodos implicados. Asi, cuando el grupo GG; quiere absorber

de G se realizan las siguientes operaciones:

1. En G;: Enviar M9 =5 = o(G;)*5i

Vs,
e ! i,
2. En S, ;: 1/152_,]_ — st

Enviar M%.i=¢ = Vs,
3. En Gz ¢I(Gl) < ¢I(GZ) X MSLJ‘%GZ‘

El procedimiento de propagacion se describe en el algoritmo 1.2.5. Una buena
referencia en la que se discuten aspectos de la implementacion es [64].
Para finalizar el estudio del método Hugin haremos los siguientes comentarios:
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Algoritmo 1.2.5 Método Hugin
Entrada: Un drbol de grupos maximales T = ({Gy,...,G;}, Er) factorizando la

distribucién de probabilidad conjunta definida sobre la red Bayesiana G = (U =
{X1,..., X}, F). La evidencia observada X¢p = z¢.
Salida: La probabilidad P(X;|zo) para cada X; € U \ Xo.

1.- Incorporar la evidencia xp a los potenciales de T’
2.- Elegir un grupo G que actuara como raiz de 7.
{FEsto da direccion a los arcos de T, pudiéndose hablar de padres e hijos}
3.- Fase de recoleccién de evidencia
- G'g absorbe de sus grupos hijos después de que éstos hayan realizado
la absorcion de los suyos y asi sucesivamente.
{ Después de esta fase (G;) = P(Gi,x0)}
4 - Calcular la constante de normalizacién K = ¢(Gg)*“=.
5.- Si K = 0 entonces finalizar devolviendo un error
{K es igual al valor de P(xo), por tanto si vale 0 indica }
{ que la evidencia introducida xo es imposible}
6.- Normalizar el potencial de Gg haciendo (Gr) < ¥(Gr)/K
{ Ahora (GR) es igual a P(GRrlzo)}
7.- Fase de distribucién de evidencia
- G'g realiza una peticién de distribucién de evidencia a sus grupos hijos.
Un grupo G; al recibir una peticion de distribucién de evidencia
de G realiza las siguientes tareas:
- Absorbe de G;
- Realiza una peticion de distribuciéon de evidencia a sus grupos hijos.
{ Después de esta fase (G;) = P(Gi|lzo)}
{ Cdlculo de P(X;|z0)}
5-i+1
6.- mientras (i < n)y (X; ¢Xo) hacer
- Sea Cj el grupo o separador de menor tamano tal que X; € C
- P(Xi|zo) = ¥(Cy)+
-14—1+1
fmientras
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e Si se dispone de una ordenacion de los grupos del arbol que verifique la propiedad
de la interseccién consecutiva, las fases de recolecciéon y distribucion de evidencia
pueden organizarse iterativamente al igual que las fases ascendente y descendente

del método de Lauritzen y Spiegelhalter.

e Si bien la operacién de absorcién siempre lleva a cabo una division en los separa-
dores para mantener los arcos consistentes, en la fase de recoleccion de evidencia,
es suficiente con almacenar el nuevo potencial del separador, ya que los sepa-
radores tienen inicialmente potenciales unitarios y, por tanto, la divisién no es

necesaria.

e Inicialmente si se habia hecho la propagaciéon para una evidencia Xp = xp y se
queria propagar para otra evidencia X/, = xf, era necesario volver a cargar los
potenciales iniciales del arbol y repetir el procedimiento, excepto en el caso en
que la nueva evidencia sea una extension de la orginal -contenga a xo y otras
observaciones- en cuyo caso sélo hay que anadir las nuevas observaciones y propa-
gar). Posteriormente, Cowell [23] propuso un algoritmo denominado retraccion
rapida de evidencia que permite recuperar los potenciales necesarios mediante

una propagacion en el arbol.

1.2.4 Meétodo de Shenoy y Shafer

El método de Shenoy y Shafer [127] tiene la ventaja de presentar una axiomética
que aisla la parte algoritmica de la representacién utilizada, pudiendo asi trabajar
con distintos formalismos®. Aqui nos vamos a referir inicamente a la propagacién de
probabilidades [121].

El método comienza con una lista de potenciales (formada por las probabilidades
condicionadas de la red) y el hipergrafo que definen los conjuntos sobre los que se defi-
nen estos potenciales. A continuacién se anaden al hipergrafo aquellos conjuntos sobre
los que queremos calcular probabilidades marginales. Por ejemplo, en la red Asia el
hipergrafo inicialmente seria H = ({A}, {S},{A,T},{L,S},{B,S},{F,T,L},{X,D}
,{E, D, B}). Después, si lo que queremos es calcular probabilidades para cada varia-
ble individualmente hay que anadir los conjuntos {T'},{L},{B},{E},{X} y {D} al
hipergrafo.

8Por ejemplo, el sistema PULCINELLA desarrollado por Safiotti y Umkehrer [113] implemen-
ta el método para cuatro formalismos: probabilidades, funciones de creencia, valores booleanos y
posibilidades.
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A continuacién, se organizan los subconjuntos de H en un &rbol de intersecciones®

binario (en ocasiones hay que anadir mas subconjuntos para poder construir el arbol).
Un arbol de intersecciones binario es aquel en el que un grupo tiene a lo sumo tres
grupos vecinos. Inicialmente el método no se aplicaba sobre un arbol binario, pero
Shenoy [123, 126] los introduce para mejorar la eficiencia del método. La figura 1.11
muestra un arbol de intersecciones binario para la red Asia. En la figura también se
indican los potenciales asignados a cada grupo (el resto son unitarios). Si se tiene alguna
evidencia se introduce en el drbol mediante un nuevo potencial inicial consistente en
una matriz de ceros y unos. Por ejemplo, si tenemos la evidencia A = a se asocia un
nuevo potencial de entrada al grupo {A} del drbol, con lo que este grupo tendria dos

potenciales iniciales.

P(LIS) P(BIS)

& &

(sLB
Le—(B)

TLE L.E L,E.B

EB)
P(D|E,B)
)

Figura 1.11: Arbol de intersecciones binario para la red Asia

La idea basica del método de Shenoy y Shafer viene dada por el siguiente resultado
[127]):
Sea T = {Gy,...,G} un drbol que factoriza la distribucién de probabilidad
conjunta sobre Y = Gy U ... U Gy. Sea G; un nodo hoja del drbol. Entonces si
hacemos

Y(pa(Gi)) + U(pa(Gy)) ® o (Gy)*FPHe) (1.11)

9Es suficiente la propiedad de interseccién y no se requiere que los grupos sean maximales
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y eliminamos G; del drbol, se tiene que el arbol T" = {G,...,G; 1,Git1,. .., G}
factoriza la distribucién de probabilidad conjunta'® sobre el conjunto de variables
U=G1UUGZ_1UGZ+1UUGt

Utilizando este resultado podemos elegir como nodo raiz el grupo que contiene la(s)
variable(s) para la(s) que queremos obtener la probabilidad marginal y realizar un
procedimiento ascendente que vaya borrando los nodos que son "hoja” y actualizando
el potencial del grupo padre del borrado con la expresion 1.11. De esta forma, al acabar
el procedimiento nos queda en el grupo raiz la marginal que buscamos. En realidad los,
grupos del arbol no se borran realmente sino que el procedimiento se realiza mediante
una propagacion de mensajes en el arbol. De hecho, el grupo para el que queremos
calcular la marginal realizaria una peticién de recoleccién de evidencia implementada
en Hugin, ya que hemos visto que ello produce una propagacion de cardcter ascendente

hacia el nodo que realiza la llamada.

El procedimiento anterior permite calcular la probabilidad marginal para un grupo
del arbol, pero ya hemos visto que en general se quiere calcular la marginal para unas
variables de interés (que pueden ser todas las variables de la red). Para solucionar
ese problema Shenoy y Shafer [127] proponen que cada grupo que quiera calcular su
marginal invoque una propagacién como la comentada en el parrafo anterior. Esto
provoca que el flujo de los mensajes sea ahora en las dos direcciones de la arista y, por
tanto, es necesario definir una arquitectura que lo permita. Shenoy y Shafer proponen

la arquitectura mostrada en la figura 1.12.

Asociado a cada arco hay dos registros encargados de almacenar los mensajes que
circulan en cada una de las dos direcciones. Algunos de los registros no se utilizan, ya
que solo se calculan los mensajes necesarios. Asi en la red Asia si queremos calcular la
marginal para cada variable X; nunca se calculard el mensaje M {58245} - Asociado
a cada grupo puede haber asociados cero, uno o més potenciales. En concreto habra
uno por cada potencial inicial que tiene asociado el grupo!! (registro ovalado G en la
figura 1.12) y uno para almacenar el potencial de salida ( registro ovalado p(-) en la
figura 1.12) si es que desea calcularse la marginal para ese grupo; en caso contrario
el potencial recalculado no se almacena sino que simplemente se envian los mensajes

a los nodos vecinos. Por 1ltimo, indicar que es necesario un esquema que guie la

%¢ondicionada a la evidencia si ésta se habfa instanciado en el drbol
Los potenciales iniciales se almacenan en forma factorizada y no conjunta como en los drboles de

grupos
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{ MGE *)Gi ]\4Gz —Ge [

MGi‘)Gh MGf *}Gi

MGn—Gi MGi—Gy

Figura 1.12: Arquitectura para el método de Shenoy y Shafer

propagacién, como puede ser que cada grupo (G; aguarde a tener mensajes de entrada
en todos sus arcos menos uno (G;) y entonces combine su potencial con los mensajes
y envie el mensaje a G;; posteriormente, cuando reciba el mensaje de G; recalcula su

potencial y envia los mensajes a todos sus grupos vecinos excepto Gj.

A continuacién presentamos algunas diferencias (dignas de destacar) del método
de Shenoy-Shafer respecto a los métodos Hugin y de Lauritzen-Spiegelhalter antes

comentados [87]:

e El arbol de interesecciones binario tiene més nodos que un arbol de grupos ma-
ximales, ya que contiene a los grupos maximales y a subconjuntos propios de

ellos.
e No se realizan divisiones.
e Los potenciales iniciales no se modifican durante el proceso de propagacion.

e Las probabilidades marginales para las variables de interés se calculan en grupos
que unicamente contienen a las mismas y no en grupos mayores en los que hay

que marginalizar.
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Por tultimo, indicar que si bien la gran ventaja de la arquitectura propuesta por
Shenoy y Shafer frente a la arquitectura Hugin es su generalidad, recientemente Lau-
ritzen y Jensen [68] han ampliado la axiomatica inicial propuesta por Shenoy y Shafer

anadiendo nuevas propiedades que permiten su aplicacién a la propagacion tipo Hugin.

1.2.5 Calculo de marginales para subconjuntos de variables

Los métodos anteriores nos permiten calcular la probabilidad marginal P(X;|z0)
para cada X; € Xy, con X; el conjunto de variables de interés. Sin embargo, en
algunas ocasiones es util calcular la probabilidad marginal global para un conjunto de
variables, es decir, P(X|zp) y la pregunta que nos hacemos es: ;Se puede calcular
esta probabilidad utilizando los métodos anteriores?. La respuesta es s7, siempre que
X sea un subconjunto de algin grupo del arbol y no en caso contrario. Xu [147] ha
desarrollado un método que permite calcular la probabilidad marginal para cualquier
subconjunto de variables de la red X; mediante la modificacién del drbol de grupos'?
para que incluya X; en alguno de sus grupos. En el algoritmo 1.2.6 se muestra en

detalle el método de modificacién del arbol de grupos.

Algoritmo 1.2.6 Método de modificacion del arbol para incluir X; en un grupo
Entrada: Un drbol de grupos maximales T = ({G4,...,G}, Er). El conjunto de

variables de interés X;.
Salida: El arbol de grupos 7" = ({Go, G4, ..., Gy}, Egr) con X C Gy.

1.- Encontrar un conjunto de grupos (minimal) B, tal que
VG, € B, G;N X #QYX] - GUBGi
i€

2.- Encontrar un conjunto de grupos A que contenga a B y a todos los grupos
que hay en los caminos que se forman entre los grupos de B.

3.-Sea Gp = X;U{S,; | Gi,G,; € Ay (G;,G;) € Er}.

4.- Asignar a ¢(Gy) un potencial unitario.

5.- Eliminar todas las aristas que hay entre los grupos de A y anadir una arista
entre cada grupo de Ay Gy. Es decir,

Er «— (Er\{(Gi,G;) | Gi,Gj € A}) U{(Go,Gi) | Gs € A}
6.- Finalizar devolviendo el drbol 7" = ({Gy, G4, ...,Gy}, Epv)

12Xu desarrolla el método para trabajar con valuaciones [124], sin embargo, nosotros nos referiremos

lnicamente a probabilidades
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Al anadir el grupo G| es claro que el arbol deja de ser un arbol de grupos maximales,
ya que este grupo incluye a todos los grupos del conjunto A. Xu [147] demuestra que
el arbol obtenido sigue siendo un arbol de intersecciones. La ventaja de este método es
que no es necesario modificar (recalcular) ninguno de los potenciales iniciales. Ahora
podemos aplicar uno de los algoritmos de propagacion vistos y calcular la marginal en

X7 como 1(Go)*¥T. Veamos un ejemplo de modificacién del drbol.

Ejemplo 4 Sea el arbol de grupos maximales para la red Asia de la figura 1.9. Supon-
gamos que queremos calcular la probabilidad marginal para el conjunto de variables
X7 ={A,T,S}. La aplicacién del algoritmo 1.2.6 produce:

e El conjunto B = {G1,G4}.
o El COIljllIltO A= {Gl, GQ, G3, G4}
e El grupo Gy = {A,T,S}u{T}U{E,L}U{B,L} = {A,T,S,E,L,B}.

e El arbol de grupos de la figura 1.13.

Figura 1.13: Arbol modificado para incluir {A, T, S}

O

En el mismo trabajo Xu demuestra que si ya tenemos calculadas las marginales

en los grupos del arbol T" no es necesario hacer otra propagacion completa, sino que
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la marginal en el grupo Gy del drbol T" puede hacerse a partir de las marginales

previamente calculadas, ya que se cumple la siguiente expresion:

() w(Gi)iGiﬁGo

aQ _ G,eA
¥ (Go) ®  (Siy)

GG €A
(Gi,G;)EET

Si no se quiere modificar la estructura del arbol podemos hacer estos calculos uti-

lizando una estructura de dos niveles como la mostrada en la figura 1.14.

Figura 1.14: Estructura de dos niveles para {A,T, S}

Un problema que se plantea es que el cardinal de €2, puede ser mucho mayor que
el de Qx,, lo que hace que las operaciones se hagan sobre universos muy grandes y
se tienda a una complejidad exponencial. Para paliar este problema Xu propone un
algoritmo que permite hacer los cdlculos mediante computaciones locales y que esta
basado en la idea de fusidn propuesta por Shenoy [125] (el algoritmo de fusién es una
aplicacién de las técnicas de computacion local a la inferencia en redes de valuaciones).
La aplicacion de este algoritmo a nuestro ejemplo produciria la estructura de la figura
1.15 (para una descripcién detallada del algoritmo ver [147]). No obstante, el problema
no esta resuelto del todo puesto que los universos en los que se opera son de mayor
tamano que los usados en el caso de la marginal sobre una tinica variable y, por tanto,

el procedimiento es menos eficiente.

1.3 El problema de la abduccion

En los dltimos anos el razonamiento abductivo ha incrementado su interés en varios

campos de investigacion relacionados con la inteligencia artificial, como por ejemplo en
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Figura 1.15: Estructura de dos niveles para {A,T, S} con computaciones locales

tareas de analisis y diagndstico [104, 109, 111], comprensién del lenguaje natural [134],

visién artificial y procesamiento de imégenes [79], generacién de planes [5], etc ...

El problema de la abduccion puede plantearse como la busqueda de explicaciones a
unos hechos observados. Es, por tanto, una regla de inferencia (inferencia abductiva)

[103]que sigue el siguiente esquema:

regla general : todas las bolas de la caja A son negras
hecho . la bola es negra
hipaotesis . la bola es de la caja A

Aligual que en la deduccion, en la abduccion a partir de un caso particular y de una
regla general se obtiene un caso particular; sin embargo, en la deduccién el resultado
es una consecuencia logica de la regla general y por tanto ”cierto”, mientras que en
la abduccién el resultado es simplemente una ”hip6tesis” (una posible explicacién al
hecho observado) y no una conclusién definitivamente cierta. Otra diferencia entre la
deducciéon y la abducciéon es que en la primera se requiere una implicacion absoluta
en la formulacién de las reglas (si A = B, siempre que se de A es seguro que se da
B), mientras que en la abduccién la implicacién puede relajarse y ser interpretada
como una relacién causal (si A = B, A es una posible explicacién de B). Levesque
[88] sugiere extender la nocién de ezplicacion para englobar aquellos casos en los que
aunque no exista una relacién causal directa entre A y B, conocer A sea suficiente para
creer B como cierta. En la mayoria de las aproximaciones actuales las reglas usadas
en la inferencia abductiva utilizan la implicacién material (légica) interpretada como

una especie de relacion causal.
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En general el proceso de inferencia abductiva siempre produce mas de una explica-
cion posible, lo que hace que sea necesario discriminar entre las distintas alternativas.
Los criterios que se utilizan para seleccionar las mejores explicaciones del conjunto
de hipoétesis generadas se basan en utilizar alguna medida que nos diga cuando una
hipétesis es mejor que otra y en preferir siempre las hipotesis mas simples (de acuerdo a
algiin criterio de simplicidad). La figura 1.16 muestra el proceso de la inferencia abduc-

tiva, diferencidandose claramente entre las fases de generacion y seleccion de hipotesis.

Hechos Generacion Conjunto de Seleccion  [_p MéOres
Observados ™ de Hipotesis | Explicaciones - deHipotesis Explicaciones

Figura 1.16: Proceso de inferencia abductiva.

En esta seccion vamos a ver como se plantea el problema de la abduccién en légica,
para posteriormente ver como se plantea en los sistemas probabilisticos y su resolucién
utilizando redes Bayesianas. No obstante, queremos destacar que la abduccién también
se ha estudiado en otros modelos de representacion de la incertidumbre, como la teoria
de la posibilidad o la teoria de la evidencia. En estos modelos el problema se ha

abordado basicamente desde dos puntos de vista:

e Extension de la teoria del recubrimiento de conjuntos desarrollada por Peng y
Reggia [105], al caso posibilistico. En este sentido hay que citar los trabajos de
Dubois y Prade [41], y de Gebhardt y Kruse [46].

e Mediante el uso de sistemas de mantenimiento de la verdad basados en suposicio-
nes (ATMS, de Kleer [33]). En este sentido podemos citar el trabajo de Dubois y
col. [38] con posibilidades, y el de Kohlas y Mooney [76] en teoria de la evidencia.

Si bien en esta memoria sélo vamos a considerar el caso probabilistico, creemos que
la metodologia que vamos a presentar puede adaptarse a dichos modelos, transforman-
do el problema de la busqueda de la explicacién més probable en la bisqueda de la
explicacién mas posible, o mas plausible; ya que como es bien sabido los algoritmos
de propagacién son también aplicables a los mismos, estableciendo las operaciones de

marginalizacién y combinacién correspondientes.
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1.3.1 Abduccion en légica

La mayoria de las investigaciones en abduccion estan basadas en el modelo l6gico.
Esto tiene la ventaja de que el conocimiento que esta representado en algin lenguaje
l6gico L con la finalidad de realizar inferencias deductivas, pueda ser utilizado también

para hacer abduccién.

En un modelo légico un sistema abductivo consiste en:
e una teoria légica T definida sobre el lenguaje L, y
e un conjunto de sentencias A (de £) llamadas abducibles.

En algunas ocasiones se declaran predicados como abducibles en lugar de sentencias,
en estos casos se consideran sentencias abducibles aquellas que unicamente contienen

predicados abducibles.

Ademas, si una sentencia ¢ se encuentra en el transcurso de un proceso abductivo

en la buisqueda de una explicacién de w, deben cumplirse las siguientes condiciones:
e TUphrw,
e 7 Uy es consistente,
e ¢ es abducible (¢ € A).

Es decir, la observacién w debe ser derivable desde la teoria légica 7 aumentada
con la explicaciéon ¢, y ademas ¢ ha de ser consistente con 7. Estas dos condiciones
aseguran la validez del proceso abductivo. Ademads, imponer que ¢ tenga que ser
abducible no es ninguna restriccion, ya que se puede elegir A de forma que contenga

todos los predicados de L.

Respecto a la informacién causal del modelo, hay que senalar que en un modelo
légico el conocimiento sobre las relaciones causales (usado en la inferencia abductiva)
esta representado implicitamente en la teoria 7. Ademas, la implicacion en 7 debe
ser interpretada de dos formas distintas dependiendo del uso que se esté haciendo [88].
Asi, en las sentencias que contienen predicados abductivos la implicacion se verd como
una especie de relacion causa-efecto, mientras que en el resto de las sentencias se vera

como la implicacion material o absoluta.

Vamos ahora a comentar los dos pasos basicos de que consta el proceso de razona-

miento abductivo, es decir, la generacion y seleccién de hipétesis (explicaciones).
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1.3.1.1 Generacion de hipétesis

Sin duda, la parte més importante del procedimiento abductivo es la dedicada a
formar una teoria nueva que explique los hechos observados. En los modelos légicos la
mayoria de los autores [24, 43, 108, 122] coinciden en utilizar resolucién lineal para la
fase de generacion de hipotesis. Aqui vamos a comentar el método propuesto por Cox y
Pietrzykowski [24], que se basa en utilizar resolucién lineal y skolemizacién. Se supone
que inicialmente la teoria no explica el hecho observado w y se buscan las causas ¢ que

pueden provocar la observaciéon w, cumpliéndose las dos condiciones siguientes:
e TUpkFuw,y
e ¢ es consistente con T

Para obtener el conjunto de causas se convierte 7 a forma clausal, se niega la
observacién w y se aplica resolucion lineal tomando como entrada las clausulas de T
y alguno de los elementos de —w como clausula tope. Una vez realizado el proceso
de deduccién, se toman todos los callejones sin salida!® alcanzados y a partir de su

negacion se construye el conjunto de hipétesis (explicaciones) candidatas.

Ejemplo 5 Supongamos la teoria 7 = {

Vo  —TieneGasolina(coche(x)) = —Arranca(coche(x))
Vo  —Arranca(coche(x)) = Andando(z)

Vo  Andando(x) = LlegaT arde(r)

Vo Llueve A Andando(x) = Mojado(x)}

y la observacién w = LlegaTarde(Juan) A Mojado(Juan). Al pasar a forma clausal

la teoria obtenemos el siguiente conjunto de clausulas:

TieneGasolina(coche(z)) V = Arranca(coche(r))
Arranca(coche(x)) V Andando(x)

—Andando(z) V LlegaT arde(x)

—Llueve V ~Andando(z) V Mojado(z)}

y al negar la observacion se tiene:

—LlegaTarde(Juan) V =Mojado(Juan)

13 Aquellos puntos alcanzados en el proceso deductivo en los que ya no se puede resolver con ninguna
otra clausula
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Si tomamos —LlegaT arde(Juan) como cldusula tope y ejecutamos resolucién obtene-

mos:
—Liegatarde(Juan) —Andando(z) V Llegatarde(z)
—Andando(Juan) Arranca(coche(x)) V Andando(z)

Arranca(coche(Juan)) TieneGasolina(coche(x)) V = Arranca(coche(x))

TieneGasolina(coche(Juan))

y si tomamos = Mojado(Juan) como cldusula tope y ejecutamos resolucién obtenemos:

-~ Mojado(Juan) —Llueve V = Andando(z) V Mojado(x)

—Liueve V = Andando(Juan)

Por tanto, la explicacién que obtenemos es:
—TieneGasolina(coche(Juan)) A Llueve A Andando(Juan)

formada como la conjuncién de la negacion de los callejones sin salida alcanzados en

el proceso de resolucion. O

1.3.1.2 Seleccién de hipétesis

Después del procedimiento de generacién de hipdtesis se obtiene como resultado
un conjunto de explicaciones posibles y como este conjunto puede ser bastante grande
es légico descartar las hipotesis "menos interesantes” con el objetivo de hacer mas

eficiente el resto del proceso computacional.

Los principios de seleccion estan basados en heuristicas que intentan seleccionar
las buenas explicaciones. Naturalmente el concepto de buena explicacion depende del
dominio de aplicacién en que nos estemos moviendo, sin embargo, existen criterios

sintacticos que siempre pueden aplicarse y que excluyen las explicaciones triviales.



51§) Capitulo 1: Redes causales y abduccion

Segun Peirce las hipétesis seleccionadas deberian ser las mas simples desde el punto
de vista sicoldgico, es decir, las correspondientes a las explicaciones mas intuitivas.
Sin embargo, dado que esta nociéon es muy dificil de capturar se suele sustituir por
la simplicidad 16gica y/o sintéctica, de forma que las hipé6tesis que contienen literales

superfluos o aquellas que son subsumidas por otras no son seleccionadas.

Una vez aplicados los criterios de simplicidad sintactica el conjunto de hipdtesis
puede ser ain grande, lo que hace que se tenga que aplicar otro tipo de seleccién.
Asi, se suelen preferir las hipdtesis que tengan un cierto nivel de especificidad y las
mas plausibles. Para medir el grado de plausibilidad de una hipotesis se trabaja con
probabilidades, costes y pesos, aunque esto provoca que el sistema sea muy costoso

computacionalmente hablando.

1.3.2 Abduccién en redes causales Bayesianas

El problema de hacer inferencia abductiva en redes causales, generalmente se ha
entendido como la bisqueda de la configuracion de estados de mayor probabilidad
para las variables no observadas. Este problema también ha recibido los nombres
de revision de creencias o busqueda de la explicacion mds probable por Pearl [100] y
bisqueda de la configuracion mdzima a posteriori por Shimony y Charniak [131]. En
general el problema se conoce como la bisqueda de las K explicaciones més probables,
ya que habitualmente se pretenden encontrar las K mejores explicaciones a los hechos
observados y no la primera tnicamente. A continuacion definimos formalmente los
conceptos de explicacion y explicacion mds probable dentro del contexto de las redes

Bayesianas.

Definicién 23 (explicacién)

Sea G = (U, FE) una red Bayesiana y o una observacion del conjunto de variables
Xo C U. Decimos que x € Yy es una explicacion de vo si 2¥X0 = 2o y P(x) > 0).
O

Evidentemente esto produce un altisimo ntiimero de explicaciones, lo que hace ne-
cesario seleccionar entre ellas de alguna forma. El criterio de seleccién que se usa esta

basado en la probabilidad a posteriori de la explicacion.

Definicién 24 (explicacién mds probable)

Sea G = (U, E) una red Bayesiana y o una observacion del conjunto de variables
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Xo CU. Decimos que x* € Qy es la explicacion mds probable (EMP) de xo si

r* = argmax P(z|zo) (1.12)
ey

O

La obtencion de la explicacion mas probable z* usando la expresién 1.12 no es
equivalente a hacer:
Tt =] ATy AL ATy, con xf = max P(zilzo), VX; €U\ Xo
Ti€llx,
y, por tanto, no podemos resolver el problema de la inferencia abductiva en redes cau-
sales usando los métodos de propagacion de probabilidades descritos en las secciones
anteriores. A continuacién, revisamos el estado del arte del tema en la actualidad, co-

mentando con mayor detalle los métodos que mas influencia van a tener en el desarrollo

de esta memoria.

1.3.2.1 Métodos exactos

En los tltimos anos se han desarrollado una serie de algoritmos para resolver de
forma exacta el problema de la busqueda de las K explicaciones mas probables, sin
embargo, en muchos de ellos o bien se restringe la topologia de la red o se considera

unicamente el caso de K = 1.

Peng y Reggia [104, 105] plantean un método basado en recubrimiento de conjuntos
para realizar razonamiento abductivo sobre redes causales, sin embargo, el método esta
disenado para resolver el problema clasico de diagnostico lo que limita la topologia de
la red a dos niveles, uno formado por hipétesis (que sélo pueden tomar dos valores) y

otro por sintomas que deben ser directamente observables.

Cooper [19] desarrolla un método basado en bisqueda primero-mejor para encon-
trar las K mejores explicaciones en una red causal, siempre que se cumpla que to-
das las variables sobre las que se quiere abducir son bivaluadas (+,-) y que si X;
y X son dos subconjuntos de variables abducibles entonces P(z} U z';) < P(z}) v
P(zh Uz'y) < P(a2;), siendo 2 y 2, las configuraciones de valores que se obtienen al
instanciar cada variable del conjunto a su primer valor (4). La ventaja del método de
Cooper es su eficiencia y que puede aplicarse a problemas de abduccion parcial y la
desventaja es (como senala Henrion [57]) que las condiciones impuestas son demasiado

severas, lo que hace que el método sea dificilmente aplicable a problemas reales. Otro
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método que utiliza la bisqueda primero-mejor y que no impone condiciones a la red
causal es el propuesto por Shimony y Charniak [17, 131], consistente en transformar
la red en un GDA con funciones booleanas pesadas asociadas a sus nodos y buscar
entonces demostraciones con coste minimo. El problema de este método es que la
complejidad espacial del grafo resultante es exponencial en el tamatno de la red causal
original. Santos [114] introduce una mejora a este método trasladando la bisqueda
de las demostraciones de minimo coste a problemas de programacién 0-1 y utilizar
entonces el método del simplex combinado con ramificaciéon y poda como método de
resolucion. Las principales desventajas que se han achacado a este método son que la

red inicial debe ser pequena y con estructura cercana a un grafo y-o.

Un enfoque distinto es el presentado por Li y D’Ambrosio [89], vélido para la
bisqueda de las K explicaciones mas probables y aplicable a cualquier red causal. Es-
te método sigue la idea del algoritmo de propagacién de probabilidades conocido como
”eliminacién de variables” [117, 149]. En concreto, el método de Li y D’Ambrosio se
basa en combinar distribuciones parcialmente instanciadas de acuerdo a una factori-
zacion optima para obtener la primera explicacion y aplicar después K — 1 veces un
algoritmo de orden lineal para obtener el resto de las explicaciones. Li y D’Ambrosio
[90] han desarrollado un algoritmo que permite obtener una factorizacién 6ptima para
redes simplemente conectadas, pero indican que la bisqueda de esta factorizacién en
redes arbitrarias puede ser un problema NP-duro, dando un procedimiento heuristico
para estas situaciones. Dechter [34] presenta una versién general del algoritmo de

eliminacion de variables, recogiendo como caso particular la obtenciéon de la EMP.

Los métodos comentados hasta ahora tienen en comin que no utilizan la propa-
gacién de probabilidades (entendida como un proceso de paso de mensajes a través
de una estructura gréifica), sin embargo, la inferencia abductiva en redes causales pue-
de resolverse mediante propagacién de probabilidades sustituyendo la marginalizacion
mediante suma por una marginalizacién mediante maximo. Dado que los métodos de
propagacién se han confirmado como los maés eficientes para la obtencién de probabili-
dades marginales, se han desarrollado (y adaptado) algoritmos de propagacién para la

bisqueda de la explicacién mas probable.

Pearl [100] adapta el algoritmo de propagacién para polidrboles para buscar la expli-
cacion mas probable. El método desarrollado por Pearl tiene la ventaja de ser eficiente,
pero presenta la desventaja de no poder aplicarse directamente a redes arbitrarias (es

necesario aplicar condicionamiento) y que como muestra Neapolitan [93] inicamente
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es valido para encontrar las dos primeras explicaciones. En la linea del esquema de
paso de mensajes propuesto por Pearl estd el método desarrollado por Sy [140], que si
bien es vélido para encontrar las K mejores explicaciones, s6lo puede aplicarse direc-
tamente a redes simplemente conectadas. No obstante, Sy propone aplicar técnicas de

agrupamiento para resolver este problema.

Por 1ltimo vamos a comentar los métodos basados en realizar propagacién sobre
arboles de grupos maximales. Como estos métodos van a ser los mas cercanos al
desarrollo de esta memoria, vamos a verlos con un poco mas de detalle. En concreto
nos referiremos a los algoritmos propuestos por Dawid [28], Seroussi y Goldmard [115]
y Nilsson [95].

Algoritmo de Dawid

El procedimiento propuesto por Dawid [28] consiste en aplicar el algoritmo Hugin
utilizando el méaximo como operador de marginalizacién en lugar de la suma, es decir,
ahora la marginalizacion de un grupo G; a su separador S; se hace aplicando la siguiente
expresion:

U(S;) — (G = max(G)) (1.13)

Gi\S;

El procedimiento de realizar las fases de recoleccion y distribucién usando el maximo
como operador de marginalizacion recibe el nombre de maz-prop. Sea el arbol de grupos
T=({G,...,G},E) conUd = Gy U...UG, y sea P(-) la distribucién de probabilidad
conjunta que factoriza. Dawid indica que después de introducir la evidencia zo en T

y aplicar el procedimiento maz-prop se cumple lo siguiente:

i) VG; €T, max PU,x0) = max »(G;)

I3

ii) Sea z* = arg max P(z,z0) la configuracién de maxima probabilidad. Entonces
rely

x* puede obtenerse mediante la composicion de las g; calculadas con el siguiente

procedimiento:

1. g} « arg mgx (1)

g1€8¢,
2. Para j =2,...,t hacer
i <« pa(G,)
CH I (g5)¥oi
g; < arg max — ¢(g))
9i€0%; 19, =5
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Hay que notar que la aplicacién del método descrito en ii) es necesaria por si hay
dos o mas configuraciones de maxima probabilidad. Si sé6lo hay una configuracién de
maxima probabilidad ésta puede obtenerse directamente mediante la composicion de

las g = arg max (g:). Por otra parte, para obtener la probabilidad asociada a la
9i€8lg;

configuracién de maxima probabilidad es necesario dividir el valor obtenido en i) por
P(zo) que como se vié en el algoritmo Hugin puede calcularse sumando en el grupo
G'r después de que haya finalizado la fase de recoleccién de evidencia invocada por este
grupo.

Por 1iltimo, indicar que Nilsson [95] ha estudiado que el algoritmo disenado por
Dawid permite obtener las tres mejores explicaciones, pero no es valido (en general)

para obtener la cuarta, quinta y sucesivas explicaciones mas probables.

Algoritmo de Seroussi y Goldmard

Seroussi y Goldmard [115] plantean un algoritmo basado en arboles de grupos para
obtener las K explicaciones mas probables. La idea bésica del algoritmo de obtencién
de la explicacion mas probable es utilizar un procedimiento ascendente que visita cada
grupo del arbol, calculando en cada grupo G; = {R;, S;} la configuracién de R; que
maximiza el potencial asociado al grupo G;. Esto puede hacerse debido a que la
informacién relevante a las variables del conjunto residual R; estd contenida en el
subarbol que tiene como raiz a GG; y no se ve afectada por la informacién contenida en
el resto de los grupos. Ahora, cada configuracién z*“ de un grupo G; tiene asociado
ademads de su potencial, la instanciacion maxima de las variables pertenecientes a los
conjuntos residuales del subdrbol que tiene como raiz a G;, es decir, de las variables

que ya han sido borradas. Los autores denotan a esta configuracién por con fig(a+%:).

En lugar de dividir por la probabilidad de la evidencia P(xo) como hace el algo-
ritmo de Dawid, Seroussi y Goldmard ejecutan una fase previa en la que instancian la
evidencia y modifican el potencial de cada grupo G; del arbol a P(R;|S;, o). Después

4

de esta fase se realiza la propagacién'® en orden ascendente y al final la explicacién

mas probable viene dada por:
a* = gy Uconfig(gy), con gi = arg max ¢(g:)
91€0Qa,
Para obtener las K explicaciones mas probables en lugar de la primera, se modifica

el algoritmo de forma que cada vez que se marginaliza por maximo en vez de pasar un

14Gi bien los autores describen el algoritmo como un procedimiento iterativo y no como una propa-

gacién propiamente dicha (con paso de mensajes)
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valor como mensaje, se pasa un vector ordenado que contiene los K valores de maxima

probabilidad junto con sus config asociadas.

Ejemplo 6 Sea la red causal de la figura 1.17.a formada por las variables bivaluadas
{A,B,C} y la variable D que puede tomar tres estados. Y sean sus probabilidades
condicionadas las mostradas en la tabla 1.2.a. Supongamos que no hay evidencia
observada y que queremos obtener las dos explicaciones mas probables. En primer
lugar, obtenemos el arbol de grupos maximales mostrado en la figura 1.17.b y sus
potenciales iniciales (tabla 1.2.b).

(@ (b)

Figura 1.17: (a) Red causal con cuatro variables. (b) Un arbol de grupos maximales.

El siguiente paso es calcular el mensaje a enviar desde el grupo G5 hacia el grupo G,
teniendo en cuenta que como queremos obtener las dos explicaciones mas probables hay
que mandar un vector de dos posiciones por cada configuracion. El mensaje a enviar

es el siguiente:

Y[1)(e1) =0.5 ~ config= (D =d3)

MGG Y[2](c1) = 0.4 ~ config= (D = dy)
Y[1)(c2) = 0.6 ~ config= (D =d,)

Y12](c2) = 0.3 ~ config= (D =d,)

Por tltimo tenemos que combinar la informacion recibida en el grupo G con el
potencial contenido en este grupo. El resultado de esta operaciéon puede verse en la
tabla 1.3.

Por tanto, las dos mejores explicaciones mas probables son:

p(a’%bl;CZ;dl) = 0.126
p(a17b17017d3) 0.112
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plar) =04 Y(ay, by, cr) = 0.224
p(az) = 0.6 Y(ay, by, cz) = 0.056
p(by) = 0.7 b(ar, by, c1) = 0.06
p(be) = 0.3 Y(ay, be, c) = 0.06
p(cilar, by) = 0.8 Y(ag, by, cr) = 0.21
p(ci]ar, by) = 0.5 (az, by, cz) = 0.21
p(ci]az, by) = 0.5 (az, be,c1) = 0.0
p(ci]az, ba) = 0.0 Y(ag, ba, c3) = 0.18
plealar, br) = 0.2 Y(er,di) = 0.1
plealar, b2) = 0.5 Y(er,da) = 0.4
p(ealas, b)) = 0.5 Y(ci,ds) = 0.5
plealaz, ba) = 1.0 Y(ca,dy) = 0.6
p(diler) = 0.1 Y(cq,dy) = 0.3
p(di]ca) = 0.6 Y(ca,d3) = 0.1
p(ds]c) =04 (b)
p(ds]cz) = 0.3
p(ds|er) = 0.5
p(ds|ca) = 0.1

(a

Tabla 1.2: (a) Distribuciones condicionadas. (b) Potenciales iniciales

. ) EIen,

ai,bi,c; | 0112~ config= (D =d;3) || 0.0896 ~» config= (D = d,)
ai,bi,ca | 0.0336 ~ config= (D =d,) 0.0168 ~» config= (D = ds)
at,ba,c1 | 0.03  ~ config= (D =d3) | 0.024 ~ config= (D =dy)
ai,bo,co | 0.036 ~ config=(D=4d;) | 0018 ~ config= (D =dy)
as,bi,c1 | 0.106  ~ config= (D =ds) | 0.084 ~ config= (D =dy)
ag,bi,co | 0.126  ~ config= (D =d;) | 0.063 ~ config= (D =dy)
ag,be,c; | 0.0 ~ config= (D =d3) | 0.0 ~  config = (D = dy)
az,ba,co | 0.108 ~ config= (D =d,) 0.0564 ~ config= (D =ds)

Tabla 1.3: Resultado de la combinacién en Gj.
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Evidentemente esto aumenta la complejidad del algoritmo, ya que si un grupo G,
tiene H grupos hijosy Sj,,...,S;, son los separadores que comunican G; con sus grupos
hijos entonces, en la biisqueda de la explicacion mas probable al hacer la operacion de

combinacién se tiene
Y, (0) = g, (a¥9) sy, (@) sy (), con @ € Q.

Es decir, H multiplicaciones para obtener el valor de v(2*“?). Sin embargo, en la

bisqueda de las K explicaciones mas probables se tiene

Ve, (779) < g, (xw")-zbsjl (@ [ma])-. . g, (%98 [mp]),  conmy,...,my € {1...K},

es decir, ahora hay que hacer H K" multiplicaciones, ordenar los K valores obtenidos
para g; v quedarnos con los K primeros. El coste computacional de este procedimiento
es prohibitivo incluso para valores no muy altos de K, sin embargo, como puede verse
en [115], éste alto nimero de cdlculos puede ser reducido usando en cada grupo el
procedimiento que se esboza a continuacién para hacer la operaciéon de combinacion.
En cada grupo obtener la mejor configuracion como hemos visto anteriormente, es de-
cir, tomando el mejor valor de cada uno de los hijos. A continuacién para obtener el
segundo mejor valor del producto tenemos que considerar el producto de los maximos
valores de cada término excepto uno, el cual es sustituido por su segundo mejor valor.
La lista de todos los posibles segundos mejores valores se obtiene sustituyendo sucesi-
vamente cada término del producto. Ordenamos esta lista y nos quedamos tinicamente
con los K —1 primeros valores (puesto que ya sélo buscamos K — 1 explicaciones) como
candidatos. El primer elemento de esta lista es la segunda explicacion mas probable.
A este procedimiento Seroussi y Goldmard lo llaman hacer una expansion. Se reitera
entonces el proceso realizando una nueva expansién a partir de la iltima mejor confi-
guracién obtenida. Dado que cada expansion produce una nueva mejor configuracion,
se necesitan K — 1 expansiones. Esto hace que ahora el nimero de multiplicaciones
necesarias para obtener los K valores asociados a cada xv% es H((K — 1)H + 1), es

decir, menor que H?K.

Seroussi y Goldmard [115] calculan que la complejidad del algoritmo estd acotada
por tCK si R > KH y por tSK?H si KH > R, donde t es el niimero de grupos
del arbol; C, R, S y H son el tamano del mayor grupo, conjunto residual, separador
y numero de hijos en el arbol respectivamente; y K, el nimero de explicaciones mas

probables que se quieren encontrar.

Algoritmo de Nilsson
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Nilsson [95] presenta un método basado en el algoritmo de Dawid que permite

obtener las K explicaciones mas probables. El algoritmo se divide en dos fases:

1. Busqueda de la explicacion mds probable. Para realizar esta fase Nilsson aplica el
algoritmo de Dawid, lo que supone una complejidad igual a la del algoritmo Hugin
si consideramos que una suma consume el mismo tiempo que una comparacion.
Posteriormente, Nilsson demuestra que es suficiente con aplicar la fase ascendente
del algoritmo y no toda la propagacién, lo que divide por dos la complejidad de

esta fase.

2. Busqueda de las restantes K —1 explicaciones mds probables. Nilsson prueba que
después de aplicar la fase anterior, la explicacién mas probable también puede
encontrarse en varios subconjuntos del espacio de configuraciones. A partir de
este resultado utiliza un algoritmo basado en la técnica divide y venceras que
busca de forma iterativa las K explicaciones mas probables. Por razones de
brevedad no describiremos aqui el desarrollo de esta fase del algoritmo. Los

detalles pueden encontrarse en [95].

Respecto a la complejidad del algoritmo, Nilsson calcula que es aproximadamente
4t|C|, tomando K = % ~ |S| y suponiendo que t > K y que 2|R| > K, donde |C], |R]
y |S| representan el tamano medio de un grupo, conjunto residual y conjunto separador
respectivamente. Esto quiere decir que buscar las K = |S| explicaciones més probables

tiene aproximadamente la misma complejidad que aplicar el algoritmo Hugin.

Por tanto, la complejidad del método de Nilsson es menor que la del método de
Seroussi y Goldmard anteriormente comentado, si bien podemos decir que el método

de Seroussi y Goldmard es més intuitivo y facil de comprender.

1.3.2.2 Meétodos aproximados

La complejidad del problema de realizar inferencia probabilistica sobre redes cau-
sales arbitrarias pertenece a la clase de los problemas NP-duros [20]. El razonamiento
abductivo es una clase especial de inferencia probabilistica y por tanto es también un
problema NP-duro [129]. Esto ha hecho que en los tltimos afios hayan surgido algorit-
mos de caracter aproximado para abordar el problema de la inferencia abductiva, ya

que ésto permite aumentar el conjunto de problemas resolubles.

En [91] Lin, Galper y Shachter aplican directamente ascension de colinas, algorit-
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mos genéticos y enfriamiento estocdstico'® al problema, obteniendo que los mejores
resultados son los proporcionados por el algoritmo de enfriamiento estocastico. Sin
embargo, como senalan los propios autores, debido a las suposiciones de independencia
realizadas y al uso de una métrica como funcién de evaluacion, los algoritmos desarro-
llados en este trabajo tienen dos importantes desventajas, la probabilidad asociada a
la explicacién mas probable no es exacta y los algoritmos son incapaces de ordenar las

K explicaciones mas probables.

Otros trabajos mas recientes son los desarrollados por Gelsema [48, 49]; y Rojas-
Guzman y Kramer [112]. Antes de analizarlos por separado, veamos las caracteristicas

comunes que presentan:

e Los dos trabajos utilizan algoritmos genéticos [53], un método general de reso-
lucién de problemas de optimizacion combinatoria muy popular en los tltimos
anos. Una breve descripcién de los algoritmos genéticos puede encontrarse en el
siguiente capitulo de esta memoria, no obstante, a continuacién se muestra su

estructura general:

Algoritmo 1.3.1 Algoritmo Genético.

<0
Inicializar Poblacién(t)
Evaluar Poblacién(t)
mientras (no condicién de parada ) hacer
-t—t+1
- Seleccionar Poblacién(t)
desde Poblacién(t — 1)
- Alterar Poblacién(t)
- Evaluar Poblacién(t)
fmientras

Devolver la mejor x de Poblacién(¢)

e La probabilidad asociada a cada una de las soluciones obtenidas se obtiene apli-

cando la regla de la cadena, por tanto, hablamos de métodos aproximados porque

15En esta memoria se ha optado por denominar asi al algoritmo simulated annealing
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no se garantiza la obtencién del éptimo, pero no se trata de métodos de propa-

gacion aproximada ya que la probabilidad asociada a cada solucion es exacta.
A continuacién detallamos las particularidades de ambos algoritmos.

e Representacion de la poblacion.

— Rojas-Guzman y Kramer.- Cada individuo de la poblacién estd representado
por el grafo de la red causal, con cada una de las variables instanciadas a

uno de sus posibles estados.

— Gelsema.- Cada individuo de la poblacién esta representado por un vector
de enteros, de forma que la posicion i-ésima contiene el estado al que se

encuentra instanciada la variable Xj;.
e Inicializacién de la poblacion.

— Rojas-Guzman y Kramer.- Los individuos de la poblacién se generan aleato-
riamente, esperandose asi que sean una muestra uniformemente distribuida

por todo el espacio de bisqueda.

— Gelsema.- Los estados para las variables que ocupan nodos raices se generan
aleatoriamente. Los estados del resto de las variables se generan utilizando
las probabilidades condicionadas a sus padres (instanciados previamente).
Con esto se pretende comenzar por regiones prometedoras del espacio de

bisqueda.
e Operador de cruce.

— Rojas-Guzman y Kramer.- Los dos individuos hijos se construyen a partir
de los padres, intercambiando entre ellos un subgrafo de la red. El subgrafo
a intercambiar se obtiene tomando el entorno de un nodo elegido aleatoria-
mente, pero verificAndose que ese entorno contenga al menos la mitad de los

nodos de la red.

— Gelsema.- Se utiliza el cruce por dos puntos para recombinar la informa-
cion, es decir, los individuos hijos se construyen a partir de los padres, inter-
cambiando entre ellos el trozo de vector comprendido entre dos posiciones

obtenidas aleatoriamente.

e Operador de mutacién. En ambos casos el operador de mutacién consiste en

alterar (atendiendo a una probabilidad de mutacién) el estado de alguna variable.
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e Obtencién de la nueva poblacion.

— Rojas-Guzman y Kramer.- Para pasar de una poblacion a otra se sustituye
el 20% de los individuos, por otros obtenidos a partir de los operadores de

cruce y mutacion.

— Gelsema.- Para pasar de una poblacién a otra se sustituye el peor individuo
de la poblacién por el mejor que se obtiene de aplicar cruce (y posiblemente

mutacién) a dos individuos de la poblacién actual.

Como se ve en la descripcion de ambos algoritmos, el trabajo de Rojas-Guzman y
Kramer esta mas orientado al problema sobre redes causales, representando los indivi-
duos como grafos y aplicando un operador de cruce que permite intercambiar variables
muy relacionadas entre si. En el trabajo de Gelsema se usan las representaciones y
operadores habituales. En ambos casos los resultados obtenidos son buenos, si bien,
la experimentacion realizada por Rojas-Guzman y Kramer nos parece mas completa
que la realizada por Gelsema, ya que en el primer caso se usan espacios de bisqueda
relativamente grandes y se trabaja con las 50 mejores explicaciones, mientras que en el
segundo caso se usan espacios de buisqueda pequenos, se trabaja solo con las 5 mejores
explicaciones y se evalian 1/8 de los individuos del espacio de biisqueda, lo que es

totalmente inviable en la gran mayoria de los problemas reales.

1.3.3 Abduccién parcial en redes causales Bayesianas

En la seccion anterior se ha caracterizado el problema de la abduccion en las redes
Bayesianas, sin embargo, en ocasiones sélo queremos obtener la configuracién de estados
mas probable para un subconjunto de variables de la red llamado conjunto explicacion.
A este tipo de problema se le llama abduccion parcial. La explicacién mas probable en

un problema de abduccién parcial se define como:

Definicién 25 (explicacién méas probable (abduccién parcial))

Sea G = (U, E) una red Bayesiana y ro una observacién del conjunto de variables
Xo CU. Sea Xg CU el conjunto de variables de interés o conjunto explicacién. Sea
Xr=U\ (XgUXp). Decimos que x € Qx, es la explicacion mds probable (EMP)
de xp st

ry = arg max » P(zg,Xg|zo)

xEEQXE XR
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Veamos un ejemplo de abduccion en redes causales aplicado al analisis de fallos en

circuitos logicos.

Ejemplo 7 Vamos a modelar el circuito de la figura 1.18 con una red causal. En el

circuito hay tres grupos diferenciados de variables:

e Tres variables de entrada {A, B,C} que tomaran valores 0 6 1 y que vamos a

suponer que ambos valores tienen la misma probabilidad (0.5).

e Tres puertas légicas que tomaran valores c o 7, correspondiendo a funcionamiento
correcto e incorrecto respectivamente. Suponemos que la probabilidad de fallo

para una puerta Y es del 10%, para una O del 5% y para una N del 2%.

e Tres variables {D, E, F'} que pueden tomar valores 0 o 1. El valor que toman
estas variables depende de otros valores, ya que representan estados intermedios
y la salida.

Para transformar el circuito en una red causal aplicamos el esquema' de la figura
1.19 y obtenemos la red de la figura 1.20.

AL D
)

“[o]—F

c—InIg

Figura 1.18: Circuito 16gico con tres puertas

Supongamos ahora que tenemos la observacion C' = 0, F' = 0 y buscamos la expli-

cacién mas probable a estos hechos, el resultado es:
(A=0,B=0,Y =¢,N=¢,D=0,0 =i, E =1) con probabilidad 0.173

De esta forma diagnosticamos que la explicacion mas probable a los hechos obser-
vados es un malfuncionamiento de la puerta O y un funcionamiento correcto de las

puertas NO e Y. Sin embargo, la probabilidad en que nos basamos para formular este

6Como sefialan deKleer y Williams [35] al aplicar este esquema de transformacién una salida
correcta no garantiza el funcionamiento correcto de los componentes
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si f=-correctoeY = f(X1,...,X,)
si f=-correctoeY # f(X1,...,Xy)

= Sl = incorrecto
o] f

Figura 1.19: Transformacién de una puerta légica.
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Figura 1.20: Red causal para el circuito de la figura 1.18
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diagndstico no es muy elevada, ya que sélo es del 0.173. La cuestiéon que podemos plan-
tearnos es ;por qué obtener la configuraciéon de maxima probabilidad para todas las
variables, si s6lo nos interesa conocer si las puertas légicas funcionan correcta o inco-
rrectamente?. De hecho si planteamos un problema de abduccién parcial con {Y, N, O}

como conjunto explicaciéon obtenemos que la explicacién mas probable es:
(Y =¢, N =¢,0 =) con probabilidad 0.691

de donde se obtiene el mismo diagnédstico pero podemos soportarlo con una probabilidad

mucho mayor. O

En el ejemplo anterior hemos visto que si z* era la explicaciéon mas probable en el
caso de la abduccién total y x7}; la explicacién méas probable en el caso de la abduccién
parcial, %, = ***7. Esto ha sido sélo una casualidad, ya que en general esa igualdad

no tiene por qué cumplirse.

A continuacién comentamos brevemente los enfoques usados en la literatura para

resolver el problema de la abduccién parcial.

En la literatura aparecen algunas referencias a la resolucion del problema de la
abduccion parcial en redes causales utilizando el algoritmo de propagacién de Pearl.
Neapolitan [93] plantea que la solucién consiste en utilizar reglas de propagacién por
maximo en las variables del conjunto explicacién y reglas de propagacién por suma en
el resto de las variables, sin embargo, no parece que la soluciéon pueda ser tan simple,
ya que al no conmutar la suma y el maximo no podemos mezclar de cualquier forma
la aplicacién de los dos tipos de reglas. En la misma linea se expresa Pearl [100],
anadiendo que habria que modificar el esquema de propagacion para adaptarse a la
semdantica del problema. Sin embargo, no conocemos ningiin trabajo en el que apa-
rezca esta modificacién y en cualquier caso el algoritmo seguiria teniendo los mismos
problemas que en el caso de la abduccion sobre todas las variables, es decir, necesidad
de utilizar condicionamiento e incapacidad de buscar mas alld de la segunda explica-
cién mas probable. Por iltimo, comentaremos que Diez [36] indica que su algoritmo
de condicionamiento local podria servir para encontrar la EMP para un conjunto de
variables, marcandolas de forma que no se sume sobre ellas, de esta forma se obtendria
la distribucién de probabilidad conjunta sobre las variables del conjunto explicacion y
luego se ordenarian estos datos para obtener las K explicaciones mas probables. Co-
mo el propio autor indica el problema es exponencial en el nimero de variables que

contiene el conjunto explicacion.
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Respecto a los métodos basados en el algoritmo de eliminacién de variables, Dech-
ter [34] presenta una algoritmo para obtener (inicamente) la explicacién méas probable
para un subconjunto de variables de la red. El algoritmo se basa en eliminar primero
todas las variables que no pertenecen al conjunto explicacién y eliminar después (por
m&ximo) las variables del conjunto explicacién. Sin embargo, no se presenta en [34]
ningin método que permita obtener secuencias de eliminacién eficientes con estas ca-
racteristicas. Por otra parte, Li y D’Ambrosio [89] plantean el tema como un problema
de factorizaciéon éptima, al igual que ocurria con la abduccién total. El algoritmo de
bisqueda de las K EMPs para un subconjunto de variables es pues una adaptacién
del presentado para la abduccién total, indicdndose que en factores que contengan va-
riables del conjunto explicacién las operaciones deben realizarse en el orden correcto:

primero suma y después maximo.

Dawid [28] indica que si X constituye un subdrbol 7" de T entonces la tarea de
bucar la EMP para X puede acometerse mediante un método de propagacién hibrido,
realizando primero una propagacién por suma hacia 1" y aplicando después el algoritmo
de la bisqueda de la EMP sobre el drbol 7”. Sin embargo, Dawid no indica como
resolver el problema cuando las variables de Xz no constituyen un subarbol de T'. En
el mismo sentido se manifiesta Nilsson [95], que ademds propone utilizar el algoritmo
de Xu [147] para conseguir que las variables de Xy constituyan un subdrbol de T.
Seroussi y Goldmard [115] no indican nada al respecto de la abduccién parcial, aunque
es claro que su método también es aplicable sobre un subarbol formado tunicamente

por las variables de Xg.

Por otra parte, Shimony [128, 130] aborda el problema de la abduccién parcial desde
otro punto de vista, es decir, no busca la explicacion méas probable para un conjunto
explicacién fijado previamente, sino que se intenta encontrar una explicacion en la que
no aparezcan las variables que no sean relevantes a las observaciones obtenidas. Dado
que esto es distinto al problema de la abduccién parcial que nosostros pretendemos
resolver, no comentaremos aqui los trabajos de Shimony, sino que nos referiremos a

ellos en el capitulo 4, cuyo contenido guarda mayor relacién con esta idea.
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Capitulo 2

Abducciéon parcial en redes
causales. Métodos exactos usando

arboles de grupos

En la seccion 1.3 se estudié el problema de la inferencia abductiva en redes causales
Bayesianas, distinguiéndose entre abduccién total y parcial. En este capitulo nos cen-
traremos en el problema de la abduccion parcial y en su resoluciéon usando algoritmos

exactos que realizan la inferencia basados en un arbol de grupos.

Las referencias encontradas en la literatura [28, 95] indican que para resolver el
problema de la abduccién parcial usando arboles de grupos, es necesario que las va-
riables del conjunto explicacién (Xg) constituyan un subdarbol Tx dentro del arbol T
y, entonces, realizar una propagacion ascendente hacia Tx para después aplicar alguno
de los algoritmos que usan arboles de grupos para resolver el problema de abduccién
total (Dawid [28], Nilsson [95] o Seroussi y Golmard [115]) en T. Cuando no existe el
subarbol T Nilsson propone usar el algoritmo de Xu [147] (ver subseccién 1.2.5) para

transformar el d&rbol 7" en un nuevo arbol que contenga un subarbol 7.

Nuestros objetivos en este capitulo son los siguientes: en primer lugar (seccién 2.1)
plantear detalladamente las restricciones que anade la abduccion parcial respecto al
problema de la abduccién sobre todas las variables; en segundo lugar (seccién 2.2) di-
senar un algoritmo para resolver el problema basdandonos en el propuesto por Seroussi y
Goldmard [115]; y en tercer lugar (2.3) dar un método que permita obtener directamen-
te un arbol de grupos vélido para realizar abduccién parcial. Por iltimo, dedicaremos
la seccion 2.4 a plantear algoritmos heuristicos de triangulacion especificamente pensa-

dos para el problema de la abduccion parcial y las secciones 2.5 y 2.6 a la presentacion
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y andlisis de los experimentos realizados.

2.1 Planteamiento del problema

Recordemos que si U representa el conjunto de variables de la red, Xo = xp es
la evidencia observada, X el conjunto explicacién y Xp = U \ (Xg U Xp), entonces
nuestro problema es encontrar la configuraciéon xj, € (1x, tal que,

ty =arg max Y P(zg, Xg|zo) (2.1)
rp€x, 4

Seroussi y Goldmard muestran en [115] que la obtencién de la EMP para todas las
variables utilizando un arbol de grupos maximales puede hacerse mediante una tinica
propagacién ascendente, utilizando el maximo como operador de marginalizacion y
obteniendo en cada nodo la configuracion mas probable de las variables involucradas en
el subarbol que tiene como raiz al nodo actualmente visitado. Es importante destacar
que cualquier arbol de grupos maximales obtenido a partir de la red es valido para
obtener la EMP para todas las variables. Dado que en el caso que nos ocupa (abduccién
parcial) serd necesario aplicar marginalizacién por suma ({) y también marginalizacién

por maximo, notaremos a esta tltima por | y la definiremos como sigue:

Definicién 26 (Marginalizacién por maximo J})
Sea X un conjunto de variables y X; un subconjunto de X. Sea X; = X\ X;. Entonces,

la marginalizacién por maximo de X a X; produce el par

Px, (@) Yy (x)PT = Tgl(?XwX(fL’)

conf(z+¥1) <« {X; = 2%/}, siendo 2*¥7 = arg r?(axlbx(x)
J

donde 1y, (z+X7) almacena el potencial asociado a z+*7 y conf(z**7) almacena la con-

figuracién de las variables eliminadas (X ;) que ha producido el maximo. O

Tal y como se plantea en [100] y [89] ahora las reglas de propagacién deben ser
mixtas, utilizando marginalizacién por suma () para las variables' de Xp = U \
Xpg y marginalizacién por méaximo ({}) para las variables de Xp. Sin embargo, la

adaptacion de los algoritmos desarrollados para el problema de abduccion total no

INétese que se han afiadido a Xp las variables de Xp, esto se debe a que estas variables tam-
bién aparecen en el drbol y, por tanto, también tienen que ser marginalizadas () en el proceso de
propagacion.
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es directa puesto que la suma y el maximo no son operaciones que conmuten entre
si y, por tanto, debemos garantizar que no se haga ninguna suma sobre el resultado
obtenido de una marginalizaciéon por maximo. Nuestro objetivo ahora es estudiar las
condiciones que deben cumplirse para resolver el problema de la abduccion parcial
mediante un algoritmo basado en la filosofia del método propuesto por Seroussi y
Goldmard . Vamos a comenzar por estudiar las restricciones que se derivan del uso de

dos tipos de marginalizacién (suma y maximo), tanto a nivel de drbol como de grupos:

R1 A nivel de grupos. Sea el grupo G; = {R;, S;}. Si se va a marginalizar sobre S;
y se cumple que R; N Xg # 0y R; N Xg # (), entonces la marginalizacién deberd
hacerse en el siguiente orden: (¢(G;)+5V(FiNXe))isi,

Es decir, si en el conjunto residual de un grupo GG; hay variables pertenecientes al

conjunto explicaciéon (Xg) y al complementario de éste (Xg), entonces, primero

hay que “borrar” las de Xp mediante marginalizacién por suma y después las
de Xz mediante marginalizaciéon por méximo. Si el proceso no se hace en este
orden, entonces al sumar sobre los maximos ya obtenidos, estariamos perdiendo

la informacién obtenida sobre las configuraciones mas probables.

R2 A nivel de drbol. Dado que se realiza una tinica propagacion (en orden ascendente)
y que al marginalizar se “borran” las variables pertenecientes al conjunto residual
R; del grupo G; (variables que no se encuentran en ningin otro grupo del arbol),
entonces se tiene que cumplir que ”para todo grupo G; = {R;, S;} con R;N Xp #
(), en los grupos que se encuentran en el camino que va desde G; hasta el grupo

raiz (incluido éste), todas las variables que aparecen deben pertenecer a Xp”.

Si esta condicién se cumple nunca se hard una suma sobre el resultado de la
maximizacién hecha en el grupo G;, ya que todas las marginalizaciones que se
hagan sobre la informacion obtenida en (G; seran por maximo. En caso contrario,
si en esos grupos existe alguna variable X; € Xg, entonces al "borrarse” X; se
realizard una suma sobre la maximizacién hecha en G; y, por tanto, estariamos

perdiendo la informacién obtenida en G; sobre las configuraciones mas probables.

Ejemplo 8 Sea el drbol de grupos de la figura 2.1. Si Xy = {A, T, E} entonces el drbol
de grupos cumple la restriccion R2 y por tanto es vdlido, ya que podemos marginalizar
en Gy como se indica en la restriccion R1. Si Xp = {A, E, L} se tiene que GoNXg # ()

y al no estar formado G, exclusivamente por variables de Xg entonces no se cumple la
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restriccion R2 y como consecuencia el drbol de grupos no es vilido para ese conjunto

explicacion.

55

)

H

i

Figura 2.1: Un arbol de grupos maximales para la red Asia

O

Del analisis de estas dos restricciones podemos obtener las siguientes conclusiones

respecto al arbol de grupos sobre el que se realizara la propagacién:

1. Dada una red causal y un conjunto explicacién determinado Xg, no todo arbol

de grupos obtenido a partir de la red es valido para realizar abducciéon parcial

respecto a Xg.

. Un arbol de grupos valido para obtener la EMP para un conjunto explicacion

Xg, no tiene porqué ser valido para obtener la EMP de X7, # Xg. De hecho, en

general, casi nunca serd valido.

. Como el tamano de los grupos en el arbol es el que determina la eficiencia final

de los algoritmos (es exponencial en funcién del nimero de variables en el mayor
de los grupos) y ahora podemos usar muchos menos arboles que en el caso de los
algoritmos de propagacién, resulta que los algoritmos de abduccién parcial seran

en general, mas ineficientes que los algoritmos de propagacion de probabilidades

. Si X = U (caso de abduccién sobre todas las variables) la restriccién R2 se

cumple trivialmente para cualquier arbol de grupos. Por tanto, en este caso,
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podemos usar para la abduccién el mismo arbol que para la propagacion de
probabilidades y los dos problemas (propagacién y abduccién total) tienen la

misma complejidad.

2.2 Diseno del algoritmo

En el desarrollo de esta seccién supondremos que se dispone de un arbol de grupos
valido? para obtener la EMP respecto a un conjunto explicacién Xz y que el arbol de
grupos representa una factorizacion de la distribucién de probabilidad conjunta de las
variables de la red causal Bayesiana. Antes de pasar a plantear el algoritmo daremos

la siguiente definicién:

Definicién 27 Sea U, el conjunto de variables de la red y Xy C U, el conjunto expli-
cacion considerado. Dado W C U diremos que es:

- abducible, si W N X =W.

- parcialmente abducible, si WNXg # 0 y W N Xg #W.

- no abducible, si W N Xy = 0. O

2.2.1 Planteamiento del algoritmo

Como ya se ha esbozado antes, la idea en que se basa el algoritmo para calcular la
EMP consiste en visitar los grupos del arbol desde las hojas hacia la raiz, calculando en
cada grupo el mensaje a enviar hacia el grupo padre. Al calcular el mensaje se pueden
presentar tres situaciones en funcion del tipo del conjunto residual R; del grupo Gj

actualmente visitado. Estas situaciones son las siguientes:

e R; es no abducible. En este caso la marginalizacion de las variables de G; a
S; se hace sumando en R;. Esta es la misma situacién que se presenta en la
propagacién de probabilidades.

e R; es abducible. En este caso la marginalizacién de las variables de GG; a S; se hace
maximizando en R;. Como las variables de R; no aparecen en ningiin otro grupo
del arbol, toda la informacion relevante a las variables de R; estd en el grupo G;
y, por eso, podemos instanciar las variables de R; a su configuracién de mayor

valor para contribuir a la EMP. Al aplicar |} la instanciacién r; realizada para

2Ver siguiente seccién
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{si,7;} se guarda en la variable conf asociada a cada una de las configuraciones

de valores de S;.

e R; es parcialmente abducible. En este caso, primero debemos eliminar por suma

las variables de R; N X v después, por maximo, las de R; N Xg.

Por otra parte, cuando se combina la informacion de dos conjuntos de variables la
nueva con f asociada a las configuraciones de valores obtenidas mediante la combinacién
sera la union de las correspondientes conf de las configuraciones a combinar, como se

ilustra en el siguiente ejemplo:

Ejemplo 9 Sean {A, B}y {A, C'} dos conjuntos de variables bivaluadas obtenidos me-
diante marginalizacién por méximo a partir de {A, B, D} y {A, C, E'} respectivamente.
Entonces, al aplicar la operaciéon de combinacién obtenemos la siguiente informacion
para el conjunto {A, B,C'}:

Y(a,b) = 0.2~ conf = (D = d) Y(a,b,c) =0.1 ~ conf=(D=d,FE =e¢)
Y(a,b) = 0.8~ conf = (D = d) Y(a,b,e¢) =0.1 ~ conf=(D=d E="¢)
(@, b) = 0.3~ conf = (D =d) Y(a,b,e) =04 ~ conf=(D=d E=c¢e)
Y(@,b) = 0.7~ conf = (D = d) Y(a,b,e) =04 ~ conf=(D=d,FE="¢)
(a,c) = 0.5~ conf = (E =e) (@, b,c) =0.03 ~ conf=(D=d,E=e)
Y(a,¢) = 0.5~ conf = (E =¢) Y(@,b,¢) =027 ~ conf=(D=d,E=F¢)
(@, c) =0.1~ conf = (E =e) Y(@,b,c) =0.07 ~ conf=(D=d E=c¢e)
(@, ¢) = 0.9~ conf = (E =¢) Y(@,b,¢) =0.63 ~ conf=(D=d E=¢)

O

2.2.2 Foérmulas para el calculo de los mensajes

La idea en que se basa el algoritmo hace que cada grupo (G;) después de realizar
sus célculos tenga que enviarlos a su grupo padre (pa(G;)) para que éste los combine
con la informacion del resto de sus grupos hijos y procese el resultado. Notaremos
como MGi—=PuGi) ¢l mensaje a enviar desde G; a su nodo padre. Teniendo en cuenta
las distintas situaciones que se pueden plantear en cada grupo, las formulas para el

calculo de los mensajes son las siguientes:

e G;=1{R;,S;} y R; es no abducible.
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— Caso general:

MO [y(Gr) @ (& { MO | Gy € Hijos(G) )]
y V s; € Qg,, conf(s;) « 0, (2.2)
— Si G; es una hoja:
ME=PalG) (G y s, € Qs,, conf(si) < 0 (2.3)

Debido a las condiciones que debe cumplir el arbol de grupos todavia no se ha

borrado ninguna variable por maximizacién y, por tanto, conf(s;) = 0.
e G;={R;,S;} y R; es abducible.

— Caso general:

M GipalG) [w(Gi) ® (® {MG"%GZ' Gh € hi(Gi)})]uSi

yVg € QGi,conf(giiSi) —riuy ( U conf(giish)> , (2.4)

GhLehi(G)

con 7} la configuracién de valores para R; que maximiza la expresion

b(Gi) @ (@ (Mo

Gy € hi(Gy)})
— Si G; es una hoja:
ME=PelG) (G Y5 y Vs € Qs conf(s;) 1] = arg rr}gxw(Ri, Si)
(2.5)
En este caso los valores de con f se obtienen uniendo los que se tienen de los grupos

inferiores junto con los valores obtenidos de la marginalizaciéon por maximo en

G;.
e G;={R;,S;} y R; es parcialmente abducible.

— Caso general:

NGiopa(G) {[@b(Gi) ® (& {M&=C |Gy € hi(Gi)})]wiU(XEﬂRi)}USi

y v 8; € QSia COTLf(Si) — 6:7 (26)

con e la configuracién de valores de Xp N R; que maximiza la expresion

lSiU(XEﬂRZ‘)

{w(Gz) Q (® {MGh%Gi
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— Si G; es una hoja:

MGi—)pa(Gi) — (w(Gz)iSlU(XEﬂR,))USl

y Vsi € Qg,, conf(s;) ¢ ef =arg _max (e, s;)
ei€EQXxpNR;

(2.7)

Debido a las condiciones que debe cumplir el arbol, es justo aqui donde se em-

piezan a almacenar los primeros valores de conf.
A continuacién se muestra un ejemplo de la aplicacion de una de estas féormulas:

Ejemplo 10 Sean los datos para {A, B,C} del ejemplo 9, y supongamos que estas
tres variables constituyen el grupo G;, con R; = {B} v S; = {A,C}, tal que B € Xg,
entonces, tendremos que utilizar la férmula 2.4 para calcular el mensaje a enviar al
grupo padre de G;. Suponiendo que la combinacion ya ha sido realizada, sélo nos

quedaria la marginalizacién ({}) y el resultado es:

conf ={D =d,E =¢, B=0}

Y(a,c) =04 ~

AfGiopalGa) _ Y(a,©) =04 ~ conf={D=d,E=¢ B=0b}
Y(@,c) =0.07 ~ conf={D=d,E=ce¢,B=>}
Y(@,e) =0.63 ~ conf={D=d,E=¢ B=0b}

2.2.3 Tratamiento de la evidencia observada

Hasta ahora no se ha hecho menciéon al tratamiento de la evidencia observada, esto
se debe a que el procedimiento descrito anteriormente puede aplicarse indistintamente
con o sin evidencia observada. En el caso de tener una evidencia Xp = o, lo que
haremos serd incorporarla a los potenciales del drbol de grupos T'= {G,..., G} de

la siguiente forma:

. GiNnX, GiNX,
V(i) sigiRe = ag e

(2.8)

VG, €T, V g € Qq,, ¥(gi) {
0 en otro caso

Si T era una factorizacion de la distribuciéon de probabilidad conjunta, ahora se

cumple

P(Xy,..., XaNao) = [[¥(Gi), (2.9)
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lo que provoca que al final del procedimiento para calcular la EMP hayamos maximi-
zado P(z3, Nxp) vy no P(z}|ro) como es nuestro objetivo. Sin embargo, dado que
P(z5; N o) es proporcional a P(z};|ro), la configuracién 3, es realmente la EMP.
Para obtener la probabilidad asociada a la EMP z7}; s6lo tenemos que dividir el valor
obtenido por P(xzp). Como vimos en el capitulo 1, P(xo) puede calcularse como la
suma del potencial del grupo raiz después de hacer una propagacion ascendente en el

arbol de grupos (ver algoritmo 1.2.5).

2.2.4 Algoritmo para encontrar la EMP

Finalmente, el procedimiento para encontrar la EMP respecto al conjunto explica-

ciéon Xp es el mostrado en el algoritmo 2.2.1.

Como se comenté en el capitulo anterior, lo habitual no es buscar la EMP, sino
las K EMPs. Podemos aplicar el método desarrollado por Seroussi y Goldmard [115],
teniendo en cuenta que las modificaciones sélo afectan a los grupos abducibles y par-
cialmente abducibles, puesto que en los no abducibles al marginalizarse por suma no

se almacena ninguna configuracion.

2.3 Obtencién de un arbol de grupos valido

Si Xz esta formado por todos los vértices del grafo estamos en el problema clésico de
abduccién en redes causales y, por tanto, cualquier arbol de grupos maximales obtenido
a partir del grafo sera vélido para buscar la explicacion mas probable. Si el conjunto
explicacién Xp estd formado por un sélo nodo X; entonces cualquier triangulacion
para obtener el arbol de grupos maximales es valida, sélo necesitamos hacer que X; esté
incluido en la raiz, para lo cual basta con asignarle el nimero uno al aplicar el algoritmo
de “busqueda por maxima cardinalidad” para numerar los nodos. Sin embargo, cuando
el conjunto explicacion estd formado por un subconjunto de las variables de la red
causal, cualquier triangulacién no es valida para obtener un arbol de grupos que cumpla
la restricciéon R2 planteada en la seccion 2.1. Esta restriccién obliga a que la estructura
del arbol de grupos obtenido sea la mostrada en la figura 2.2, dénde ademas se tiene
que cumplir que la capa de grupos parcialmente abducibles debe ser de grosor 1, ya
que si un grupo parcialmente abducible es padre de otro grupo parcialmente abducible

el arbol de grupos no cumpliria la restricciéon R2.
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Algoritmo 2.2.1 Abduccién parcial

Entrada: Un arbol de grupos maximales T' = ({G1, ..., G}, Er) valido para el conjunto
explicacion Xz, que represente una factorizacion de la distribucién de probabilidad
conjunta definida sobre la red Bayesiana G = (U = {X1,..., X, }, E). La evidencia
observada X¢o = z¢ (si existe).

Salida: La explicacién mas probable x}, y probabilidad asociada.

1.-Si Xo # 0
entonces incorporar xp a T' usando 2.8 y obtener P(zp).
fsi
2-i041

3.- Mientras i # 1 hacer
Enviar M%—Pa) ytilizando la férmula oportuna (de la 2.2 a la 2.7).
1+—1—1
fmientras
4.- En (G; hacer
P(Gr) (G @ (@ { MG | Gy € hi(Gy)})

v Vg1 € Qq,, conf(gr) U conf(gfsh)
Grehi(Gr)

5.- Si (G es parcialmente abducible) /*ECGy*/
entonces

V(Xp)  p(Gy)He

* . X —
La EMP es z}, < arg maxy, ¢(Xg), con prob. { () siXo=10

(2)/P(zo) si Xo #0

<

sino /* es abducible */

Sea g} < arg maxg, ¥(G)

. . ¥(g}) si Xo =10
La EMP es %, < gi U conf(g;), con prob { b(g5)/P(z0)  si Xo # 0

fsi
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Grupos No
Abducibles

Figura 2.2: Estructura de un érbol de grupos valido

Para posibilitar la obtencion de arboles con esta estructura restringiremos el con-
junto de secuencias de triangulacion posibles imponiendo la restriccién de borrar todos
los nodos de Xr = U \ X antes de comenzar a borrar los de Xp. Esta restriccién es
aplicada por Dechter en [34] cuando usa el algoritmo de eliminacién de variables para

realizar inferencia abductiva.

El algoritmo de obtencién de un drbol de grupos vélido (alg. AGV para abreviar)

podria entonces estar compuesto inicialmente por los siguientes pasos:

1. Triangular el grafo de la red causal usando una secuencia de eliminaciéon o =
OR - 0O, con ogg un orden para los nodos de Xg, o de andlogo significado y -

representado la concatenacidn.

Evidentemente, podemos seguir aplicando heuristicas [10, 74] u otros métodos

(58, 75, 81] con el fin de obtener triangulaciones de costo minimo.

2. Sea L = {G,Gs,...,G,} la lista de grupos maximales obtenida al triangular
el grafo, en orden inverso a como fueron obtenidos los grupos en el proceso de
eliminacién?.

Utilizamos este orden de los grupos para que cuando se empiecen a tratar los
grupos con conjunto residual no abducible, ya hayan sido tratados los abducibles
y parcialmente abducibles, con lo que estos ocuparan la parte alta del arbol tal

y como es nuestro objetivo.

3. Dotar a los grupos maximales de una estructura de arbol que cumpla la propiedad

de interseccion. Para ello procesamos los grupos de £ por orden, identificando los

3Es decir, ahora no aplicamos el algoritmo de méixima cardinalidad para ordenar los grupos

maximales
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conjuntos residuales R; y separadores S;, asignandole como padre a GG; uno de los
grupos que contenga a su conjunto separador. Si R; es abducible o parcialmente
abducible, entonces si hay mas de un posible grupo padre se preferira a los grupos
abducibles antes que a los parcialmente abducibles y entre estos, se preferird a

los que estén mas cerca de la raiz.

Preferimos los grupos abducibles a los parcialmente abducibles como padres para
cumplir la estructura de arbol de grupos valido, ya que la capa de grupos parcial-
mente abducible debe ser de grosor uno. El motivo de elegir como padres grupos
cercanos a la raiz se debe a que asi aumenta el nimero de subconjuntos de Xg

para los cuales el arbol de grupos también serd valido.

. Establecer una representacién potencial del modelo probabilistico contenido en

la red.

Veamos un ejemplo:

Ejemplo 11 Consideremos el conjunto explicacién Xp = {A,T,L,S} para la red

Asia (figura 2.3.a) y vamos a aplicar el algoritmo con la secuencia de eliminacién
oc=(X,D,B,E,A, T, L,S).

€ AT

7N

@ L B) E.LS{T}
\ / 3 5
E B {SE}
VRN 4
X D (D{B.EY

(a) (b)

Figura 2.3: (a) Red causal Asia con conjunto explicacién Xg = {A,T, L, S}. (b) Arbol de

grupos vélido para Xg.

El procedimiento de eliminacion es el siguiente:
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Variable eliminada Grupo obtenido ;Maximal?

X {X,E} SI
D {D,E,B} SI
B (B, S, E} SI
E (E,T,L,S} SI
A {A, T} SI
T (T, L,S} NO
L {L,S} NO
S {S} NO

Por tanto, la lista de grupos maximales en orden inverso al obtenido es £ =
{{A, T}, {E,T,L,S},{B,S,E},{D,E,B},{X,E}} y el arbol de grupos maximales
obtenido es el mostrado en el apartado (b) de la figura 2.3. Puesto que los conjuntos
residuales de G5, G4 y G5 son no abducibles, el de G5 parcialmente abducible y el de
(G1 abducible, es claro que el arbol obtenido es véalido para realizar inferencia abductiva
sobre Xg. En este caso el arbol también seria valido para los siguientes subconjuntos
de Xp: {AT, L}, {A,T,S}, {A, T}, {A} vy {T}.

(Il

El algoritmo anterior funciona correctamente siempre que a partir de la triangu-
lacién producida por la secuencia de eliminaciéon o se pueda construir un arbol de
grupos maximales valido, sin embargo, como veremos a continuacion esto no siempre

es posible.

Proposicién 1 Sea G = (U, E) el grafo dirigido aciclico de la red causal, Xp C U el
conjunto explicacién, Xr = U\ Xz y X el conjunto de las secuencias de eliminacién con
la forma or-0op. Entonces, pueden existir secuencias en ¥ que producen triangulaciones

para las que no es posible obtener un arbol de grupos valido para Xg.

Demostracion:

Realizaremos la demostracion mediante un contraejemplo. Consideremos el grafo
de la figura 2.4.(a) y el conjunto explicacion Xg = {A, B,C, D}. En este caso el grafo
moral (figura 2.4.b) ya es triangular, asi que las secuencias de triangulacién que nos
interesan son aquellas que no anaden ninguna arista (las que producen triangulaciones
de costo minimo). Consideremos por ejemplo o = (G, F, E, D,C, B, A), que es claro
que pertenece a .. El apartado (c) de la figura muestra los grupos maximales obtenidos

(en el orden en que se obtienen). En el apartado (d) podemos ver el arbol de grupos
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maximales que se obtendria aplicando el algoritmo anterior, que claramente no es valido
para el conjunto explicacion Xg. Dado que los tres grupos maximales obtenidos son
parcialmente abducibles y que la capa de grupos parcialmente abducibles tiene que ser
de grosor uno, es claro, que ninguna estructura de arbol que pueda construirse con esos
tres grupos maximales serd valida para Xpg.

QWQK?%/gK?

mqp»ql\
(B,C,F)
maﬂb<p

(d)

Figura 2.4: Ejemplo de drbol que no es vélido para EMP.

Una opcion podria ser buscar secuencias de eliminacién cuya triangulacion permita
obtener un arbol vélido. Por ejemplo, la secuencia 0 = (G, F, E, B, C, A, D) produce el
arbol de grupos maximales de la figura 2.4.(e). En este drbol los conjuntos residuales
de los grupos G3, G4 y G5 son no abducibles, y los conjuntos residuales de GG y G5 son
abducibles y, por tanto, el arbol es valido para Xg. Sin embargo, no creemos que sea
esta la solucion ya que de esta forma nos alejariamos de las triangulaciones de coste
minimo. De hecho, si consideramos todas las variables bivaluadas el arbol inicialmente
obtenido tiene un tamafio de 24 mientras que el drbol de la figura 2.4.(e) tiene un
tamano de 40.
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Nuestra opinién es que la solucion al problema anterior debe pasar por la inclusion
de grupos no maximales en el d&rbol. Asi, si incluimos todos los grupos (maximales o no)
que aparecen al eliminar las variables de o es claro que el arbol obtenido sera valido
para Xpg, puesto que todas las variables de Xz estaran incluidas en grupos abducibles
y sus padres serdn también grupos abducibles. Veamos el resultado obtenido (figura

2.5 para el ejemplo de la proposicién 1).

Variable eliminada Grupo obtenido ;Maximal?

G {G,C,D} SI
F {F,B,C} SI
E (E, A, B} SI
D {D,C} NO
C {C, B} NO
B (B, A} NO
A {4} NO

=
%N H

¢
6”/

i
@/

Figura 2.5: Arbol valido incluyendo todos los grupos abducibles no maximales. Los grupos

con conjunto residual abducible aparecen sombreados.

Las preguntas que nos podemos formular ahora son: ;Hay siempre que anadir

grupos abducibles no maximales al arbol? y ;es necesario anadir todos los grupos
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abducibles no maximales?. En ambos casos la respuesta es, NO. Con respecto a la
primera pregunta hemos visto que el drbol de la figura 2.3.(b) es vélido y estd formado
integramente por grupos maximales. Respecto a la segunda pregunta, podemos ver que
el arbol de la figura 2.6 es valido para el contraejemplo de la proposicion 1 y no incluye
todos los grupos abducibles no maximales que se producen al aplicar la (sub)secuencia

de eliminacién op.

IE |

&
e“/

EiS
e”/

Figura 2.6: Arbol valido incluyendo sélo algunos de los grupos abducibles no maximales

(sombreados).

Como nosotros sélo queremos anadir grupos no maximales cuando sea necesario
y en este caso anadir inicamente aquéllos que sean imprescindibles, lo que haremos
sera obtener un arbol de grupos maximales aplicando el algoritmo AGV presentado al
principio de esta seccién y, entonces, anadir (si se necesita) los grupos no maximales
necesarios para que el arbol sea valido. El procedimiento que realiza esta tarea se

detalla en el algoritmo 2.3.1 y su funcionamiento lo comentamos a continuacion.

e Deteccion de la validez del drbol. Debido a la forma de numerar los grupos del al-
goritmo AGYV se garantiza que ningiin grupo abducible o parcialmente abducible
tiene como padre a un grupo no abducible y, por tanto, la invalidez del arbol se
produce cuando un grupo abducible o parcialmente abducible tiene como padre
a uno parcialmente abducible. Para detectar si el arbol no es védlido hacemos
un recorrido ascendente comprobando si algin grupo abducible o parcialmente
abducible no tiene como padre a un grupo abducible, en este caso decimos que
el grupo padre (), produce un conflicto ya que obliga a sumar sobre el resultado

de un maximo. Para evitar el conflicto realizaremos una expansién de G),.



2.3. Obtencion de un drbol de grupos vdlido 89

Algoritmo 2.3.1 Extension del arbol de grupos maximales

Entrada: Un arbol de grupos maximales T'= ({G}, ..., G}, Er) obtenido aplicando el

algoritmo AGV. El conjunto explicacién Xp.

Salida: Un arbol de grupos valido para Xg.

Para 7+ = t hasta 2 hacer

fpara

Si R; es abducible o parcialmente abducible entonces
G, < pa(G;)

fsi

Si

fsi

R, es parcialmente abducible entonces /* G, produce un conflicto */
tt+1
j <t
Mientras j > p hacer
G+ G
Je—=i—1
fmientras
/* después de la renumeracién G, es el grupo que producia el conflicto */
Gy, — XpNGp
pa(Gpi1) < Gy
Si (p = 1) entonces pa(G,) - NULL fsi
Modificar los conjuntos residuales y separadores de G, y G,11 de acuerdo
a la nueva estructura de arbol
Para todo G}, € hi(G,41) hacer
Si (Sh, C G),) entonces pa(Gy,) < G, fsi
fpara
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e FExpansion de un grupo G,. La idea es anadir un nuevo grupo al arbol GG, forma-
do por las variables de G}, que pertenecen a Xp, este nuevo grupo (no maximal)
serd abducible y, por tanto, podemos colocarlo como padre de G, (parcialmente
abducible). Una vez hemos anadido el nuevo grupo G, al arbol tenemos que
resolver el conflicto que se planteaba entre los hijos de G, cuyo conjunto residual
era parcialmente abducible y el propio G,. Para resolver el problema lo que hace-
mos es situar como padre de estos grupos a G, que al ser abducible nos resuelve

el problema. El algoritmo 2.3.1 implementa estas ideas de forma iterativa.

En la figura 2.7 se muestra graficamente el proceso de obtencién de un arbol de

grupos valido para el drbol de grupos maximales del apartado (d) de la figura 2.4.

N
.3

conflicto = 2 conflicto =1 conflicto = NULL

JOlU
A\

13

/

e/e

Figura 2.7: Transformacién en un drbol vélido.

El algoritmo 2.3.2 resume el procedimiento completo de obtencién de un arbol de

grupos valido.

2.3.1 Modificacién del algoritmo para el caso de los grupos no

maximales

Al anadir al drbol grupos no maximales estamos aumentando el tamano del mismo
y, por tanto, el proceso de inferencia sera menos eficiente. En esta seccion vamos a ver
cémo modificar el algoritmo de forma que no ocurra ésto y se mantenga la eficiencia

asociada al arbol de grupos maximales.

La modificacion a realizar en el algoritmo de busqueda de la explicacién més pro-
bable consiste en hacer la operacién de combinacién de forma distinta dependiendo de

si estamos en un grupo maximal o no. Asi:
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Algoritmo 2.3.2 Obtencién de un arbol de grupos vélido para Xg
Entrada: Una red causal Bayesiana cuyo grafo es G = (U = {Xy,...,X,,}, E). El

conjunto explicacion Xg.

Salida: Un arbol de grupos valido para X factorizando la distribucién de probabilidad
conjunta P(X1,...,X,).

1.- Triangular G' usando una secuencia de eliminaciéon o = og - 0.

2.- Sea L ={G1,Gy,...,G} lalista de grupos maximales obtenida al triangular el
grafo, en orden inverso a como fueron obtenidos en el proceso de eliminacién.

3.- Dotar a los grupos maximales de una estructura de arbol que cumpla la
propiedad de interseccién. Seguir la filosofia expuesta en el algoritmo AGV.

4 - Establecer una representacion potencial del modelo probabilistico inicial

5.- Aplicar el algoritmo 2.3.1 (Eztension del drbol de grupos mazimales).

6.- Asignar potenciales unitarios a los grupos no maximales.

e Si (G; es un grupo maximal, entonces como hemos visto en la seccién 2.2.2 la

combinacion tiene la siguiente forma:

b
MGi—palGi) V(G ® ® MGG
GrEhi(G;)
e Si G; es un grupo no maximal, entonces sabemos que su potencial 1(G;) es un
potencial unitario y, por tanto, no es necesario incluirlo en la combinacién. La

operacién quedaria entonces de la siguiente forma:

U...
MGi—palGi) Q  MCEr—Gi
GrEhi(G;)
Por tanto, la inica modificacion a realizar en el algoritmo es introducir una condi-
cion antes de realizar la operacion de combinacion, para ver si el grupo es maximal o

no, y dependiendo de ésto operar de forma adecuada.

Veamos ahora que esta modificacién en el algoritmo hace que éste sea al menos
igual de eficiente que al aplicarse sobre un arbol de grupos maximales. En la figura 2.8
podemos ver de forma gréfica el proceso seguido para resolver el conflicto producido
por G;, dénde G, , ..., G, son los hijos de G; cuyo conjunto residual es abducible o
parcialmente abducible, G,,,, ..., G, son los hijos de G; cuyo conjunto residual es no
abducible y Gy = G, N Xg.
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Figura 2.8: Eliminacién del conflicto para Gj.

Para comparar la ejecucion del algoritmo sobre ambos arboles lo que haremos serd
comparar las operaciones que se realizan en cada uno de ellos. Evidentemente, el
algoritmo no puede aplicarse sobre el drbol de la figura 2.8.(a), puesto que no es vélido.
Para poder realizar la comparacién tendremos que actuar como si el drbol del apartado

(a) fuera valido.

La secuencia de operaciones en el arbol de la figura 2.8.(a) es:
1. Marginalizar en G,,,...,G,,, yen G,,,...,Gp,
2. Combinar? los mensajes recibidos en G;, es decir,

7ﬁ(Gz) A 77/1(Gz) QR MEn~Gi g @ MCm2G o MEnu-Ci g @ MG

3. Marginalizar en GG;. Dado que R; es parcialmente abducible, la marginalizacién

tendra la forma:

Al suponer que el arbol era valido para aplicar el algoritmo, tenemos que por
encima del grupo G; en el arbol sélo hay grupos abducibles y, por tanto, S;NXg =

S;. Esto hace que la expresién anterior pueda escribirse como:

((G 70y

La secuencia de operaciones en el arbol del apartado (b) de la figura 2.8 es:

4Aunque el resultado de una combinacién no se asigna en nuestro algoritmo al potencial del gru-
po, sino que se marginaliza y se envia como mensaje, usaremos esta notacién para no complicar el

desarrollo con variables temporales.
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1. Marginalizar en G,,,,...,G,

k

2. Combinar los mensajes recibidos en (G}, es decir,

(Gi) — (G) @ MO~ g @ MO ¢

3. Marginalizar en G, ..., G,

m

4. Marginalizar en G;. Ahora R; es un conjunto no abducible y por tanto la margi-
nalizacién es simplemente 1(G;)%%, que es lo mismo que poner 1(G;)*“" Xz ya

que el separador entre G; y Gy es X NG; = Gy
5. Combinar los mensajes recibidos en Gy, es decir,

D(Gy)  $(Gir) @ ME~Cr @ MGn=Cr @ . @ MOrm =Gy

Sin embargo, dado que Gy es un grupo no maximal y que hemos inicializado
los grupos no maximales como potenciales unitarios, podemos dejar la operacion
como:

w(Gz’) — MGplﬁGi/ ® MGiﬁGi/ R...Q MGpm%Gi/

6. Marginalizar en G;. Dado que R; es abducible la marginalizacion serd (G )%

Si comparamos ambas secuencias de operaciones tenemos que las marginalizaciones
realizadas en los pasos 1 y 3 de la secuencia (a) son exactamente las mismas que las
realizadas en los pasos 1, 3, 4 y 6 de la secuencia (b), por tanto, para comparar la
eficiencia del algoritmo en los dos arboles s6lo tenemos que mirar las operaciones de

combinacién.

Dado que el nimero de multiplicaciones realizadas al multiplicar n operandos es

n — 1, tendremos que las multiplicaciones realizadas en cada caso son:

e Caso (a). Las multiplicaciones realizadas en el paso 2 son tam/(G;) - (k +m). Si

llamamos G; a G; \ Gy, tenemos:

tam(G;) - (k +m) =
tam(G;) - k + tam(G;) - m =
tam(G;) - k + tam(Gy) - tam(G; ) -m
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Como G, contiene al menos una variable y las variables usadas en nuestros

problemas tienen al menos dos estados posibles, es claro que tendremos:

tam(G;) - k + tam(Gy) - tam(G; ) -m >
tam(G;) - k +tam(Gy) - 2-m (2.10)

e Caso (b). Las multiplicaciones realizadas son tam(G;)-k en el paso 2 y tam(Gy)-m

en el paso 5. Por tanto, el nimero total de multiplicaciones es:

tam(G;) - k + tam(Gy) - (m + 1) (2.11)

Si comparamos las expresiones 2.10 y 2.11 vemos que la primera es mayor o igual
a la segunda excepto en el caso que m = 0, sin embargo, m no puede ser cero puesto
que indica el nimero de grupos hijos de G; cuyo conjunto residual es abducible o
parcialmente abducible, y si fuera cero entonces, no habria conflicto. Por tanto, al
incluir la modificacién enunciada al principio de esta seccion, la aplicacion del algoritmo
sobre un arbol con grupos no maximales sera al menos tan eficiente como en el caso de

que todos los grupos sean maximales.

2.3.2 Comparaciéon con el método de Xu

En la introduccién de este capitulo hemos comentado que Nilsson [95] propone
utilizar el método de modificacion del arbol de grupos maximales propuesto por Xu
[147] para obtener asi un subdrbol que contenga las variables del conjunto explicacién

y poder aplicar los métodos de abduccion sobre todas las variables.

Seguiremos aqui el ejemplo utilizado por Nilsson para ilustrar la técnica. Concreta-
mente, usaremos la red Asia y tomaremos como conjunto explicacién Xy = {A, T, B}.
Como hemos visto en la subseccion 1.2.5 el método de Xu consiste inicialmente en
anadir al arbol un nuevo grupo que contenga las variables de Xz, para poder mar-
ginalizar entonces sobre este conjunto de variables. Para que se siga cumpliendo la
propiedad de interseccién, el grupo anadido puede contener otras variables ademas de
las pertenecientes a Xg. Esto hace que el tamano del grupo anadido sea muy grande
y se tienda a una complejidad exponencial. Para paliar este problema, Xu modifica

el método usando el algoritmo de fusién propuesto por Shenoy [125] de forma que se
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anaden varios grupos en vez de uno, con lo que los universos en los que se realizan las

operaciones son mas pequenos y, por tanto, la complejidad menor.

En nuestro ejemplo a partir del arbol de grupos maximales de la red Asia (fig. 2.9.a)
se obtiene el arbol de la figura 2.9.b, en donde hemos sombreado los nodos usados para
la modificacién y los grupos anadidos se han puesto en trazo discontinuo. En cualquier
caso, esta modificacion sigue anadiendo un grupo raiz en el que estan incluidas todas
las variables de Xy y, por tanto, para obtener la EMP no hay que aplicar ningin
método sino simplemente marginalizar por maximo y ordenar. No es ésta la idea de
Nilsson que si bien propone usar el algoritmo de Xu, en realidad lo modifica para
distribuir las variables de Xz en un arbol de grupos y no en un tnico grupo. Si bien
el algoritmo no estd detallado, la idea es ir eliminando las variables que no estdn en
Xpg para quedarnos con una factorizacién de las variables de X y aplicar entonces
un algoritmo de abduccién total. Concretamente, el arbol que obtendriamos es el de
la figura 2.9.c, en dénde, hemos recuadrado el subarbol que contiene la factorizacion

sobre Xp.

Por otra parte, en la figura 2.9.d se muestra el arbol de grupos (en este caso maxi-
males) valido que obtendriamos aplicando el método dado en la seccién anterior con la
secuencia de eliminaciéon o = (X, D, S, E, B, T, A). Si comparamos los tamanos de am-
bos arboles tenemos que el del apartado (d) es de 40 (considerando todas las variables
bivaluadas) y el del apartado (¢) de 56, no contando en este tltimo el grupo {T, B},

ya que éste se obtendria mediante marginalizacion inicamente ya que es no maximal.

A continuacién vemos otra comparacion.

Ejemplo 12 Consideremos la red de la figura 2.10.a y el conjunto explicacion resaltado
en ella Xg = {A, F'}. Un posible arbol de grupos de coste minimo es el mostrado en
el apartado (b) de la misma figura. Como podemos comprobar las variables de Xpg
se encuentran justo en grupos opuestos del arbol, lo que da lugar a que se tengan
que realizar muchos célculos para obtener un subérbol (en este caso un grupo) con las
variables de Xg (figura 2.10.c). Hay que recordar que a este esfuerzo de modificacién
del arbol de grupos hay que sumarle el de la triangulacion realizada para obtener el
arbol de grupos maximales del que se parte. Por tltimo, en el apartado (d) de la misma
figura se muestra el arbol de grupos vélido obtenido al aplicar el método expuesto en
este capitulo con la secuencia de eliminacién o = (C, D, B, E, F, A) que como podemos

observar tiene un tamano considerablemente menor.
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(b)

(d)

Figura 2.9: Arboles obtenidos con los distintos métodos para la red Asiay Xp = {A,T, B}.
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8-8-8-6
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Figura 2.10: Comparacién de drboles obtenidos al usar distintos métodos.

Para finalizar, nuestra conclusién es que si el conjunto explicacién es conocido a
priori y fijo, entonces es preferible usar nuestro método para obtener un arbol de grupos
valido, ya que en general obtendremos arboles de menor tamano y ademas podremos
aplicar técnicas especificamente pensadas para este problema con el objetivo de en-
contrar triangulaciones de coste minimo (ver seccién 2.4). Como hemos visto en el
ejemplo anterior, el método de Xu-Nilsson al partir de un arbol de grupos maxima-
les cualquiera, es decir, obtenido sin tener en cuenta Xp puede que las variables del
conjunto explicaciéon estén en grupos muy distantes y eso implique realizar un esfuerzo
alin mayor que una triangulacion. Sin embargo, creemos que el método de Xu-Nilsson

puede usarse de manera ventajosa en las siguientes situaciones:

e Cuando se ha propagado previamente en el arbol usando el método Hugin, ya que
como la informacién se mantiene consistente podemos modificar dindmicamente
el arbol para realizar abduccién parcial, sin necesidad de triangular o recuperar

nuevamente la estructura.

e Cuando se quiere abducir sobre distintos conjuntos explicacién, ya que podemos
modificar dindmicamente el arbol para cada uno de ellos y aprovechar parte de

los calculos realizados previamente en una propagacion Hugin.
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2.3.3 Estudio del aumento del tamano de los arboles de grupos

Como es conocido la eficiencia de los algoritmos de propagacién esta en funcién del
tamano del arbol de grupos sobre el que hace la inferencia. En esta seccion pretendemos
mostrar que las condiciones particulares que se le imponen a la secuencia de eliminacion
durante el proceso de triangulaciéon hacen que el tamano del drbol de grupos resultante
sea significativamente mayor respecto al obtenido mediante una triangulacién sin res-
tricciones. Veremos primero un resultado de cardcter tedrico y después algunos datos

obtenidos experimentalmente.
Definicién 28 Sea U el conjunto de variables de la red y Xp C U un conjunto de
variables distinguidas. Definimos entonces los siguientes conjuntos:

[ ] XR = Z/{ \ XE

o Adyg(X;) = Ady(X;) N Xp

o Adyr(X;) = Ady(X;) N Xg

Definicién 29 Sea G = (U, F) un grafo, Xg C U un conjunto de variables distingui-
das y X; €U\ Xp. Entonces llamamos Accé(X;) al siguiente conjunto:

Acci(X;) = {X; € Xi / 3 un camino®de la forma (X;, X1, ..., Xp, Xj)

con Xq,..., X, eU\ Xg}

O

Es decir, el conjunto Accé(X;) estd formado por las variables de X que pueden
alcanzarse desde X; mediante (al menos) un camino « de G, tal que todas las variables
de a pertenecen a Xpr excepto el extremo que pertenece a Xgz. Cuando el grafo utili-

zado quede claro por el contexto evitaremos el superindice GG, escibiendo simplemente
ACCE(XZ').

°Si (G es un grafo dirigido consideraremos el grafo no dirigido subyacente
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Proposicién 2 Sea G = (U, E) un grafo no dirigido y Xg C U un conjunto de va-
riables distinguidas. Entonces al triangular G con una secuencia de eliminacion de la
forma o = og - op se cumple que para cada X; € Xg se obtiene al menos un grupo

mazimal G; que contiene a Accg(X;).

Demostracién:

Definimos la siguiente relacion de equivalencia
VXZ,X] cXrp X;= X] < ACCE(XZ) = ACCE(X])

Esta relacién induce una particion P = {X},..., Xk} de Xz en subconjuntos

disjuntos.

Puesto que no se elimina ningiin nodo de Xz hasta haber eliminado todos los nodos

de X (debido a la forma de o), es claro que al eliminar un nodo X; € ng se tiene que:

e S6lo se afiaden aristas entre los nodos del subgrafo formado por X% U Accg(X;).
Por tanto, no se afecta al resto del grafo y los demés elementos X% de la particién

P siguen invariables.

e Si G’ es el grafo obtenido al eliminar de G el nodo X; € X% entonces para
todo X, € X4\ {X;} se cumple que Acc§ (X;) = Acc§(X;), ya que se forma un
subgrafo completo entre las variables de Ady(Xj;).

e Cuando sélo queda un nodo X; de X% por eliminar tenemos que Accg(X;) =
Ady(X;) y, por tanto, al eliminarlo se forma un grupo conteniendo a {X;} U
Acep(X;). Este grupo puede que no sea maximal pero en ese caso hay otro grupo

que lo contiene.

O

Teorema 2 Sea G = (U, E) el grafo de la red causal y Xp C U un conjunto expli-
cacion. Entonces en todo drbol de grupos vdlido para Xg se verifica que para todo

X; € Xp =U\ Xg existe al menos un grupo que contiene a Accp(X;).

Demostracion:

Puesto que la secuencia de eliminacién tiene que tener la forma o = og - 0, la
demostracion se sigue de la proposicion 2 tomando como grafo no dirigido al grafo
moral G; de G, al conjunto explicacién como subconjunto de variables distinguidas y
del hecho de que al moralizar el grafo s6lo se anaden aristas y, por tanto, se cumple
que Acc(X;) C Acch (X;), VX; € Xkg.

(I
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Red nim. nodos nudm. raices
Medianusl 43 14
MedianusII 56 14
Alarm 37 12

Tabla 2.1: Datos de las redes MedianusI, MedianusII y Alarm

De este teorema podemos concluir que siempre habra subconjuntos de variables del
conjunto explicacién que irremisiblemente acabaran en el mismo grupo. Evidentemen-
te, si Accp(X;) es un conjunto grande, este hecho influird notablemente en el tamano
del arbol obtenido. Para destacar el efecto producido podemos ver el siguiente ejemplo

que es bastante significativo:

Ejemplo 13 Es bastante usual que el conjunto explicacion este formado por los nodos
raices de la red causal. Si tomamos tres ejemplos bastante usados en la literatura como
son las redes Medianusl, MedianusII ([4], [96]) y Alarm [7] cuyos datos® se muestran en
la tabla 2.1 y elegimos como conjunto explicacién todas las variables que se encuentran
en los nodos raices de la red, podemos comprobar que en todos los casos existe al menos
un nodo X; € Xp para el que se cumple que Acegp(X;) = Xg, obteniéndose los datos
de la tabla 2.2.

Red tamano del arbol tamano del grupo cociente
MedianusI 2300 32768 14.25
MedianusIT 1920 32768 17.07
Alarm 1014 18432 18.18

Tabla 2.2: Datos comparativos para las redes Medianusl, MedianusIT y Alarm

Dénde:

- tamano del drbol se refiere al tamano del arbol de grupos maximales obtenido
mediante una triangulacién sin restricciones aplicando la heuristica "minimo ta-

mano” de Kjaerulff [74] (ver siguiente secci6n).

La red alarm tiene variables con 2, 3 y 4 estados. Para las redes Medianusl y MedianusII consi-
deraremos que todas sus variables son bivaluadas
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- tamano del grupo es el tamano del grupo que seguro que se forma como conse-
cuencia de lo descrito anteriormente y del teorema 2. Se han contado | Xz| + 1
variables en el grupo, correspondientes a |Xp| y al nodo” X; € Xy que al elimi-

narse provoca la creacién del grupo.

- cociente representa una cota inferior del nimero de veces que aumenta (como
minimo) el tamano del arbol de grupos obtenido al considerar como conjunto
explicacién a los nodos raices respecto al tamano del creado en el caso general.
Se ha utilizado tamano del grupo como cota inferior del tamano del arbol de

grupos valido para Xg.

Para finalizar esta seccién hemos realizado el siguiente experimento con el fin de
intentar establecer una relacién entre el tamano del arbol de grupos valido obtenido y

el nimero de variables incluidas en el conjunto explicacién.

Se han generado al azar conjuntos explicacién de 1, 3, 5, 7, 9, 11, 13 y 15
variables respectivamente, y para cada uno de ellos se han triangulado las
redes alarm, medianusl y medianusll usando la heuristica minimo tamano
de Kjaerulff para obtener la secuencia de eliminacién, respetdndose que
todos los nodos de X deben aparecer antes en la secuencia que los nodos

de Xg. Los resultados pueden verse de forma gréafica en la figura 2.11.

Como podemos ver el tamano del arbol de grupos crece de forma exponencial res-
pecto al numero de nodos incluidos en X . También vemos que otros dos factores que
influyen notablemente son el niimero de estados posibles para las variables y el niimero

de arcos de la red (medianusl es mas denso que medianusII).

Por tanto, el aumento del tamano medio de los arboles de grupos obtenidos para
realizar abduccion parcial frente al de los arboles obtenidos sin restricciones en la
triangulacién, hace que si en este caso ya era muy necesario obtener métodos que

produjeran buenas triangulaciones, ahora lo es, si cabe, todavia mas.

"En el caso de la red alarm se ha considerado que este nodo tiene dos estados posibles, por lo que
el valor debe considerarse como una cota minima
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Figura 2.11: Tamano medio de los darboles de grupos obtenidos para las redes alarm, me-
dianusl y medianusIl en funcién del niimero de variables en el conjunto explicacién (100

ejecuciones).
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2.4 Algoritmos heuristicos para triangulaciones es-

pecificas

Con la idea de encontrar secuencias de eliminacion que produzcan triangulacio-
nes de coste minimo se han desarrollado métodos basados en distintas técnicas que
abordan el problema. Asi, podemos encontrar en la literatura métodos basados en
heuristicas (Kjeerulff [74], Cano y Moral [10]), basados en enfriamiento estocéstico
(Kjeerulff [75]) o basados en algoritmos genéticos (Herndndez [58], Larrafiaga y otros
[81]). En general los mejores resultados vienen dados por los métodos basados en en-
friamiento estocastico y algoritmos genéticos, si bien, también son los mas costosos
en términos computacionales. Los algoritmos de triangulacion de grafos basados en
técnicas heuristicas producen buenos resultados con un coste computacional razona-
ble. Antes de citar dos heuristicas que producen resultados muy buenos y que tienen

una estructura simple, fijaremos la siguiente notacién:

Si X; es una de las posibles variables a borrar entonces,

e S(i) serd el tamano del grupo que se crea al borrar X.

).

e E(i) serd el nimero de valores que puede tomar la variable X; (E(i) = |Qx,
Las dos heuristicas consideradas son:

H1 FEn cada caso, seleccionar entre las variables todavia no eliminadas aquella con
S(i) minimal, y entonces eliminarla. Romper los empates aleatoriamente (Kjeerulff
[74]). La regla H1 intenta minimizar la suma de los tamanos de todos los grupos,

minimizando en cada paso el tamano del grupo creado.

H2 FEn cada caso seleccionar una variable X;, entre las posibles variables a ser eli-
minadas con S(i)/E(i) minimal. Romper los empates aleatoriamente (Cano y
Moral [10]). La regla H2 es similar a la anterior, pero ademas posibilita eliminar

antes aquellas variables que tienen un mayor niimero de casos.

Nuestro objetivo en esta seccion es el diseno de heuristicas especificas para el pro-
blema de la obtencién de un arbol de grupos vélido respecto a un conjunto explicacion
Xpg. Las primeras reglas heuristicas que podemos formular consisten en imponer a H1
y H2 la condicion de eliminar todos los nodos de X antes de comenzar a eliminar los

nodos de Xg. Sin embargo, nos parece que debemos buscar alguna regla que tenga més
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en cuenta la existencia del conjunto explicaciéon Xg. Asi, si del teorema 2 se deduce
que para todo X; € Xp, todas las variables de Accp(X;) acabardn en el mismo grupo
al finalizar el proceso de triangulacién, para reducir el tamano global podemos intentar
reducir el tamano de los grupos que se forman con variables de Xp y Accg(X;), mini-
mizando el nimero de aristas que se anaden en el grafo entre variables de X y de Xg.
No tenemos en cuenta las aristas que se anaden entre nodos de X, puesto que si al
final todos los nodos de Accp(X;) van a estar en un mismo grupo, eso quiere decir que
acabaran totalmente conectados. Ademds, no hay riesgo de que al anadir estas aristas
los conjuntos Accg(X;) aumenten en niimero de nodos, ya que como hemos visto en
la demostracién de la proposicién 2, después de la moralizacion del grafo permanecen

invariantes durante todo el proceso de triangulacion.

Antes de formular las reglas heuristicas introducimos la siguiente notacién:

e Frr(i) es el nimero de aristas que se anaden entre nodos de Adyg(X;) y nodos

de Adyr(X;), cuando se elimina el nodo Xj.

e F;(7) es el niimero de aristas que se anaden cuando se elimina el nodo X;, excepto

las que se afaden entre nodos de Adyg(X;).

Teniendo en cuenta que antes de comenzar a eliminar los nodos de Xpg, deben

haberse eliminado todos los de Xz, se proponen las siguientes reglas:

AH1 En cada caso, seleccionar entre las variables todavia no eliminadas aquella
con S(i) minimal, y entonces eliminarla. Romper los empates aleatoriamen-

te. Heuristica H1 adaptada.

AH2 En cada caso seleccionar una variable X;, entre las posibles variables a ser
eliminadas con S(i)/E(i) minimal. Romper los empates aleatoriamente.

Heuristica H2 adaptada.

AH3 En cada caso seleccionar una variable X;, entre las posibles variables a ser
eliminadas con Fgrr(i) minimal. Romper los empates aleatoriamente. Dado
que los grupos de mayor tamano van a estar formados por un gran niimero
de variables de Xy y algunas variables que no pertenecen a Xpg, lo que

intentamos aqui es minimizar el nimero de estas tltimas en dichos grupos.

AH4 En cada caso seleccionar una variable X;, entre las posibles variables a ser
eliminadas con F5(i) minimal. Romper los empates aleatoriamente. Similar
a la anterior, sélo que ahora se intenta minimizar también la conectividad

entre los nodos de Xg en dichos grupos.
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Tomando estas cuatro heuristicas como basicas, se presentan ahora diez heuristicas
iterativas, en las cuales cuando se produce un empate se utiliza otra heuristica para
decidir el nodo candidato. Las ocho heuristicas consideradas son de dos iteraciones,

decidiéndose aleatoriamente si después de su aplicacién se siguen registrando empates.

AH13 Aplicar la heuristica AH1 y romper los empates utilizando AHS
AH14 Aplicar la heuristica AH1 y romper los empates utilizando AH/
AH23 Aplicar la heuristica AH2 y romper los empates utilizando AHS
AH24 Aplicar la heuristica AH2 y romper los empates utilizando AH/
AH31 Aplicar la heuristica AHS y romper los empates utilizando H1
AH32 Aplicar la heuristica AHS3 y romper los empates utilizando H2
AHA41 Aplicar la heuristica AHJ y romper los empates utilizando H1
AHA42 Aplicar la heuristica AHJ y romper los empates utilizando H2
AH34 Aplicar la heuristica AHS3 y romper los empates utilizando AH/
AHA43 Aplicar la heuristica AHJ y romper los empates utilizando AHS

A continuaciéon vamos a dar un resultado cuya aplicacion hace que los algoritmos

heuristicos tengan una ejecucién mas eficiente (rapida).

Proposicién 3 Sea G = (U, E) un grafo no dirigido, Xgp C U un subconjunto de
variables distinguidas, P = {Xk, ..., Xk} la particién inducida por la relacion de
equivalencia definida en la demostracion de la proposicion 2y 0 = Og-0g una Secuencia
de eliminacion . Construimos la secuencia de eliminacion o' = ogi-op2 ... Opk-0f tal
que VX5 € P, VX, X; € Xb op(X)) < op(X;) sii 0(X;) < 0(X;). Entonces, o y o’
son secuencias de triangulacion equivalentes, es decir, producen la misma triangulacion
del grafo G.

Demostracion:

Al eliminar un nodo X; se crea un subgrafo completo entre los nodos de Ady(X;),
por tanto, esta es la informacion que hay que tener en cuenta al estudiar la secuencia
de triangulacién.

Sea G;_; el grafo antes de eliminar el nodo X; y G; el grafo después de eliminarlo.

Entonces, si X; € X, se verifica que

AdyGi,l(Xl) = Adygl (Xl), VXl € X}gz, m 7£ ]
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Esto implica que de cara a eliminar un nodo X; € X}jz s6lo son relevantes los nodos

de X{z que se han eliminado previamente. Como las subsecuencias ogi, i = 1,...,k

preservan el orden de aparicién de los nodos de X% en la secuencia o, es claro que o y
o' producirdn la misma triangulacion.

(I

Notese que al ser P una particiéon y no un conjunto ordenado, entonces cualquier

permutacion de las subsecuencias o1 - 02 ... ope serd valida.

La importancia de la proposicién 3 de cara a la aplicacién de las heuristicas an-
teriores reside en que si calculamos la particion P a partir del grafo moral, entonces
podemos organizar la secuencia de eliminacion en subsecuencias og: y asi para obtener
el siguiente nodo a eliminar ya no es necesario realizar los cdlculos para todos los nodos

de Xy que aiin no se han eliminado, sino sélo para los nodos no eliminados de X%,

Por otra parte la obtencién de la particion P puede realizarse en un recorrido del

grafo y, por tanto, es un procedimiento que no consume mucho tiempo.

2.5 Resultados experimentales

Para evaluar los algoritmos heuristicos propuestos se han considerado grafos genera-
dos aleatoriamente a partir del siguiente esquema: El grafo tiene 50 nodos (numerados
del 1 al 50) estructurados en cuatro niveles de 15, 10, 10 y 15 nodos respectivamente.
Los 15 nodos del nivel uno son raices. Para asegurar que el grafo sea conexo se genera
inicialmente una cadena de la forma 16 — 17 — 18 — ... — 50 y para los nodos del 1
al 15 se selecciona aleatoriamente un hijo en el nivel 2. A partir de este esqueleto se
han generado 24 grupos de 500 grafos cada uno, trianguldndose cada grafo con las 14

heuristicas anteriores. Los grupos resultan de cambiar las siguientes alternativas:

e Un nodo X; puede tener padres en:

(A) el nivel previo al que se encuentra.
(B) los dos niveles previos al que se encuentra.
(C) los tres niveles previos al que se encuentra.

— Los nodos situados en los niveles més cercanos a X; tienen mayor probabi-
lidad de ser elegidos como padres que los nodos pertenecientes a los niveles

mas alejados.
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e El niimero de padres® generados para una variable X; es:

(m) seleccionado al azar en el conjunto {0, 1,2, 3}.

(g) seleccionado al azar en el conjunto {0,1,2,3,4,5}.
e El nimero de casos para cada variable X; es:

(2) siempre igual a 2.
(3) seleccionado al azar en {2,3,4}.

(4) seleccionado atendiendo a una funcién de distribucién de probabilidad de

Poisson de media 4 y con un minimo de 2.
(6) seleccionado atendiendo a una funcién de distribucién de probabilidad de
Poisson de media 6 y con un minimo de 2.

e El conjunto explicacion estara formado por:

(r) todos los nodos raices del grafo.

(t) n nodos del grafo seleccionados al azar, siendo n un valor variable.
El nombre que recibe cada uno de los grupos generados se forma concatenando la
opcion elegida para cada alternativa en el orden anteriormente expuesto.

Se han realizado 6 baterias de pruebas, consistentes en tomar como conjunto expli-
cacién a todos los nodos raices o a 5, 10, 15, 20, o 25 nodos cualquiera del grafo. Los
resultados obtenidos pueden verse en las tablas 2.3, ..., 2.14. En la siguiente seccién

se analizan estos datos.

2.6 Analisis de los resultados obtenidos
Podemos realizar los siguientes comentarios acerca de los resultados obtenidos:

e Los resultados obtenidos al aplicar una segunda heuristica para romper los em-

pates mejoran a los obtenidos al romper el empate aleatoriamente.

e Entre las heuristicas guiadas por AH1 y AH2 como primer criterio, las segundas

mejoran ligeramente a las primeras.

8ademas de los que se incluyen para asegurar la conectividad del grafo
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[ Xgl=5

AH1 AH2 AH3 AH4 AH13 AH14 AH23

Am?2t || 9.581e+04 | 9.58le+04 | 1.136e+08 | 7.277e4+04 | 9.802e+04 | 9.035e+04 | 9.802e+04
Am3t || 3.219e4+07 | 3.44e+07 | 2.989e+13 | 2.056e+07 | 3.167e+07 | 3.136e+07 | 3.199e+07
Amdt || 1.624e+10 | 1.792e+10 | 1.319e+17 | 6.746e4+09 | 1.597e+10 | 1.615e+10 | 1.782e+10
Am6t || 5.447e12 | 7.792e+12 | 1.851e+21 | 5.911e+12 | 5.44le+12 | 5.44lef12 | 7.792e+12
Bm2t || 8.312e+05 | 8.312e4+05 | 2.282e+08 | 6.821e+05 | 8.259e+05 | 7.325e+05 | 8.259e+05
Bm3t || 1.342e+09 | 1.212e409 | 4.953e+13 | 1.732e409 | 1.595e+09 | 1.704e+09 | 1.506e+09
Bmdt 5.8le+1l | 4.677et+11 | 9.928e+17 | 4.909e+11 | 5.856e+11 | 5.90le+11 | 4.909e+11
Bm6t || 7.139e+14 | 1.038e+15 | 1.409e+23 | 7.002e+14 | 7.067e+14 | 7.186e+14 9.69e+14
Cm2t || 2.131e+06 | 2.131e+06 | 1.009e+09 | 1.247e+06 | 1.775e+06 | 1.601e+06 | 1.775e+06
Cm3t || 4.886e+09 | 3.708e+09 | 4.406e+14 | 2.975e+09 | 4.397e+09 | 4.628¢+09 | 3.807e+09

Cmdt 6.183e+12 4.79e4-12 3.813e+19 1.699e+-12 6.163e+12 6.311e+412 4.79e4-12
Cm6t 6.866e+15 1.543e+16 8.332e+22 5.278e+15 6.866e+15 6.866e+15 1.544e+16
AH24 AH31 AH32 AH41 AH42 AH34 AH43
Am?2t 9.035e+04 6.471e+06 6.471e+06 7.021e+04 7.021e4-04 6.457e+06 7.222e4-04
Am3t 3.07e4-07 1.252e+11 1.27e411 2.147e407 2.143e4-07 1.244e+11 2.032e4-07

Am4t 1.782e+10 1.202e+14
Am6t 7.787e412 2.398e4-17

1.196e+4-14 6.564e+09 6.826e+09 6.221e+13 7.272e409
2.397e417 5.032e+12 5.009e+12 2.284e4-17 5.777e412
Bm?2t 7.325e+4-05 1.712e4-07 1.712e4-07 6.375e+05 6.375e+05 1.612e4-07 6.51e+405
Bm3t 1.493e+09 1.437e+11 1.431e411 1.578e4-09 1.567e+09 1.302e+11 1.492e+409
Bm4t 4.689e+11 1.164e+15 1.113e+415 2.652e+11 2.512e+411 1.061le+15 4.885e+11

1 1

5

2

Bm6t 1.033e+15 | 1.397e+18 415e+18 de+14 de+14 234e+18 | 7.458e+14
Cm2t 1.601e+06 | 5.508e+07 .508e+07 1.2e+06 1.2e406 4.71e4+07 | 1.267e+06
Cm3t 4.383e4+09 | 2.089e+12 .086e+12 | 2.964e+09 2.93e+09 | 2.409e+12 | 3.071e+09
Cm4t 4.997e+12 2.06e+15 2.03e+15 | 1.404e+12 | 1.464e+12 | 9.099e+14 | 1.886e+12
Cm6t 1.543e+16 | 4.646e+21 | 4.646e+21 | 6.143e+15 | 4.352e+15 | 4.645e+21 | 4.815e+15

Tabla 2.3: Tamanos obtenidos al considerar 5 nodos en Xg (10% del total)

XEl=5
AH1 AH2 AH3 AH4 AH13 AH14 AH23
Ag2t 9.735e+05 9.735e+05 2.326e+09 6.738e+05 1.117e+06 9.675e+05 1.117e406
Ag3t 3.52e+09 3.505e+-09 3.685e+15 8.665e+08 3.55e+09 3.532e+-09 3.569e+-09

Agit 4.485e+12 | 2.893e+12 | 2.598e+19 | 4.27le+11 | 4.46le+12 | 4.46let+12 | 2.897e+12
Agbt 3.123e+15 | 3.838e+15 | 4.081e+25 | 3.128e+14 | 3.123e+15 | 3.123e+15 | 3.824e+15
Bg2t 3.146e+07 | 3.146e+07 | 3.018e4+09 | 2.165e+07 3.1e407 | 3.066e+07 3.1e4+07
Bg3t 4.508¢+11 | 4.458e¢+11 | 5.108e+16 | 3.68le+11 | 4.465e+11 | 4.378e+11 | 4.22le+11
Bgit 3.946e+15 | 4.173e+15 | 9.08le+19 | 9.757e+14 | 3.947e+15 | 3.947e+15 | 4.173e+15
Bgbt 3.109e+19 | 3.142e+19 7.7e4+27 | 8.068¢+18 | 3.109e+19 | 3.109e+19 | 3.142e+19
Cg2t 6.363e+07 | 6.363e4+07 | 8.604e+09 4.36e+07 5.92e4+07 | 5.909e+07 5.92e+07
Cg3t 1.433e+12 | 8.977e+11 | 6.132e+15 | 9.158e+11 | 1.397e+12 1.4le+12 | 8.48le+11
Cgat 1.082e+17 | 7.349e+15 | 1.937e+21 | 5.07le+15 | 1.082e+17 | 1.082e+17 | 7.353e+15
Cgbt 4.799e+20 | 2.187e+20 | 4.402e+25 | 7.096e+19 | 4.799e4+20 | 4.799e+20 | 2.187e+20
AH24 AH31 AH32 AH41 AH42 AH34 AHA43

Ag2t 9.675e4+05 | 6.362e4+07 | 6.362e+07 | 6.812e4+05 | 6.812e4+05 | 5.878¢4+07 | 6.697e+05
Ag3t 3.508¢+09 | 7.703e+11 | 7.045e+11 | 8.832e+08 | 1.058¢+09 6.84e+11 | 8.658e+08
Agat 2.803e+12 | 3.623e+15 | 3.618e+15 | 4.151e+11 | 4.134e+11 3.62e+15 | 4.52let11
Agbt 3.811le+15 | 5.645e+20 | 5.642e+20 | 3.232e+14 | 3.159e+14 | 5.645e+20 | 3.277e+14
Bg2t 3.066e+07 | 4.014e+08 | 4.014e+08 | 2.219e+07 | 2.219e4+07 | 3.995¢+08 | 2.142e407
Bg3t 4.26le+11 | 1.148e+14 | 1.145e+14 3.66e+11 | 3.676e+11 | 1.036e+14 3.73e+11
Bgit 4.173e+15 | 9.787e+17 | 9.283e+17 | 9.632e+14 | 6.423e+14 | 9.594e+17 | 2.477e+15
Bgbt 3.142e+19 | 1.645e4+22 | 1.196e+22 | 8.275e+18 | 8.275e+18 | 1.261e+22 | 8.224e+18
Cg2t 5.909e+07 4.87e+08 4.87e+08 | 4.182e4+07 | 4.182e+07 | 4.681e4+08 | 4.276e+07
Cg3t 8.81e+11 7.18¢+14 | 7.115e+14 | 8.984e+11 | 8.985e+11 | 7.017e+14 | 8.738e+11
Cgat 7.352e+15 1.94e+19 | 1.939e+19 | 6.691e+15 | 6.691e+15 | 1.984e+19 | 4.265e+15
Cgbt 2.187e+20 | 1.516e+22 | 1.446e+22 | 5.508e+19 | 6.112e+19 | 1.537e+22 | 4.41le+19

Tabla 2.4: Tamanos obtenidos al considerar 5 nodos en Xg (10% del total)
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Xpl=10
AH1 AH2 AH3 AH4 AH13 AH14 AH23
Am?2t 4.29e+05 4.29e+05 1.478e+06 2.391e+05 3.752e+405 3.656e+05 3.752e+05
Am3t 2.555e+408 2.913e+408 5.904e+09 1.343e+08 2.354e+08 2.372e+08 2.924e+08
Amdt 3.093e+11 3.647e+11 3.958e+12 1.029e+11 3.093e+11 3.093e+11 3.647e+11
Am6t 2.27e+14 | 3.994e+14 | 1.005e+15 3.92e+13 | 2.257et+14 | 2.256e+14 | 2.54let14
Bm2t 2.576e+06 2.576e+06 1.216e+407 1.816e+4-06 2.524e+06 2.45e+06 2.524e+06
Bm3t 9.452e+09 8.786e+09 2.427e+10 8.833e4-09 9.441e+09 8.893e+09 8.782e+09
Bm4t 1.711e+13 1.291e+13 3.993e+13 7.623e+12 1.716e+13 1.716e+13 1.291e+13
Bm6t 7.825e+16 2.922e+16 7.495e+17 4.199e+16 7.815e+16 7.815e+16 2.966e+16
Cm2t 4.163e+06 4.163e+06 7.363e+06 2.812e+06 3.544e+06 3.753e+06 3.544e+06
Cm3t 1.196e+410 9.637e+09 1.748e+11 6.149e+09 1.213e4-10 1.086e+10 1.108e+10
Cmdt 3.541e+13 2.589%e+13 7.887e+14 2.595e+13 3.536e+13 3.568e+13 2.553e+13
Cm6t 2.56e+17 5.639e+17 7.293e+17 6.559e+16 2.568e+17 2.568e+17 5.639e+17
AH24 AH31 AH32 AHA41 AH42 AH34 AH43
Am?2t 3.656e+05 8.171e+05 8.171e+05 2.426e+05 2.426e+05 8.092e+05 2.407e+05
Am3t 2.94e+08 2.234e+09 2.218e+09 1.536e4-08 1.523e4-08 2.256e+09 1.35e408
Amdt 3.647e+11 3.901le+12 3.884e+12 1.022e+411 1.022e+411 3.897e+12 1.08e+11
Am6t 2.541e+14 8.851e+14 8.693e+14 5.687e+13 3.212e+13 8.723e+14 4.129e+13
Bm2t 2.45e+06 8.447e+06 8.447e+06 1.841e+4-06 1.841e+4-06 8.667e+06 1.801e+06
Bm3t 8.327e+09 1.739e+10 1.739e+10 7.3e409 7.225e4+09 1.698e+10 8.848e+09
Bm4t 1.264e+13 3.137e+13 3.618e+13 7.739e+12 7.623e+12 3.42e+13 1.103e+13
Bm6t 2.964e+16 4.26e+16 4.291e+16 4.367e+16 4.123e+16 4.983e+16 2.64e+16
Cm2t 3.753e+06 5.988e+06 5.988e+06 2.831e+06 2.831e+06 5.845e+06 2.803e+06
Cm3t 9.526e+09 2.507e+10 2.445e+10 6.383e4-09 6.356e+4-09 2.591e+10 6.778e+09
Cm4t 2.553e+13 3.322e+14 3.335e+14 2.681le+13 2.88e+13 3.347e+14 2.604e+13
Cm6t 5.639e+17 2.745e+17 2.737e+17 5.305e+16 6.15e+416 2.704e+17 6.521e+16
Tabla 2.5: Tamanos obtenidos al considerar 10 nodos en Xg (20% del total)
[ Xgl =10
AH1 AH2 AH3 AH4 AH13 AH14 AH23
Ag2t 2.253e+406 2.253e+06 3.26e+06 1.358e+4-06 2.097e+06 2.043e+06 2.097e+06
Ag3t 1.093e+10 1.263e+10 2.735e+10 3.447e+09 1.115e+10 1.057e+10 1.247e+10
Agdt 2.123e+13 1.441e+13 8.466e+13 3.115e+12 2.123e+13 2.123e+13 1.423e+413
Agbt 1.689e+16 1.66e+16 2.537e+18 1.713e+15 1.695e+16 1.691e+16 1.66e+16
Bg2t 4.516e+07 4.516e+07 7.329e+07 3.366e+07 4.306e+07 4.184e+07 4.306e+07
Bg3t 1.091e+12 1.131e+12 3.942e+12 5.408e+11 1.272e+412 1.277e+412 1.126e+12
Bgit 2.625e+16 2.561e+16 8.751e+15 5.45e+15 2.625e+16 2.625e+16 2.561le+16
Bg6t 6.385e+20 6.676e+20 1.577e+21 4.681e+20 6.385e+20 6.385e+20 6.676e+20
Cg2t 9.826e+07 9.826e+07 1.411e4-08 7.308e+07 9.431e+07 9.326e+07 9.431e+07
Cg3t 3.408e+12 3.699e+12 1.074e+13 2.45e+12 3.433e+12 3.532e+12 3.635e+12
Cgdt 2.753e+16 1.057e+16 5.392e+16 3.394e+16 1.75e+16 1.751e+16 1.055e+16
Cgbt 9.354e+20 8.837e+20 5.709e+20 1.229e+20 9.354e+20 9.353e+20 8.837e+20
AH24 AH31 AH32 AHA41 AH42 AH34 AH43
Ag2t 2.043e+06 3.14e+06 3.14e+06 1.361e4-06 1.361e4-06 3.158e4-06 1.362e+4-06
Ag3t 1.247e+410 2.727e+10 2.724e+10 3.573e+09 3.569e+09 2.74e+10 3.652e+09
Agdt 1.423e+13 8.165e+13 8.162e+13 2.899e+12 2.897e+12 8.814e+13 3.124e+12
Agbt 1.66e+16 6.362e+18 6.362e+18 2.734e+15 2.74e+15 2.36e+18 2.696e+15
Bg2t 4.184e+07 6.601e+07 6.601e+07 3.377e+07 3.377e+07 6.395e+07 3.358e+07
Bg3t 1.127e+12 2.804e+12 2.699e+12 5.346e+11 5.348e+11 2.86e+12 7.122e+11
Bgit 2.561e+16 8.443e+15 8.457e+15 4.552e+15 4.551e+15 8.342e+15 5.069e+15
Bg6t 6.676e+20 1.151e+21 1.151e+21 4.69e+20 4.69e+20 1.35e+21 4.719e+20
Cg2t 9.326e+07 1.194e4-08 1.194e4-08 6.976e+07 6.976e+07 1.07e+4-08 7.137e+07
Cg3t 3.633e+12 1.361e+13 1.361e+13 2.273e+12 2.272e+12 1.34e+13 2.453e+12
Cgdt 1.055e416 3.122e+16 3.118e+16 2.297e+16 2.298e+16 3.323e+16 2.789e+16
Cgbt 8.838e+20 1.591e+21 1.59e+21 2.189e+20 2.189e+20 1.582e+421 1.239e+20

Tabla 2.6: Tamanos obtenidos al considerar 10 nodos en Xg (20% del total)
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[Xgl =15

AH1 AH2 AH3 AH4 AH13 AH14 AH23

Am?2t 2.124e+06 2.124e+06 1.625e+406 1.397e+4-06 1.981e+4-06 1.918e+4-06 1.981e+406
Am3t 9.928e+09 7.958e+09 3.348e+409 3.439e+4-09 9.92e409 8.955e+09 8.112e+09
Amdt 9.582e+12 7.945e+12 4.027e+12 3.059e+12 9.58R8e+12 9.585e+12 7.946e+12
Am6t 7.541e+16 5.687e+16 4.844e+15 1.181e+16 7.522e+16 7.522e+16 5.687e+16
Bm?2t 8.445e+06 8.445e+06 5.718e+06 5.647e+06 R8.46e+406 8.625e+06 8.46e+06
Bm3t 1.386e+11 1.427e+11 4.823e+10 8.485e+10 1.323e+11 1.326e+11 1.421e+11
Bm4t 1.213e+14 9.424e+13 4.739e+13 5.722e+13 1.186e+14 1.186e+14 9.405e+13
Bm6t 4.359e+18 4.247e+18 9.669e+17 5.706e+17 4.359e+18 4.363e+18 4.247e+18
Cm2t 1.365e+07 1.365e+07 8.84e+06 8.893e+06 1.181e+07 1.144e+07 1.181e+07
Cm3t 9.927e+10 1.057e+11 4.501e4+10 7.189e+10 9.709e+10 9.879e+10 1.047e+11
Cmdt 5.036e+14 3.081e+14 2.854e+14 2.609e+14 5.037e+14 5.055e+14 3.081e+14
Cm6t 3.238e+18 2.08e+18 8.076e+17 5.787e+17 3.238e+18 3.238e+18 2.08e+18
AH24 AH31 AH32 AH41 AH42 AH34 AH43

Am?2t 1.918e+4-06 1.744e+4-06 1.744e+4-06 1.405e+4-06 1.405e+4-06 1.602e+4-06 1.397e+4-06
Am3t 8.223e+09 3.469e+09 3.456e4+09 3.427e4+09 3.421e4+09 3.26e+09 3.448e+09
Amdt 7.946e+12 4.295e+12 4.259e+12 5.538e+12 5.507e+12 3.991e+12 4.864e+12
Am6t 5.687e+16 5.558e+15 5.553e+15 1.304e+16 1.304e+16 4.64e+15 1.181e+16
Bm?2t 8.625e+06 5.487e+06 5.487e+06 5.584e+06 5.584e+06 5.54e+06 5.613e+06
Bm3t 1.422e+11 4.81e+10 4.803e+10 8.844e+10 8.839e+10 4.717e+10 8.324e+10
Bm4t 9.405e+13 4.756e+13 4.747e+13 5.826e+13 5.826e+13 4.719e+13 5.749e+13
Bm6t 4.247e+18 9.807e+17 9.807e+17 5.933e+17 5.791e+17 9.696e+17 5.574e+17
Cm2t 1.144e+07 8.464e+06 R8.464e+06 9.027e+06 9.027e+06 8.642e+06 8.936e+06

Cm3t 1.058e+11 5.032e+10 5.062e+10 4.968e+10 4.858e+10 5.12e+10 7.282e4-10
Cm4t 3.081e+14 2.639e+414 2.92e+14 2.922e+14 2.922e+414 2.58e+14 2.631le+14
Cm6t 2.08e+18 5.646e417 5.645e+17 1.026e+418 9.216e+17 1.22e4-18 1.419e+18

Tabla 2.7: Tamanos obtenidos al considerar 15 nodos en X (30% del total)

| Xpl=15
AH1 AH2 AH3 AH4 AH13 AH14 AH23
Ag2t 1.284e4-07 1.284e4-07 8.673e+06 6.297e+06 1.255e4-07 1.25e4-07 1.255e4-07
Ag3t 1.83e+11 1.764e+11 4.906e+10 4.704e+10 1.744e+11 1.83e+11 1.822e+411

Agit 1.934e+15 | 9.083e+14 | 1.984e+14 | 1.294e+14 | 1.934e+15 | 1.934e+15 | 9.083e+14
Agbt 1.853e+19 | 5.60le+18 | 3.934e+17 3.37e+17 | 1.853e+19 | 1.853e+19 | 5.581e+18
Bg2t 1.262e+08 | 1.262e4+08 | 7.914e+07 | 7.429e4+07 | 1.043e+08 | 1.029e+08 | 1.043e+08
Bg3t 4.128¢+12 | 3.606e+12 | 1.643e+12 1.83e+12 | 4.265e+12 | 4.139e+12 | 3.608e+12
Bgit 8.632e+16 | 4.435e+16 | 6.228e+16 | 1.354e+16 | 8.633e+16 | 8.633e+16 | 4.432e+16
Bgbt 1.195e+21 | 3.219e+21 | 2.623e+20 | 5.473e+21 | 1.195e+21 | 1.195e+21 | 3.185e+21
Cg2t 2.368¢+08 | 2.368¢+08 | 1.449e+08 | 1.435e+08 | 1.989e+08 | 1.813e+08 | 1.989e+08
Cg3t 3.424e+13 | 2.525e+13 | 1.654e+13 | 1.031e+13 | 2.727e+13 | 2.755e+13 | 2.708e+13
Cgat 6.679e+17 | 6.425e+17 | 1.704e+17 | 1.924e+17 | 6.679+17 | 6.679e+17 | 6.409e+17
Cgbt 4.952e+21 | 2.364e+21 | 4.445e+21 | 1.812e+21 | 4.948e+21 | 4.948e+21 | 2.364e+21

AH24 AH31 AH32 AH41 AH42 AH34 AHA43
Ag2t 1.25e4+07 | 7.637e+06 | 7.637e+06 | 6.325e+06 | 6.325¢+06 | 7.441e+06 | 6.323e+06
Ag3t 1.769e+11 | 5.323e+10 | 5.307e+10 4.63e4+10 | 4.809e+10 | 5.213e+10 | 4.892e+10
Agat 0.083e+14 | 1.856e+14 | 1.856e+14 | 1.557e+14 | 1.553e+14 | 1.948e+14 1.3e+14

Agbt 5.581le+18 4.333e+17 4.305e+17 3.548e+17 3.362e+17 4.234e+17 3.307e+17
Bg2t 1.029e+-08 7.581e4-07 7.581e4-07 7.51e407 7.51e407 7.873e407 7.707e4-07
Bg3t 3.596e+12 1.493e+12 1.542e+12 1.825e4-12 1.857e+412 1.51e412 1.925e+12
Bg4t 4.431e+16 1.411e+16 1.443e+16 1.294e4-16 1.291e+416 1.346e+16 1.286e+-16
Bg6t 3.185e+21 2.692e+4-20 2.692e+4-20 5.559e+21 5.528e+21 2.723e+420 5.477e+421
Cg2t 1.813e+4-08 1.427e+408 1.427e+408 1.383e4-08 1.383e4-08 1.478e+408 1.49e4-08
Cg3t 2.723e+413 1.217e+13 1.206e+13 1.456e413 1.456e413 1.41e+413 1.323e+13
Cgit 6.407e+17 1.68e4-17 1.682e4-17 1.892e4-17 1.892e4-17 1.704e4-17 1.908e4-17
Cgbt 2.364e+4-21 1.713e+21 1.939e+-21 2.028e+21 2.026e+21 4.828e+21 2.326e+4-21

Tabla 2.8: Tamanos obtenidos al considerar 15 nodos en X (30% del total)
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Xpl =20

AH1 AH2 AH3 AH4 AH13 AH14 AH23
Am?2t 1.492e+407 1.492e+407 1.096e+07 1.134e4-07 1.509e+4-07 1.52e4-07 1.509e+07
Am3t 2.332e+11 | 1.789e+12 | 6.884e+10 | 9.375e+10 | 2.427et+11 | 2.420e+11 | 1.791et+12
Amdt 1.48e+15 1.727e+15 5.164e+14 4.697e+14 1.425e+15 1.425e+15 1.727e+15
Am6t 6.015e+18 5.659e+18 3.578e+17 9.657e+17 6.007e+18 6.007e+18 5.659e+18
Bm2t 4.288e+07 4.288e+07 2.845e+07 2.98e+07 4.012e+07 4.013e+07 4.012e+07
Bm3t 8.30de+11 | 1.263e+12 | 3.629e+11 | 3.579e+11 | 8.208e+11 | 8.582e+11 | 8.90le+11
Bm4t 1.16e+16 8.363e+15 6.017e+15 6.888e+15 1.16e+16 1.16e+16 8.364e+15
Bm6t 4.939e+20 4.658e+20 3.752e+19 4.622e+19 4.939e+20 4.939e+20 4.658e+20
Cm2t 4.707e+07 4.707e+07 2.833e+07 2.934e+07 4.207e+07 4.264e+07 4.207e+07
Cm3t 1.546e+412 1.203e+12 8.008e+11 7.798e+11 1.242e+12 1.063e+12 1.32e+12
Cmdt 9.507e+15 6.261e+15 3.597e+15 3.709e+15 9.507e+15 9.507e+15 6.252e+15
Cm6t 9.504e+19 8.342e+19 2.797e+19 2.561le+19 9.504e+19 9.504e+19 8.342e+19

AH24 AH31 AH32 AHA41 AH42 AH34 AH43
Am?2t 1.52e407 1.114e+407 1.114e+407 1.145e4-07 1.145e4-07 1.091e+07 1.118e+07
Am3t 1.791e+412 7.002e+10 6.997e+10 9.434e+10 9.417e+10 6.893e+10 9.398e+10
Amdt 1.727e+15 5.102e+14 5.131e+14 4.736e+14 4.711e+14 5.327e+14 4.656e+14
Am6t 5.659e+18 4.565e+17 4.568e+17 1.02e+418 1.003e4-18 3.295e+17 8.82e+17
Bm2t 4.013e+07 2.863e+07 2.863e+07 2.955e+07 2.955e+07 2.953e+07 2.949e+07
Bm3t 8.95e+411 3.356e+11 3.217e+11 3.617e+11 3.607e+11 3.615e+11 3.59e+11
Bm4t 8.364e+15 6.278e+15 6.274e+15 6.739e+15 6.718e+15 6.058e+15 6.467e+15
Bm6t 4.658e+20 3.168e+19 3.157e+19 3.984e+19 3.96e+19 4.835e+19 4.392e+19
Cm2t 4.264e+07 2.902e+07 2.902e+07 2.948e+07 2.948e+07 2.885e+07 3.02e+07
Cm3t 1.136e+12 8.412e+11 8.858e+11 8.719e+11 9.162e+411 7.868e+11 8.009e+11
Cm4t 6.252e+15 3.674e+15 3.668e+15 4.259e+15 4.257e+15 3.651e+15 3.731le+15
Cm6t 8.342e+19 2.964e+19 2.962e+19 2.687e+19 2.711e+19 2.968e+19 2.631e+19

Tabla 2.9: Tamanos obtenidos al considerar 20 nodos en Xp (40% del total)
[ XEl =20

AH1 AH2 AH3 AH4 AH13 AH14 AH23
Ag2t 7.998e+407 7.998e+07 4.756e+07 4.776e+07 6.892e+07 6.952e+07 6.892e+07
Ag3t 2.696e+12 2.405e+12 5.246e+11 5.637e+11 2.694e+12 2.694e+12 2.405e+12
Agdt 3.56e+16 4.057e+16 6.9e415 7.324e+15 3.56e+16 3.56e+16 4.057e+16
Agbt 2.772e+22 2.764e+22 1.313e+20 6.028e+19 2.772e+22 2.772e+22 2.764e+22
Bg2t 6.965e4-08 6.965e+08 3.921e+408 3.83e+408 6.865e4-08 6.329e4-08 6.865e+08
Bg3t 7.872e+13 4.202e+13 1.725e+13 1.519e+13 7.864e+13 5.911e+13 4.182e+13
Bgit 3.008e+18 2.911e+18 2.064e+17 2.671e+17 3.008e+18 3.008e+18 2.911e+18
Bg6t 2.233e+22 5.175e+22 3.524e+21 3.752e+21 2.233e+22 2.233e+22 5.175e+22
Cg2t 7.728e+408 7.728e+08 3.801e+08 4.016e+08 6.095e4-08 6.252e4-08 6.095e+408
Cg3t 1.75e+14 2.052e+14 4.599e+13 3.998e+13 1.768e+14 1.768e+14 2.051e+14
Cgdt 3.291e+18 7.305e+17 3.619e+17 6.136e+17 3.242e+18 3.242e+18 9.748e+17
Cgbt 1.068e+-23 7.538e+22 2.944e+22 3.346e+22 1.068e+-23 1.068e+23 7.527e+22

AH24 AH31 AH32 AHA41 AH42 AH34 AH43
Ag2t 6.952e+07 4.875e+07 4.875e+07 4.837e+07 4.837e+07 4.755e+07 4.783e+07
Ag3t 2.405e+12 5.142e+11 5.137e+11 7.414e+11 7.345e+11 5.074e+11 5.636e+11
Agdt 4.057e+16 6.537e+15 6.535e+15 6.653e+15 6.646e+15 6.772e+15 4.877e+15
Agbt 2.764e+22 1.313e+20 1.312e+20 1.07e+20 1.07e+20 1.312e4-20 5.981e+19
Bg2t 6.329e4-08 4.066e+08 4.066e+08 3.859e+408 3.859e4-08 4.086e+08 3.959e+408
Bg3t 4.157e+13 1.494e+13 1.745e+13 1.525e+13 1.524e+13 1.763e+13 1.519e+13
Bgit 2.911e+18 2.091e+17 2.088e+17 2.61e+17 2.611e+17 2.048e+17 2.558e+17
Bg6t 5.175e+22 3.826e+21 3.826e+21 3.684e+21 3.678e+21 3.281e+21 3.182e+21
Cg2t 6.252e4-08 3.822e+408 3.822e+408 4.034e+08 4.034e+08 3.869e4-08 3.999e+-08
Cg3t 2.116e+14 4.015e+13 4.104e+13 4.049e+13 4.016e+13 4.779e+13 4.05e+13
Cgdt 9.748e+17 3.59e+17 3.591e+17 6.131e+17 6.175e+17 2.625e+17 2.686e+17
Cgbt 7.527e+22 2.951e+22 2.951e+22 3.178e+22 3.178e+22 2.864e+22 3.325e+22

Tabla 2.10: Tamanos obtenidos al considerar 20 nodos en Xp (40% del total)
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[ XE| =25

AH1 AH2 AH3 AHA4 AHI13 AH14 AH23

Am2t 1.409e4+08 | 1.409e+08 | 1.037e4+08 | 1.028¢+08 | 1.327e+08 1.37e+08 | 1.327e+08
Am3t 7.757e+12 | 1.095e+13 | 4.672e+12 | 4.589e+12 | 7.755e+12 | 7.755e+12 | 1.114e+13
Amat 6.312e+16 | 6.203e+16 3.98¢+16 | 3.956e+16 | 6.312e+16 | 6.312e+16 | 6.203e+16
Am6t 5.133e+21 | 4.812e+21 | 4.182e+21 | 5.420e+21 | 5.133e+21 | 5.133e+21 | 5.127e+21
Bm2t 2.912e+08 | 2.912e+08 | 2.113e+08 2.1e4+08 2.78¢4+08 | 2.816e+08 2.78e¢+08
Bm3t 7.542e+13 | 1.206e+14 | 4.186e+13 | 2.525e+13 | 7.412e+13 | 7.412e+13 | 1.296e+14
Bm4t 3.626e+17 | 3.469e+17 | 1.474e+17 | 1.467e+17 | 3.628e+17 | 3.628e+17 3.47e+17

Bm6t 1.649e+22 1.47e+22 | 1.169e+21 | 2.035e+21 | 1.649e+22 | 1.649e+22 1.47e+22
Cm2t 2.924e+08 | 2.924e+08 | 2.232e+08 | 2.233e+08 | 2.664e+08 | 2.556e+08 | 2.664e+08
Cm3t 1.562e+13 | 1.664e+13 | 1.007e+13 | 1.052e+13 | 1.546e+13 | 1.57le+13 1.34e+13
Cmat 3.3le+17 | 1.858e+17 9.44e+16 | 9.549¢+16 3.31e+17 3.3le+17 | 1.844e417
Cm6t 3.245e+21 3.24e+21 | 9.683e4+20 | 1.016e+21 | 3.245e+21 | 3.245e+21 3.24e4+21
AH24 AH31 AH32 AH41 AH42 AH34 AH43
Am2t 1.37e+08 | 1.064e+08 | 1.064e+08 | 1.039e+08 | 1.039e+08 1.03e+08 1.03e+08
Am3t 1.114e+13 4.85e+12 | 4.862e+12 | 4.595e+12 | 4.580e+12 | 4.62le+12 | 4.615e+12

Amat 6.203¢+16 | 4.746e+16 | 4.754e+16 4.07e4+16 | 4.078¢+16 | 4.054e+16 | 3.908e+16
Am6t 5.127e+21 | 4.234e+21 | 4.282e+21 | 4.385e+21 | 4.385e+21 | 4.206e+21 | 4.145e+21

Bm2t 2.816e+08 | 2.152e+08 | 2.152e+08 | 2.164e+08 | 2.164e+08 2.1e+08 | 2.151e4+08
Bm3t 1.296e+14 | 5.788e+13 | 5.787e+13 4.08¢+13 | 4.079e+13 | 4.163e+13 | 2.457e+13
Bm4t 3.47e+17 | 1.413e+17 | 1.413e+17 | 1.404e+17 | 1.404e+17 | 1.497e+17 | 1.509e+17
Bm6t 1.47e+22 | 1.182e+21 | 1.183e+21 1.79e+21 1.79e+21 | 1.203e+21 | 2.067e+21
Cm2t 2.556e+08 | 2.233¢+08 | 2.233e+08 | 2.198¢+08 | 2.198e+08 | 2.226e+08 | 2.215e+08
Cm3t 1.365e+13 1.05e+13 1.05e+13 | 1.055e+13 | 1.054e+13 | 1.11le+13 | 1.134e+13
Cm4t 1.844e+17 | 9.888e+16 | 9.888e+16 9.97e+16 0.97e+16 | 8.264e+16 | 8.445e+16
Cm6t 3.24e+21 | 9.259e+20 | 9.225¢+20 | 9.523e+20 | 9.586e+20 | 9.906e+20 | 1.015e+21

Tabla 2.11: Tamanos obtenidos al considerar 25 nodos en Xg (50% del total)

| Xp| =25

AH1 AH2 AH3 AH4 AH13 AH14 AH23

Ag2t 7.688e+08 7.688e+08 4.64e+08 4.861e+08 7.606e+08 7.585e+08 7.606e+08
Ag3t 1.187e+14 9.846e+13 1.699e+13 1.572e+13 1.137e+14 1.137e+14 9.824e+13
Agdt 2.334e+20 2.373e+20 4.012e+17 3.775e+17 2.334e+20 2.334e+20 2.373e+20
Agbt 1.512e+423 5.997e+22 7.252e+21 6.339e+21 1.512e+23 1.512e+423 5.997e+22
Bg2t 2.285e+09 2.285e+09 1.271e+09 1.275e409 2.196e+09 2.252e+09 2.196e+09
Bg3t 6.921e+14 5.909e+14 2.569e+14 3.747e+14 6.919e+14 6.92e+14 5.523e+14
Bgit 4.564e+19 5.308e+19 6.172e+18 4.261e+18 4.562e+19 4.562e+19 5.308e+19
Bg6t 1.928e+4-24 1.542e+4-24 7.931e+23 8.244e+23 1.928e+24 1.928e+4-24 1.542e+4-24
Cg2t 2.92e+409 2.92e409 1.426e+09 1.627e409 2.525e+09 2.467e+09 2.525e+09
Cg3t 8.034e+14 6.939e+14 2.774e+14 3.111e+14 5.897e+14 5.896e+14 6.398e+14
Cgdt 4.087e+20 2.828e+20 2.03e+19 2.31e+19 4.087e+20 4.087e+20 2.828e+20
Cgbt 3.521le+25 3.524e+25 2.535e+25 2.568e+25 3.521e+25 3.521le+25 3.524e+25
AH24 AH31 AH32 AH41 AH42 AH34 AH43

Ag2t 7.585e+08 4.964e+08 4.964e+08 4.866e+08 4.866e+08 4.641e+08 4.883e+08
Ag3t 9.824e+13 2.167e+13 2.168e+13 1.732e+13 1.736e+13 1.801e+13 1.591e+13
Agdt 2.373e+20 4.048e+17 4.044e+17 3.783e+17 3.78e+17 3.766e+17 3.779e+17
Agbt 5.997e+22 9.198e+21 9.162e+21 8.286e+21 8.257e+21 7.38e+21 6.467e+21
Bg2t 2.252e+409 1.261e4-09 1.261e4-09 1.28e4-09 1.28e+409 1.256e4-09 1.266e4-09
Bg3t 5.523e+14 2.738e+14 2.738e+14 3.904e+14 3.906e+14 2.69e+14 3.746e+14
Bgit 5.308e+19 7.965e+18 7.964e+18 5.885e+18 5.886e+18 8.202e+18 4.275e+18
Bg6t 1.542e+4-24 7.897e+23 7.897e+23 8.276e+23 8.276e+23 7.904e+23 8.187e+23
Cg2t 2.467e+09 1.496e+09 1.496e+09 1.648e+409 1.648e+4-09 1.451e+09 1.59e4-09
Cg3t 6.397e+14 2.848e+14 2.844e+14 3.035e+14 2.963e+14 2.849e+14 3.00le+14
Cgdt 2.828e+20 2.403e+19 2.396e+19 2.342e+19 2.342e+19 2.238e+19 2.309e+19
Cgbt 3.524e+25 2.537e+25 2.537e+25 2.58e+25 2.58e+25 2.542e+25 2.571le+25

Tabla 2.12: Tamanos obtenidos al considerar 25 nodos en Xg (50% del total)
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X g = raices

AH1 AH2 AH3 AH4 AH13 AH14 AH23
Am?2r 2.076e+06 2.076e+06 1.083e+08 5.149e+05 1.417e+4-06 1.035e+06 1.417e+06
Am3r 1.83e+10 7.71le+09 9.229e+12 9.209e+-08 1.494e+10 1.489e+10 5.287e+09
Amdr 1.452e+13 | 3.854e+12 | 1.738e+17 | 3.493e+11 5.68e+12 5.68e+12 | 3.852e+12
Am6r 1.861e+16 1.926e+16 7.748e+20 3.477e+14 1.864e+16 1.864e+16 1.909e+16
Bma2r 1.051e4-07 1.051e4-07 3.343e+06 3.444e+06 8.798e+06 7.728e+06 8.798e+06
Bm3r 1.107e+11 9.938e+10 1.62e+10 1.21e+10 6.578e+10 6.872e+10 6.271e+10
Bmdr 2.474e+14 | 1.803e+14 1.07e+13 | 2.153e+13 | 2.488e+14 | 2.156e+14 | 1.803e+14
Bm6r 4.704e+19 1.262e+18 1.516e+16 1.921e+417 4.704e+19 4.704e+19 1.262e+18
Cm2r 5.561e+06 5.561e+06 3.4e+4-06 3.374e+06 5.529e+406 4.611e+06 5.529e+4-06
Cm3r 2.914e+10 2.028e+10 1.833e+10 1.291e+10 2.802e+10 2.866e+10 1.879e+10
Cmdr 2.141e+14 | 4.444e+13 2.92e+13 | 2.227e+13 | 2.14le+14 | 2.14le+14 | 2.174e+13
Cm6r 1.646e+17 1.885e+17 6.416e+16 2.954e+16 1.684e+17 1.684e+17 1.886e+17

AH24 AH31 AH32 AHA41 AH42 AH34 AH43
Am?2r 1.035e+06 4.724e+05 4.724e+05 5.104e+05 5.104e+05 4.764e+05 5.087e+05
Am3r 5.22e+409 5.184e+08 5.037e+08 8.707e+08 8.73e+08 5.244e+08 6.385e+08
Amdr 3.851e+12 2.365e+11 2.339e+11 3.313e+11 3.311e+11 2.471e+11 3.005e+11
Am6r 1.009e+16 | 7.154e+13 | 7.148¢+13 | 3.86le+14 | 3.785e+14 | 7.513e+13 | 2.932e+14
Bm?2r 7.728e+06 2.824e+06 2.824e+06 3.351e+406 3.351e+406 2.81e+06 3.388e+06
Bm3r 3.218e+10 5.761e+09 5.42e+09 7.109e+09 8.289e+09 6.287e+09 1.301e+10
Bmdr 1.805e+14 9.051e+12 8.775e+12 1.215e413 1.236e4-13 9.534e+12 1.418e+13
Bm6r 1.262e+18 1.474e+16 1.535e+16 1.906e+17 1.914e+417 1.487e+16 1.917e+17
Cm2r 4.611e+06 3.333e+06 3.333e+06 3.442e+06 3.442e+06 3.385e+06 3.26e+06
Cm3r 2.072e+10 1.474e+10 1.176e+10 1.237e+410 1.218e+10 1.597e+10 1.21e+10
Cmdr 4.408e+13 4.12e+13 4.121e+13 1.775e+13 2.001e+13 3.234e+13 2.336e+13
Cm6r 1.885e+17 8.162e+16 7.501le+16 4.825e+16 4.77e+16 4.901le+16 3.533e+16

Tabla 2.13: Tamanos obtenidos al considerar como conjunto explicacion a los nodos raices
X g = raices

AH1 AH2 AH3 AH4 AH13 AH14 AH23
Ag2r 4.585e+06 4.585e+06 1.245e4-09 1.393e+4-06 3.063e4-06 3.28e4-06 3.063e+06
Ag3r 6.574e+10 5.125e+10 1.999e+14 1.899e+09 6.223e+10 6.246e+10 4.848e+10
Agdr 2.997e+13 2.35e+13 2.182e+18 1.611e412 2.987e+13 2.987e+13 2.348e+13
Agbr 3.404e+16 4.132e+16 3.676e+23 7.267e+14 3.399e+16 3.399e+16 4.131e+16
Bg2r 1.315e+4-08 1.315e+08 3.011e+07 2.888e+07 7.323e+07 8.2e+07 7.323e+07
Bg3r 3.117e+12 2.551e+12 6.903e+11 3.143e+11 2.464e+12 2.215e+12 2.11e+12
Bgir 1.67e+16 1.724e+16 4.307e+14 3.971le+15 1.657e+16 1.867e+16 1.711e+16
Bgbr 1.237e+21 1.005e+420 5.137e+18 7.376e+18 1.237e+21 1.236e4-21 1.005e+420
Cg2r 9.62e+07 9.62e+07 7.076e+07 6.257e+07 8.856e+07 8.191e+07 8.856e+07
Cg3r 1.858e4-12 1.089e+12 1.587e+12 1.274e+412 1.837e+12 1.847e+12 1.74e+12
Cgdr 9.636e+15 8.366e+15 6.902e+15 5.107e+15 9.647e+15 9.633e+15 8.303e+15
Cgbér 1.449e+20 1.222e4-20 1.164e+420 3.763e+19 1.449e+20 1.449e+20 1.222e+20

AH24 AH31 AH32 AHA41 AH42 AH34 AH43
Ag2r 3.28e4-06 1.329e4-06 1.329e4-06 1.382e+4-06 1.382e4-06 1.337e+406 1.375e+4-06
Ag3r 4.845e+10 1.761e+09 1.729e+09 1.837e+09 1.807e+4-09 1.812e4-09 1.865e+09
Agdr 2.348e+13 1.003e+12 9.618e+11 1.521e+12 1.472e+12 1.033e+12 1.59e+12
Agbr 4.131e+16 5.726e+14 5.698e+14 6.157e+14 6.129e+14 6.258e+14 6.684e+14
Bg2r 8.2e4-07 2.568e+07 2.568e+07 2.909e+07 2.909e+407 2.571e4+07 2.888e+07
Bg3r 3.083e+12 1.96e+11 1.947e+11 2.914e+11 2.933e+11 2.079e+11 3e+11
Bgdr 1.711e+16 | 2.868e+14 | 2.839e+14 | 4.825e+15 | 4.822e+15 | 3.278e+14 | 6.418e+14
Bgbr 1.005e4-20 4.968e+18 4.967e+18 8.533e+18 8.519e+18 5.068e+18 6.965e+18
Cg2r 8.191e+07 7.119e+07 7.119e+07 6.131e+07 6.131e+07 6.683e+07 5.928e+07
Cg3r 1.725e+12 1.817e+12 1.812e+12 1.272e+12 1.267e+12 9.806e+11 1.262e+12
Cgdr 8.366e+15 7.799e+15 7.741le+15 4.19e+15 4.135e+15 1.147e+416 4.595e+15
Cgbér 1.222e+20 1.29e+4-20 1.291e4-20 2.924e+19 2.9e+19 7.926e+19 2.71e+19

Tabla 2.14: Tamanos obtenidos al considerar como conjunto explicacién a los nodos raices



114 Capitulo 2: Abduccién parcial en RC. Métodos exactos usando drboles de grupos

e Cuando se rompen los empates arbitrariamente los mejores resultados se produ-
cen con la heuristica AH4, mejordandose sensiblemente los resultados producidos
por AH1 y AH2. En ocasiones el tamano de la triangulacién obtenida se reduce

en 10, 20 o mas veces el de la producida por AH1 o AH2.

e En general los mejores resultados se obtienen con las heuristicas guiadas por AH3
y AH4, siendo algo mejores las primeras en grafos con menor conectividad entre
Xg y el resto de los nodos (grupos A y B) y las segundas en grafos con mayor

conectividad de Xp con el resto de los nodos (grupo C).

e La reduccion del tamano medio obtenida por las nuevas heuristicas frente a AH1 y
AH2 depende del nimero de nodos en el conjunto explicacién y de la complejidad
del grafo considerado, tanto en su estructura como en el niimero de valores que
pueden tomar las variables. En general la reduccién minima esta entre 1.5 y 2
veces (cuando las variables pueden tomar dos valores), las mas frecuentes entre

2 y 6 veces y en ocasiones se ha reducido el tamano entre 10 y 25 veces.

Por otra parte, en la tabla 2.15 se muestra una comparacién® de los tamanos obte-
nidos al aplicar las reglas heuristicas frente a los tamanos que se obtendrian al aplicar
la heuristica minimo tamano de Kjeerulf en una triangulacién sin restricciones. Se
muestra unicamente la comparacién para los casos en que las variables s6lo pueden
tomar dos valores, que es el caso en el que las diferencias son mas pequenas. La prime-
ra columna de cada subtabla representa el tamano medio obtenido en el caso general
(Xg = 0), la segunda columna obtenido representa el tamano medio minimo obteni-
do por los algoritmos heuristicos al considerar Xz # () y ”cociente”es el resultado de

dividir la segunda columna por la primera.

Como puede verse a medida que aumenta el niimero de nodos en el conjunto ex-
plicacién, el tamano del arbol obtenido es mucho mayor que el tamano del arbol que
se obtendria mediante una triangulacién sin restricciones. Esto nos lleva a concluir
que excepto para casos puntuales en los que el tamano del arbol construido no sea
excesivamente grande (bien por que el conjunto explicacién sea pequeno, o bien por
la situacién de los nodos del conjunto explicacién en el grafo), deberemos pensar en

métodos aproximados para realizar abduccion parcial.

9Ge han generado 100 grafos para cada grupo
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X5l =5 |Xp| =10
|Xg| =0 obtenido | cociente |Xg| =0 | obtenido | cociente
Ag2t || 1.158e+05 | 1.691e+05 1.45 || Ag2t || 1.249e+05 | 5.643e+05 4.7
Bg2t 4.49e+4-06 | 5.353e+06 1.19 || Bg2t || 5.153e+06 | 1.319e+4-07 2.6
Cg2t || 9.634e+06 | 1.144e+07 1.18 || Cg2t || 1.095e+07 | 3.101e+07 2.8
| Xg| =15 | XE| =20
|Xg| =0 obtenido | cocicente |A| =0 | obtenido | cociente
Ag2t || 1.229e+05 | 3.079e+06 25 || Ag2t || 1.203e+05 | 2.724e+07 226
Bg2t || 4.283e+06 | 3.671e+-07 8.6 || Bg2t || 4.984e+406 | 1.727e+08 34.7
Cg2t || 1.084e+07 | 6.685e+07 6.2 || Cg2t || 1.003e+07 | 2.705e+08 27
| XE| =25 XE = nodos raices
| Xr|=0 obtenido | cociente |Xr|=0 obtenido | cociente
Ag2t || 1.219e+05 | 3.166e+08 2597 || Ag2r || 1.253e+05 | 1.128e+-06 9
Bg2t | 4.47e+06 | 9.346e+08 209 [[ Bg2r || 4.405e+06 | 1.099e+07 2.5
Cg2t | 1.056e+07 | 1.101e+09 104 || Cg2r || 1.062e+07 | 2.076e+07 2

Tabla 2.15: Comparacién entre los tamanos obtenidos y una triangulacién sin restricciones
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Capitulo 3

Abducciéon parcial en redes

causales. Algoritmos aproximados

3.1 Planteamiento del problema

Es conocido que la complejidad del problema de realizar inferencia probabilistica
sobre redes causales arbitrarias se encuadra dentro de la clase de los problemas NP-
duros [20]. También es conocido que los métodos que realizan inferencias exactas son
muy sensibles al grado de conectividad de la red [60], siendo ésta la causa de que la
complejidad del proceso aumente con el niimero de variables, el niimero de estados por

variable y el nimero de ciclos no dirigidos presentes en la red.

El razonamiento abductivo es una clase especial de inferencia probabilistica, y por
tanto es también un problema NP-duro [129]. Esto hace que hayan surgido algoritmos
de caracter aproximado para abordar el problema. Aunque la resolucién de este tipo
de problemas mediante métodos aproximados (simulacién) es también un problema

NP-duro [25], su uso nos permite aumentar el conjunto de problemas resolubles.

En la literatura aparecen algunos trabajos [48, 49, 91, 112] que desarrollan algo-
ritmos de caracter aproximado para realizar inferencia abductiva sobre redes causales.
Sin embargo, hay que destacar que dichos trabajos se refieren al problema de abduccion
total en redes causales, es decir, obtener la configuracion de valores de mayor proba-
bilidad para todas las variables no observadas, no tratdndose en ninguno de ellos el
caso de considerar un conjunto explicacién restringido (abduccién parcial). Los algo-
ritmos desarrollados estdn basados en el uso de dos conocidos métodos de resolucion

de problemas de optimizacién combinatoria, como son los algoritmos genéticos y el
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enfriamiento estocdstico', métodos éstos que ya han demostrado su eficacia en la reso-
lucion de otros problemas complejos sobre redes causales, como es la propagacién de
conjuntos convexos de probabilidad [9, 11], la triangulacién de grafos [75, 58, 81] o el
aprendizaje [82, 80, 30]. Un requisito indispensable para poder aplicar estas técnicas es
disponer de una funcién de evaluacion que nos permita evaluar soluciones potenciales
al problema. En el caso de los trabajos anteriormente citados [48, 49, 91, 112], como
el conjunto explicacién estd formado por todas las variables no observadas, la funcién
de evaluacion consiste en calcular la probabilidad conjunta de una determinada confi-
guracién de valores, cdlculo que puede hacerse de forma directa mediante el producto
de las probabilidades a priori (para los nodos raices) y de las probabilidades condi-
cionales (para el resto de los nodos). La evaluacién de una configuracién de valores
(que representa una solucién potencial) requiere por tanto n multiplicaciones, siendo
n el nimero de variables de la red causal. En [48, 49, 91, 112] se considera el uso
de distintos valores para los parametros de los algoritmos genéticos y del algoritmo de
enfriamiento estocastico, experimentandose con distintos tipos de redes. Los resultados
obtenidos son buenos y se concluye que el éxito de los algoritmos esta en funcion de la

cardinalidad del espacio de buisqueda y de la propia complejidad del objetivo buscado.

Nuestro objetivo en este capitulo es desarrollar métodos de caracter aproximado ba-
sados en las técnicas ya comentadas para resolver el problema de abduccion parcial en
redes causales. El resto del capitulo se divide en las siguientes secciones: en la seccién
2 se hace una introduccién a los algoritmos genéticos. En la seccién 3 se introduce el
modo de funcionamiento del algoritmo basado en la técnica de enfriamiento estocdstico.
En las secciones 4 y 5 se desarrollan métodos basados en algoritmos genéticos y enfria-
miento estocastico respectivamente, para resolver el problema que nos ocupa. En la
seccién 6 se estudia cémo usar la informacion proporcionada por el conjunto explicacion
para obtener arboles de grupos en los que los algoritmos desarrollados puedan ejecu-
tarse de manera mas eficiente. En la seccién 7 se describen los experimentos realizados
para evaluar los algoritmos y se presentan los resultados obtenidos. En la seccién 8 se

hace un analisis de estos resultados.

IEn este trabajo se ha optado por nombrar asi al algoritmo simulated annealing
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3.2 Algoritmos Genéticos

En esta seccién solo se pretende hacer una introduccién a los Algoritmos Genéticos,
pudiéndose encontrar una descripcién mas detallada en [53, 92].

Los Algoritmos Genéticos (AG) han sido muy utilizados en los 1iltimos anos para re-
solver problemas de optimizacién combinatoria. La idea basica de los AG es aplicar los
principios de la evolucién natural (supervivencia de los individuos mejor adaptados al
medio) al diseno de sistemas artificiales para resolver determinados problemas. Aunque
en un principio la representacién del problema se realizaba siempre mediante cadenas
de ceros y unos, hoy en dia estd aceptado que se use cualquier tipo de estructura de

datos adaptada al dominio del problema que se pretende resolver.

La estructura basica de un algoritmo genético es la mostrada en el algoritmo 3.2.1.

Algoritmo 3.2.1 Estructura de un algoritmo genético

1-t+0

2.- Inicializar Poblacién(t)

3.- Evaluar Poblacién(t)

4 - Mientras (NO condicién de parada) hacer
t+1t+1
Seleccionar Poblacién(t) desde Poblacién(t-1)
Alterar Poblacién(t)
Evaluar Poblacién(t)

fmientras

A continuacion describimos las principales componentes y operaciones de un algo-

ritmo genético:

e Poblacion. Consiste en un conjunto de individuos o cromosomas que representan
soluciones potenciales al problema que se pretende resolver. Poblacién(t) repre-
senta la problacién que se tiene en la iteracién ¢t del algoritmo. Notaremos por

tam_pob el numero de individuos que contiene la poblacion.

e [nicializar Poblacion. En este procedimiento se construye la poblacién inicial.

Generalmente los individuos que forman parte de esta poblacion se seleccionan
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aleatoriamente, con el fin de garantizar que tenemos puntos de partida distribui-

dos por todo el espacio de bisqueda.

Evaluar Poblacion. Calculamos el grado de adecuacién al medio que tiene cada
individuo. Esto lo hacemos mediante una funcién eval(-) que depende del proble-
ma que queremos resolver. Por ejemplo, si estamos buscando un maximo para
una funcién es claro que los individuos que tengan mayor valor eval(-) estardn

mejor adaptados al medio que los que tengan menor valor eval(-).

Seleccionar Poblacion. Para seleccionar una nueva poblacion a partir de la actual
hay distintas técnicas, aunque la mas usual (cldsica) consiste en establecer una
probabilidad de seleccion para cada cromosoma, y después utilizar un generador
de nimeros aleatorios para seleccionar la nueva poblaciéon. Por ejemplo, si su-

ponemos que la funcién eval(-) devuelve un valor positivo, el procedimiento es el

siguiente:
tam_pob
1. Calcular F = Y, eval(Cry)
i=1

2. Calcular la probabilidad de seleccién de cada cromosoma C'r; como:

eval(C'r;)

pselec(cri) - F

3. Calcular la probabilidad acumulada para cada cromosoma C'r; como:

7
Pacumulada (Crz) — Z pselec(crj)

i=1

4. Para i = 1 hasta tam_pob hacer

(a) Generar un niimero aleatorio r € [0, 1]

(b) Si r < Pacumulada (C'r1) seleccionar C'ry para la nueva poblacién

Sino seleccionar Cr; tal que Pocumutada(CTi-1) < T < Pacumutada(CTi)

Utilizando este procedimiento para seleccionar la nueva poblacion es claro que
algunos individuos de la poblacién anterior pueden ser seleccionados mas de una
vez. Esto concuerda con el teorema del esquema [92]: ”los mejores individuos ob-
tienen mas copias en la nueva poblacién, la media aumenta y los peores individuos

mueren”.
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e Alterar Poblacion. El procedimiento de alterar la poblacion consiste en aplicar los
operadores genéticos a la poblacién seleccionada. Los dos operadores genéticos

béasicos son:

— Operador de Cruce. Partiendo de una probabilidad de cruce (p.) previa-
mente conocida (fijada), para cada individuo de la poblacién se genera un
nimero aleatorio r € [0,1] y si r < p. ese individuo se selecciona para el
cruce. Los individuos seleccionados para el cruce se agrupan por parejas y
para cada pareja se genera también de forma aleatoria un punto de cruce

pos. Se procede entonces como sigue:

de (alaa/Qa"'7ap057apos+17"'7am)
(blab27'"7bp057bp05+17"'7bm)
a1 ag...aosbos+1...bm
obtener (01,02, -, Gpos; bpos 1, bm)
(b17b27"'7bp057ap05+17"'7am)

— Operador de Mutacidn. Partiendo de una probabilidad de mutacién (p,)
previamente conocida (fijada), se genera un nimero aleatorio r € [0, 1] para
cada componente de cada individuo de la poblacién, y si r < p,,, el valor
de esa componente se cambia a otro de sus posibles valores. En los AG
clasicos puesto que los cromosomas son cadenas de ceros y unos, la mutacion

simplemente consiste en cambiar de 0 a 1 o viceversa.

Por tltimo, indicar que diversas propiedades relativas al funcionamiento interno,
dotan a los algoritmos genéticos de cierto paralelismo implicito (ver [92]), lo que hace
que el nimero de individuos estudiados en realidad sea mucho mayor al nimero de

individuos evaluados durante la ejecucion.

3.3 Enfriamiento Estocastico

Enfriamiento Estocdstico (EE en adelante) es el nombre que hemos utilizado para
referirnos al algoritmo simulated annealing, frente a otras denominaciones utilizadas
en espanol como son “temple”, “recocido” o “enfriamiento” simulado. La técnica del
enfriamiento estocastico es una estrategia de optimizacién utilizada para la resolucién
de problemas complejos de optimizacién combinatoria. Un estudio detallado puede

encontrarse en [144].
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El problema que se pretende resolver es optimizar una funcién de costo C(z) en
un espacio de busqueda W. El algoritmo de EE tiene un comportamiento similar
a los métodos de ascensién de colinas, sélo que en algunas ocasiones acepta pasar
a una configuracién "peor” que la actual, evitdndose asi el quedar atrapado en un
6ptimo local. La posibilidad de aceptar el paso de x a una configuracién “peor” z’
esta en funcién de un parametro ¢t llamado temperatura. Dada una temperatura ¢, el
algoritmo acepta el paso a una configuracion peor de acuerdo al criterio de Boltzmann,
es decir, con probabilidad e~ (¢@)=C@)/t Al principio de la ejecucién del algoritmo
la temperatura es alta y por tanto la posibilidad de aceptar una configuracién ”peor”
también lo es. Durante la ejecucion del algoritmo se hace disminuir el parametro ¢, con
lo que también disminuye la posibilidad de aceptar el paso a una configuracion ”peor”.
Esta disminucién de la temperatura se hace de acuerdo a un determinado programa de
enfriamiento. Si x representa una configuracién de W, N(z) es una funcién que genera
la vecindad® de z y queremos minimizar la funcién C(z), entonces el algoritmo 3.3.1

representa la estructura basica del EE.

Algoritmo 3.3.1 Estructura del Enfriamiento Estocdstico.

1.- Inicializar la temperatura, ¢
2.- Introducir el numero de iteraciones para cada temperatura, n
3.- Seleccionar aleatoriamente una configuraciéon x de W
4.- Repetir
Para ¢ < 0 hasta n hacer
Seleccionar =’ € N(z)
si C(2') < C(x)
entonces x = 1
sino x = 2/ con probabilidad e~ (C()=C())/t
fsi
fpara
t=f(t)
Hasta (condicién de parada)

5.- Devolver como solucién la mejor z visitada

2La vecindad de una configuracién z es el conjunto de configuraciones que pueden alcanzarse desde
z mediante una pequena perturbacion
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La funcién f(t) representa el programa de enfriamiento y estd estudiado que con un
programa de enfriamiento adecuado el algoritmo converge al minimo global [50]. Sin
embargo, para que esta convergencia se produzca hay que disminuir la temperatura
muy lentamente y alcanzar el equilibrio para cada temperatura, lo que requiere un
nimero infinito de pasos. Evidentemente esto no es posible desde el punto de vista
computacional, y de ahi que la temperatura se reduzca de acuerdo a un programa de

enfriamiento y que se realicen n ejecuciones para cada valor de la temperatura.

Un programa de enfriamiento simple y que permite una facil implementacion es el
propuesto por Kirkpatrick et al. en [73]. Este programa consiste en considerar una
velocidad geométrica de decrecimiento de la temperatura, tomando 7,1 = « - T; con
0 < a < 1 una constante dada. Se ha estudiado que los valores méas convenientes
para « son los correspondientes al intervalo [0.8,0.99], ya que son los que producen un
enfriamiento lento [78]. Otra modificacién que puede mejorar la eficiencia del algoritmo
fue propuesta por Green y Supowit en [54]. La idea es que si podemos calcular el
costo de todas las configuraciones de N(x), entonces en lugar de elegir aleatoriamente
una configuracién de N(x) y aceptarla de acuerdo al procedimiento antes comentado,

es mejor elegir una configuracién z’' de N(x) con una probabilidad proporcional a
—(C(a")—C(x))/t
e :

3.4 Métodos basados en Algoritmos Genéticos

En la secciéon 3.2 se ha visto que para aplicar los AGs a la resolucién de un problema
determinado, es imprescindible poder medir cémo se adapta cada individuo al medio, o
como de cerca estd esa solucion potencial al 6ptimo buscado. Es decir, necesitamos una
funcion de evaluacion. En el caso de considerar como conjunto explicacion todas las
variables no observadas de la red, la funcién de evaluacién se obtiene directamente, y su
coste computacional es asequible, ya que implica hacer tantas multiplicaciones como
variables tenga la red causal (|U{]). Sin embargo, veamos que ocurre al restringir el
conjunto explicacién, es decir, supongamos ahora que dividimos el conjunto de variables
U de lared en Xg yv Xpg, siendo Xg el conjunto explicacién. La funcion de evaluacion

que podemos obtener ahora de forma directa, viene dada por:
flre) =3 p(re,vr),
TR

lo que implica que para evaluar una configuracion de valores xp de Xg es necesario

hacer [U|-|Qx,| multiplicaciones y |Qx, | sumas. Por ejemplo, si [U| =50, | Xg| =20y
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| Xr| = 30, y suponemos que todas las variables pueden tomar dos estados, tendremos
que para evaluar una configuracién de valores zp de Xy necesitaremos hacer 50 - 23
multiplicaciones y 23 sumas. Evidentemente esto es del todo inviable dado el alto
nimero de individuos que necesitan ser evaluados en el transcurso de la ejecucién de
un AG o de un algoritmo basado en la técnica del EE. Tenemos por tanto que buscar

otra forma de realizar la evaluacion de los individuos.

El resto de esta seccion se estructura de la siguiente forma: primero describimos
la funcion de evaluacién que vamos a utilizar y después se proponen los algoritmos

disenados.

3.4.1 La funcion de evaluacién

Para evaluar una configuracion de valores de las variables del conjunto explicacion
nos apoyaremos en el arbol de grupos maximales obtenido a partir de la red causal.
Hay que destacar que cualquier drbol construido serd valido para nuestros propositos,
al contrario de lo que ocurre cuando pretendemos realizar una inferencia de caracter
exacta, en la que el arbol obtenido depende del conjunto explicacién. Ademds, co-
mo hemos visto en el capitulo anterior, el tamano del arbol que se obtiene mediante
una triangulacién sin restricciones es muy pequeno en comparacion con los obtenidos

especificamente para un determinado conjunto explicacién.

Nuestro punto de partida sera por tanto un arbol cualquiera obtenido a partir de la
red causal, aunque evidentemente intentaremos obtener un arbol de tamano minimo.
Ademas, los potenciales almacenados en los nodos del arbol deberan representar una
factorizacién de la distribucion de probabilidad conjunta de todas las variables in-
cluidas. También podemos suponer que la evidencia observada Xop = zo ya se ha
incorporado a los potenciales del arbol y que se ha calculado su probabilidad asociada

P(z0). Estos dos procedimientos estan descritos en el capitulo anterior.

El procedimiento para evaluar una configuracion de valores xg del conjunto ex-
plicacién, consistira en realizar una propagacion ascendente en el drbol parecida a la

realizada para el cdlculo de P(xp), pero con la siguiente diferencia:

El operador de marginalizacién es una suma, pero cuando marginalizamos en un
grupo G; = {R;, S;} tal que R; contiene variables del conjunto explicacién, es de-
cir, cuando estamos "borrando” alguna variable de X, s6lo se sumaran aquellos

valores asociados a las configuraciones de R; consistentes con la configuracién de
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valores que estd siendo evaluada (zg). A continuacién definimos formalmente
este operador.

Definicién 30 (Marginalizacién consistente)
Sea (X1, X ) el potencial definido sobre el conjunto de variables X; U X ;. Sea
Xk un conjunto de variables y xx una de sus posibles configuraciones. Entonces

definimos la marginalizacion de X; U X; a Xy consistente con X = xxg como

/

Y (o) = Ll ay) si XeNX;=10
T
P01 (z7) = 4
\ IJ:Ii(XKnXJ):Ii((XKﬂXJ) ’I,/)(Q?], ‘TJ) st XN Xy 7& 1]

O

En adelante, y por razones de simplicidad pondremos . para referirnos a la
marginalizacion consistente respecto a una configuracién del conjunto explicacion,
es decir, lcixp—zp}- Notése que cuando |. se aplica en un grupo tal que su
conjunto residual no contiene nodos del conjunto explicacién, entonces se procede

como en una marginalizacién normal ().

De forma més concreta y suponiendo que el arbol es T = {G4,G>,...,G} con
(G1 el nodo raiz, el procedimiento es el descrito en el algoritmo 3.4.1. La aplicacién
de este algoritmo sobre un arbol con la evidencia z instanciada calcula la proba-
bilidad P(zg,x0) pero sin necesidad de instanciar la configuraciéon zp en el arbol.
Dado que P(xg,xo) es proporcional a P(xg|zo) podemos trabajar con esta cantidad,

P(zp,xo0

calculdndose la divisién =525 ) s6lo al final del proceso (ver el algoritmo 3.4.3).

3.4.1.1 Precomputacion del arbol

En este apartado pretendemos ver que en el proceso de evaluar configuraciones de
valores de Xpg es frecuente que independientemente de la configuracion que se esté
evaluando siempre existen operaciones que se repiten. Nuestro objetivo serd realizar
estas operaciones una séla vez, con lo que se conseguira una mejora en la eficiencia
global del algoritmo. La idea es la siguiente: durante el proceso de evaluacién de una
configuracion de valores xr de Xg, hay marginalizaciones que dependen de z g y otras
que no, evidentemente nuestro objetivo es reducir el calculo de estas tltimas a una soéla
vez. Podemos distinguir los siguientes casos:
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Algoritmo 3.4.1 Funcién eval()
Entrada: El individuo a evaluar zg. El arbol T' con la evidencia z instanciada.

Salida: La probabilidad P(zg, z0).

l-7+1
2.- Mientras ¢ > 2 hacer
si G; no es un grupo hoja en T
entonces enviar al grupo padre de GG; el mensaje
csi
MG=pal@) = [(Gy) @ (@ { MG | G), € hi(Gi)})F
sino enviar al grupo padre de GG; el mensaje
MG'i—)pa(Gi) — w(Gz)icsz

fsi

fmientras
3.- Devolver: [w(Gl) ® (® {MGh—>G1 | G € hi(Gl)})]M)

1. Marginalizacién |.. Es claro que el resultado de esta operacién depende de la

configuracion xg que se estd evaluando.
2. Marginalizacién |. Distinguimos dos casos:

(a) El grupo en que nos encontramos o bien es una hoja, o bien se cumple que
todos sus grupos descendientes no contienen variables de Xz en su conjunto
residual. Es claro que el resultado de esta operacion no depende de la

configuracion zg a evaluar.

(b) El grupo en que nos encontramos tiene al menos un descendiente con varia-
bles de X en su conjunto residual. Esto hace que el potencial que hay que
marginalizar en este grupo venga influido por al menos una marginalizacion
del tipo |. y como consecuencia el resultado depende de la configuracién z g

que se esta evaluando.

El objetivo es hacer las operaciones del tipo 2a una séla vez. Para ello procedemos
haciendo estas marginalizaciones y combinando su resultado con el potencial del grupo
padre, tal y como se haria al recibir el mensaje en la funcién ewval(), borrdndose a
continuacién el grupo en el que se ha hecho la marginalizacién (el grupo precomputado).

Dada la forma en que se poda el arbol, es claro que:
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e El conjunto de variables eliminadas del arbol (Xp) estd formado por la unién de

todos los conjuntos residuales de los grupos que han sido podados.

® XpﬂXEZQ

e Si T era una factorizacién de la distribucién de probabilidad P(zo,U \ Xo),

entonces el arbol resultante 7" es una factorizacion de la distribucién de proba-
bilidad P(zo,U \ {Xo U Xp}). Por tanto, a partir de 7" pueden ser calculadas

las probabilidades P(xp, zo) que buscamos.

El procedimiento que realiza la poda de estos grupos se muestra en el algoritmo

3.4.2.

Algoritmo 3.4.2 Precomputacién del arbol

Entrada: El drbol T = {Gy,...,G,}
Salida: El érbol precomputado 7" = {G1,...,Gy}.

Variables auxiliares: El conjunto precomputados

1.- precomputados < ()
2-1 41
3.- Mientras ¢ > 2 hacer
si R; N X = () entonces
si G; es un grupo hoja O hi(G;) C precomputados entonces
G, = pa(G})
B(Gy) = $(Gy) @ B(Gy)*
precomputados = precomputados U G;
fsi
fsi
fmientras
4 - Borrar de T todos los grupos contenidos en precomputados
5.- Devolver T

El tiempo que consume este proceso de precomputacion es mas o menos equivalente

al de aplicar una vez la funcién eval, ya que se trata de una propagacién ascendente

en el arbol. Dado el alto niimero de veces que se invoca a la funcién eval() en un

AG podemos considerar el coste del procedimiento de precomputacion practicamente

despreciable frente a la ganancia de tiempo que supone.
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Podemos ver que el ahorro de tiempo que este procedimiento puede proporcionar
de cara a la funcién de evaluacién depende de la situacién de las variables del conjunto
explicacién en el arbol. Asi, si la mayoria de estas variables estan en los grupos hoja
o cerca de ellos, el ahorro de tiempo que se proporcionara serd pequefio (ya que se
podaran pocos grupos). Por el contrario, si las variables de X se encuentran cerca de
la raiz del arbol, se podardan muchos grupos y el ahorro de tiempo que se proporcionara
serd grande. Dado que el mismo arbol es vélido para cualquier conjunto explicacién,
no debemos pensar en términos de estos casos extremos, sino que en general el ahorro
sera medio. De todas formas aunque en los peores casos el ahorro no sea muy grande,
dado el numero de veces que se invoca la funcién eval el uso de la precomputacién sera

aconsejable siempre.

3.4.2 Descripcion del algoritmo genético desarrollado.

Una vez detallada la funcion de evaluacion que vamos a usar, pasamos a describir
el AG disenado. Dado que nuestro objetivo es encontrar las K explicaciones maés
probables vamos a utilizar una variable auxiliar Kmejores que serd un vector de tamano
K, que contendra de forma ordenada las K mejores explicaciones encontradas hasta
el momento y su probabilidad asociada. El mantenimiento de esta variable se realiza
de la siguiente forma: cada vez que se evalua un nuevo individuo se mira si debe
ser insertado en Kmejores y si la respuesta es afirmativa se inserta de forma que se
mantenga el orden del vector. Por tanto, al final de la ejecucion del programa la

variable Kme jores contiene las K explicaciones mas probables que se han encontrado.

El esquema del AG disenado es el mostrado en el algoritmo 3.4.3. A continuacién
se detallan los distintos componentes del algoritmo, ya que como se vera algunos de

ellos difieren de los introducidos en la seccién anterior.

3.4.2.1 Representacion del problema

Dado que nuestro objetivo es obtener aquellas configuraciones de valores para las
variables de Xz que tengan mayor probabilidad asociada, es claro que una solucion
potencial a nuestro problema vendra dada por una asignacién de uno de sus posibles
valores para cada variable de Xp. Por tanto, si Xp = {Xpg,, ..., Xg,, } vy cada variable
Xp; puede tomar [Qx, | estados (numerados a partir del 1), entonces un individuo

de la poblacién puede representarse por un vector de ntimeros enteros (I, s, ..., ly),
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Algoritmo 3.4.3 Algoritmo genético para realizar abduccién parcial.

- El conjunto explicacién Xz C U
- La evidencia observada Xo = o
Entrada: . o

- El numero de explicaciones a obtener K

- Un arbol de grupos T que sea una factorizaciéon de P(zo,U \ Xo)
Salida: Las K mejores explicaciones encontradas.

Variables auxiliares: Kmejores

1.- si Xp # () entonces Calcular P(zp)
2.- Precomputar T" para Xg
3.- Introducir el tamafio de poblaciéon TamPob y el niimero de generaciones a realizar G
4-1<+0
5.- Inicializar Poblacion(t)
6.- Evaluar Poblacion(t)
7.- para t = 1 hasta G hacer
t«—t+1
Seleccionar Poblacion(t)
Aplicar los operadores de Cruce y Mutacion
FEvaluar Poblacion(t)
fpara
8.- si Xp # () entonces
para i = 1 hasta K hacer
Kmejores[i].prob «— Kmejores[i].prob / P(zp)
fpara
fsi

9.- Devolver como salida Kmejores
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donde el entero [; representa que dentro de la configuracién de valores xp la variable
Xp,; toma el estado [;-ésimo. Notaremos la configuracién asociada al individuo 7 de la
poblacién actual (instante t) por poblacién,[i].conf y al alelo que representa el valor
que toma la variable Xp, para el individuo 7 como poblacién,[i].conf[j]. Es claro que

la cardinalidad del espacio de busqueda viende dada por Qx| =TT, [2x,, |-

3.4.2.2 Determinacion de la poblacién inicial

Hay dos factores que influyen de manera muy importante en la ejecucion de un
AG: la diversidad de la poblacion y la presion selectiva que el mecanismo de seleccion
ejerce sobre la poblacion. Ademads, estos dos factores estan muy ligados ya que un
aumento en la presion selectiva disminuye la diversidad de la poblacién y viceversa.
La diversidad de la poblacién esta muy ligada con el establecimiento de la poblacién

inicial debido a los siguientes factores:

e El nimero de individuos que componen la poblacion. Evidentemente, cuanto
mayor sea el niimero de individuos de la poblacién (TamPob) mas diversidad puede
haber entre sus individuos. Sin embargo, debido a que los algoritmos deben ser
eficientes (en tiempo) este niimero no puede ser muy grande. Una posibilidad es
calcular TamPob como un porcentaje de la cardinalidad del espacio de bisqueda,
aunque en nuestro caso hemos experimentado con tamanos de poblacién fijados

por el usuario.

e Los individuos que componen la poblacién inicial. Hemos generado el 50% de los
individuos de forma totalmente aleatoria, mientras que para el otro 50% se ha
seguido la idea propuesta por Gelsema en [48] de seleccionar el estado para una
variable con probabilidad proporcional a su distribucion de probabilidad especi-
ficada en la red. En concreto lo que se ha hecho es obtener una configuracion
de estados para todas las variables de la red utilizando la técnica del muestreo
légico probabilistico introducido por Henrion en [56], excepto para las variables
observadas, que se han inicializado directamente al valor observado. El individuo
de la poblacién se obtiene mediante una proyeccién de la configuracion obtenida
sobre las variables del conjunto explicacién Xg. Con este método de inicializa-
cién nos aseguramos: la existencia de individuos situados en las regiones méas
prometedoras del espacio (debido al 50% generado usando informacién) y una
gran diversidad en la poblaciéon inicial al tener puntos de partida repartidos por

todo el espacio de bisqueda (debido al 50% generado aleatoriamente).
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3.4.2.3 Seleccién de la nueva poblacién

Mediante la realizacién de pruebas hemos observado que para nuestro problema no
es conveniente utilizar el mecanismo de seleccion clasico comentado en la seccién 3.2.
Esto es debido a que en el problema que queremos resolver es frecuente que, en las pri-
meras generaciones, aparezca un superindividuo, es decir, un individuo cuyo valor eval()
es mucho mayor al del resto de la poblacion. Esto hace que este individuo ejerza una
gran presion en el mecanismo de seleccién y puede provocar una convergencia prema-
tura hacia un 6ptimo local. Aunque hay distintas técnicas para evitar este problema,
después de experimentar con algunas de ellas hemos optado por utilizar un criterio
de seleccién elitista encuadrado en el algoritmo modGA propuesto por Michalewicz
[92]. Bésicamente el proceso para seleccionar poblacion; a partir de poblacion; ; es

el siguiente:
1. Seleccionar el mejor X% de poblacion, ; y copiarlos en poblacién,.
2. Seleccionar el peor Y% de poblacién, , y descartarlos totalmente.

3. Utilizar los individuos de poblacién, ; excepto los descartados en el paso ante-
rior para seleccionar el (100-X)% de individuos que actuaran como padres para
aplicarles los operadores genéticos y completar asi poblacién,. Esta seleccién se

realiza atendiendo a un determinado criterio probabilistico.

En nuestro algoritmo hemos tomado las siguientes decisiones:

e Se selecciona el mejor 50% de los individuos de poblacion; ; y se copian en
poblacién;. Por el contrario, ningtin individuo de poblacion, ; se descarta

totalmente.

Al mantener los mejores individuos en la nueva poblacién, garantizamos por
un lado que los individuos mejor adaptados sobreviven y por otro que vamos
a seguir manteniendo diversidad en la poblacion, ya que evitamos que algin

"superindividuo” la ocupe casi por completo.

e Debido a las decisiones tomadas, todos los individuos de poblacién; ; son utili-
zados para seleccionar los padres que nos serviran para completar el 50% restante
de poblacién, mediante la aplicacién de los operadores genéticos. En este punto
debemos distinguir entre padres para aplicar el operador de cruce e individuos

para aplicar el operador de mutacion:
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— Seleccionamos el 35% de la poblacién para aplicarles el operador de cru-
ce. Naturalmente este 35% es flexible ya que debe ser un niimero par.
La seleccion se realiza directamente por parejas, seleccionando uno de los

miembros de la pareja aleatoriamente y otro con probabilidad pgee.(Cr;) =
eval(Cr;)/ Z;f:{nPob eval(Cr;).

Con esto pretendemos que al menos uno de los individuos de la pareja se-
leccionada para el cruce tenga una probabilidad alta de ser un ”buen” indi-

viduo.

— Seleccionamos para la mutacién el tanto por ciento que resta, es decir, apro-
ximadamente el 15%. Como puede verse, aqui se aplica el operador de
mutacién a nivel de cromosoma y no a nivel de alelo, lo cual como indica
Michalewicz representa un tratamiento uniforme en la seleccién para todos

los operadores genéticos.

En principio esto podria parecer una ”probabilidad” de mutacién alta, sin
embargo, es normal que los buenos individuos estén cercanos entre si, por
tanto, al elegir este niimero de cromosomas para la mutacién estamos po-
sibilitando un sondeo de las cercanias de estos individuos. Los individuos
se seleccionan para la mutacion de la siguiente forma: el mejor individuo
de poblacién, ; siempre es seleccionado, y el resto se seleccionan aleatoria-

mente.

Es claro que el numero de individuos nuevos que deben ser evaluados en cada

generacién es TamPob/2.

3.4.2.4 Operador de cruce

Aunque se han realizado pruebas con el operador de cruce clasico anteriormente
comentado, se han obtenido mejores resultados al aplicar el operador con dos puntos
de cruce. Para aplicar este operador es necesario generar de forma aleatoria (para cada
pareja de individuos seleccionados) dos niimeros enteros pos;, s y possy, comprendidos

entre 1 y m y tal que pos;,s < posg,,. Entonces, si

(al, ag, ..., aposmf—la aposmfa IO apossup—la apossupa IO am)

(1,02, s Bposin s 13 posin g+ + s Bpossun 15 Dpossups - -+ bim)
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son los dos individuos emparejados para el cruce, al aplicar este operador obtenemos

los dos siguientes:

(@1, G2, - s Oposy 1y Oposin s - -+ 5 Dposaup— 1 Qposaups - - - Gm)

(bla b27 IO bposmf—la aposmfa SRR apossup—la bpossupa SRR bm)

3.4.2.5 Operador de mutacién

Una vez un individuo es seleccionado para el operador de mutacion se procede de
la forma habitual, es decir, para cada componente del individuo se genera un niimero
aleatorio r € [0,1] y si r < py, se muta el valor de ese componente cambidndolo por otro
de los posibles valores que puede tomar la variable que le corresponde. Sin embargo,

se han impuesto las siguientes cuestiones:

e La probabilidad de mutacién no es fijada por el usuario, si no que se calcula de
forma automatica y depende del conjunto explicacion seleccionado. Fijamos la
1

probabilidad de mutacién como p,, = ol de esta forma la media es que se mute

un alelo del cromosoma.

Aqui podiamos haber procedido seleccionando aleatoriamente un alelo y después
mutandolo, sin embargo, con el operador de mutacién clasico es posible que se
mute mas de un alelo de un mismo cromosoma, y hemos querido permitir que

eso siga siendo posible.

e Una vez que el cromosoma ha sido seleccionado para la mutacién el procedimiento

anterior se reitera hasta que al menos una de sus componentes ha sido mutada.

Seleccionando siempre el mejor individuo encontrado hasta el momento para el
operador de mutacion lo que pretendemos es explorar su entorno en el espacio de

bisqueda, ya que es frecuente que las buenas soluciones estén préoximas entre si.

3.4.2.6 Evaluar Poblacién

Evalua tinicamente aquellos individuos que son nuevos, es decir, los que se han crea-
do mediante cruce y mutacién. En nuestro caso, esto equivale a evaluar el 50% de la po-
blacion, excepto en la poblacion inicial en la que todos los individuos deben ser evalua-
dos. Para evaluar los individuos se utiliza la funcién eval() descrita en el algoritmo 3.4.1.
A continuacién para cada individuo ¢ evaluado se mira si eval(poblacién,|[i].conf) >

Kmejores[k|.prob y en este caso se localiza la posicién pos en la que debe insertarse este
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individuo y se hace Kmejores|pos|.conf <« poblaciémn,[i].conf y Kmejores[pos|.prob

< eval(poblacién,[i].conf).

3.4.2.7 Criterio de parada

Una posibilidad es finalizar la ejecucién del programa cuando la media de las pro-
babilidades asociadas a los individuos contenidos en Kme jores no mejora de una gene-
racién a otra. Sin embargo, es posible que para que esto ocurra sean necesarias muchas
generaciones y nosotros queremos que el costo temporal del algoritmo no sea muy gran-
de. Debido a esto hemos optado por fijar el nimero de generaciones que se realizaran
en la ejecucién del algoritmo. Ademds, si por algin motivo, no disponemos de mas
tiempo siempre se podrd interrumpir el programa y la variable Kmejores contendrd

una aproximacion vélida a la solucién buscada.

3.4.3 AGcG. Modificacion del operador de cruce.

El principal problema del algoritmo genético desarrollado (lo llamaremos AGcC?),
es que cada vez que hay que evaluar un individuo hemos de hacer una propagacion as-
cendente completa en el arbol. En esta seccion vamos a modificar la forma de proceder
para intentar evitar esto. El algoritmo genético que vamos a presentar (AGcG*) estd
basado en la filosofia de aprovechar parte de los calculos realizados en la evaluaciéon de
las configuraciones de los individuos padres, para la evaluacion de las configuraciones
de los individuos hijos resultantes de la aplicacién de los operadores genéticos. Eviden-
temente esto hard que el proceso de evaluacién de un nuevo individuo sea mas rapido,
pero también aumenta la cantidad de memoria que consume el algoritmo, ya que hay
que almacenar la informacion relevante que se crea al evaluar un individuo. Por otra
parte, tendremos que utilizar operadores genéticos que se adapten a esta filosofia de

“reutilizacién” de parte de los calculos realizados en la generacién anterior.

Veamos un ejemplo de como se pueden reutilizar parte de los cédlculos realizados.

Ejemplo 14 Sea el arbol de grupos de la figura 3.1 y el conjunto explicacion Xg =
{A,E,G,H}. Los mensajes necesarios para evaluar las configuraciones ¢; = (A =
a,F =¢G =g, H=h)yc=(A=-aFE =-eG=g,H=h) se muestran en
los apartados (a) y (b) de la figura respectivamente. Dado que las variables G y H

3AGcC: Algoritmo Genético con cruce a nivel de Cromosoma

4AGcG: Algoritmo Genético con cruce a nivel de Grupos
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toman el mismo valor en ambas configuraciones, es claro que los mensajes M*73, M5—3
y M?372 seran los mismos para la evaluacién de ambas configuraciones. Por tanto, si
mantenemos los mensajes calculados para ¢; y los usamos en el proceso de evaluacion
de ¢y, sblo serd necesario operar en los grupos que aparecen en trazo discontinuo (figura
3.1.b).

En realidad, lo que tenemos es un subarbol comin para ambas configuraciones
(remarcado en la figura). Esto nos da la idea de considerar un drbol de grupos asociado
a cada cromosoma, e intercambiar subarboles en la operacion de cruce, ahorrandonos
asi todos los calculos correspondientes a ese subarbol en el proceso evaluaciéon de los

individuos resultantes del cruce.

C,= (A=a, E=e, G=g, H=h) C,= (A=-a, E=-e, G=g, H=h)

Figura 3.1: (a) Mensajes calculados para evaluar la configuracion c¢;. (b) Mensajes calculados

para evaluar la configuracién co

O

En realidad y dado que los potenciales no se modifican, la informacién significati-
va para evaluar una configuracién son los mensajes M ?4Gk) que se envian desde
un grupo G a su padre. Para almacenar esta informacion asociaremos a cada indi-
viduo 7 de la poblacién un vector de mensajes poblacién,[i|.mensajes de forma que
poblacién,[i].mensajes[k] contiene el mensaje M@+—P2(Gr) El vector mensajes tendra

tantas posiciones como grupos® tiene el drbol, aunque es claro que para el grupo raiz

5Durante el desarrollo de esta seccién hablaremos siempre del nimero de grupos que tiene el drbol,
aunque es claro que al haberse aplicado la operacién de precomputacién este nimero hard referencia
no al arbol original, sino al arbol resultante de la poda que realiza la operacién de precomputacion.
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el mensaje almacenado siempre serd nulo.

La estructura de AGcG es la misma que la descrita para AGcC, no obstante, al
margen de la estructura mensajes ya descrita y de los operadores genéticos que se

describirdn a continuacién, se realizan también las siguientes modificaciones:

e La evaluacién de la poblacién inicial se hace de forma idéntica a AGcC, creandose

en este paso los vectores mensajes asociados a los individuos.

e Para distinguir qué grupos deben ser procesados por la funcién de evaluacion
se asocia a cada individuo de la poblacién un vector llamado calculados que
tendra tantas posiciones como grupos tiene el drbol. calculados[j] contendrd
Verdad si la informaciéon que proporciona el grupo G; puede ser reutilizada de
una evaluacién anterior y Falso si la informacién ha de calcularse nuevamente vy,

por tanto, dicho grupo debe ser procesado por la funcién de evaluacién.

e La funcion de evaluacién usada sigue siendo la descrita en el algoritmo 3.4.1, con
la salvedad de que tinicamente se procesan (combinacién del potencial del grupo
con los mensajes enviados desde sus grupos hijos y cédlculo del mensaje a enviar
a su grupo padre) aquellos grupos G para los cuales calculados[j] = Falso.
Ademads, los mensajes que se calculan se ponen en el vector mensajes y los que

se toman para la combinacién se cogen del vector mensajes.

A continuacion se describen los operadores genéticos teniendo en cuenta que al
aplicarlos estaremos realizando una doble funcién. Por una parte la funciéon genética
propiamente dicha, es decir, preparar las configuraciones hijas resultantes de aplicar
los operadores a las configuraciones del los individuos padre. Y por otra parte, hay que
preparar los vectores mensajes y calculados para que en la evaluacién de las confi-
guraciones hijas se pueda reutilizar parte de la informacién generada en la evaluacion

de las configuraciones padres.

3.4.3.1 Operador de mutacion

El procedimiento de seleccion de los individuos a ser mutados asi como del ale-
lo (o alelos) a mutar dentro de cada configuracién se hace como en AGcC. Supon-
gamos que se ha seleccionado para la mutacién el individuo poblacién,[i] y que al
aplicar el operador de mutacion descrito en el apartado 3.4.2.5 se obtiene la configura-

cién poblacién, ,[i].conf. Supongamos también que el conjunto VariablesMutadas
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contiene las variables del conjunto explicacion para las cuales se ha "mutado” su va-
lor. Entonces, construimos poblacién,,,[i].mensajes y poblacién, ,[i].calculados

siguiendo el procedimiento que se describe en el algoritmo 3.4.4.

La idea es repetir inicamente los calculos que dependen directa o indirectamente
de las variables que han sido mutadas. Es claro que estas variables influyen directa-
mente en los grupos que las contienen en sus conjuntos residuales (llamemos G a este
conjunto de grupos), ya que es en estos grupos donde se "borran” estas variables. Por
otra parte, al ser la funcién de evaluacion un procedimiento ascendente, las variables
mutadas influyen indirectamente en todos los grupos que son ascendientes de los grupos
de Gg. La figura 3.2 muestra en su apartado (a) el flujo de mensajes necesarios para
evaluar la configuracién c¢;. En los conjuntos residuales se han subrayado las variables
del conjunto explicacion para identificarlas mas facilmente. Si para obtener la configu-
racion ¢| se muta la variable G' que se encuentra en el grupo 4, el estado en que queda
el drbol para evaluar ¢; es el mostrado en el apartado (b) de la figura, donde aparecen
en trazo discontinuo los grupos que deben ser calculados nuevamente. El ejemplo mos-
trado en esta figura es uno de los peores casos ya que la variable mutada se encuentra
en un grupo hoja, sin embargo, si la variable mutada es A que se encuentra en el grupo
raiz, s6lo habria que repetir los calculos en este grupo, reutilizdndose el resto de los

mensajes que se calcularon para la configuracién c;.

C,= (A=a, E=e, G=g, H=h) C'\= (A=a, E=e, G=-g, H=h)

Figura 3.2: (a) Mensajes calculados para evaluar la configuracién ¢;. (b) Estado que presenta
el drbol para evaluar la configuracion ¢} al mutar la variable G que se encuentra en el conjunto

residual del grupo Gjy.
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Algoritmo 3.4.4 Operador de mutacion modificado.
Entrada: poblacién,[i|

Salida: poblacién,[i]
Variables auxiliares: VariablesMutadas y GruposMutados

1.- Obtener poblacién,, [i].conf a partir de poblacién,[i].conf aplicando el
procedimiento descrito en el apartado 3.4.2.5. Introducir en el conjunto
VariablesMutadas las variables para las cuales se ha mutado su valor.

2.- GruposMutados < ()

3.- mientras VariablesMutadas # () hacer

Sacar una variable Xp. de VariablesMutadas
Localizar el grupo G; que contiene a X, en su conjunto residual
GruposMutados < GruposMutados U {G,}
fmientras
4.- Para todo j hacer
poblacién, ,[i|.calculados[j] + Verdad
fpara
5.- mientras GruposMutados # () hacer
Sacar un grupo G; de GruposMutados
poblacién, ,[i|.calculados[j] «+ Falso
Para todo G, que sea ascendiente de G; hacer
poblacién, ,[i|.calculados[k] < Falso
fpara
fmientras
6.- Para todo j hacer
si poblacién, ,[i].calculados[j] = Verdad
entonces poblacién,,[i].mensajes[j] < poblacién,[i].mensajes[j]
sino poblacion,, [i].mensajes[j] < NULL
fsi
fpara
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3.4.3.2 Operacion de cruce

La idea ahora es hacer un operador de cruce a nivel del arbol. Para hacer este tipo
de cruce elegimos un grupo G y consideramos el arbol 7" dividido en dos partes: por
un lado el subarbol que tiene como raiz a G que llamaremos T¢;, y por otro lado el
resto del arbol, que llamaremos 77 . Se trata entonces de intercambiar la informacion
contenida en T, entre los dos individuos a cruzar, tal y como muestra el esquema de
la figura 3.3. En el algoritmo 3.4.5 detallamos el procedimiento seguido para hacer el

cruce.

Arbol individuo i Arbol individuo j

Figura 3.3: Estructura del cruce a nivel del drbol de grupos

Como comentario al algoritmo 3.4.5 decir que la tinica informacién que debe calcu-
larse nuevamente es la que viene influida por el intercambio del subarbol T¢;, entre los
individuos a evaluar. Al ser la funcion de evaluacién un procedimiento ascendente, los
unicos grupos para los cuales se ve modificada la informacién son los ascendientes de
Gy. La figura 3.4 muestra el flujo de mensajes necesario para evaluar las configuracio-
nes ¢; y ¢, v la figura 3.5 muestra como quedarian los arboles correspondientes a los
individuos hijos obtenidos al cruzar los individuos de la figura 3.4 seleccionando como

punto de cruce el grupo Gf.

Para finalizar vamos a detallar el paso 2 del algoritmo, es decir, el proceso de
seleccién de un grupo G como punto de cruce. En principio cualquier grupo del
arbol es valido para ser seleccionado como punto de cruce, excepto la raiz, ya que en
este caso no estariamos cruzando ninguna informacién al ser T, = 7. Sin embargo,
hay algunos grupos que no interesa elegirlos como puntos de cruce. Por ejemplo, si
consideramos el grupo G de la figura 3.6, vemos que si lo elegimos como punto de

cruce la unica informacion que se intercambia es la correspondiente a la variable F,
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Algoritmo 3.4.5 Operador de cruce orientado a grupos.

Entrada: Los individuos padres poblacién,[i] y poblacién,[j].

Salida: Los individuos hijos poblacién,,,[i] y poblacién,,[j].

1.- Seleccionar un grupo G como punto de cruce
2.- Considerar los subdrboles T¢;, v Ték inducidos por G},
3.- Dividir Xg en XEGk que contendra las variables de Xz que se encuentran

en los conjuntos residuales de los grupos de T¢;, y XEE de significado analogo
k
4.- Crear poblacién,, [i].conf con los valores de las variables pertenecientes a Xp_
k

de poblacién,[i].conf y con los pertenecientes a Xp, de poblacién,[j].conf
5.- Crear poblacién,, [j].conf con los valores de las variables pertenecientes a XEak
de poblacién,[j].conf y con los pertenecientes a Xp, de poblacién,[i].conf
6.- Para todo r hacer
poblacién, ,[i].calculados[r| « Verdad
poblacién, ,[j].calculados[r| < Verdad
fpara
7.- Para todo G, que sea ascendiente de (G}, hacer
poblacién, ,[i].calculados[r] - Falso
poblacién, ,[j].calculados[r| < Falso
fpara
8.- Para todo G, € T, hacer
poblacién, ,[i].mensajes[r] < poblacién,|j].mensajes|r]
poblacién, ,[j].mensajes[r] < poblacién,[i].mensajes|r]
fpara
9.- Para todo G, € Tf, hacer
si (G, es ascendiente de G,
entonces
poblacién, ,[i|.mensajes[r] <~ NULL
poblacién, [j].mensajes[r] < NULL
sino
poblacién, ,[i|.mensajes[r| < poblacién,[i].mensajes|r]
poblacién, ,[j].mensajes[r] < poblacién,[j].mensajes[r]
fsi
fpara
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C,= (A=a, E=e, G=g, H=h)

Figura 3.4: Mensajes necesarios para la evaluacién de las configuraciones ¢y y co.

C',= (A=a, E=e, G=-g, H=-h)

C,= (A=-a, E=-e, G=-g, H=-h)

C%,= (A=-a, E=-e, G=g, H=h)

M, miT?
4
(b)

Figura 3.5: Estado que presentan los drboles para evaluar las configuraciones ¢} y ¢ al

elegir como punto de cruce el grupo Gjs.
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que esta en el conjunto residual de Gy y pertenece al conjunto explicacion. Por otro
lado, si consideramos el grupo Gg vemos que se intercambia exactamente la misma
informacion y, sin embargo, al cruzar un subarbol mas grande se reduce el nimero
de operaciones que hay que realizar para evaluar los dos cromosomas resultantes. De
este ejemplo podemos concluir que no nos interesa considerar este tipo de grupos como

puntos de cruce. Podemos formalizar esta idea como sigue:

Definicién 31 (Cantidad de Informacién Cruzada)
Definimos la cantidad de informacion cruzada al tomar el grupo G; como punto de cruce
como el numero de variables del conjunto explicacion que se encuentran en los conjuntos

residuales de los grupos incluidos en el subdrbol cuya raiz es G;. Lo notaremos como

CIC(G,). O

En la tabla 3.1 se puede ver la cantidad de informacién cruzada para cada uno de

los grupos del arbol de la figura 3.6.

Cjto. Expl. ={A, E, G, H}

-

3

AR

Figura 3.6: Seleccién de un grupo como punto de cruce.

Definicién 32 (Punto de cruce vélido)

Todos los grupos del arbol son puntos de cruce vdlidos excepto los siquientes:
e Kl grupo raiz.

e Cualquier grupo G; para el que se verifique que CIC(G;) = CIC (pa(G;)).
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Prob. de seleccién

G; | CIC(G;) | CIC" | Vilido | aleatoria | proporcional | 14+log()
G 4 0 NO

Gs 3 1 ST 0.2 1/6 0.189
Gs 2 2 SI 0.2 2/6 0.244
Gy | | ST 0.2 1/6 0.189
Gs | | ST 0.2 1/6 0.189
Ge 1 1 ST 0.2 1/6 0.189
Gy 1 1 NO

Tabla 3.1: Seleccién de un grupo como punto de cruce

En la tabla 3.1 se puede ver qué grupos del arbol de la figura 3.6 son validos como

punto de cruce. Podemos hacer ahora dos observaciones:

e En la tabla 3.1 se puede ver que la mayoria de los grupos véalidos como punto de
cruce hacen que la cantidad de informacion cruzada sea pequena, lo que puede
provocar que si todos los grupos tienen la misma probabilidad de ser seleccionados

como punto de cruce la convergencia del algoritmo genético sea muy lenta.

e En realidad, tener un valor CIC(G;) muy alto es igual que tener uno muy bajo,
ya que en ambos casos los individuos resultantes de hacer el cruce retienen gran
parte del cromosoma de uno de sus padres. En nuestro ejemplo, cruzar con
CIC(G;) = 1y con CIC(G;) = 3 corresponde en ambos casos a que los hijos
sean igual a los padres excepto en un alelo.

Para paliar este problema podemos definir C1C" como

y asignar a cada grupo una probabilidad de ser seleccionado como punto de cruce
proporcional a CIC":

CIC'(G;)

Y. CIC(G;)

a; valido

psel(Gi) —

También podemos tomar logaritmos para hacer que las diferencias de seleccién no

sean tan grandes:
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N 1 +1log(CIC"(Gy))
Pl Gi) = s (CTCG)

¢; valido
En la tabla 3.1 se pueden ver las probabilidades de seleccién asociadas a cada uno

de los grupos validos del arbol de la figura 3.6. En la practica hemos comprobado que

esta soluciéon mejora convergencia.

3.4.3.3 AGcG2. Uso de dos puntos de cruce

En el algoritmo genético AGcC se utiliza el operador de cruce a nivel de cromosoma
con dos puntos de cruce debido a que los resultados obtenidos mejoran sensiblemente
a los que se obtienen al utilizar un tnico punto de cruce. Esto es debido a que el cruce
por dos puntos permite una mayor flexibilidad, ya que el nimero de posibles cruces
distintos aumenta considerablemente. Asi, si n es el nimero de variables del conjunto
explicacion el nimero de posibles cruces distintos en el operador de cruce a nivel de

cromosoma es:

e Un punto de cruce: n — 1

n—2
e Dos puntos de cruce: Y, i
i=1

Basandonos en la mejora que supone el usar dos puntos de cruce en el operador de
cruce a nivel de cromosoma vamos a hacer lo mismo con el operador de cruce a nivel
de 4rbol de grupos. Al algoritmo resultante lo llamaremos AGeG2°. La estructura del
operador de cruce por dos puntos se basa en seleccionar dos grupos Gy, y Gj. del arbol
que sean puntos de cruce vélidos y, tal que G no sea descendiente de G, o viceversa.
Entonces, dados los arboles de grupos de dos individuos ¢ y j intercambiamos los
subarboles cuyas raices son Gy y G}, respectivamente. El resto del procedimiento es el
mismo que el detallado para el cruce a nivel de arbol de grupos con un punto de cruce.

La figura 3.7 muestra de forma gréfica la estructura del cruce por dos puntos.

Si llamamos m al nimero de grupos que son puntos de cruce validos, entonces el

nimero de posibles cruces distintos es:

e Un punto de cruce: m

m—1

e Dos puntos de cruce: < Y, i.
i=1

6AGcG2: Algoritmo Genético con cruce a nivel de Grupos usando 2 puntos
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Arbol individuo i Arbol individuo j

AVANW/AVA
\\‘\ \‘\\ ////'1 //]

/
7
-

7
/
//
v
\
\

Figura 3.7: Estructura del operador de cruce con dos puntos

Podriamos concluir que ahora el nimero de cruces posibles al utilizar dos puntos
de cruce es mayor que el obtenido al usar dos puntos de cruce en el operador de cruce
a nivel de cromosoma, sin embargo, esto no es cierto al menos en los experimentos que
hemos realizado ya que hemos comprobado que m =~ n y ademés muchos de los cruces
no son viables al ser un punto de cruce descendiente del otro o viceversa. No obstante,

la mayor diversidad de cruces posibles deberia mejorar la calidad del operador.

3.5 Meétodos basados en enfriamiento estocastico

En la secciéon 3.3 se ha descrito el algoritmo de EE como un método de optimizacién
combinatoria en el que se pasa de una configuracién zp a otra z';, siempre que x’; sea
mejor que zg, v con probabilidad proporcional a la expresién” e~ ®@r)—2(@E))/t g ', no
mejora a rg. Donde t es un parametro llamado temperatura que permite que al principio
de la ejecucién del algoritmo se acepte frecuentemente el paso a una configuracién peor
y que conforme avanza la ejecucion y t disminuye su valor, el nimero de veces que se

acepta pasar a una configuraciéon peor va disminuyendo.

De acuerdo con esto podriamos implementar el algoritmo de EE tal y como aparece
en la figura 3.3.1 utilizando la funcién de evaluacién eval() introducida en el algoritmo
3.4.1 para evaluar las configuraciones. Sin embargo, en el algoritmo de EE la configu-

racién z'; debe obtenerse a partir de zp mediante una pequena perturbacién (alterar

"Nétese que se ha cambiado el orden en la resta respecto a la férmula aparecida en la seccién 3.3.

Esto es debido a que aqui se quiere maximizar y en la seccién 3.3 se pretendia minimizar.
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el estado de un nimero pequeno de variables) y esto puede ser utilizado para evaluar
2’z sin tener que realizar una propagacion ascendente completa en el d&rbol. Veamos un

ejemplo:

Ejemplo 15 Sea el arbol de grupos de la figura 3.8 y el conjunto explicacion Xg =
{A,C,E,G,H}. En el apartado (a) de la figura podemos ver los mensajes necesarios
para evaluar la configuracién ¢; = (A =a,C =¢, E =e,G = g, H = h). Supongamos
ahora que pasamos a evaluar la configuracién ¢, = (A =a,C =-¢,E=¢,G =g, H =
h), que tinicamente se diferencia de ¢; en el estado que toma la variable C'. Dado que
C se encuentra en el conjunto residual del grupo G, y que este grupo es vecino del
grupo raiz en que se ha evaluado ¢, tenemos que si consideramos ahora a G5 como la
raiz del arbol, todos los mensajes calculados para ¢; son vdlidos excepto MZ71, ya que
debido al cambio de rafz en el 4rbol, ahora hay que calcular el mensaje MZ?~!. Por
tanto, en la evaluacién de la nueva configuracién sélo es necesario operar en los grupos
G1y G, es decir, en la antigua y en la nueva raiz del arbol (estos grupos aparecen en

trazo discontinuo en el apartado (b) de la figura).

C,= (A=a, C=c, E=e, G=g, H=h) C,= (A=a, C=-c, E=e, G=g, H=h)

(@ (b)

Figura 3.8: Operaciones necesarias para evaluar una configuracién ¢y que varia sélo en los

valores de un grupo vecino a la raiz, respecto a la configuracion c;.

O

Para generalizar lo visto en el ejemplo anterior, la idea es realizar primero una

propagacién ascendente completa hacia el grupo raiz G; para evaluar la configuracion
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rg (figura 3.9.a) y a partir de ahi evaluar las siguientes configuraciones mediante com-
putaciones locales que involucren tinicamente a dos grupos del arbol y a su entorno
de separadores. De hecho, si restringimos el conjunto de configuraciones z', a las que
nos podemos mover a aquéllas en las que el estado alterado pertenezca a las variable
del conjunto residual de uno de los grupos vecinos de G;, por ejemplo G;, podemos
considerar que el drbol tiene ahora como raiz a GG; y quedaria la estructura de la figura
3.9.b. Dado que el estado de ninguna de las variables marginalizadas usando |, ha sido
cambiado, todos los calculos realizados en los subarboles de GG; y G; son validos y sé6lo

tenemos que hacer las siguientes operaciones:

a) En G, calcular el mensaje a enviar a G, siendo necesario para ello combinar el
potencial de GG; con los mensajes recibidos desde todos los grupos hijos excepto
desde G;.

b) Enviar a G; el mensaje correspondiente desde el grupo G;.

c) Combinar el potencial de G; con los mensajes recibidos desde todos sus grupos

vecinos.

d) Calcular en G, la probabilidad de la nueva configuracién 2%, (obtenida mediante
el cambio de estado alguna(s) de las variables del conjunto residual de G; per-
teneciente al conjunto explicacién), marginalizando de forma coherente con z';

({c) la cantidad obtenida en el paso anterior, para todas las variables de Gj.

e) Elegir como siguiente grupo rafz uno de los vecinos de G y repetir el proceso

para evaluar una nueva configuracion.

&5 /N e N\ 2

Subarbol Subarbol
de Ci deCj

Subarbol Subarbol
deCj deCi

@ (b)

Figura 3.9: Cambio de raiz en el drbol.
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Respecto a este procedimiento podemos hacer una serie de observaciones, algunas
de las cuales son necesarias como aclaracién mientras que otras nos pueden servir para

intentar mejorar el funcionamiento del mismo:

e Hasta ahora el arbol siempre ha tenido una estructura jerarquica fija, sin embargo,
en esta seccién la estructura jerarquica no es fija sino que es el grupo elegido como
raiz en cada momento el que marca la direccion de las aristass. Debido a esto

representaremos las aristas entre grupos sin utilizar flechas (figura 3.10).

6

0
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=
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§ e

CRCS

4

Gl
g
o=

Figura 3.10: Arbol con separadores.

e Puesto que la informacién calculada en las configuraciones evaluadas anterior-
mente se utiliza para evaluar la configuracién actual, es necesario almacenar los
mensajes que se pasan entre los grupos del arbol. Utilizaremos para ello los se-
paradores, los cuales se representardn explicitamente en el grafo del drbol (3.10).
El separador situado entre dos grupos G; y G se notara por S;; o S;; indistin-

tamente. El conjunto residual de un grupo G; seguird notandose por R;.

e Si conocemos a priori el grupo que va a ser la siguiente raiz del drbol (Ggs)

podemos dividir las operaciones realizadas en ¢) en dos pasos:

- Combinar el potencial de G; con los mensajes recibidos desde todos los
grupos vecinos excepto el que proviene del grupo Grs y almacenarlo en una

variable auxiliar ¢ (G;).

- Combinar el mensaje que viene del grupo Grs con ¢(G,) v utilizar el

resultado en el paso d).
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Algoritmo 3.5.1 Funcién eval EE()
Entrada: La configuracién a evaluar zg. La raiz siguiente Ggg.

Salida: Devuelve la probabilidad P(zg,zo) y calcula el potencial g (G).

1-7+t
2.- Mientras ¢ > 2 hacer
si G; no es un grupo hoja

entonces (Sipa(y) & (G ®{  ® (S;)})Seen

j€Ri(Gi)
sino 1(S; pa(ayy) < Y(G;)veSimaG
fsi

fmientras

3- Pa(Gy) «— (G ® { ® Y(S14)}

G;€hi(Gy),j#RS
4.- Devolver: (1a(G1) ® ¥(Si gs))*?

Con esto conseguimos que de cara a evaluar la siguiente configuracién el mensaje
a calcular en el paso a) se obtenga a partir de la informacién guardada a priori en
Y (G;), no teniéndose que repetir los calculos dedicados a combinar el potencial
del grupo con los mensajes recibidos. El algoritmo de la figura 3.5.1 es una
modificacion de la funcion de evaluacién expuesta en la figura 3.4.1 para recoger

esta idea y también para que los mensajes queden almacenados en los separadores.

e Si realizamos la operaciéon de precomputacion introducida en las secciones an-
teriores, es claro que en el drbol que nos queda todos los grupos que son hojas
tienen variables del conjunto explicacion Xz en su conjunto residual, puesto que
en otro caso habrian sido podados. Sin embargo, es posible que para algunos
grupos interiores esto no se cumpla y la pregunta que nos surge es ;qué hacer
cuando uno de estos grupos es elegido como raiz del arbol?. En este caso es
obvio que no podremos cambiar la configuracion actual xg pero el resto de las

operaciones a realizar son las mismas que en el caso general.

e Otra observacién se basa en la eleccién de la raiz siguiente. Como ya se ha
comentado antes es 1itil conocer en todo momento cudl va a ser el siguiente grupo
a visitar (raiz siguiente) de cara a reducir el nimero de operaciones a realizar.
Una solucién que hace posible esto y que ademds nos garantiza que todos los

grupos del drbol van a ser visitados es obtener una secuencia de recorrido que
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indique el orden en que los grupos del arbol van a ser seleccionados como raiz

siguiente. La secuencia Gy, , Gy,, ..., Gk, debe cumplir las siguientes condiciones:

1. Gk, = G,. La raiz del arbol inicialmente. Esto se debe a que en la propa-

gacion inicial que se hace el arbol tiene esta topologia.

2. Vj, 1 < j < n se debe cumplir que Gy,

i modn Y Gk(j+1) edn SEAN ETUPOS

adyacentes en el arbol.

3. Todos los grupos del drbol aparecen en la secuencia (algunos de ellos en mas

de una ocasién para garantizar la condicién anterior).

Al orden de visita de los grupos del arbol lo notaremos por SecuenciaDeRecorrido

y SecuenciaDeRecorrido[j] contendrd a Gj;.

e Como se vié en la seccién 3.3 una posible mejora para acelerar la convergencia
del algoritmo [54] es calcular el valor de todas las configuraciones {2/} a las que
se puede pasar desde xr y moverse a una de ellas o quedarse en zp de acuerdo a
una probabilidad proporcional a e”()/, con ¢ perteneciendo al conjunto formado
por xp y las el conjunto de configuraciones {z;} . Esta opcién serd utilizada
en nuestro algoritmo, ya que el nimero de configuraciones distintas z'; que se

pueden encontrar en un grupo del arbol es pequeno.

En el algoritmo que se expone en las figuras 3.5.2 y 3.5.3 se recogen todas las ideas
expresadas anteriormente y también se utiliza el programa de enfriamiento propuesto
por Kirkpatrick et al. en [73]. Ademds, puesto que queremos obtener las K EMPs
cada vez que se evalia una nueva configuracién se ve si debe ser incluida entre las K

mejores.

El siguiente ejemplo muestra el proceso seguido por el algoritmo para evaluar algu-

nas configuraciones sobre el drbol de la figura 3.10.

Ejemplo 16 Sea Xy = {A,C, F,G, H, I} el conjunto explicacién, y vt = (A = a,C =

¢, F = f,G =g,H = h,I =1i) la configuracién inicial generada aleatoriamente. En-

8En nuestro caso hemos utilizado el procedimiento descrito en la seccién 3.4.2.2, para comenzar

con una configuraciéon prometedora.
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Algoritmo 3.5.2 Algoritmo basado en EE (inicializacién).

- El conjunto explicaciéon Xz C U

- La evidencia observada Xp = 2o
Entrada: , .

- El nimero de explicaciones a obtener K

- Un drbol de grupos T' que sea una factorizacién de P(zo,U \ Xo)
Salida: Las K mejores explicaciones encontradas.

- Kmejores y SecuenciaDeRecorrido

. . - Gra, Grs, Grp. /* raiz actual, siguiente y previa */

Variables auxiliares: : .
- Ya(G;). /* almacena calculos intermedios */

- ¢Yr(G;).  /* para calcular las prob. finales */

1.- si Xp # () entonces Calcular P(zp)

2.- Precomputar T para Xg

3.- Dar la temperatura inicial ¢, el factor de enfriamiento a y el n2 de iteraciones V.
4.- Seleccionar una configuracién inicial zg.  /* Procedimiento arbitrario®*/

5.- Obtener SecuenciaDeRecorrido

6.- Gra < G /* grupo raiz */

7.- Grs < SecuenciaDeRecorrido|2]

8.- P(.’L‘E) — evalEE(xE,GRS) />l< Salva ¢(GRA) X {jgsw(SRA’j)} en 'Q/}G(GRA) >l</

9.- Tratar 2z en Kmejores
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Algoritmo 3.5.3 Algoritmo basado en EE (bucle principal).

10.- Para ¢ = 1 hasta N hacer
Para 7 = 1 hasta n hacer
Grp < GRa
Gra < Gpgs
GRrs < SecuenciaDeRecorridol(j + 2) mod n]
U(Srp,rA) < V(G Rp)teSrrra
V6 (Gra) < V(Gra) ® {jg’zslﬁ(sm,j)}

VYr(Gra) < Ya(Gra) @ Y(Skra,rs)
si Rpa NXp # 0 entonces
Sea C = {z%;} el conjunto de configuraciones que se obtiene
modificando el estado de alguna(s) de las variables de Rr4 N Xg
Para todo z}; € (CU {zg}) hacer
P(2%) + ¢p(Gra)*’
Tratar z', en Kmejores
fpara
Seleccionar como nueva zp una configuracién x%; € (CU {zg})

con probabilidad proporcional a eP@z)/t

fsi
fpara
t=a-t

fpara
11.- si Xp # () entonces
para i = 1 hasta K hacer
Kmejores[i].prob « Kmejores[i].prob / P(xo)
fpara
fsi

12.- Devolver como salida Kme jores
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tonces, la secuencia de operaciones a realizar es la siguiente:

© ® N OOt WD
BTSSR S N S S TS S S

Q
«

—_
e
h
S

S

5
ES T

e e e e e e
DN N
ot (=]

S e e e N N N

2
™~

operaciones necesarias son:

11.
12.

13
14
15
16

TrrTrrTTTTTTT

4

Grp
Gra

- Y(S12)
- Ya(Gy)
ey

(¥
(¥
¥

1) ® P(Syg))H

G
G3) @ (S37))*8
(1(G2) @ 1h(Sa6) @ Y(Syp5))teto=er?

Y(G1) @ (S14) ®Y(S13)
(Ve (Gh) ® w(Sl’z))%{A:a}(I)

Después de esta propagacién inicial completa, para evaluar nuevas configuraciones las

TrTT T

%

Gra

Grs, Gprs+ G5
wG(Gl)ic{A:a}B

¥i(G2) @ 1P(S26) ® 1(S1,2)
Ya(Ga) @ 1(Says)
wF(G2)J»c{C:E}0

Al suponer que la variable C' tiene sélo dos estados posibles, sélo ha sido necesario

marginalizar sobre ¢ puesto que para xg ya se conoce la probabilidad asociada. Se-

leccionamos el estado de la variable C' con probabilidad proporcional a eprob(@y)/ ¢t con

xt € {xh, 2%}, Si por ejemplo es la configuracién 2% = (A = a,C =¢,F = f,G =

g, H = h,I =1i) la elegida, el procedimiento seguiria con las siguientes operaciones:

17. Grp < Gpa
18. Gra + Gpgrs, Gpgrs <+ Gy
19. (So5) ¢+ ha(Go)teto=arB
20. Ya(Gs) <~ ¥(Gs5)
21. Yr(Gs) — Ya(Gs) @ (Sas)
22. P(1%) ¢ tp(Gy)tete=n"
Y continuariamos de igual forma en las sucesivas iteraciones. O

Evidentemente, en un problema real el nimero de grupos del arbol es grande, no

como ocurre en el ejemplo y por tanto el nimero de operaciones que han de realizarse
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para evaluar una nueva configuracién es muy pequeno en relacion a las operaciones que

son necesarias para hacer una propagacion completa en el arbol.

Seleccion del esquema de enfriamiento.

Aunque en principio nuestra idea era dejar en manos del usuario la eleccion tanto
del valor de la temperatura inicial (¢;) como del factor de decrecimiento de la tempe-
ratura («), en la practica nos hemos encontrado con algunos problemas que nos han
hecho cambiar de idea. A continuacion se exponen algunas reflexiones relativas a los
problemas encontrados, asi como las soluciones aportadas las cuales conducen a los dos

esquemas de enfriamiento que se resumen en la tabla 3.2:

e Respecto a la temperatura inicial t;. Como ya ha quedado claro en el algorit-
mo, aunque nuestro objetivo es obtener la configuracion rr que maximize la
expresion P(zg|zo) (con zo la evidencia observada), lo que nosotros realmente
calculamos durante la evolucién del algoritmo es P(zp,x0), dividiendo al final
por P(xo) para las configuraciones seleccionadas como las K EMPs. Esto hace
que P(zp) nos sirva como cota superior del valor que puede tomar P(xp, zo) ya
que Y; P(x%,20) = P(xp). Esta cota superior es generalmente un valor muy
pequeno, ya que a menudo las observaciones que se tienen representan estados
que raramente toman las variables observadas. Esto hace que si se eligen valores
tipicos para t; como 1.0 o 2.0, el algoritmo necesita consumir un gran nimero de
iteraciones hasta llegar a valores de temperatura en los cuales la busqueda sea
efectiva, es decir, temperaturas en los que no se permita saltar de una configu-
racion a otra sin tener casi en cuenta los valores de evaluacion de las configu-
raciones. Por ejemplo, si ¢ = 1.0 y tenemos dos configuraciones rt y % tales
que P(zk,10) = 0.01 y P(z%,10) = 0.0001, la probabilidad de seguir en z}, es
del 50.2% mientras que la de pasar a 2% es del 49.8%, es decir, practicamente la
misma independientemente de que P(xkL,z0) sea 10 veces mejor que P(x%, zo).
Debido a esto hemos optado por fijar la temperatura inicial a un valor depen-
diente del problema y que esté mas o menos proximo a los valores de evaluacion

de las configuraciones. Hemos considerado las dos posibilidades siguientes:

— Esquema de enfriamiento 1: Si t; es el valor de temperatura inicial selec-
cionado por el usuario, haremos t = t; - P(xo) si hay evidencia observada y

t = t; en otro caso.
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— Esquema de enfriamiento 2: Utilizaremos dos temperaturas: ¢’ que indicard
la temperatura del sistema y que se inicializara al valor de ¢; y ¢t que sera la
del denominador del criterio de aceptacion. La temperatura ¢ se iniciara a
t'-P(zp,x0), con P(xg,zo) el valor de evaluacion de la configuracién inicial
TE-

De esta forma lo que pretendemos es que ¢ siempre esté préximo a los valo-
res de las configuraciones que estan siendo evaluadas, permitiendo cambiar
de configuracién de manera mas o menos facil en funcién de ¢’ que es el

parametro que rige la temperatura del sistema.

e Respecto al factor de enfriamiento . Es conocido que los valores més conve-
nientes para « son los pertenecientes al intervalo [0.8,1.0) ya que son los que
producen un enfriamiento lento (Kuik, [78]). Sin embargo, debido a la cardina-
lidad del espacio de biusqueda es frecuente que los valores de evaluacion de las
configuraciones sean muy pequenos respecto a t; (incluso fijindola a P(xp)) y
esto hace que sigan siendo necesarias muchas iteraciones hasta alcanzar tempe-
raturas que hagan efectiva la bisqueda. Para paliar este problema proponemos

lo siguiente:

— Esquema de enfriamiento 1: Hemos optado por utilizar otro factor de en-

friamiento (3 y el siguiente esquema:

L t-a si t<(1+49)Plzxg,zo)
| t-8 si t>(1406)- Plzg,z0)

donde g representa a la configuracién actual, # toma valores como 0.25,
0.5, 0 0.75, y 0 es un umbral que nos sirve junto con P(zg, zo) para decidir
cuando cambiar de «v a  como factor de enfriamiento. La idea es que al
principio la temperatura baje deprisa hasta alcanzar valores en los que la
buisqueda sea efectiva y que luego baje lentamente utilizando para ello el
factor de enfriamiento o. En los experimentos los mejores resultados se han
obtenido con §=0.5y J € [0.1,1].

— Esquema de enfriamiento 2: Aqui no se presenta el problema comentado
puesto que el valor de la temperatura ¢ esta en funcién de las configuraciones

evaluadas.

e Respecto a los optimos locales. Al igual que hemos visto que no se esta en una zo-

na efectiva de biisqueda cuando la temperatura es muy alta respecto a P(xg, 20)
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lo mismo ocurre en el caso inverso, es decir, cuando la temperatura es muy baja.
En este caso el algoritmo se convierte practicamente en un método de ascen-
sién de colinas ya que es altamente improbable que se pase a una configuracion
aunque ésta sea solo ligeramente inferior a la actual. Por ejemplo, si t = 0.001,
P(zk,x0) = 0.1y P(2%,z0) = 0.09, entonces la probabilidad de pasar de zL a
r% es del 0.0045% aunque z% tenga un valor similar a x};,. Evidentemente, esto es
bueno mientras se vaya mejorando pero corremos el riesgo de quedar atrapados
en un optimo local y desperdiciar las iteraciones que aun queden por realizarse.
Esto nos ha llevado a la idea de recalentart cuando se sospeche que hemos queda-
do atrapados en un 6ptimo local o en una zona de éptimos locales, ya que podria
darse el caso de tener varias configuraciones cercanas con valor de evaluacion casi
idéntico y estar pasando de una a otra continuamente. Para evitar esto hemos
optado por recalentar la temperatura cuando la configuracién actual no cambia
respecto a la que se tenia X iteraciones antes. La seleccion del valor de X al
igual que la de casi todos los umbrales se ha hecho empiricamente. Esta solucion

es aplicable a los dos esquemas de enfriamiento propuestos.

Esquema de enfriamiento 1 Esquema de enfriamiento 2
Inicializacién | t < t; - P(zo) si hay evidencia t' <t
t < t; si no hay evidencia t <+t Plxg x0)
Si (recalentar == false) Si (recalentar == false)
Si(t<(1490):P(rp,zo0) ) t' -«
L1 -« Sino
Actualizacion Sino t <t
t<t-p t<t'-Plxg, o)
Sino
t < t; - P(x0p) si hay evidencia
t < t; si no hay evidencia

Tabla 3.2: Resumen de los esquemas de enfriamiento propuestos
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3.6 Uso de métodos de triangulacién dependientes

del conjunto explicacion

Una caracteristica comin de los métodos aproximados desarrollados en las seccio-
nes anteriores es la necesidad de evaluar una configuracién o solucién potencial del
problema de abduccién parcial. Esto implica que en el momento de realizar la propa-
gacion conocemos los valores que toman las variables del conjunto explicacion. Nuestro
proposito aqui es estudiar si esta informacion puede utilizarse para mejorar la eficiencia

de los métodos aproximados que hemos desarrollado.

Dado el alto niimero de configuraciones que hay que evaluar es claro que la eficiencia
de estos métodos depende de la cantidad de tiempo necesario para evaluar cada confi-
guracién, siendo esta cantidad directamente proporcional al tamano del arbol de grupos
sobre el que se realiza la propagaciéon. Por tanto, lo que queremos ver es si el uso de
la informacién proporcionada por el conjunto explicacién nos permite obtener drboles
de grupos de menor tamano. Evidentemente, utilizar la informaciéon proporcionada
por el conjunto explicacién para obtener el arbol de grupos tiene como contrapartida
que el arbol obtenido sélo es valido para ese conjunto explicacion, no obstante, como
ya se ha comentado antes en esta memoria existen aplicaciones en las que el conjunto
explicacién suele ser fijo y, por tanto, no es un problema obtener un arbol de grupos
especifico ya que el esfuerzo para construir el arbol sélo se realiza una vez y luego se

haran sobre él muchas propagaciones.

La idea en que nos vamos a basar es la siguiente: “puesto que en el momento de
la propagacién las variables del conjunto explicaciéon estan instanciadas a uno de sus
valores, podemos considerarlas como variables de evidencia (observaciones) y aplicar
entonces el método de absorcion de evidencia propuesto por Lauritzen y Spiegelhalter
[86]” . La absorcién de evidencia consiste basicamente en condicionar los potenciales

del arbol de grupos mediante el siguiente procedimiento:

1. Para cada grupo que contenga variables de evidencia proyectar el grupo sobre las
variables no observadas, obteniéndose asi un nuevo grupo reducido. El potencial
de este nuevo grupo se obtiene condicionando el potencial inicial a los valores de

las variables de evidencia.

2. Si como consecuencia del paso anterior han aparecido grupos que no son maxi-
males, incorporarlos a los grupos vecinos que los incluyen propiamente mediante

combinacion de los potenciales.
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El resultado de este procedimiento es un arbol de grupos en el que se han eliminado
las variables de evidencia y, por tanto, el tamano del arbol es menor que el de partida.
Ademas, si X7 es el conjunto de variables que quedan en el arbol, éste representa
una factorizacién de la distribucién de probabilidad P(Xr,zp). Llamaremos al arbol

obtenido drbol de grupos reducido. Veamos el procedimiento con un ejemplo.

Ejemplo 17 Consideremos la red Asia (figura 3.11) introducida por Laurizten y Spie-
gelhalter y un drbol de grupos obtenido a partir de ella (figura 3.12).
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Figura 3.12: Un &4rbol de grupos para la
Figura 3.11: Red causal Asia red Asia

s

™

@2

@‘“/

Supongamos que tenemos la evidencia observada Xp = {A = a, D = d} y vamos
a aplicar el proceso de absorciéon de evidencia. En primer lugar seleccionamos los
grupos en que se encuentran estas variables e incorporamos la evidencia a esos grupos
obteniéndose asi grupos mas pequenos. En la parte izquierda de la figura 3.13 esos
grupos aparecen en trazo discontinuo y sus potenciales estan influidos por la evidencia
observada. Como los grupos obtenidos no son maximales son incorporados por sus
grupos vecinos que si lo son, obteniéndose el arbol de grupos que podemos ver en la
parte derecha de la figura 3.13.

El resultado es que si en el arbol inicial se cumplia la expresion:

P(T,L,E,B,S, X, a,d) =
¥(a,T) Y(E,L,T) Y(B, L, E) ¥(S, L, B) ¢(X, E) ¥(B, E, d),

entonces en el arbol de grupos reducido se cumple:

P(T,L,E,B,S,X,a,d) =¢*(E,L,T) ¢*(B, L, E) ¢*(S, L, B) ¥*(X, E)
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CoT :J < - P*(T) < (T, a) Y*(E,L,T) < (E,L,T,a)

@ " BE
SNl 7 Q[J*(B,L,E) (—’L/)(B,L,E,d)
A
"B, E) « (B, E, d)

Figura 3.13: Absorcién de la evidencia A =ay D =d.

Del ejemplo anterior podemos concluir que si {A, D} es nuestro conjunto explica-
cion entonces al aplicar la funcién eval obtenemos la evaluacion de la configuraciéon
(a,d). Evidentemente esta evaluacién es mas rapida que la que se hace sobre el drbol
inicial puesto que el tamano del arbol reducido es menor. Por otro lado, es claro que
nosotros necesitamos poder evaluar cualquier configuracién del conjunto explicacién y
no dnicamente (a,d), por lo que es necesario hacer algunas modificaciones al proceso
anterior. Basicamente, lo que necesitamos es guardar los potenciales condicionados® a
todos los posibles valores de las variables del conjunto explicacion, asignando asi una
matriz de potenciales a los grupos del arbol reducido en lugar de un unico potencial.
La figura 3.14 refleja esta situacién.

Ahora el potencial concreto a utilizar en cada grupo no se conoce hasta el momento
de la propagacion, siendo en este instante cuando queda univocamente identificado por
la configuracion xg que se esta evaluando.

9Al decir condicionados nos estamos refiriendo a que vienen influidos por el valor de zo, es decir,
que contienen ¥ (G;,zo) y no a un condicionamiento desde el punto de vista de las probabilidades
condicionadas
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\‘
i B,L,E,d
SALB) gy [ HPEED
(B, L, E,d)
Figura 3.14: Matriz de potenciales

3.6.1 Algoritmo de construccién del arbol de grupos reducido

Si bien nuestra idea se basa en el método de absorcion de evidencia propuesto por
Lauritzen y Spiegelhalter vamos a desarrollar un procedimiento nuevo para obtener el
arbol de grupos reducido. Sea U el conjunto de variables de lared y Xz C U el conjunto
explicacion. Puesto que el arbol de grupos resultante sélo contiene las variables de
U\ Xg, vamos a construir el drbol directamente sélo para esas variables y a extender
después los grupos con las variables de Xz de forma que todas las familias presentes
en la red estén contenidas en al menos un grupo del arbol de grupos extendidos. Con

este procedimiento pretendemos conseguir lo siguiente:

e El arbol de grupos extendidos es una representacién potencial de la distribucion

de probabilidad conjunta definida sobre .

e Al estar el drbol de grupos (sin extender) construido sobre las variables de U\ X g
al condicionar los potenciales de los grupos extendidos a las variables de Xz lo
que obtenemos son los grupos iniciales, por tanto, son grupos maximales y no es

necesario realizar operaciones de combinacién para incorporarlos a otros grupos.

En la figura 3.6.1 se presenta el algoritmo para la construccion de un arbol de

grupos reducido para Xg.

"YRecordar que F(X;) = {X;} Upa(X;) y que fx, = P(X;|pa(X;))
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Algoritmo 3.6.1 Algoritmo de construccion del arbol de grupos reducido

Entrada: La red causal G = (U, F) y el conjunto explicacién Xg.

Salida: El arbol de grupos reducido respecto a Xp.

1.-
2.-
3.-
4.-
5.-
6.-

10.-
11.-

Obtener el grafo moral G, a partir de G.

Obtener el grafo G4, como una proyeccién de G sobre U \ Xg.

Obtener el grafo triangular G¥.

Obtener un drbol de grupos T = {G1,...,G,} a partir de G¥..

Para cada grupo G; construir un grupo extendido G¢ y hacer Gf < G;.

Sea F = {F(X,),...,F(X,)} la lista de familias'’contenidas en la red. La
dividimos en tres grupos:

- Fna: familias cuyas variables son todos pertenecientes a U \ Xg.

- Fpa: familias que tienen variables de Xy de U \ Xg.

- F4: familias cuyos variables son todos pertenecientes a Xg.

Tratar Fya: para cada F(X;) € Fya asignar fy, a un grupo extendido G tal
que F'(X;) C G5

Tratar Fpa: para cada F(X;) € Fpy asignar fy, a un grupo extendido G; tal
que F'(X;) N{U\ Xg} C G$. Hacer G5 = G5 U F(X;).

Tratar F4: Ordenar la lista de familias pertenecientes a F4 de la forma:

{F(de)v"'aF(Xik)aF(X '7F(Xim})7

ik+1)7 s

tal que,

- Vi € {1,...,k}, se cumple, F/(Xj;)N (UF(Xh)e}'pA F(Xh)) # ()
- Vj€{k+1,...,m}, se cumple, F(X;)) N (F(X;,)U...UF(X;_,)) #0

Para cada F'(X;) € F asignar fx, a un grupo extendido G% tal que F((X;) NG #
0. Hacer G§ = G5 U F(X;).
Calcular los potenciales asociados a cada grupo.

Para cada grupo extendido G¥:
- Si G = G, hacer V*(G;) + ¢(GY)

-Si G¢ # G, asignar a *(G,;) una matriz formada por los potenciales 1)(G$ A g)
para toda configuracién g de G¢ \ G;.
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Vamos ahora a comentar detalladamente el objetivo de cada uno de los pasos del

algoritmo:

e Paso 1.- Puesto que laidea es obtener un arbol de grupos reducido que inicamente
contenga las variables de U \ X es l6gico trabajar con la proyeccién del grafo a
este conjunto. Sin embargo, para mantener las independencias que se dan en la

red moralizamos el grafo antes de realizar la proyeccion.

e Paso 2.- La tnica cuestién relativa a este paso que vamos a mencionar es la
posibilidad de obtener un grafo proyectado que no sea conexo. Esto ocurre por
ejemplo en la red Asia si tomamos un conjunto explicacion que incluya la variable
T, en ese caso el grupo A formara por si mismo una componente no conexa del
grafo G%,. Esto es debido a que conocido el valor que toma la variable T, el
valor de A no nos dice nada sobre el que pueden tomar el resto de las variables
y viceversa, es decir, A es independiente del resto de las variables dado T'. Esto
es beneficioso para nuestro objetivo ya que cuanto menos conectadas estén las
variables en el grafo G%, menor serd el tamano del arbol de grupos resultante.
Por otra parte la presencia de varias componentes no conexas en el grafo dard
lugar a un bosque de arboles en lugar de a un tnico arbol de grupos, pero debido
a las condiciones de independencia que se dan entre las variables de estos arboles,
el resultado final puede ser obtenido como el producto de los resultados parciales

calculados en cada uno de los drboles [62].

e Pasos 3y 4.- Triangulacion del grafo moral proyectado y obtencion del arbol de

grupos, que como ya hemos dicho puede ser en realidad un bosque de arboles.

e Pasos 5 y 6.- Para que el arbol construido sea una representacién potencial de la
distribucién de probabilidad conjunta presente en la red, tenemos que conseguir
que todas las familias de la red estén incluidas en al menos un grupo del arbol.
Para ello necesitamos extender los grupos de forma que contengan a las variables
de Xg; primero lo que hacemos es crear tantos grupos extendidos como grupos
hay en el arbol inicialmente construido copiando sus conjuntos de variables. De-
pendiendo del tipo de variables que contenga una familia su tratamiento serd

distinto, por eso comenzamos por clasificarlas en grupos.

e Paso 7.- Como las familias de Fy 4 contienen tinicamente variables de U \ X es
claro que estaran incluidas en alguno de los grupos del arbol. Por tanto, lo inico

que hay que hacer es asignarlas a un grupo que las contenga.
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e Paso 8.- En este paso hay que comenzar a ezxtender los grupos con aquellas
variables de Xy que forman parte de familias que también tienen variables de
U\ Xg. La idea es buscar un grupo G que contenga las variables de la familia
F(X;) que no pertenecen a Xg y extenderlo con las variables de Xz N F(X;), de

esta forma se consigue que F'(X;) esté contenida en GY.

Para garantizar que para toda familia F'(X;) € Fpa existe un grupo G§ que
verifica la condicién comentada en el parrafo anterior, tenemos que probar la
existencia de un grupo G; € T que incluya al conjunto de variables F(XZ-)““\XE).
Podemos ver que esto siempre se cumple a través de la siguiente secuencia de

operaciones:

1. Al moralizar el grafo G en el paso 1 del algoritmo, los nodos de F'(X;) forman

un subgrafo completo en G;.

2. Como consecuencia de lo anterior, al proyectar en el paso 2 del algoritmo G,

sobre las variables de & \ Xg, se cumple que las variables de F'(X;)+“\X»)
siguen formando un subgrafo completo en G, y, por tanto, al realizar la
triangulacién de G4, al menos habrd un grupo que contenga a todas éstas

variables (pasos 3y 4 del algoritmo).

En este paso es posible que tengamos varios grupos candidatos a ser extendidos
para una misma familia. La opcién que hemos tomado ha sido decidirnos por
aquel grupo que al extenderlo tenga menor tamano, intentando asi repartir de
forma ecudnime las variables a anadir. Con esto prentedemos que no se creen

grupos muy grandes ya que eso va en perjuicio del tamano del arbol resultante.

e Paso 9.- Si bien en el paso anterior cualquier familia F'(X;) estaba relacionada
con los grupos ya existentes por medio de las variables que no pertenecian a Xg,
ahora eso no ocurre. Esto implica que no nos vale cualquier orden para tratar
las familias ya que si por ejemplo A es un nodo raiz en el grafo y el unico arco
que sale de él es A — B y tanto A como B pertenecen al conjunto explicacion,
entonces si tratamos antes a la familia F/(A) = {A} que a F(B) = {A, B}, es
claro que no podemos asignarla a ningiin grupo puesto que su interseccién serd
vacia con respecto a todos los grupos del arbol. Por eso, ordenamos las familias
de forma que se trate antes F'(B) y asi nos garantizamos que F'(A) pueda ser

asignada después. En concreto, el orden buscado es cualquiera que tenga la
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siguiente forma:

(F(X.), ..., F(X;

zk)vlr(;X} '717(;X}WL})7

k+1)7"

tal que,

- ¥j € {1,....k}, se cumple, F(X;) N (Up(xyyerps F(Xn)) # 0

- Vj € {k+1,...,m}, se cumple, F(X;) N (F(X;,)U...UF(X;_,)) #0.

Es decir, lo que buscamos es tratar una familia inicamente cuando tiene variables
en comun con las familias que ya han sido asignadas previamente. Esto siempre

es posible debido a que hemos supuesto que el grafo G de partida era conexo.

El resto del procedimiento es idéntico al paso anterior y, por tanto, también
hay que intentar equilibrar los grupos cuando existen varias posibilidades de

asignacion de la familia.

e Paso 10.- Obtenemos los potenciales asociados a los grupos extendidos mediante
el producto de las familias de probabilidad que les han sido asignadas a cada
grupo. Si algin grupo no tiene ninguna familia asignada le haremos correspon-
der potenciales unitarios. De esta forma los grupos extendidos contienen una
representacion potencial de la distribucién de probabilidad conjunta presente en

la red.

e Paso 11.- Por ultimo, hay que obtener las matrices de potenciales asociadas a los
grupos. La matriz asociada a cada grupo tendra tantos elementos (potenciales)
como configuraciones distintas tenga el conjunto de variables G§ \ G;. Si ¢° es
una configuracién de valores para G¢ \ G; entonces el potencial de la matriz
indexado por ¢g° contendrd el potencial V*(G;) + (G5, g°), es decir, los valores

del potencial asociado al grupo extendido que son coherentes con la configuracion

e

qg-.

Veamos ahora dos ejemplos: el primero de ellos corresponde a la aplicacién del
algoritmo sobre el mismo conjunto explicaciéon que hemos utilizado antes para ilustrar
el proceso de absorcion de evidencia; el segundo a un conjunto explicacion que provoca
la obtencién de un grafo no conexo y, por tanto, de un bosque en lugar de un tnico

arbol.
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e e iy
YWYy

Gy G, Gh.

Figura 3.15: Proyeccién y triangulacién del grafo moral para Xp = {A, D}

Ejemplo 18 Vamos a aplicar el algoritmo a la red Asia con conjunto explicacion
{A, D}. En la figura 3.15 podemos ver el grafo moral, el grafo moral proyectado y una
triangulacién de éste.

En la parte izquierda de la figura 3.16 tenemos un &rbol de grupos asociado a G%..
Obtenemos ahora la lista de familias presentes en la red y las clasificamos segin las

variables que contienen. El resultado puede verse en la tabla 3.3.

f
Fna Fpa Fa
F(S) = {5} F(T) ={T, A} F(4) = {4}
F(L)={L,S} F(D)={D,E, B}
F(B) ={B,S}
F(E)={E,T,L}
FX)={X E}

Tabla 3.3: Lista de familias clasificadas por grupos
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Vamos ahora a extender los grupos. El procesamiento de las familias pertenecientes

a Fya no extiende ningiin grupo y da como resultado la siguiente asignacién de familias

a grupos:
{T,L,E} <+ F(F)
{L,B,E} <+
{L,S,B} <« F(S),F(L),F(B)

{E, X} +— F(X)

A continuacién procesamos las familias de Fpa:

e F(T) = {T,A}. En este caso el unico grupo candidato a ser extendido es
{T,L,E}. Por tanto, le asignamos la familia F(T') y extendemos el grupo que
pasa a ser {T, L, E, A}. Parte central de la figura 3.16.

e F(D)={D,FE,B}. Al igual que ocurria antes sélo hay un grupo candidato que
es {L, B, E}. Por tanto, le asignamos la familia F'(D) y lo extendemos quedando
el grupo extendido {L, B, E, D}. Parte derecha de la figura 3.16.

Figura 3.16: Extensién de los grupos al incorporar las familias

Para finalizar el procesamiento de las familias tratamos F4. En este ejemplo, se
trata de una tunica familia, F(A), que es claro que se asignaria al grupo extendido
{T,L,E, A}.

A partir de la asignacién de familias que se ha realizado calculamos los potenciales

de los grupos extendidos como sigue:

O(T,L,E,A) « f(BE)® f(T)® f(A)
W(L,B,E,D) <« f(D)
(LS, B)  « f(9)®[f(L)® f(B)
»(E, X) « f(X)
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Sélo nos queda reducir los grupos mediante la absorcion de las variables A y D, para
ello localizamos en que grupos extendidos se encuentran y transformamos su potencial

en una matriz de potenciales. El resultado seria el arbol de grupos de la figura 3.14.
O

Ejemplo 19 Si tomamos otra vez la red Asia y las variables {T', L, B} como conjunto
explicacién obtendremos el bosque de la figura 3.17 como resultado de la aplicacion
del algoritmo. En este caso el tamano resultante es mucho menor que el del arbol de

grupos obtenido para todas Jas variables.

7

. ¥(S,1,b)
% (5) Y(S,1,b) W(X, E, 1t
\ Y(S,1,D) o V(X, E,17)
\ o V(XLE) B(X. B
CAD CsD X B

*(A) «

7 {wAt

Figura 3.17: Resultado para el conjunto explicacién {B, T, L}.

3.6.2 Aplicabilidad de los algoritmos aproximados desarrolla-

dos

A continuacién vamos a discutir si los algoritmos aproximados presentados en este
capitulo pueden aplicarse (directamente) sobre el arbol de grupos reducido desarrollado

en esta seccion.
o Algoritmos genéticos.

— Cruce a nivel de cromosoma. La aplicacion de este algoritmo sobre el arbol
de grupos reducido es casi directa, ya que los operadores genéticos de cruce
y mutacion se realizan a nivel de cromosoma y no dependen para nada de
la estructura grafica sobre la que se realiza la propagacién. Si la estructura

grafica es en realidad un bosque de arboles, se aplica la funcién eval a cada
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uno de ellos y el resultado final se obtiene mediante el producto de los

resultados parciales obtenidos en cada arbol.

Sin embargo, el valor de la probabilidad de la evidencia (P(zo)) debe ser

calculado sobre un arbol de grupos que contenga todas las variables.

— Cruce a niwvel de drbol de grupos. El algoritmo no puede aplicarse directa-
mente puesto que no se dan las condiciones necesarias en el arbol de grupos
reducido. Recordamos que la base para realizar sélo algunos célculos (al
evaluar la configuracién resultante de un cruce) y no todos era elegir co-
mo puntos de cruce aquellos grupos que contenian variables del conjunto

explicacion en su conjunto residual.

e FEnfriamiento estocdstico. Por las mismas razones que las comentadas en el algo-
ritmo genético con cruce a nivel de arbol de grupos, el algoritmo de enfriamiento

estocdstico no puede aplicarse sobre un arbol de grupos reducido.

3.7 Resultados experimentales

Para evaluar los algoritmos disenados hemos utilizado las dos redes causales siguien-

tes:

e Por una parte hemos usado una red real y muy citada en la literatura como es la
red causal alarm [7], cuyo grafo podemos ver en la figura 3.18. Las variables de

esta red causal tienen 2, 3, o 4 estados.

e Por otra parte hemos generado aleatoriamente una red causal artificial cuyo grafo
puede verse en la figura 3.19. Esta red tiene 8 nodos raices, desde X, hasta X;.
Para el resto de los nodos se ha generado un nimero de padres escogido al azar
en el conjunto {1,2,3}. El nimero de estados que puede tomar cada variable
se ha generado de acuerdo a una distribucién de Poisson de media 3 y con un

minimo de 2.

Los experimentos disenados consisten en tomar una de estas dos redes, seleccionar
un conjunto explicacion, seleccionar un conjunto de observaciones y ejecutar los algo-
ritmos disenados (variando los pardmetros) para la bisqueda de las 50 explicaciones
mas probables. Los resultados obtenidos se comparan con los proporcionados por el

método exacto. Los estadisticos que hemos calculado en los distintos experimentos
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Figura 3.18: Grafo de la red causal alarm
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Figura 3.19: Grafo de la red causal artificial
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son los reflejados en la tabla 3.4. Dado que para cada caso ejecutamos 100 veces el
algoritmo aproximado los resultados vienen dados en forma de porcentajes. Hemos

disenado 4 experimentos:

1. Red causal alarm. Seleccionamos como conjunto explicacién todos los nodos
raices, es decir, Xp = {Xo, X1, X¢, X7, Xg, Xi0, X11, X13, Xi7, Xoo, Xog, X31} v
suponemos observadas las variables Xo = { X5, Xo4, X35, X36}. La cardinalidad

del espacio de bisqueda es 9216.

2. Red causal alarm. Como conjunto explicacion seleccionamos aleatoriamente 12
variables, Xp = { X5, X¢, Xg, X11, X12, X14, X17, Xo0, Xo6, Xo7, X33, X34} y supo-
nemos observadas las variables Xo = {X3, X9, X9, X36}. La cardinalidad del

espacio de busqueda es 248832.

3. Red causal artificial. Seleccionamos como conjunto explicacién las variables con
indice impa‘ra €S decir, XE — {Xla X37 X57 X77 X97 Xlla X137 X157 X177 X197 X217 X23}
y suponemos observadas las variables Xo = { X4, X1, Xo4}. La cardinalidad del

espacio de busqueda es 215040.

4. Red causal artificial. Seleccionamos como conjunto explicacién las variables con
indice par, es decir, Xp = { X3, X4, X¢, X3, X190, X12, X14, X16, X18, X20, Xo2, Xo4}
y suponemos observadas las variables Xp = { X5, X5, X19}. La cardinalidad del
espacio de busqueda es 345600.

A continuacién, de la tabla 3.5 a la 3.32 se muestran los resultados obtenidos al

aplicar los algoritmos:

e AGcC. Algoritmo genético con cruce a nivel de cromosoma.
e AGcG. Algoritmo genético con cruce a nivel de grupos.

e AGcG2. Algoritmo genético con cruce a nivel de grupos considerando dos puntos

de cruce.

Estos algoritmos se han aplicado con tamafios de poblacién fijos (25 para el experimento
1y 100 para el resto) y variando el nimero de generaciones entre 10 y 100. Para los
algoritmos AGcG y AGceG2 los puntos de cruce se han seleccionado con probabilidad

proporcional a la cantidad de informacién intercambiada.
e EE. Algoritmo basado en enfriamiento estocastico.

Se han realizado los experimentos tomando « € [0.9,0.99] y " = 0.5, 1.0 o 1.5.
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Estadistico | Significado

TOP1 % de veces que se ha encontrado la mejor EMP

TOP10 % medio de explicaciones encontradas entre la 22 y la 10%
TOP25 % medio de explicaciones encontradas entre la 112 y la 252
TOP50 % medio de explicaciones encontradas entre la 262 y la 502

ind % de individuos del espacio de bisqueda que han sido evaluados
masal % medio de la masa de probabilidad que tiene la mejor EMP

encontrada frente a la mejor EMP real

masaT Andlogo al anterior pero considerando como masa de probabilidad

la suma de las probabilidades de las 50 mejores explicaciones

Tabla 3.4: Estadisticos calculados en los experimentos
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Tamario de poblacion = 25 y numero de generaciones = NG

NG | TOP1 | TOP10 | TOP25 | TOP50 ind | masal | masaT
10 | 76.00 44.56 36.67 20.12 | 1.57 | 95.23 | 47.32
20 | 86.00 61.33 50.27 30.48 | 2.88 | 97.19 | 63.59
30 | 94.00 71.67 61.20 37.52 | 4.18 | 98.91 | 73.33
40 | 96.00 79.89 68.80 44.84 | 5.48 | 99.54 | 79.54
50 | 98.00 83.89 73.20 50.56 | 6.78 | 99.77 | 83.59
60 | 100.00 89.78 77.13 54.20 | 8.08 | 100.00 | 87.75
70 | 100.00 92.89 79.80 58.32 | 9.39 | 100.00 | 90.14
80 | 100.00 94.67 81.33 63.00 | 10.69 | 100.00 | 91.68
90 | 100.00 95.78 82.73 66.08 | 11.99 | 100.00 | 92.87

100 | 100.00 96.44 83.73 68.96 | 13.29 | 100.00 | 93.63

Tabla 3.5: AGcC. Resultados del experimento 1. (100 ejecuciones)

Tamano de poblacion = 100 y nimero de generaciones = NG

NG | TOP1 | TOP10 | TOP25 | TOP50 | ind | masal | masaT
10 | 54.00 43.67 37.20 28.72 1 0.24 | 81.17| 50.73
20 | 71.00 65.22 51.67 44.84 |1 0.44 | 89.83 | 68.71
30 | 78.00 76.00 61.47 56.52 | 0.64 | 92.19 | 77.74
40 | 82.00 83.44 68.27 65.36 | 0.84 | 94.03 | 83.38
50 | 88.00 87.56 73.40 71.28 | 1.04 | 95.84 | 87.01
60 | 89.00 90.56 77.93 76.12 | 1.25 | 96.46 | 89.54
70 | 91.00 92.33 81.33 80.08 | 1.45 | 97.42 | 91.37
80 | 93.00 94.00 84.47 83.32 | 1.65 | 97.57 | 92.96
90 | 93.00 94.56 86.73 85.88 | 1.85 | 97.57 | 93.81

100 | 93.00 95.11 88.47 88.16 | 2.05 | 97.57 | 94.51

Tabla 3.6: AGcC. Resultados del experimento 2. (100 ejecuciones)
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Tamano de poblacion = 100 y numero de generaciones = NG
NG | TOP1 | TOP10 | TOP25 | TOP50 | ind | masal | masaT
10 | 70.00 73.67 52.53 44.12 | 0.28 | 91.39 | 80.00
20 | 85.00 88.11 68.20 58.36 | 0.51 | 95.91 | 89.35
30 | 91.00 93.78 78.20 68.40 | 0.74 | 97.54 | 93.58
40 | 96.00 96.67 83.93 74.32 1 0.98 | 9891 | 95.73
50 | 98.00 98.67 88.13 79.04 | 1.21 | 99.45| 97.10
60 | 100.00 99.33 90.40 81.96 | 1.44 | 100.00 | 97.81
70 | 100.00 99.56 92.60 84.56 | 1.67 | 100.00 | 98.32
80 | 100.00 99.56 94.20 86.48 | 1.91 | 100.00 | 98.66
90 | 100.00 99.56 95.07 88.12 | 2.14 | 100.00 | 98.87
100 | 100.00 99.89 95.80 89.20 | 2.37 | 100.00 | 99.06

Tabla 3.7: AGcC. Resultados del experimento 3. (100 ejecuciones)

Tamano de poblacion = 100 y nimero de generaciones = NG
NG | TOP1 | TOP10 | TOP25 | TOP50 | ind | masal | masaT
10 | 86.00 75.00 57.80 45.56 | 0.17 | 98.11 | 85.01
20| 97.00 93.44 82.80 68.20 | 0.32 | 99.62 | 95.57
30 | 100.00 98.22 90.80 78.84 | 0.46 | 100.00 | 98.06
40 | 100.00 99.44 94.40 84.12 | 0.61 | 100.00 | 98.94
50 | 100.00 99.67 96.13 87.24 1 0.75 | 100.00 | 99.28
60 | 100.00 99.89 96.60 88.80 | 0.90 | 100.00 | 99.41
70 | 100.00 | 100.00 96.93 90.04 | 1.04 | 100.00 | 99.49
80 | 100.00 | 100.00 97.27 90.88 | 1.19 | 100.00 | 99.54
90 | 100.00 | 100.00 97.47 91.60 | 1.33 | 100.00 | 99.58
100 | 100.00 | 100.00 97.47 92.00 | 1.48 | 100.00 | 99.59

Tabla 3.8: AGcC. Resultados del experimento 4. (100 ejecuciones)



174 Capitulo 8: Abduccién parcial en redes causales. Algoritmos aprozimados

Tamario de poblacion = 25 y numero de generaciones = NG

NG | TOP1 | TOP10 | TOP25 | TOP50 ind | masal | masaT
10 | 81.00 40.56 33.47 14.60 | 1.57 | 93.73 | 44.28
20 | 89.00 57.00 47.87 20.84 | 2.88 | 97.63 | 58.64
30 | 92.00 69.22 56.33 27.44 1 4.18 | 98.27 | 68.85
40 | 94.00 77.11 63.40 33.36 | 5.48 | 98.91 | 76.19
50 | 98.00 84.78 68.73 37.40 | 6.78 | 99.56 | 82.21
60 | 99.00 89.89 73.73 41.92 | 8.08 | 99.78 | 86.14
70 | 99.00 94.11 77.73 4592 | 9.39 | 99.78 | 89.25
80 | 100.00 96.78 80.53 49.84 | 10.69 | 100.00 | 91.83
90 | 100.00 98.56 82.93 53.12 | 11.99 | 100.00 | 93.36

100 | 100.00 99.56 84.47 55.28 | 13.29 | 100.00 | 94.15

Tabla 3.9: AGcG. Resultados del experimento 1. (100 ejecuciones)

Tamano de poblacion = 25 y nimero de generaciones = NG

NG | TOP1 | TOP10 | TOP25 | TOP50 ind | masal | masaT
10 | 81.00 44.67 35.73 14.48 | 1.57 | 96.11 | 47.69
20 | 91.00 63.00 50.60 21.60 | 2.88 | 98.26 | 63.85
30 | 94.00 74.00 62.07 28.60 | 4.18 | 98.91 | 73.80
40 | 97.00 83.00 68.87 34.16 | 5.48 | 99.55 | 80.85
50 | 98.00 89.78 74.20 39.72 | 6.78 | 99.56 | 85.89
60 | 98.00 94.00 78.07 44.68 | 8.08 | 99.77 | 89.31
70 | 99.00 96.11 80.87 48.56 | 9.39 | 99.78 | 91.30
80 | 99.00 97.33 83.07 52.36 | 10.69 | 99.78 | 92.71
90 | 100.00 98.56 84.47 55.76 | 11.99 | 100.00 | 93.99

100 | 100.00 99.56 85.00 58.08 | 13.29 | 100.00 | 94.64

Tabla 3.10: AGecG2. Resultados del experimento 1. (100 ejecuciones)
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Tamano de poblacion = 100 y numero de generaciones = NG
NG | TOP1 | TOP10 | TOP25 | TOP50 | ind | masal | masaT
10 | 56.00 46.44 37.20 29.20 | 0.24 | 82.25 | 51.68
20 | 72.00 66.89 51.60 44.08 | 0.44 | 90.01 | 69.10
30 | 78.00 77.11 60.87 55.44 1 0.64 | 92.28 | 77.53
40 | 79.00 81.33 66.20 63.40 | 0.84 | 92.90 | 81.57
50 | 81.00 84.44 70.73 69.84 | 1.04 | 93.69 | 84.64
60 | 84.00 87.44 74.47 74.36 | 1.25 | 94.45 | 87.13
70 | 86.00 89.56 77.40 78.40 | 1.45 | 95.15 | 88.99
80 | 89.00 91.11 81.13 81.00 | 1.65 | 96.19 | 90.80
90 | 90.00 92.56 84.60 83.84 | 1.85 | 96.53 | 92.35
100 | 90.00 93.56 86.87 86.20 | 2.05 | 96.81 | 93.43

Tabla 3.11: AGcG. Resultados del experimento 2. (100 ejecuciones)

Tamano de poblacion = 100 y nimero de generaciones = NG
NG | TOP1 | TOP10 | TOP25 | TOP50 | ind | masal | masaT
10 | 56.00 46.89 37.67 2792 |1 0.24 | 8249 | 51.74
20 | 70.00 65.78 52.67 44.16 | 0.44 | 90.23 | 69.07
30 | 76.00 77.89 62.73 56.32 | 0.64 | 92.68 | 78.55
40 | 87.00 85.22 70.80 65.80 | 0.84 | 95.49 | 84.90
50 | 90.00 89.44 76.53 72.96 | 1.04 | 96.53 | 88.55
60 | 92.00 91.89 79.53 77.64 | 1.25 | 97.23 | 90.57
70 | 92.00 93.22 82.87 81.48 | 1.45 | 97.23 | 92.06
80 | 92.00 93.56 85.73 84.20 | 1.65 | 97.23 | 93.09
90 | 92.00 94.11 87.20 86.56 | 1.85 | 97.23 | 93.79
100 | 93.00 94.67 88.67 88.20 | 2.05 | 97.57 | 94.46

Tabla 3.12: AGcG2. Resultados del experimento 2. (100 ejecuciones)



176 Capitulo 8: Abduccién parcial en redes causales. Algoritmos aprozimados

Tamano de poblacion = 100 y nimero de generaciones = NG

NG | TOP1 | TOP10 | TOP25 | TOP50 | ind | masal | masaT
10 | 78.00 70.89 50.87 41.96 | 0.28 | 93.25 | 78.64
20 | 89.00 87.33 67.07 56.84 | 0.51 | 96.89 | 88.90
30 | 92.00 93.56 78.33 66.92 | 0.74 | 97.82 | 93.51
40 | 95.00 96.89 83.53 73.92 1 098 | 98.63 | 95.71
50 | 99.00 98.44 88.73 79.24 | 1.21 | 99.72 | 97.31
60 | 100.00 99.44 91.87 83.28 | 1.44 | 100.00 | 98.20
70 | 100.00 99.56 93.93 85.36 | 1.67 | 100.00 | 98.61
80 | 100.00 99.67 95.40 86.92 | 1.91 | 100.00 | 98.90
90 | 100.00 99.67 96.60 88.80 | 2.14 | 100.00 | 99.16

100 | 100.00 99.89 97.13 90.32 | 2.37 | 100.00 | 99.33

Tabla 3.13: AGcG. Resultados del experimento 3. (100 ejecuciones)

Tamano de poblacion = 100 y nimero de generaciones = NG

NG | TOP1 | TOP10 | TOP25 | TOP50 | ind | masal | masaT
10 | 81.00 75.22 50.67 42.24 1 0.28 | 94.38 | 79.75
20 | 91.00 87.56 67.47 58.40 | 0.51 | 97.33 | 89.37
30 | 94.00 93.67 76.13 68.04 | 0.74 | 98.14 | 93.31
40 | 95.00 96.89 83.67 73.88 | 0.98 | 98.42 | 95.64
50 | 97.00 98.44 88.33 78.56 | 1.21 | 99.18 | 97.07
60 | 99.00 99.11 90.73 81.92 | 1.44 | 99.72 | 97.83
70 | 100.00 99.78 92.93 84.44 | 1.67 | 100.00 | 98.43
80 | 100.00 | 100.00 94.20 86.60 | 1.91 | 100.00 | 98.73
90 | 100.00 | 100.00 95.33 88.16 | 2.14 | 100.00 | 98.96

100 | 100.00 | 100.00 95.87 89.24 | 2.37 | 100.00 | 99.08

Tabla 3.14: AGcG2. Resultados del experimento 3. (100 ejecuciones)
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Tamano de poblacion = 100 y numero de generaciones = NG
NG | TOP1 | TOP10 | TOP25 | TOP50 | ind | masal | masaT
10 | 79.00 72.44 58.33 45.60 | 0.17 | 97.12 | 84.43
20 | 97.00 92.89 82.73 69.08 | 0.32 | 99.57 | 95.57
30 | 99.00 97.78 91.27 79.84 | 0.46 | 99.82 | 98.14
40 | 99.00 99.00 94.13 84.52 | 0.61 | 99.82 | 98.85
50 | 99.00 99.89 95.67 86.72 | 0.75 | 99.88 | 99.20
60 | 100.00 | 100.00 96.47 88.16 | 0.90 | 100.00 | 99.37
70 | 100.00 | 100.00 97.00 89.20 | 1.04 | 100.00 | 99.46
80 | 100.00 | 100.00 97.27 90.12 | 1.19 | 100.00 | 99.52
90 | 100.00 | 100.00 97.60 90.68 | 1.33 | 100.00 | 99.55
100 | 100.00 | 100.00 97.73 91.16 | 1.48 | 100.00 | 99.58

Tabla 3.15: AGcG. Resultados del experimento 4. (100 ejecuciones)

Tamano de poblacion = 100 y nimero de generaciones = NG
NG | TOP1 | TOP10 | TOP25 | TOP50 | ind | masal | masaT
10 | 81.00 72.33 59.20 44.76 | 0.17 | 97.45 | 84.28
20| 97.00 92.56 81.53 67.56 | 0.32 | 99.58 | 95.11
30 | 99.00 97.67 90.67 78.76 | 0.46 | 99.82 | 97.86
40 | 99.00 98.78 93.20 84.44 1 0.61 | 99.82 | 98.65
50 | 100.00 99.33 95.33 87.24 1 0.75 | 100.00 | 99.11
60 | 100.00 99.89 96.20 89.24 | 0.90 | 100.00 | 99.37
70 | 100.00 | 100.00 96.80 90.44 | 1.04 | 100.00 | 99.49
80 | 100.00 | 100.00 97.20 91.08 | 1.19 | 100.00 | 99.54
90 | 100.00 | 100.00 97.40 91.64 | 1.33 | 100.00 | 99.57
100 | 100.00 | 100.00 97.53 91.92 | 1.48 | 100.00 | 99.59

Tabla 3.16: AGcG2. Resultados del experimento 4.

(100 ejecuciones)



178 Capitulo 8: Abduccién parcial en redes causales. Algoritmos aprozimados

Esquema de enfriamiento 1. t; = 0.5 y o = 0.91

N | TOP1 | TOP10 | TOP25 | TOP50 | masal | masaT
5| 16.00 7.22 9.67 5.88 | 27.65 9.97
10 | 55.00 37.22 43.07 16.08 | 90.30 | 43.14
15| 60.00 42.56 48.33 19.60 | 92.00 | 48.91
20 | 82.00 61.00 64.13 27.52 | 96.32 | 67.41
25 | 87.00 67.22 69.67 30.88 | 97.20 | 72.96
30 | 93.00 75.89 76.87 35.60 | 98.49 | 80.87
35| 95.00 78.89 80.07 39.16 | 98.92 | 83.52
40 | 97.00 83.33 83.53 42.40 | 99.35 | 87.08
45 | 98.00 85.56 85.07 45.92 | 99.56 | 88.69
50 | 99.00 87.33 86.67 47.88 | 99.78 | 90.13

Tabla 3.17: EE. Resultados del experimento 1. (100 ejecuciones)

Esquema de enfriamiento 1. t; = 1.0 y a = 0.91

N | TOP1 | TOP10 | TOP25 | TOP50 | masal | masaT
51 19.00 8.67 10.87 5.84 | 31.58 | 11.46
10 | 58.00 37.11 43.73 15.56 | 89.49 | 43.10
151 60.00 42.44 49.60 19.52 | 91.59 | 48.14
20 | 77.00 58.22 62.93 26.20 | 95.25 | 64.26
25| 81.00 64.33 67.20 30.12 | 96.11 | 69.68
30 | 89.00 71.33 73.27 34.08 | 97.63 | 76.68
35| 92.00 76.00 76.73 37.72 | 98.27 | 80.66
40 | 94.00 78.00 78.53 40.24 | 98.70 | 82.34
45 | 97.00 81.11 81.13 44.04 | 99.35 | 85.20
50 | 100.00 84.67 84.60 46.56 | 100.00 | 88.03

Tabla 3.18: EE. Resultados del experimento 1. (100 ejecuciones)
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Esquema de enfriamiento 2. t;= 0.5 y a = 0.91
N | TOP1 | TOP10 | TOP25 | TOP50 | masal | masaT
51 70.00 53.33 52.93 22.84 | 93.53 | 58.65
10 | 87.00 76.78 77.47 35.36 | 97.20 | 79.37
151 96.00 86.22 85.93 42.00 | 99.13 | 87.10
20 | 99.00 92.56 91.27 48.80 | 99.78 | 92.47
25| 99.00 95.22 94.67 53.12 | 99.78 | 94.48
30 | 100.00 96.56 96.07 56.96 | 100.00 | 95.59
35 | 100.00 98.22 97.60 60.12 | 100.00 | 96.75
40 | 100.00 98.89 98.27 63.52 | 100.00 | 97.34
45 | 100.00 99.44 99.33 66.56 | 100.00 | 97.91
50 | 100.00 99.56 99.60 68.64 | 100.00 | 98.14
Tabla 3.19: EE. Resultados del experimento 1. (100 ejecuciones)
Esquema de enfriamiento 2. t;= 1.0y a = 0.9

N | TOP1 | TOP10 | TOP25 | TOP50 | masal | masaT
5| T71.00 49.22 45.87 19.96 | 93.95 | 54.82
10 | 94.00 71.67 69.27 32.32 | 98.91 | 77.40
151 99.00 80.56 78.13 40.24 | 99.78 | 85.11
20 | 100.00 84.22 82.87 45.64 | 100.00 | 88.22
25 | 100.00 87.11 86.07 50.24 | 100.00 | 90.33
30 | 100.00 88.89 88.00 54.24 | 100.00 | 91.68
35 | 100.00 91.00 89.60 58.60 | 100.00 | 92.95
40 | 100.00 92.11 90.80 62.16 | 100.00 | 93.79
45 | 100.00 93.22 92.00 65.04 | 100.00 | 94.54
50 | 100.00 94.00 92.80 66.88 | 100.00 | 95.13

Tabla 3.20: EE. Resultados del experimento 1. (100 ejecuciones)



180 Capitulo 8: Abduccién parcial en redes causales. Algoritmos aprozimados

Esquema de enfriamiento 1. t;= 0.5 y o = 0.95

N | TOP1 | TOP10 | TOP25 | TOP50 | masal | masaT
10 | 25.00 22.78 17.13 10.24 | 65.42 22.22
20 | 43.00 34.22 26.67 16.36 | 77.36 | 34.79
30 | 65.00 49.00 38.13 24.52 | 87.15 | 49.80
40 | 80.00 59.22 46.00 30.44 | 92.69 | 59.76
50 | 87.00 65.11 51.00 34.96 | 9549 | 65.61
60 | 92.00 70.78 55.07 39.20 | 97.23 | 70.48
70 | 95.00 74.33 58.40 42.52 | 98.27 | 73.84
80 | 100.00 78.33 61.53 45.68 | 100.00 | 77.41
90 | 100.00 81.11 64.07 48.24 | 100.00 | 79.64
100 | 100.00 83.00 65.80 50.16 | 100.00 | 81.16

Tabla 3.21: EE. Resultados del experimento 2. (100 ejecuciones)

Esquema de enfriamiento 1. t;= 1.0 y o = 0.94

N | TOP1 | TOP10 | TOP25 | TOP50 | masal | masaT
10 | 40.00 26.33 16.13 9.12 | 73.37 | 24.01
20 | 50.00 36.67 25.13 15.52 | 80.49 | 35.11
30 | 70.00 49.89 35.53 22.64 | 89.12 | 48.58
40 | 80.00 58.67 42.93 28.60 | 92.88 | 57.52
50 | 89.00 64.00 48.40 32.60 | 96.09 | 63.50
60 | 95.00 69.67 53.67 36.88 | 98.27 | 69.01
70 | 98.00 73.44 57.13 40.00 | 99.31 | 72.63
80 | 99.00 76.11 59.47 42.12 | 99.65 | 74.99
90 | 100.00 77.89 61.60 44.08 | 100.00 | 76.83
100 | 100.00 80.00 63.13 45.68 | 100.00 | 78.46

Tabla 3.22: EE. Resultados del experimento 2. (100 ejecuciones)
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Esquema de enfriamiento 2. t;= 0.5 y o = 0.91
N | TOP1 | TOP10 | TOP25 | TOP50 | masal | masaT
10 | 80.00 66.56 40.93 29.88 | 92.03 | 59.81
20 | 97.00 82.89 55.87 42.56 | 98.86 | 75.14
30 | 100.00 90.00 64.33 51.28 | 100.00 | 82.15
40 | 100.00 93.89 70.07 57.20 | 100.00 | 86.23
50 | 100.00 96.22 74.87 61.56 | 100.00 | 88.96
60 | 100.00 97.11 77.80 64.52 | 100.00 | 90.46
70 | 100.00 97.67 80.20 67.20 | 100.00 | 91.67
80 | 100.00 98.22 82.80 69.24 | 100.00 | 92.78
90 | 100.00 99.00 85.00 70.88 | 100.00 | 93.86
100 | 100.00 99.33 86.60 72.68 | 100.00 | 94.57
Tabla 3.23: EE. Resultados del experimento 2. (100 ejecuciones)
Esquema de enfriamiento 2. t;= 1.0 y o = 0.91
N | TOP1 | TOP10 | TOP25 | TOP50 | masal | masaT
10 | 68.00 55.78 34.00 24.40 | 87.30 | 50.46
20 | 93.00 79.11 52.93 40.00 | 97.57 | 72.18
30 | 99.00 85.67 61.20 4748 | 99.65 | 79.37
40 | 99.00 88.89 65.67 52.00 | 99.65 | 82.66
50 | 100.00 91.33 69.73 56.64 | 100.00 | 85.62
60 | 100.00 93.67 72.20 59.64 | 100.00 | 87.50
70 | 100.00 94.89 75.07 61.84 | 100.00 | 89.06
80 | 100.00 95.67 75.93 63.40 | 100.00 | 89.78
90 | 100.00 96.33 77.00 64.84 | 100.00 | 90.47
100 | 100.00 96.89 78.20 66.36 | 100.00 | 91.16

Tabla 3.24: EE. Resultados del experimento 2. (100 ejecuciones)



182 Capitulo 8: Abduccién parcial en redes causales. Algoritmos aprozimados

Esquema de enfriamiento 1. t;= 0.5 y a = 0.97

N | TOP1 | TOP10 | TOP25 | TOP50 | masal | masaT
10 | 13.00 27.89 23.87 12.68 | 64.26 | 37.23
20 | 38.00 47.67 38.07 23.12 | 7797 | 58.22
30 | 44.00 60.22 49.60 32.60 | 82.06 | 69.18
40 | 52.00 69.11 58.80 40.80 | 85.19 | 76.48
50 | 61.00 77.67 67.53 49.60 | 88.30 | 82.69
60 | 71.00 85.11 75.00 56.32 | 91.55 | 87.32
70 | 79.00 89.33 79.20 60.84 | 93.95 | 89.89
80 | 81.00 91.56 84.00 64.64 | 94.49 | 91.79
90 | 84.00 92.56 86.60 68.20 | 95.31 | 93.04
100 | 88.00 94.67 88.73 71.24 | 96.62 | 94.31

Tabla 3.25: EE. Resultados del experimento 3. (100 ejecuciones)

Esquema de enfriamiento 1. t;= 1.5 y o = 0.92

N | TOP1 | TOP10 | TOP25 | TOP50 | masal | masaT
10 | 14.00 23.33 19.87 12.56 | 61.75 | 34.02
20 | 34.00 43.11 34.40 22,72 | 75.38 | 54.71
30 | 38.00 54.67 45.73 32.68 | 78.46 | 66.20
40 | 50.00 65.00 53.93 39.20 | 84.14 | 73.66
50 | 54.00 71.78 61.67 44.40 | 85.86 | 78.48
60 | 63.00 78.44 67.93 49.44 | 89.15 | 82.73
70 | 71.00 84.11 73.20 54.12 | 91.99 | 86.24
80 | 77.00 87.78 76.47 57.60 | 93.62 | 88.46
90 | 82.00 91.56 80.47 61.16 | 94.98 | 90.74
100 | 86.00 93.22 82.87 63.60 | 96.07 | 91.99

Tabla 3.26: EE. Resultados del experimento 3. (100 ejecuciones)
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Esquema de enfriamiento 2. t;= 0.5 y o = 0.94
N | TOP1 | TOP10 | TOP25 | TOP50 | masal | masaT
10 | 51.00 59.22 50.87 39.76 | 83.62 | 71.74
20 | 74.00 77.78 70.20 59.40 | 91.93 | 85.46
30 | 88.00 87.00 81.60 71.00 | 96.29 | 91.54
40 | 93.00 92.44 87.67 78.56 | 97.87 | 94.70
50 | 96.00 94.56 91.80 83.48 | 98.91 | 96.34
60 | 100.00 96.56 94.87 87.44 | 100.00 | 97.67
70 | 100.00 97.44 96.73 89.88 | 100.00 | 98.29
80 | 100.00 97.67 98.13 91.88 | 100.00 | 98.66
90 | 100.00 98.22 98.53 93.44 | 100.00 | 98.93
100 | 100.00 98.78 98.87 94.88 | 100.00 | 99.18
Tabla 3.27: EE. Resultados del experimento 3. (100 ejecuciones)
Esquema de enfriamiento 2. t;= 1.0 y « = 0.91
N | TOP1 | TOP10 | TOP25 | TOP50 | masal | masaT
10 | 50.00 49.22 40.67 34.76 | 81.85| 65.03
20 | 74.00 73.22 64.00 54.96 | 91.03 | 82.56
30 | 88.00 81.56 74.40 65.40 | 96.29 | 88.64
40 | 92.00 87.00 81.73 72.12 | 97.49 | 92.00
50 | 97.00 90.22 86.60 77.52 1 99.18 | 94.22
60 | 100.00 92.89 90.33 82.12 | 100.00 | 95.86
70 | 100.00 94.11 92.07 85.12 | 100.00 | 96.60
80 | 100.00 94.89 94.00 87.44 | 100.00 | 97.19
90 | 100.00 96.00 95.33 89.32 | 100.00 | 97.74
100 | 100.00 97.44 96.47 90.84 | 100.00 | 98.26

Tabla 3.28: EE. Resultados del experimento 3. (100 ejecuciones)



184 Capitulo 8: Abduccién parcial en redes causales. Algoritmos aprozimados

Esquema de enfriamiento 1. t;= 0.5 y o = 0.99

N | TOP1 | TOP10 | TOP25 | TOP50 | masal | masaT
10 | 22.00 25.78 12.00 8.12 | 73.66 | 29.83
20 | 46.00 45.11 21.80 13.64 | 88.49 48.55
30 | 59.00 58.33 29.20 1776 | 92.09 | 59.29
40 | 72.00 68.11 34.80 21.64 | 95.14| 67.36
50 | 81.00 74.00 39.53 24.52 | 96.70 | 72.41
60 | 86.00 77.78 42.73 26.84 | 97.57 | 75.66
70 | 87.00 78.78 44.73 29.04 | 97.80 | 77.56
80 | 92.00 82.67 48.73 31.52 | 98.66 | 80.36
90 | 97.00 85.00 51.33 33.16 | 99.48 | 82.26
100 | 98.00 86.11 53.33 34.72 | 99.65 | 83.59

Tabla 3.29: EE. Resultados del experimento 4. (100 ejecuciones)

Esquema de enfriamiento 1. t;= 1.0 y a = 0.96

N | TOP1 | TOP10 | TOP25 | TOP50 | masal | masaT
10 | 25.00 25.67 12.27 8.28 | 74.99 | 29.77
20 | 40.00 40.89 19.47 13.64 | 86.08 | 45.72
30 | 55.00 54.67 26.53 17.60 | 91.35| 57.32
40 | 71.00 63.56 31.60 19.80 | 94.97 | 64.44
50 | 77.00 69.33 36.53 22.88 | 96.01 | 69.64
60 | 84.00 73.00 40.47 24.52 | 97.22 | 73.10
70 | 89.00 76.33 43.40 26.32 | 98.09 | 75.82
80 | 92.00 78.22 45.60 27.80 | 98.61 | 77.60
90 | 95.00 80.11 47.40 28.92 | 99.13 | 78.99
100 | 99.00 81.89 49.33 30.44 | 99.82 | 80.61

Tabla 3.30: EE. Resultados del experimento 4. (100 ejecuciones)
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Esquema de enfriamiento 2. t; =0.5 y o = 0.91
N | TOP1 | TOP10 | TOP25 | TOP50 | masal | masaT
10 | 64.00 42.11 21.20 16.16 | 92.72 | 53.43
20 | 81.00 60.22 38.67 27.60 | 96.80 | 71.47
30 | 89.00 76.00 51.07 37.12 | 98.24 | 80.98
40 | 97.00 83.22 58.27 43.60 | 99.53 | 85.86
50 | 99.00 88.11 66.60 49.60 | 99.88 | 89.41
60 | 100.00 92.00 71.20 54.48 | 100.00 | 91.71
70 | 100.00 94.56 74.67 58.68 | 100.00 | 93.14
80 | 100.00 95.67 77.60 62.32 | 100.00 | 94.20
90 | 100.00 97.22 79.80 65.40 | 100.00 | 95.13
100 | 100.00 97.89 82.13 68.00 | 100.00 | 95.78

Tabla 3.31: EE. Resultados del experimento 4. (100 ejecuciones)

Esquema de enfriamiento 2. t; =1.0 y a = 0.96
N | TOP1 | TOP10 | TOP25 | TOP50 | masal | masaT
10 | 52.00 31.33 13.00 12.04 | 91.26 | 42.47
20 | 80.00 51.56 28.27 23.40 | 96.79 | 63.67
30 | 92.00 60.56 35.20 28.08 | 98.76 | 70.74
40 | 97.00 68.22 41.47 32.24 | 99.48 | 75.94
50 | 98.00 72.00 45.53 35.40 | 99.65 | 79.03
60 | 98.00 76.11 49.67 38.92 | 99.65| 81.80
70 | 99.00 79.00 53.53 41.68 | 99.82 | 84.01
80 | 100.00 81.22 55.53 43.56 | 100.00 | 85.34
90 | 100.00 84.33 58.20 46.72 | 100.00 | 87.13
100 | 100.00 86.67 60.67 48.80 | 100.00 | 88.43

Tabla 3.32: EE. Resultados del experimento 4. (100 ejecuciones)
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Tamano de los arboles de grupos reducidos

Llamaremos AGcCr al la aplicacién del algoritmo AGcC sobre un arbol de grupos
reducido. Al tratarse del mismo algoritmo es claro que los resultados seran los mismos
que los mostrados en las tablas 3.5, 3.6, 3.7 y 3.8, sin embargo, la ejecucién del algoritmo
es mas rapida debido al menor tamano del arbol sobre el que se ejecuta. Para los

experimentos realizados los datos son los siguientes:

red alarm artificial
tamano arbol de grupos 1014 1130
experimento 1 2 3 4
tamano arbol reducido 444 | 371 || 112 | 303
% reduccién 56.2 | 63.4 || 90.1 | 71.8

Tabla 3.33: Reduccién del tamano del 4rbol en los experimentos realizados

En relacién con la reduccion de tamano que provoca la construccién del arbol de
grupos reducido frente al arbol de grupos se ha realizado el siguiente experimento: ”Se
han generado de forma aleatoria 50 conjuntos explicacién con el 10%, 20%, 30%, 40%
y 50% del total de los grupos para las dos redes utilizadas en este capitulo. Se ha
obtenido el arbol de grupos reducido y hemos promediado el tamano resultante”. Los
resultados pueden verse en la figura 3.20 donde el valor correspondiente a 0 grupos en

el conjunto explicacién es el tamano del arbol de grupos construido.

Comparacién del tiempo de ejecucion

Los experimentos han sido realizados sobre un ordenador Pentium-166 bajo sistema
operativo Linux. En las figuras 3.21, 3.22, 3.23 y 3.24, se muestra una comparacion
de la cantidad de tiempo necesario para ejecutar los algoritmos para cada uno de los

experimentos.

3.8 Analisis de los resultados obtenidos

A la vista de los resultados obtenidos podemos decir como andlisis general que el
comportamiento de los algoritmos desarrollados es bastante bueno, ya que el porcentaje
de explicaciones mas probables encontradas es bastante alto en todos los casos. A un

nivel mas particular podemos hacer los siguientes comentarios:
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Figura 3.20: Tamano del drbol de grupos reducido en funcién del

conjunto explicacién
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Comparacion de tiempos para el experimento 2
T

60 T T T
50 | AGcC —-— E
AGCG -+-
AGCcG2 -8--
EE %
AGcCr —&--
40 B
143
(=]
E
E 30 4
j=2)
]
generaciones/iteraciones x 10
Figura 3.22: Tiempos para el experimento 2
Comparacion de tiempos para el experimento 3
80 T T T T
70 B
60 AGcC -— E
AGCG -+-
AGCG2 -8--
EE -
50 AGcCr -&-- b
0
(=]
=]
c
3
[=2)
Q
2

5 6
generaciones/iteraciones x 10

Figura 3.23: Tiempos para el experimento 3
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Comparacion de tiempos para el experimento 4
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Figura 3.24: Tiempos para el experimento 4

e Los resultados obtenidos por los tres algoritmos genéticos desarrollados son simi-

lares. En los experimentos realizados el operador de cruce a nivel de grupos con
dos puntos de cruce mejora solo ligeramente al de un punto de cruce, no obstante
creemos que es interesante aplicarlo, puesto que consume poco tiempo extra en
relacion al operador con un punto de cruce y en otros problemas puede que la

mejora sea mas significativa.

De los dos esquemas de enfriamiento desarrollados para el algoritmo EE es claro
que el nimero 2 es mejor que el numero 1, puesto que mejora los resultados en

todos los experimentos realizados.

En los experimentos desarrollados el uso de la operacién de precomputacion reduce
en mas del 20% (en media) el tamano del drbol de grupos sobre el que se realizaran

las propagaciones. Los datos concretos se muestran en la tabla 3.34.

En cuanto a la velocidad de ejecucion de los algoritmos desarrollados podemos
decir que el que mas tiempo consume es AGcC ya que requiere una propaga-
cién completa en la red para evaluar cada individuo. Después estarian AGcG y
AGcG2. AGeG2 consume algo mas de tiempo que AGeG debido a que al tener
dos puntos de cruce se reutiliza menos cantidad de la informacion calculada en

anteriores propagaciones. El algoritmo mas réapido es el basado en EE ya que la
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red alarm artificial
tamano arbol de grupos 1014 1130
experimento 1 2 3 4
tamano arbol precomputado || 737 | 807 || 938 | 860
% reduccién 27.3 1204 || 17.0 | 23.89

Tabla 3.34: Reduccién del tamafio del drbol al aplicar precomputacion

evaluacién de un individuo sélo requiere calculos locales entre los grupos vecinos.

Cabe destacar que si bien el algoritmo AGcC es el mas lento y ademds con una
amplia diferencia sobre los demas, al aplicarlo sobre un arbol de grupos reducidos
(AGcCr) supera en rapidez a AGeG y AGeG2 en todos los experimentos, e incluso

a EE en uno de ellos.

El éxito de los algoritmos genéticos en la busqueda de la primera EMP esta en

funcién de dos factores:

— La cardinalidad del espacio de busqueda. Se obtienen mejores resultados

cuanto mayor es el nimero de individuos evaluados.

— La complejidad de la solucion buscada. Esto explicaria que el porcentaje de
éxito sea mayor (en general) en el experimento cuatro que en el dos, aunque

el espacio de busqueda de éste ultimo sea bastante mas pequeno.

El éxito de los algoritmos basados en enfriamiento estocastico en la bisqueda de
la primera EMP parece depender mayoritariamente de la cardinalidad del espacio
de bisqueda y de la bondad del esquema de enfriamiento. En nuestro casos los

resultados obtenidos por el esquema 2 superan siempre a los del esquema 1.

El éxito de los algoritmos genéticos en la bisqueda del resto de las K EMPs
ademas de depender de los factores anteriormente comentados, parece depender
también de la proximidad en el espacio de busqgeda de estas explicaciones a la
primera EMP. Esto puede deberse a que a menudo las mejores explicaciones se
encuentran en generaciones tempranas sirviendo el resto para explorar el espacio
cercano a éstas, lo que hace aumentar considerablemente los resultados obtenidos
para los indicadores TOP25 y TOP50. Debido al disefio (elitista) de los algorit-

mos, una vez encontradas (algunas de) las mejores explicaciones el resto de las
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generaciones se emplea en explorar el espacio de busqueda préximo a ellas, lo que
hace que las demas EMPs sean mas facilmente encontradas cuanto mas proximas

estén a las mejores explicaciones.

Vamos a intentar ilustrar esta reflexion con un ejemplo. En el experimento 4 la
cardinalidad del espacio de bisqueda es 1.5 veces mayor que en el experimento
3 y, sin embargo, utilizando los mismos valores para el tamano de la poblacion
y para el nimero de generaciones los algoritmos genéticos obtienen mejores re-
sultados en el experimento 4 que en el 3. Para intentar explicar este resultado
podemos analizar cémo estdn distribuidas las mejores soluciones (las 50 EMPs)
en el espacio de busqueda. Una aproximacién que nos puede servir para este
objetivo es medir a qué distancia de la mejor EMP se encuentran el resto de las
50 EMP. Si zL es la mejor explicacion, entonces la distancia que hay desde otra

explicacién g a x}, vendra dada por la siguiente expresion:

m

d(zg) = 3 abs(|zh"™ | — ek ),
k=1

con |:1:¢EX]“| el nimero de orden que ocupa ese estado en la lista de posibles estados
de la variable X}, abs() la funcién valor absoluto y X = {Xg,,..., Xg, }.

Es claro que para dos explicaciones distintas r}; y 1% se puede dar que d(zk) =
d(z%), lo que puede ser interpretado como que estédn a la misma distancia de la

mejor explicacién, pero en distintas direcciones del espacio de busqueda.

En la figura 3.25 se muestra a qué distancia de la primera explicacién se en-
cuentran el resto de las 50 MPEs. Como podemos ver en el experimento 4 las
soluciones estan mas proximas en el espacio de bisqueda que en el experimento
3, lo que hace que el AG las encuentre mas facilmente, y de ahi los resultados

obtenidos.

e En los algoritmos basados en enfriamiento estocdstico no aparece la situacién
comentada en el punto anterior. Esto puede deberse a que cuando el algoritmo
no mejora se recalienta la temperatura, pasandose asi a explorar otras zonas del

espacio de busqueda.

e Los algoritmos basados en EE igualan o mejoran a los algoritmos genéticos en

la busqueda de la explicacion mas probable, mientras que la situacién es inversa
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en la bisqueda del resto de las K EMPs. Esto puede deberse a la poblacion

envolvente procesada en realidad por los algoritmos genéticos.
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Capitulo 4

Simplificaciéon de explicaciones en

redes causales

4.1 Planteamiento del problema

En los capitulos anteriores nos hemos ocupado de obtener las K explicaciones mas
probables (EMPs) a unos hechos observados, es decir, las K configuraciones de valores
para un conjunto de variables que tienen maxima probabilidad a posteriori. Si el
conjunto de variables para las que buscamos la configuracion esta formado por todas las
variables no observadas estamos hablando de un problema de abduccion total, mientras
que si se trata de un subconjunto de las variables no observadas estamos hablando de
un problema de abduccién parcial. En ambos casos, podemos interpretar el proceso de
bisqueda de las K mejores explicaciones como un proceso de generacion y seleccién
de las mejores hipdtesis compuestas, entendiéndose que una hipétesis hy es mejor que
otra hipdtesis hy para una observaciéon w si P(hy|w) > P(hz|w). Es decir, se prefieren

las hipétesis o explicaciones mas probables.

Sin embargo, hay un concepto muy asociado al problema de abducciéon cuando se
plantea desde el punto de vista de la 16gica [44, 77] y que aqui no se ha tenido en
cuenta. Este concepto es el de simplicidad: en légica siempre se prefieren las hipotesis
mas simples, entendiéndose que una hipotesis es mas simple que otra si contiene menor
nimero de literales. Otros autores [94] defienden que la simplicidad deberfa ser enten-
dida como una simplicidad psicolégica, es decir, preferir las hipétesis mas naturales,
las mas intuitivas. Sin embargo, las investigaciones actuales se inclinan por la simpli-
cidad logica, debido a la dificultad de definir y formalizar el concepto de simplicidad

psicoldgica.
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Trasladandonos al dominino de las redes causales, tenemos que si en una red causal
el conjunto explicacion son todas las variables que representan enfermedades, y obser-
vamos que un paciente tiene tos, es posible que la explicacion mas probable obtenida
sea algo como: el paciente tiene gripe, y no estd resfriado, y no tiene tuberculosis, y
no tiene SIDA, y no tiene ..., mientras que un médico nos diria que la explicacion
mas probable es que el paciente tiene gripe, o que el paciente tiene gripe y no estd
resfriado, ya que el resto de la informacién no es relevante si el iinico sintoma que se ha
observado ha sido que el paciente tiene tos. Por lo tanto, la explicacién proporcionada
por nuestro algoritmo de bisqueda de las K mejores explicaciones puede contener una
gran cantidad de informacién superflua o irrelevante, que podria eliminarse y obtener

asi una explicacion mas simple.

En este capitulo vamos a partir de que ya hemos seleccionado las explicaciones
mas plausibles utilizando alguno de los métodos descritos en los capitulos anteriores, y
nuestro objetivo sera tomar cada una de estas explicaciones e intentar eliminar de ella
los literales superfluos, es decir, eliminar la informacién que no es relevante para los
hechos observados y obtener por tanto una explicacién mas simple. Si Xp yv Xg son
el conjunto de variables observadas y el conjunto explicaciéon respectivamente, nuestro

problema queda entonces planteado de la siguiente forma:

"Sean zh,1%,...,78 las K explicaciones mds probables para una observacién
Xo = xp, encontradas por medio de algin algoritmo de busqueda de las K
)
EMPs. Entonces, para cada explicacién zp queremos ver si existe una subconfi-
’
guracién xp (X C 2p) obtenida mediante la eliminacién de una o més de las

componentes de zg, tal que zg siga siendo una explicacién de Xp = xp”.

En adelante xp C xp representara que la configuracion zg se obtiene mediante
la eliminacién de una o més de las componentes de xp vy |rg| denotard al nimero
de literales que componen xrp. Tenemos que aclarar ahora cuando una subhipétesis

rr C xg es una explicacion simplificada de las observaciones.

Antes de continuar, decir que otros autores como Shimony [128, 130] han usado
el papel que la relevancia juega en la inferencia abductiva, sin embargo, podemos

encontrar las siguientes diferencias de planteamiento respecto a nuestro trabajo:

e Para Shimony tnicamente los nodos ascendientes de las observaciones pueden ser
relevantes para estas, y por tanto solo estos nodos podran aparecer en la expli-

cacion. Por tanto, si bien Shimony no usa un conjunto explicacion estrictamente
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hablando, si que excluye una serie de nodos de las explicaciones. En nuestro caso
el conjunto explicacion puede estar formado por cualquier subconjunto de nodos
no observados.

e En los trabajos de Shimony lo que se pretende es encontrar de forma directa
una explicacién ya simplificada, es decir, que tinicamente contenga la informa-
cion relevante para la evidencia observada. En nuestro caso, primero buscamos
la explicacién mas probable para todas las variables del conjunto explicacion y
después intentaremos simplificarla mediante la eliminacién de la informacion no

relevante.

De forma descriptiva, para Shimony dada la evidencia Xp = 2, 25 (Xo C Xg) es

. . . . . X, X . .
una explicacion basada en irrelevancia si xg © =x0,yVX; € Xg, xé ‘ es independiente

1 XsNpa(X;
S

[15] esta definicién de irrelevancia no produce explicaciones tan simples como seria

de los ancestros de X; menos Xg, dado x ). Como senalan Chajewska y Halpern
deseable, ya que puede verse que para cada nodo observado X; € X la explicacion
debe contener todos los nodos que hay en al menos uno de los caminos que van desde
X, hasta un nodo raiz en la red, ya que para cada nodo relevante al menos uno de sus

padres debe ser relevante.

A continuacién en la seccién 4.2 estudiaremos como utilizar la independencia es-
tadistica para eliminar de las explicaciones los literales que no aportan ninguna infor-
macion. También desarrollaremos un algoritmo aproximado que permita simplificar
las explicaciones en funcién de este criterio. Como veremos, uno de los puntos clave
del algoritmo desarrollado es la necesidad de obtener la probabilidad de algunas de las
subconfiguraciones de la explicacién que se pretende simplificar. En la seccion 4.3 se
construye un método que permite calcular estas probabilidades sin necesidad de hacer
propagaciones completas en el arbol. Una consecuencia del estudio de la simplificacién
de explicaciones basdndonos en independencias, es que en muchos casos hay una se-
rie de literales que pueden eliminarse de todas las explicaciones, y que estos literales
pueden calcularse a partir del andlisis del grafo asociado al problema. En la seccién
4.4 veremos como realizar estos cdlculos sobre el grafo. En la seccion 4.5 introducimos
la relevancia como criterio de simplificacién de explicaciones, y veremos que incluye a
la independencia. El tratamiento realizado es andlogo al hecho en la seccién 4.2. A
continuacion definimos criterios de simplificacion basados en la consideracion de valo-
res normales para las variables (seccién 4.6), considerando que una explicacién puede

ser simplificada mediante la omision de las variables que toman su valor més habitual.
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Los criterios basados en independencia y relevancia, siempre dan como resultado ex-
plicaciones inmediatas, de ahi que dediquemos la seccién 4.7 a la obtenciéon de nuevas
explicaciones mediante un proceso iterativo. Por 1ltimo, en la seccion 4.8 se plantean

los experimentos realizados y se comentan los resultados obtenidos.

4.2 Criterios de simplificacion basados en indepen-

dencia

Para decidir qué partes de una explicacién van a poder ser eliminadas por ser irre-
levantes, recordemos primero el propésito de la tarea abductiva: la abduccién pretende
determinar el conjunto de hechos que han debido producirse para dar lugar a la apari-
cion de las observaciones. Por tanto, si dividimos nuestra hipotesis xr en dos partes,
xp vy xr (XpUX; = Xg), de forma que conocido xp, el conocer z; no modifica la
creencia que tenemos sobre la presencia de las observaciones (zp), entonces podemos
decir que X7 es irrelevante para los hechos observados, y por tanto eliminarlo de la
explicacion. Podemos expresar esta idea desde el punto de vista probabilistico de la
siguiente forma:

P($0|$D) = P(:Eo|fl?D, .’17[),
y esto representa entender la irrelevancia como la independencia estadistica.

Podemos por tanto formular la siguiente definicion de simplificacién:

Definicién 33 (I-simplificacién)
Dada una explicacién xp para la observacion Xp = xp, decimos que una subconfi-

guraciéon rp C xg I-simplifica a zg, sii P(xolxp) = P(ro|zg). O

La independencia de Xp = 2o vy X; = x5 dado Xp = zp la notaremos como
I(xzo|rp|rr). Nétese la diferencia de esta notacién con I(Xo|Xp|X;) que representa

la independencia para todos los valores de las variables.

Desde un punto de vista causal, con este criterio de simplificacién lo que hacemos
es preferir las hipdtesis mas inmediatas, en el sentido de que si tenemos una cadena
de relaciones causa-efecto como: si el depdsito del coche estd agujereado entonces no
hay gasolina, vy si no hay gasolina el coche no arranca, entonces si observamos que
el coche no arranca siempre nos quedaremos con la explicacion no hay gasolina y no

con la explicacion mas especifica el depdsito estd agujereado. No obstante, dado que
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nuestra intencion principal es aplicar el procedimiento de simplificacién a explicaciones
obtenidas para problemas de abduccién parcial, parece l6gico pensar que si el usuario
desea explicaciones especificas, habra seleccionado este tipo de variables como conjunto

explicacién. Volveremos sobre este tema en la seccion 4.7.

La definicion de I-simplificacion parece demasiado estricta, ya que podemos encon-
trarnos con casos en que xpr C xp, y P(zo|rr) ~ P(xo|rr). Estrictamente hablando,
si X; = X \ X entonces z; no es independiente, pero dada la clase de problemas
con los que tratamos, en los que el conocimiento que se maneja es a menudo incierto
y/o impreciso, parece 16gico relajar la definicién anterior de forma que estos casos de
independencia aproximada queden incluidos. Esto lo recogemos en la siguiente defini-

cion.

Definicién 34 (Al-simplificacién)
Dada una EMP x5 para la observacién Xp = xp, decimos que una subconfiguracion

rp C xp Al-simplifica a xg, sii P(xo|rp) ~ P(zo|xg). O

Tenemos que decidir ahora cémo medir cuando P(xo|zg) es aproximadamente
igual a P(zp|zg). Una forma bastante comin de hacer esto es tomar un € pequeno, por
ejemplo € € [0.01,0.05] y comprobarsi (1—€)P(zp|rg) < P(zolzp) < (14+€)P(zo|xE).

Conviene decir aqui que definiciones similares a las anteriores pueden encontrarse
en trabajos dedicados al andlisis de sensibilidad en redes Bayesianas [67, 137], si bien
la idea es justamente la contraria, ya que el andlisis de sensibilidad lo que estudia es
como de sensible es la hipétesis obtenida respecto al conjunto de observaciones, viendo
que items de evidencia soportan en mayor o menor grado a la hipotesis. Mientras que
nosotros realizamos el razonamiento inverso, en nuestro caso la idea es justamente la
contraria: la evidencia (Xo = zp) es lo tinico fijo que tenemos, y las explicaciones ob-
tenidas son tinicamente hipotesis mas o menos plausibles. Por tanto, nuestra intencién
no es ver si el conjunto de observaciones puede ser reducido a partir de la hipotesis,
sino ver si la hipdtesis compuesta que hemos obtenido puede simplificarse mediante la
eliminacion de algunos items, siempre y cuando se siga soportando en igual grado la

evidencia observada.

Continuando con nuestra definicién de Al-simplificacién, podemos ver que puede
haber EMPs que no admitan simplificacion alguna, y por el contrario, otras que admi-

tan mas de una simplificacion. Dado que nosotros estamos interesados en obtener una
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Unica simplificacion para cada una de las kK EMPs, es l6gico pensar en buscar la mejor
simplificacién posible. Como nuestro principal objetivo en el proceso de simplificacion
es reducir el numero de literales de la hipétesis inicial, dadas dos simplificaciones posi-
bles para ésta, preferiremos la que tenga menor nimero de literares. Sin embargo, es
posible que tengamos varias simplificaciones distintas con igual nimero de literales, y
aunque todas ellas pueden considerarse mejores simplificaciones de la EMP de parti-
da (ya que nuestra principal intencién era disminuir el nimero de literales), podemos
utilizar la proximidad a la P(zo|xg) como criterio para desempatar entre ellas. La

siguiente definicion recoge esta idea:

Definicién 35 (Mejor Al-simplificacién)
Sea rp una EMP para la observacién zo. Decimos que xp C xp es la mejor

Al-simplificacion de zg sii se cumplen las siguientes condiciones:
i) zp Al-simplifica a xg.
ii) No existe zpr C 2 que Al-simplifique a g v |2p/| < |Tw|.

iii) Para toda zgp» C zp que Al-simplifique a xg y || = ||, se cumple que
abs(P(zo|zpr) — P(xo|zr)) > abs(P(zolrp ) — P(zo|rk)).

Veamos a continuacion un ejemplo de simplificacién basado en este criterio.

Ejemplo 20 Sea la red causal de la figura 4.1 formada por las variables:
e Poder adquisitivo. Que puede tomar los valores {alto, medio, bajo}.
e Tipo de Carretera. Que puede tomar los valores {buena, regular, mala}.
e Tipo de vehiculo. Que puede tomar los valores {utilitario, deportivo}.
e Velocidad. Que puede tomar los valores {rdpida, media, lenta}.

Tomemos dos conjuntos explicacién distintos: Xp, = {C,P,T} vy Xg, = {C,P};y
supongamos dos observaciones distintas: Xo, = (V' = rdpida) y Xo, = (V = lenta).
Los resultados al calcular las tres explicaciones mas probables en cada uno de los casos

son:
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Probabilidades
P(alto) = 0.1 P(medio) = 0.2 P(bajo) = 0.7
P(buena) = 0.2 P(regular) = 0.3 P(mala) = 0.5

P(utilitario|alto) = 0.2

P(deportivolalto) = 0.8

P(utilitario|medio) = 0.4

P(deportivo|medio) = 0.6

v

utilitariolbajo) = 0.9

v

deportivolbajo) = 0.1

v

v

P(lentalbuena, utilitario) = 0.1

v

répidalbuena, deportivo) = 0.9

v

medialbuena, deportivo) = 0.1

P(lentalbuena, deportivo) = 0.0

v

répida|regular, utilitario) = 0.1

v

media|regular, utilitario) = 0.4

lenta|regular, utilitario) = 0.5

v

rapida|regular, deportivo) = 0.7

P(media|regular, deportivo) = 0.3

P(lenta|regular, deportivo) = 0.0

P(rapida|mala, utilitario) = 0.0

P(media|mala, utilitario) = 0.2

P(lenta|mala, utilitario) = 0.8

<l <|<|<i<|<|33| 2|l

(
(
(
(
(
(rdpidalbuena, utilitario) = 0.3
(
(
(
(
(

P(rapida|mala, deportivo) = 0.4

(
(
(
(
(
(medialbuena, utilitario) = 0.6
(
(
(
(
(

P(media|lmala, deportivo) = 0.5

(
(
P(
(
(
(

P(lenta|mala, deportivo) = 0.1

Figura 4.1: Red causal vehiculos
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o Xp v Xo,.

1.- (C=buena, P=bajo, T=utilitario) con prob. 0.168
2.- (C=regular, P=medio, T=deportivo) con prob. 0.112
3.- (C=mala, P=medio, T=deportivo) con prob. 0.106

Merece la pena comentar que los valores P = bajo y T' = utilitario de la primera
EMP pueden chocar como explicacién a V' = rapida, sin embargo, esto se debe
a que a priori esos valores son mucho més probables que P = {alto, medio} y

T = deportivo.

Al Al-simplificar las explicaciones con un umbral ¢ = 0.05, obtenemos los si-
guientes resultados:

1.- (C=buena, T=utilitario)

2.- (C=regular, T=deportivo)

3.- (C=mala, T=deportivo)

Es decir, conociendo el tipo de vehiculo utilizado, el poder adquisitivo no anade

informacion a la explicacién.

Xp, v Xo,.

1.- (C=mala, P=bajo, T=utilitario) con prob. 0.586

2.- (C=regular, P=bajo, T=utilitario) con prob. 0.219

3.- (C=mala, P=medio, T=utilitario) con prob. 0.074

También ahora la explicacién obtenida es la mas razonable dada la red. Al AI-
simplificar las explicaciones con un umbral ¢ = 0.05, obtenemos los siguientes
resultados:

1.- (C=mala, T=utilitario)

2.- (C=regular, T=utilitario)

3.- (C=mala, T=utilitario)

)(E2 y XOl-

1.- (C=buena, P=bajo) con prob. 0.224
2.- (C=regular, P=bajo) con prob. 0.149
3.- (C=regular, P=medio) con prob. 0.122

Al AI-simplificar no se elimina ningun literal.

[ ] XE2 y XOQ-
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1.- (C=mala, P=bajo) con prob. 0.594
2.- (C=regular, P=bajo) con prob. 0.219
3.- (C=mala, P=medio) con prob. 0.083

Al AI-simplificar no se elimina ningun literal.

En este ejemplo, las simplificaciones han coincidido con independencia entre varia-

bles.
O

Una vez hemos especificado nuestro objetivo, debemos abordar la tarea desde una
perspectiva computacional. Desde este punto de vista seria interesante que la definicién
de Al-simplificacion tuviera una propiedad de monotonia que hiciera posible disenar
un algoritmo eficiente para la resolucién del problema (que realizase la simplificacién
en varias etapas, eliminando un literal en cada una de ellas). Sin embargo, esto no es
tarea facil. El siguiente ejemplo pone de manifiesto una importante dificultad con la

que nos encontramos.

Ejemplo 21 Sea la red definida por el grafo G = ({A,B,C,D},{A — D,B —

D,C — D}) y la siguiente especificacién para las probabilidades condicionales:

P(a)=0.5 P(@) =05

P(b) =0.5 P(b) =0.5

P(c)=10.5 P(€) =05

P(d|abc) = 0.5 | P(d|abc) = 0.5
P(dJabc) = 0.3 | P(d]abc) = 0.7
P(d|abc) = 0.3 | P(d|abc) = 0.7
P(dlabc) = 0.9 | P(d|abc) = 0.1
P(dJabc) = 0.3 | P(dJabc) = 0.7
P(d|abc) = 0.5 | P(d|abc) = 0.5
P(d|abc) = 0.5 | P(d|abc) = 0.5
P(d|abc) = 0.5 | P(d|abc) = 0.5

Supongamos que se ha observado D = d y que el conjunto explicacién Xpg estd
formado por A, B, yv C. En este caso la configuracién abc representa la segunda
explicacié més probable, con P(abc|d) = 0.133. El drbol resultante al considerar todas

las subconfiguraciones posibles de abc es el siguiente:
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P(dlabc)=0.5 -- + ---—- P(dlab)=0.4 -- + ---- P(dla)=0.5
|
| + --——— P(d|b)=0.4
|
+ ---- P(dlac)=0.4 -- + --—-— P(dla)=0.5
|
| + —-— P(d|C)=0.4
|
+ ———— P(d|bc)=0.4 -- + --—— P(d|b)=0.5
|
+ -——— P(dlc)=0.4

Como podemos ver a simplifica a abc, pero ninguna de las dos configuraciones

intermedias ab o ac son una simplificacion de abc, es decir, no hay una monotonia. O

Por tanto, no podemos hacer una poda del arbol mientras se busca la mejor Al-
simplificacién, ya que si tenemos rg» C Tpr C Tp, aunque Tz no Al-simplifique a xp,
si es posible que zp» Al-simplifique a zx, lo que nos obliga a mirar completamente el
espacio de bisqueda formado por todas las subconfiguraciones de xg, si queremos estar
seguros de encontrar la mejor Al-simplificacion. Tomando n = |xg|, ésto representa
hacer 2" veces las operaciones necesarias para comprobar si una configuracién Al-

simplifica a una EMP determinada, y repetir esto para cada una de las K EMPs.

Dado que para comprobar si xg C xp simplifica a xg es necesario calcular

P(ZEEI, xO)

P($0|$E/) = P(ZL’E‘/) )

esto implica hacer dos propagaciones ascendentes en el arbol de grupos maximales,
una con la evidencia instanciada para calcular P(zp,x0), v otra sin evidencia ins-
tanciada para calcular la probabilidad a priori P(xp/). Por lo tanto, el niimero de
propagaciones a realizar utilizando un algoritmo que enumere exhaustivamente todas
las subconfiguraciones de las K EMPs es K - 22" = K - 2" es decir, un orden de
o(2"+).

Evidentemente este alto coste computacional hace inviable el proceso y debemos

buscar otras alternativas. En concreto, podemos fijarnos dos objetivos:

1. Disminuir el nimero de configuraciones a evaluar
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2. Disminuir el costo del proceso de evaluar una configuracién

Vamos a centrarnos ahora en el primer objetivo, dejando el segundo para la siguiente
seccién de este capitulo. Una alternativa posible (y por otra parte, muy utilizada en
la resolucién de problemas en inteligencia artificial) puede ser la siguiente: dado que
(debido al costo computacional) no podemos encontrar la mejor simplificacién posible,
vamos a conformarnos con encontrar una buena simplificacién. Para acometer esta
tarea podemos utilizar un algoritmo de tipo heuristico, como por ejemplo, trabajar
por etapas seleccionando en cada paso la subconfiguraciéon xg (de entre las que Al-
simplifican a la EMP de partida) que minimice la expresién abs(P(zo|rg)—P(zo|zEg)),
es decir, en cada etapa se elige de entre las subconfiguraciones con un elemento menos
que la actual, aquella que aproxima mejor la EMP a simplificar, olvidando (podando)
asi el resto de las ramas del arbol de subconfiguraciones. La implementacién de esta
regla nos conduce a un algoritmo con filosofia greedy, los cuales permiten obtener (en
general) buenas soluciones con un costo computacional razonable. El método propuesto

para Al-simplificar una EMP es el mostrado en el algoritmo 4.2.1.

El algoritmo 4.2.1 encuentra una Al-simplificacién xp de xp Unicamente si existe
una cadena de configuraciones rp C xp1 C ... C xge C zg, tal que todas las xgj, j =
1,...,k también son Al-simplificaciones de xr. Evidentemente esto provoca que en
ocasiones no se encuentre ninguna Al-simplificacién aunque ésta exista, pero es el
precio a pagar para evitar la exponencialidad. Al trabajar por etapas, es decir, a partir
de la hipdtesis de tamano n encontrar la de tamano n — 1 y asi sucesivamente, el
nimero maximo de propagaciones ascendentes que hay que hacer para simplificar cada
una de las EMP es 257 i = 2242 — p2 4 n = O(n?). Lo que hace que la
complejidad se reduzca drasticamente en relacién al algoritmo de cardcter exhaustivo
anteriormente comentado. Ademads, este es el numero de propagaciones que hay que
hacer en el peor caso, es decir, cuando las explicaciones se simplifican a un tinico literal,
lo que es bastante improbable. Por tultimo, indicar que partiendo de distintas EMPs
es normal que aparezcan subconfiguraciones iguales, por lo que seria 1til tener esto en

cuenta de forma que se minimizaran en lo posible las computaciones a realizar.

4.3 Evaluacién de (sub)configuraciones

Como hemos comentado en la seccién anterior nuestro gran problema es el tiempo

necesario para evaluar las subconfiguraciones de zg, ya que a medida que |xg| crece
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Algoritmo 4.2.1 Al-simplificacién

Entrada:la EMP a simplificar, 2z, v el € a utilizar para comprobar la aproximacion.
Salida: la hipotesis xp que Al-simplifica a zg.

1.- Fin < false

2-n <« |zg|
3-1,« [(1=¢€)P(zolzg), (1 + €)P(xolzE)]
4.-h <+ TE

5.- mientras n > 2 and not(F'in) hacer
n<n-—1
Candidatas < ()
para toda g C h con |xg| = n hacer
si P(zolrp) € 1,
entonces Candidatas < Candidatas U {zp}
fsi
fpara
si Candidatas ==
entonces F'in < true
si no h < arg min, ,ccandidatas 05(P(zo|2e) — P(x0|7E))
fsi
fmientras

6.- Devolver h como mejor Al-simplificacion
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la tarea se hace computacionalmente intratable. En el apartado anterior hemos visto
cémo podemos reducir el niimero de subconfiguraciones a evaluar de 2" a como mucho

n? /2, ahora vamos a ocuparnos del procedimiento de evaluacién de esas configuraciones.

Inicialmente el procedimiento para evaluar P(zo|rg) puede ser el siguiente:

1. Sea T un arbol de grupos maximales en el que no se ha introducido evidencia
alguna y Tp un arbol de grupos maximales en el que se ha introducido la evidencia

To-

2. Introducir (como si fuera evidencia) xp en el drbol T, realizar una propagacién

ascendente y sumar en la raiz. Asi calculamos P(zg).

3. Introducir (como si fuera evidencia) x en el drbol Ty, realizar una propagacién

ascendente y sumar en la raiz. Asi calculamos P(zg, z0).

4. Obtener P(zo|rr) = %

El coste de evaluacion de una subconfiguracion usando este procedimiento es el de
dos propagaciones ascendentes, o lo que es lo mismo, el de una propagaciéon Hugin
aproximadamente. Dado el nimero de subconfiguraciones que hay que evaluar esto
representa un coste computacional excesivamente alto y por tanto debemos pensar en

otros métodos.

Jensen ha desarrollado un método llamado propagacion cautelosa [65], que es una
modificacion de la propagacion Hugin de forma que no se destruye ninguna de las tablas
del arbol, sino que toda la informacion se almacena en forma de mensajes. Este método
permite que después de una propagacién’ se tenga acceso? a los siguientes subconjuntos

de la evidencia introducida:

e Sillamamos zp, ¥ 7o, a la evidencia que un separador recibe por la izquierda y

la derecha respectivamente, entonces P(zo,) y P(zo,) son accesibles.

e Cada nodo del arbol con separadores Sy, ..., S, divide la evidencia en los conjun-
tos zo,, - .., To, respectivamente. La propagacién cautelosa da acceso a cualquier

unién de esos conjuntos.

La complejidad de la propagacién cautelosa es algo mayor que la propagacién Hugin, ya que
requiere el doble de multiplicaciones que ésta,

2Tener acceso quiere decir que se puede calcular el valor a partir de las tablas ya almacenadas en
los separadores, no que el valor ya esté calculado
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En el nimero de subconjuntos que son accesibles en cada nodo no se ha considerado
que el nodo en cuestiéon podia tener evidencia introducida, con lo que todavia serian
accesibles mas subconjuntos. Esto se ha hecho asi porque junto con la propagacién
cautelosa Jensen describe un método de introduccion cautelosa de evidencia, que con-
siste en anadir nodos extra al arbol de forma que toda la evidencia se asigne a nodos
hoja del arbol y ademds, que cada nodo hoja incorpore como mucho un item de evi-
dencia. Si se usa esta técnica aumenta el niimero de subconjuntos de la evidencia que

son accesibles al finalizar la propagacion cautelosa.

El procedimiento para obtener P(zo|zr) haciendo uso de la propagacién cautelosa

es el siguiente:

1. Sea T un arbol de grupos maximales en el que no se ha introducido evidencia

alguna y T un arbol de grupos maximales en el que se ha introducido la evidencia

To.
2. Obtener P(zp) mediante una propagacién ascendente en Tp.

3. Introducir cautelosamente (como si fuera evidencia) zg en el drbol Ty realizar
una propagacién cautelosa. Esto da acceso a P(zp) para los subconjuntos g

de x indicados anteriormente.

4. Introducir cautelosamente (como si fuera evidencia) zp en el drbol Tp y rea-
lizar una propagacién cautelosa. Esto da acceso a P(zp|ro) para los mismos
subconjuntos xg que en el caso anterior.

5. Obtener P(xp|rp) = %OE)};(IO), para aquellos subconjuntos rz que sean

accesibles.

El método antes comentado da acceso a bastantes subconjuntos de xr mediante
dos propagaciones cautelosas, sin embargo, no asegura que esas configuraciones sean
las que nosotros queremos evaluar de acuerdo con el algoritmo esbozado en la seccién
anterior. Esto nos lleva a desarrollar un método que se adapte a nuestro algoritmo
de Al-simplificaciéon, pero que no obligue a realizar dos propagaciones ascendentes

completas cada vez que hay que evaluar una subconfiguracién.

La idea es almacenar los calculos realizados de forma que para evaluar una sub-
configuracion tinicamente se hagan nuevos calculos y se reutilice todo lo anterior. En

primer lugar, introduciremos la explicacion xg de forma cautelosa, asignando todos los
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items de xp a nodos hoja del d4rbol y no mas de un item por nodo hoja. En segundo
lugar realizaremos una precomputacién como la realizada en el capitulo 3, de forma
que se poden aquellas ramas del arbol cuyos calculos siempre sean los mismos inde-
pendientemente de la subconfiguracion de zp que se esté evaluando. A continuacion
se realiza una propagacién ascendente para evaluar la configuracién xg, almacenando
en los separadores todos los mensajes usados en el cdlculo. Para la evaluacién de las

subconfiguraciones de zx tendremos en cuenta las siguientes cuestiones:

e Puesto que sélo vamos a evaluar aquellas configuraciones solicitadas por el algo-
ritmo de Al-simplificacién, es claro que cuando se va a evaluar xp» se tiene ya
evaluada una configuracién x g, tal que zpv C zp y |xpr| = |z | — 1. Es decir,
xpr es igual a xp menos un item. Llamaremos a x g configuracion padre de zg»

(notar que puede haber méas de una configuracién padre).

e Sea zpr la subconfiguracién que queremos evaluar y sea xp una de sus configu-
raciones padre. Supongamos que la configuracién padre se evalué tomando como
raiz al nodo C' del arbol. Si Hy,..., H, son los nodos hijos de C' en el arbol en-
tonces z g se descompone al llegar a C' en zp U. . .UzgiU. .. Uzgs (figura 4.2.a).
Al haberse introducido xp cautelosamente y al darse las condiciones entre xpn
y su configuracién padre expuestas en el parrafo anterior, entonces tenemos que
xg» puede descomponerse en la uniéon rp U. . . Uzgi-1 Uz gy Uzgiv .. .Uzpn. Es
decir, podemos aprovechar toda la informacién anterior excepto uno de los men-
sajes (p.e. wpi). Ahora se nos presentan dos opciones para realizar los cdlculos

nuevos necesarios:

— Pedir al nodo H; que nos envie el mensaje correcto (figura 4.2.b). Esto
puede provocar que si H; no puede calcular directamente ese mensaje tenga

que pedirlo a alguno de sus hijos y asi sucesivamente.

— Que el nodo H; actiie como nueva raiz® y mandarle desde C' el mensaje
rpU.. Uzgici Uz U. . .Uzgs (figura 4.2.c). Si H; ya tiene los mensajes
necesarios para calcular la configuraciéon zg» el proceso habré finalizado, en
caso contrario tendra que solicitar el que le falte (a lo sumo uno) a uno de
sus nodos hijos o pasarle los que ya tiene a éste y que sea él quien actue

Ccomo nueva raiz.

3En la practica esta ha sido la opcién elegida
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©

Figura 4.2: Eleccién de un nuevo nodo raiz

Usando una de las dos opciones anteriores tinicamente se calculan los mensajes
imprescindibles para evaluar la nueva subconfiguraciéon, ahorrandose por tanto
mucho tiempo de computacion. Evidentemente esto lleva aparejado una mayor
necesidad de memoria puesto que hay que almacenar los mensajes calculados

durante todo el proceso.

Una vez que el procedimiento de Al-simplificacion deja de pedir que se evalien
nuevas subconfiguraciones (porque ha alcanzado su condicién de terminacién),
es interesante destacar que al haber almacenado todos los mensajes que han
circulado por el arbol, ahora tenemos una serie de subconfiguraciones que son
accesibles, por lo que puede ser intersante obtener su valor para ver si encontramos
una Al-simplificacion mejor que la obtenida. Este proceso debe hacerse mirando
de menor a mayor nimero de literales en las subconfiguraciones accesibles, ya
que si una de n literales Al-simplifica a la actual, no es necesario mirar las

configuraciones accesibles de mas de n literales.

Al igual que ocurria con los procedimientos descritos anteriormente, también aho-

ra es necesario propagar en dos arboles de grupos, 7'y Tp, en los que se obtienen

respectivamente P(xy) v P(xg, Xo), lo que nos permite calcular P(zo|zg).

Veamos a continuacion un ejemplo:
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Ejemplo 22 La figura 4.3.a muestra un arbol de grupos en el que se ha introducido
cautelosamente rrp = abcde y que ya ha sido precomputado. Se muestran tambien
los mensajes necesarios para evaluar rg. Todos los nodos del arbol involucrados en
las computaciones se han sombreado. Puesto que zg estd formada por cinco items,
el algoritmo de Al-simplificacién nos obliga a evaluar cinco configuraciones de cuatro
items cada una. Los célculos necesarios se muestran en las figuras 4.3.b hasta 4.3.f.

Para indicar un mensaje que no contiene ningin item se ha utilizado [].

ab

7

é/b /i@ o i\o

(a) Evaluacion de abcde (b) Evaluacion de abcd
— =z
M
a b c d e a b c d e
(c) Evaluacion de abce (d) Evaluacion de abde
cde /
b c d e
(e) Evaluacion de acde (f) Evaluacion de bcde

Figura 4.3: Mensajes usados en la evaluacién de abcde y sus subconfiguraciones inmediatas.
Obsérvese como después de evaluar abcde, en este caso sélo es necesario mandar como mucho

dos mensajes para evaluar sus configuraciones.

Sea abde la subconfiguracién que en esta etapa mejor Al-simplifica a zg. Esto
implica evaluar sus cuatro subconfiguraciones. Las figuras 4.4.a hasta 4.4.d muestran

las computaciones necesarias.

Supongamos ahora que ninguna de las nuevas subconfiguraciones evaluadas es una

Al-simplificaciéon de g y por tanto el algoritmo de Al-simplificacién se detiene. Puede
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/@\ /@\
T ER T INEY

(a) Evaluacion de abe (b) Evaluacion de abd
de
a b c d e a b c d e
(c) Evaluacion de ade (d) Evaluacion de bde

Figura 4.4: Mensajes usados en la evaluacién de las subconfiguraciones inmediatas de abde

observarse en las figuras anteriormente citadas que el niimero de computaciones rea-
lizadas no es muy grande, puesto que se ha reutilizado toda la informacién obtenida.
Por tltimo, en la figura 4.5 vemos todos los mensajes que han sido calculados, lo que
nos lleva a concluir que las configuraciones de y cde son accesibles en el nodo 2 y ab
y abc lo son en el nodo 5. Podemos por tanto obtener su valor (sin tener que calcular

y enviar nuevos mensajes) y ver si constituyen una mejor Al-simplificacién que abde.

. g
%gde ab\\
i /ﬁ\
ONORNO O
a b c d e

Figura 4.5: Resumen de los mensajes calculados

Para finalizar con el ejemplo, supongamos que la siguiente EMP a simplificar es

abcde. Entonces, en vez de comenzar con un arbol vacio podemos mantener todos
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aquellos mensajes calculados para la anterior EMP que puedan sernos ttiles. La figura

4.6 muestra los mensajes que se retendrian y que por tanto no habria que recalcular.
ab//

_—
, ()
L2 g /{T[]ﬁ
50 ©'¢

a b

—_

Figura 4.6: Mensajes que se retienen de la configuracién abcde para la configuracién abcde

O

4.4 Simplificacion de explicaciones frente a simpli-

ficacién del conjunto explicacién

4.4.1 Simplificaciones inducidas por el grafo

En este apartado, queremos mostrar que en algunos casos es posible hacer una
primera simplificacion mediante la eliminacién de algunas componentes comunes en
todas las explicaciones y que el conjunto de componentes que hay que eliminar puede
obtenerse mediante el andlisis del grafo dirigido aciclico asociado al problema, elimi-
nando asi la necesidad de realizar gran parte de los calculos numéricos descritos en
las secciones anteriores. La clave para hacer esta simplificacion inicial es ver si po-
demos dividir el conjunto explicacion en X = Xp U X7, de forma que se cumpla la
independencia I(Xo|Xp|X;), entonces es claro que se verifica I(zp|zp|z;) para todas
las configuraciones de valores xp,xp,x;r de Xp, Xp y X7 respectivamente y esto nos

permite garantizar que :1:¢EXD es una simplificacién de zg, para toda EMP xp.

Nuestra intencién ahora es utilizar el criterio de d-separacion para determinar los
subconjuntos Xp y X; (con Xp minimal), mediante el analisis del grafo dirigido aciclico
G del problema. Como ya sabemos se verifica que < Xo|Xp|X; >%= I(Xo|Xp|X7),

con lo que el conjunto Xp puede ser localizado mediante la bisqueda en el grafo del
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subconjunto de Xg que d-separa a X del resto de los nodos de Xg. Sin embargo,
como senalan Acid y de Campos [2] el criterio de d-separacion es dificil de manejar y
bastante sutil, y por ello es bastante deseable transformar el problema de forma que se

pueda utilizar un criterio mas uniforme como es la separacion en grafos no dirigidos.

Lauritzen y col. [84] demuestran que si X 4, Xp y X¢ son tres subconjuntos disjuntos
de los nodos de un grafo GG, entonces X d-separa X 4 de Xpg siy solo si X¢ separa X 4 de
Xp en (GAMXAUXBUX0)Y - donde (GAMXAVXBUXC)) 1 es el grafo moral del subgrafo de
G inducido por el menor conjunto ancestral que contiene X ,UXgUX. La equivalencia

se recoge en la siguiente expresion:
d
< XA|XC|XB > < XA|X0|XB >fGAn(XAUXBUXO))M

Por tanto, lo primero que hay que hacer es obtener el grafo ancestral inducido por
X, Xpy X¢, para lo cual es necesario conocer qué nodos forman estos conjuntos. En
nuestro caso no tenemos esta informacion de forma tan detallada, pero si conocemos
que X, UXpU X = XpU Xg y esto es suficiente para obtener el grafo ancestral. El

algoritmo 4.4.1 calcula el conjunto minimal Xp,.

La idea es la siguiente: una vez que trabajamos sobre un grafo no dirigido sélo
tenemos que detectar cudles son los nodos de Xz a los que se puede acceder desde
algin nodo de Xy pero sin pasar antes por otro nodo de Xg. Estos nodos formaran el

conjunto Xp y obtenemos X; como su complementario respecto a Xg.

Ejemplo 23 En la figura 4.7 podemos ver un grafo dirigido aciclico en el que se han
resaltado los nodos pertenecientes a Xz y Xp. Para obtener los conjuntos Xp y X;
lo primero que hacemos es obtener el grafo ancestral (figura 4.8) y la moralizacién de
éste (figura 4.9). La ejecucién de la bisqueda de Xp sobre este grafo se ilustra en la
tabla 4.1.

Por ultimo, la ejecucién del algoritmo obtiene la siguiente relacion de independencia

entre los nodos de Xg y Xo:

T({ X7, Xi6H{X1, X6, X0, X11, X14, X15, Xi7 H{ X012, X13})

A continuacién, comentamos algunos casos particulares que pueden resultar de
interés, ya que el calculo de Xp puede realizarse directamente sin necesidad de utilizar

el algoritmo anterior:
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Algoritmo 4.4.1 Identificacion de Xp y X,
Entrada: El grafo G = (N, E), y XE;XO C N, tal que, XO;XE 7£ @, y XE ﬂXO = (Z)
Salida: los conjuntos Xp y X7.

1.- Obtener el grafo ancestral de Xp U Xp, GA™
2.- Obtener el grafo moral G4»
3- Xp + 0

4.- Aexplorar < U Veci » (O
ezplorar ecinosgan (0;)

5.- Vistos + Xo
6.- mientras Aexplorar # () hacer
Tomar un nodo X; de Aexplorar
si (X; € Xp)
entonces
Xp + XpU{X;}
Aexplorar <— Aexplorar \ {X;}
sino
Nuevos < Vecinosgan (X;) \ (VecmosG]/\aJn (X;) N [Vistos U Ae:cplorar])
Aexplorar < (Aexplorar \ {X;}) U Nuevos
fsi
Vistos < Vistos U {X,}
fmientras
7- X ¢ Xp\ Xp
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Figura 4.7: Grafo dirigido. Se muestran los nodos pertenecientes a Xg y Xo.
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Figura 4.8: Grafo ancestral para X U Xo
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Aexplorar Vistos X Nuevos Xp
{X5, X6, X9, X15,X17} {X7,X16} X5 | {X3,X4,X11} ]
{X3, X4, X6, X0, X11, X15, X17} {X5, X7, X16} X3 {X1, X2} ]
{X1,X2, X4, X6, X9, X11, X15, X17} {X3, X5, X7,X16} X1 - {X1}
{X2, X4, X6, X0, X11, X15, X17} {X1,X3,X5,X7,X16} Xo ] {X1}
{X4, X6, X0, X11,X15, X17} {X1,X2, X3, X5,X7,X16} X4 0 {X1}
{Xe6, X9, X11, X15, X17} {X1,X2, X3, X4, X5, X7, X16} X6 - {X1,Xe}
{Xo, X11,X15, X17} {X1, X2, X3, X4, X5, X6, X7, X16} Xo {Xs, X10} {X1,Xe}
{Xsg, X10,X11,X15, X17} {X1, X2, X3,X4, X5, X6, X7,X0,X16} X3g {X14} {X1,Xe}
{X10,X11,X14,X15,X17} {X1, X9, X3, X4, X5, X6, X7, Xs, X9, X16} X0 - {X1,X6,X10}
{X11,X14,X15,X17} {X1, X2, X3, X4, X5, X6, X7, Xg, X9, X10,X16} X1 - {X1,X6,X10,X11}
{X14,X15, X17} {X1, X2, X3, X4, X5, X6, X7, Xg, X9, X10, X11, X16} X4 - {X1, X6, X10,X11, X14}
{X15,X17} {X1, X2, X3, X4, X5, X6, X7, Xg, X0, X10, X11, X14, X16} X5 - {X1, Xe, X10, X11, X14, X15}
{X17} {X1, X2, X3,X4, X5, X6, X7, Xs, X9, X10,X11, X14, X15, X16} X7 - {X1,X6,X10,X11, X14, X15, X17}
1] {X1, X5, X3,X4, X5, X6, X7, Xs, Xo, X10, X11, X14, X15, X16, X17} - - {X1, X6, X10,X11, X14, X15, X17}

Tabla 4.1: Evolucién de la construccién del conjunto Xp
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Figura 4.9: Grafo ancestral moralizado

e Cuando nos encontramos en la definicion clasica de abduccién en redes causales,

es decir, el conjunto explicacion esta formado por todas las variables no obser-
vadas, es claro que el conjunto Xp esta formado exactamente por el manto de

Markov del conjunto de observaciones Xp.

Cuando el conjunto explicacion esta formado por aquellas variables que no pue-
den ser explicadas por nada (desde un punto de vista causal), el conjunto Xp
esta formado por los nodos raices intersecciéon con los ascendientes de las obser-
vaciones X. Este caso es comin en problemas de diagnéstico, en el cual hay un
conjunto explicacién preseleccionado y que esta formado por las enfermedades (en
el caso del diagndstico médico), o por los componentes electrénicos (en el caso de
diagnosticar circuitos), pero en ambos casos estas variables estan representadas

por nodos raices.

4.4.2 Simplificaciéon a priori del conjunto explicacion

En relacién con el apartado anterior podemos hacer la siguiente reflexion: “dado

que si existe X; # () tal que se cumple la relacién I(Xo|Xp|X7), vamos a eliminar las

componentes de X; de todas las EMPs encontradas para el conjunto de explicacion Xg,

entonces ;Por qué no restringir a priori el conjunto explicacién a las variables de Xp?7”,

yva que al buscar la explicacién mas probable con un conjunto explicacién mas reducido

cabria esperar que se pueda encontrar mas eficientemente. Si bien esta pregunta admite

varias respuestas, nuestra opinion es que dado que el conjunto explicacion inicial X g

contiene las variables de interés seleccionadas por el usuario, por coherencia debemos
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respetar que la mejor explicacion sea aquella que toma el valor méximo en este conjunto
de variables. Partiendo de este criterio, s6lo podriamos reducir a priori el conjunto
explicacién, si se puede asegurar que el maximo obtenido para Xp coincide con la
proyeccion sobre Xp del maximo obtenido para Xz y como vamos a ver en el siguiente

ejemplo la independencia I(Xo|Xp|X7) no es condicién suficiente para garantizar ésto.

Ejemplo 24 Sea la red especificada por el grafo G = ({4, B,C},{A — B,B — C})
y las siguientes probabilidades condicionales:

Pa)=03 |P@E =07
P(bla) = 0.45 | P(bla) = 0.55
P(bla) = 0.4 | P(bfa) = 0.6
P(clb) = 0.59 | P(c|b) = 0.41
P(c[o) = 0.4 | P(cfo) = 0.6

Supongamos Xz = {A, B} y Xo = {C}, y sea C = c la observacién realizada. En
estas condiciones la explicacién més probable viene dada por la configuracién ab con
probabilidad 0.351. Sin embargo, si al observar la independencia I(C|B|A) tomamos
como conjunto explicaciéon Xg = { B} obtenemos que la explicacién més probable viene

dada por la configuraciéon b con probabilidad 0.511, de donde se puede ver que
b’ =b#£b

y por tanto, que las configuraciones de maxima probabilidad no coinciden.
O

Ahora pretendemos mostrar que, aunque en general no se puede simplificar el con-
junto explicacion a priori, si existen casos especiales para los que se cumple la condicién
expuesta en el parrafo anterior. En concreto, puede hacerse cuando ademés de cum-
plirse la independencia I(Xo|Xp|X;), se cumple que las variables a mantener en el
conjunto explicacién (Xp) son marginalmente independientes de las variables a borrar

(X7). Para asegurar ésto, formulamos la siguiente proposicién.

Proposicion 4 Sea Xp el conjunto explicacién seleccionado, y X el conjunto de
variables observadas. Sean Xp y X7 dos subconjuntos de Xpg, tal que X = Xp U

X7. Supongamos que se satisfacen las relaciones de independencia I(X;|Xp|Xo) y
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I(X7|0|Xp). Entonces si zp es la configuracién de valores que maximiza P(Xg|zo),

X ./ o
25" es la configuracién de valores de Xp que maximiza P(Xp|zo).

Demostracién

X X .
Notaremos a :1:% P por zp,y a xiE T por xy. Queremos probar que si

TE = Tpxr = arg rr)l(aXP(XE|xo),
E
entonces
zp = arg max P(Xp|zo).
Xp

Por ser zpx; la configuracién que maximiza P(Xg|zo), se cumple que

P(xpxr|zo) > P(zhar|zo) V',

4

P(xzolx'hzr)P(x'hxr)
P(zo)

P(xzolxprr)P(xprr)
P(zo)

/
> V',

4

Por simetria de I(X;|Xp|Xo) tenemos I(Xo|Xp|X;), y por tanto

P(zolzp)P(xpr)
P(zo)

P(zol|r’h) P(x'par)
P(zo)

/
> V',

P(zolzp)P(zpler)P(zr)
P(zo)

P(zol|r’y) P(2'p|vr) P(2r)
P(zo)

> V',

4

Por simetria de I(X7|0|Xp) tenemos I(Xp|0|X7), y por tanto

P(zo|rp)P(zp)
P(zo)

P(zo|2p) P(2p) P(xr)
P(zo)P(z5)

4

> V',
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P(xplzo) > P(x'|z0) V',

y por tanto zp es la configuracién de valores para las variables de X que maximiza
P(Xplzo).
(I

A continuacién formulamos una proposicion que muestra que las condiciones exigi-
das en la proposicién 4 implican que las variables a eliminar del conjunto explicacion

(X7) son marginalmente independientes de las variables observadas (Xp).

Proposicion 5 Bajo las condiciones enunciadas en la proposicién 4 se verifica la in-
dependencia I(X7|0]|Xo).

Demostracién

Aplicando el axioma de contracciéon en = y el axioma de descomposicién en =5

tenemos:

I(X7|Xp|Xo) & I[(X[|0|Xp) =1 I(X7|0|XpU Xp) = I(X7|0]X0)

Aunque las condiciones de la proposicion 4 pueden parecer muy duras en principio,
hay dominios en los cuales es facil que se satisfagan. Por ejemplo, en los problemas
de diagndstico es habitual que las variables del conjunto explicacién estén representa-
das por los nodos raices (enfermedades, componentes, etc, ...), y por tanto se da la

independencia marginal entre los conjuntos Xp y X7.

Por 1ltimo, como consecuencia de lo visto en esta seccion, el algoritmo completo
de busqueda y simplificacion de las K explicaciones més probables es el mostrado en
(alg. 4.4.2).

Nota: para chequear si se cumple la independencia marginal entre Xp y X7, podemos
utilizar algiin algoritmo que busque el conjunto minimo X que verifica < Xp|X|X; >4
(por ejemplo el algoritmo propuesto por Acid y de Campos [2]) y comprobar si X es

el conjunto vacio.
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Algoritmo 4.4.2 Busqueda y simplificacion de las K EMPs

Entrada: el conjunto explicacion Xg
Salida: la simplificacién de las K EMPs

1.- Utilizar el algoritmo para identificar Xp y X7 tal que < Xo|Xp|X; >%
2.- restringir < Falso
3.- si se cumple I(X/|0|Xp)
entonces
Xp+— Xp
restringir <— Verdadero
fsi
4.- Obtener las K EMPs para el conjunto explicacion Xg
5.- si NOT(restringir)
entonces
si X7 #£0
entonces para cada una de las K’ EMPs hacer xp < :riEXD
fsi
fsi

6.- Para cada una de las K EMPs obtener su Al-simplificacién
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4.5 Criterios de simplificacion basados en relevan-
cia

En la seccién 4.2 simplificamos una EMP 2 px; por xp, si se cumple que P(zp|xp) ~
P(zo|rpxr), es decir, si la eliminacién de las componentes de z; (casi) no afectan al
grado con que la explicacién soporta o justifica a la observacion. Por tanto, simplifica-
mos cuando la informacién que se omite (x;) es irrelevante para los hechos observados
(zo0), entendiendo la irrelevancia como la independencia estadistica. Ahora vamos a
estudiar qué ocurre cuando la informacién a omitir (x) es relevante para la observacion

To. Se pueden dar dos casos:

a) P(xolzp) < P(zolxpxr). En este caso si simplificamos, la subconfiguracién que
nos queda (xp) justifica en menor grado que la EMP inicial la presencia de los

hechos observados, es decir, explica la observacién peor que la hipétesis inicial.

b) P(zolxp) > P(xo|rprr). En este caso si simplificamos, la subconfiguracién que
nos queda (xp) justifica en mayor grado que la EMP inicial la presencia de los

hechos observados, es decir, explica la observacién mejor que la hipotesis inicial.

A la vista de estos dos casos, no parece razonable permitir una simplificacién si se
disminuye el grado con que se soportan los hechos observados, pero si resulta natural
hacerlo si la simplificacién soporta la presencia de la observacién en al menos el mismo

grado que lo hacia la EMP inicial. Formalizamos esta idea con la siguiente definicién:

Definicién 36 (MI-simplificacién)
Dada una EMP zp para la observacién zo, decimos que una subconfiguracién

rp C xgp MI-simplifica a xp, sii P(zolzp) > P(xo|rg). O

Al igual que con los criterios basados en irrelevancia, aqui también relajamos la de-
finicién anterior permitiendo que los valores aproximadamente iguales también queden

incluidos.

Definicién 37 (MAI-simplificacién)
Dada una EMP zp para la observacién zo, decimos que una subconfiguracién

rp C xp MAI-simplifica a xg, sii P(xo|lrp) >~ P(zo|zEg). O

Para ser coherentes con la forma de medir el aproximadamente igual expuesta en
la seccién 4.2, diremos que P(zp|rp) >~ P(xol|xg), si P(xo|lxg) > (1 — €)P(xo|rE)

para algin € pequefo, por ejemplo € € [0.01,0.05].
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Debemos dar ahora la definicion de mejor MAI-simplificacion. La definicién es
andloga a la formulada para el criterio de Al-simplificacién, s6lo que si en ese caso se
desempataba a favor de la hipdtesis "mds” irrelevante (la que més cerca estaba de la
hipétesis inicial), ahora desempataremos a favor de la hipdtesis més relevante, es decir,

la que soporta en mayor grado la presencia de los hechos observados.

Definicién 38 (Mejor MAI-simplificacién)
Sea rp una EMP para la observacién zo. Decimos que xp C xp es la mejor

MAT-simplificacion de xg sii se cumplen las siguientes condiciones:
i) zp MAl-simplifica a xg.
ii) No existe zpr C g que MAI-simplifique a zp v |zp/| < |T5|.

iii) Para toda zps» C xgp que MAl-simplifique a zg y |zgr| = |zp|, se cumple que
P(QZ‘O|LL‘EI) 2 P(QZ‘O|1‘E11).

O

Ejemplo 25 Vamos a aplicar el criterio de MAI-simplificacion al ejemplo 20 introdu-

cido en la seccion 4.2. Los resultados en los cuatro casos tratados son:

o Xp v Xo,.

1.- (C=buena, P=bajo, T=utilitario) con prob. 0.168
2.- (C=regular, P=medio, T=deportivo) con prob. 0.112
3.- (C=mala, P=medio, T=deportivo) con prob. 0.106

Al MAI-simplificar las explicaciones con un umbral ¢ = 0.05, obtenemos los

siguientes resultados:

1.- (C=buena)
2.- (C=regular, T=deportivo)
3.- (T=deportivo)

Las explicaciones resultantes tienen menos literales que las obtenidas por el cri-
terio de Al-simplificacion, lo que es normal dado que este criterio estd incluido en
la MAI-simplificacién. Los resultados obtenidos parecen intuitivos, puesto que la
explicacién mas probable a ir rapido debe ser que la carretera es buena, o que

conducimos un deportivo.
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Por otra parte, podemos ver que explicaciones menos probables (T=deportivo)
son mas simples (en cuanto al nimero de literales) que explicaciones més pro-
bables (C=regular,T=deportivo). Desde otros puntos de vista como el recubri-
miento de conjuntos, la explicacién (T=deportivo) seria preferida a (C=regular,
T=deportivo), dado que es mds simple sintdcticamente hablando. Sin embargo,
no debemos de olvidar que nuestras explicaciones ya han sido ordenadas en fun-
cion de sus probabilidades, por un proceso previo en el que se han combinado
tanto probabilidades a priori como a posterioriy, por tanto, creemos que al ofre-
cer los resultados al usuario se debe de mantener el orden establecido antes de
simplificar.

L] XE1 y XOQ-

1.- (C=mala, P=bajo, T=utilitario) con prob. 0.586
2.- (C=regular, P=bajo, T=utilitario) con prob. 0.219
3.- (C=mala, P=medio, T=utilitario) con prob. 0.074

Al MAI-simplificar obtenemos:

1.- (C=mala, T=utilitario)
2.- (T=utilitario)
3.- (C=mala, T=utilitario)

Ahora, nos encontramos que la primera y la tercera explicacién son iguales des-
pués de simplificarlas. En este caso dariamos como probabilidad asociada a
(C=mala, T=utilitario) la de la mejor EMP. Esto puede provocar que tenga-
mos que buscar nuevas explicaciones para poder darle al usuario las K que habia
solicitado.

* Xp, y Xo,.

1.- (C=buena, P=bajo) con prob. 0.224
2.- (C=regular, P=bajo) con prob. 0.149
3.- (C=regular, P=medio) con prob. 0.122
Al MAI-simplificar obtenemos:

1.- (C=buena)

2.- (C=regular)

3.- (C=regular,P=medio)
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* Xp, vy Xo,.

1.- (C=mala, P=bajo) con prob. 0.594
2.- (C=regular, P=bajo) con prob. 0.219
3.- (C=mala, P=medio) con prob. 0.088

Al MAI-simplificar obtenemos:

1.- (C=mala,P=bajo)
2.- (P=bajo)
3.- (C=mala)

O

El ejemplo 21 estudiado en la seccién 4.2, es valido para observar que también
ahora es necesario explorar completamente el espacio de bisqueda para encontrar la
mejor MAI-simplificacién. La solucién adoptada para evitar este proceso excesivamente
complejo, es utilizar un algoritmo andlogo al propuesto en la seccion 4.2, utilizando
ahora como criterio de seleccion elegir la subhipotesis que soporte en mayor grado los
hechos observados. Esto sigue manteniendo la filosofia greedy, ya que en cada paso se

elige la mejor opcién que hay disponible en ese momento (algoritmo 4.5.1).

Evidentemente, todas las consideraciones hechas para el algoritmo Al-simplificacion
son también validas para este algoritmo y puesto que los criterios basados en relevan-
cia son una relajacién de los criterios basados en independencia, todo lo desarrollado
para estos criterios en la seccion 4.2, es también aplicable a los criterios de relevancia

descritos en esta seccién.

4.6 Criterios de simplificacién basados en usualidad

En problemas de diagndéstico, la solucién (simplificada) a unos hechos observados
es el conjunto de valores que representan un comportamiento erréoneo de sus varia-
bles asociadas. Asi, en el diagnéstico médico dariamos como solucién a un problema
planteado, el conjunto de enfermedades que deben estar presentes para dar lugar a los
sintomas observados, o en problemas de diagndstico de circuitos, dariamos el conjunto
de componentes que se supone que han fallado para dar lugar a una salida errénea
respecto a las entradas suministradas. Nuestro objetivo en esta seccién es trabajar

de forma parecida a ésta, simplificando las explicaciones mediante la eliminaciéon de
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Algoritmo 4.5.1 MAI-simplificacién
Entrada:la EMP a simplificar, 2z, v el € a utilizar para comprobar la aproximacion.

Salida: la hipétesis xp que MAI-simplifica a zg.

1.- Fin < false
2-n <« |xg|
3.- umbral < (1 — €)P(zo|rk)
4-h<+ g
6.- mientras n > 2 and not(F'in) hacer
n<n-—1
Candidatas < ()
para toda xp C h con |rg| = n hacer
si P(zolxg) > umbral
entonces Candidatas < Candidatas U {zp}
fsi
fpara
si Candidatas ==
entonces F'in < true
si no h < arg max,,,ecandidatas P(To|75r)
fsi
fmientras

7.- Devolver h como mejor MAI-simplificacion
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la informacién que no aporta nada nuevo, puesto que representa el estado habitual de
las variables involucradas. Por ejemplo, si la explicacion obtenida es: el paciente estd
resfriado y no tiene gripe y no tiene bronquitis y ..., la simplificamos por el paciente

esta resfriado, puesto que lo "usual” es no estar enfermo.

Es claro que la determinacién del estado "usual” de una variable esta en funcién de
la probabilidad de ocurrencia que tiene ese estado frente a la probabilidad de ocurrencia
del resto de los estados de esa variable. Asi, el estado usual es no tener sarampidn,
puesto que la probabilidad de este estado es mucho mayor que la de tener sarampién.
Sin embargo, la determinacién del estado que representa la condiciéon de normalidad
no es siempre tan facil de realizar, sino que incluso puede no existir tal estado. A
modo de ejemplo, podemos considerar una variable que representa el suceso fumador,
que habitualmente tiene como probabilidades asociadas p(fumador = si) = 0.5y
p(fumador = no) = 0.5. Es claro, que en este caso no existe un estado que representa
la situacién "usual” o "normal” de esta variable. La cuestion ahora es ;qué hacer con
este tipo de variables durante el proceso de simplificacion?. Nosotros creemos que este
tipo de variables siempre deben aparecer en la solucién final, es decir, no deben ser
simplificadas, ya que el conocimiento del estado en que se encuentran siempre es una

informacidn relevante.

Podemos resumir el proceso de simplificacién comentado en los parrafos anteriores,
diciendo que simplificar una EMP consiste en eliminar aquellos valores que representan
la condicién de normalidad para sus variables asociadas. Las siguientes definiciones

formalizan estas ideas.

Definicién 39 (Mdscara de normalizacion)

Sea Xp = {Fy,...,E,} el conjunto explicacién, con cada variable E; tomando

. k. ,
valores en el conjunto Qp, = {e},..., e;"}. Notamos por Mdscara(Xg) a un vector de
n posiciones, cada una de ellas conteniendo el estado "usual” (si es que existe) para su

variable asociada. Formalmente,

e/

Mascara(Xg)[i]| = o ' _
# sino existe estado usual para la variable E;

si eg es el estado usual de la variable E;

Definicién 40 (Simplificacién)
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Sea rp una EMP definida sobre el conjunto explicaciéon Xg = {E,...,E,}. En-
tonces la simplificaciéon de g serd una cadena de longitud n, simp(zg) obtenida de

acuerdo a la siguiente asignacién

vptPi i Mascara(Xg)[j] # vptt

A en otro caso

simp(rp)|j] = {

donde A representa el elemento neutro para la concatenacién de simbolos (a-A = A-a =
a). 0

Ejemplo 26 Sea Xp = {Resfriado, Gripe, Fumador, Bronquitis, Tuberculosis} el
conjunto explicacién. Si todas las variables son bivaluadas y si Mdscara(Xg) =
[T, g, #, b, t] es la mascara de normalizacién, y Tgfbt es una EMP a simplificar, enton-
ces tenemos simp(Tgfbt) = Agfb\ = gfb.

(Il

En el siguiente apartado se estudia como obtener la mascara de normalizacion.

4.6.1 Obtencion de la mascara de normalizacion

Aunque en algunas ocasiones es posible tener especificado cudles son los valores
“usuales” para las variables proposicionales del sistema, esta informacién no siempre
esta disponible. En este apartado vamos a ver como podemos estimar la méscara de
normalizacién a partir de las probabilidades especificadas en el sistema. Considerare-

mos dos criterios o formas de estimacién.

4.6.1.1 Estimacion basada en usualidad individual

Se construird la mdascara de normalizacién atendiendo a los estados usuales de cada
variable, sin tener en cuenta el resto de las variables. A continuacion definimos cémo

determinar el estado usual de una variable.

Definicién 41 (Estado usual)

Sea X; una variable que toma valores en Qx, = {z!,...,z"}. Decimos que el estado

x] representa el valor usual de la variable X;, si se cumplen las siguientes condiciones:

i) Vk £ j, P(X; = af

2

2
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i) P(X; =a]) > ¥, P(X; =ab)

Si no existe un x que cumpla estas condiciones, diremos que la variable X; no tiene

un estado usual. O

La condicién (i) exige que la diferencia de probabilidad entre el estado usual y el
resto debe ser significativa. En principio puede parecer que esta condicion es suficiente,
pero si sélo exigimos esta condicién nos podemos encontrar con casos como el siguiente:
P(X;=xz}) =02y P(X; =2]) = 0.1, con j = 2,....8. En este caso z} es el valor
mdas usual, ya que su probabilidad duplica a la que tienen el resto de los estados, pero
no podemos decir que sea el valor mas habitual de la variable, ya que la probabilidad
de que esté en alguno de los otros estados es cuatro veces superior a la de estar en z;.

Para evitar estas situaciones se introduce la condicién (i7).

Por tanto, para construir la mascara de normalizacion necesitamos conocer la pro-
babilidad asociada a los estados de cada variable. Para calcular estas probabilidades
podemos hacer una propagacion completa en el arbol de grupos, utilizando por ejemplo
el algoritmo Hugin [69, 70].

4.6.1.2 Estimacién basada en usualidad conjunta

Si para calcular la explicacion mas probable lo que hacemos es elegir la configura-
ci6én de valores que maximiza P(Xg|zp), entonces una forma razonable de construir la
mascara de normalizacién es atendiendo a la configuraciéon que maximiza la probabi-
lidad conjunta a priori P(Xg|(), es decir, el estado normal conjunto. Sin embargo, es
posible que la diferencia de probabilidad entre la configuracién que maximiza P(Xz|0)
y las siguientes no sea significativa, y por tanto no seria légico construir la mascara de
normalizacion con una unica configuracion. Esta consideracién implica utilizar varias
configuraciones de maxima probabilidad a priori para construir la mascara de norma-

lizacién. Ahora tenemos que responder a dos cuestiones:

e ;Cuantas configuraciones de maxima probabilidad a priori tenemos que conside-
rar?. Podemos considerar todas aquellas configuraciones cuyo valor de probabi-
lidad no sea significativamente mas bajo que el valor de probabilidad asociado a
la configuracién que maximiza a P(Xg|()). Para seleccionar las configuraciones
significativas, podemos tomar un umbral «, por ejemplo @ = 0.5, y seleccionar
todas las configuraciones con probabilidad mayor o igual que aP(cy|()), con ¢; la

configuracion de maxima probabilidad a priori. Sin embargo, esto puede llevar
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a situaciones poco logicas, ya que si tenemos dos configuraciones con probabi-
lidades 0.24 y 0.26, y aP(c1|0) = 0.25, seleccionariamos tinicamente a una de
ellas, cuando en realidad al ser sus probabilidades muy parecidas, si una es signi-
ficativa la otra también deberia serlo. Para remediar estas situaciones podemos
introducir otro umbral (3, éste de caracter local, de forma que seleccionamos una
configuracién si su probabilidad no se diferencia mas de un (- 100)% respecto a

la dltima configuracién seleccionada. El algoritmo 4.6.1 implementa estas ideas.

Algoritmo 4.6.1 Obtencién de la mascara de normalizacién basada en usualidad

conjunta

Entrada: Las K configuraciones maximas a priori {cy,..., cx}, ordenadas de mayor a
menor probabilidad. El umbral de seleccién global o y el umbral de selecciéon local f3.
Salida: las configuraciones necesarias para la construccién de la mascara de normaliza-

cion.

1.- Umbral_global = (1 — o)) P(cy|0)
2.- Umbral_local = (1 — §)P(c|0)
3.- seleccionadas < {c;}
4-1¢ 2
5.- fin < falso
6.- mientras 7 < K and not(F'in) hacer
si P(c;|0) > Umbral_global
entonces
seleccionadas < seleccionadas U {c;}
Umbral_local <+ (1 — 8)P(c;|0)
si no si P(c;|0) > Umbral_local entonces
seleccionadas < seleccionadas U {c;}
Umbral_local < (1 — 3)P(c;|0)
else Fin < verdadero
fsi
ii+1
fmientras

7.- Obtener la mascara de normalizacion usando el conjunto seleccionadas
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e ;Como construir la mascara?. Una vez seleccionadas las configuraciones a utilizar

en la construccion de la mascara, tendremos:

e¥ si Ej = e en todas las configuraciones consideradas

mascara(Xg)[jl =14 7/
#  en otro caso

Esta forma de proceder estd en concordancia con lo expuesto en los apartados
anteriores de esta seccion, ya que también ahora hay variables para las que no

existe un estado usual y por tanto su valor de asignacién nunca se simplificara.

Ejemplo 27 Continuando con la red wehiculos estudiada en los ejemplos 20 y 25,
vamos a ver ahora las simplificaciones que se producen al omitir en la salida las variables

que toman su valor usual.

En primer lugar, vamos a construir la mascara de normalizacién basada en usualidad

individual. Las probabilidades de las variables son:

1. Carretera: P(buena)=0.2, P(regular)=0.3 y P(mala)=0.5. Por tanto, siguiendo
nuestros criterios no existe valor usual para la variable carretera, ya que C' = mala

no duplica en probabilidad al resto de los estados.

2. Poder Adquisitivo: P(alto)=0.1, P(medio)=0.2 y P(bajo)=0.7. El valor usual es
P=bajo.

3. Tipo de vehiculo: P(utilitario)=0.73 y P(deportivo)=0.27. El valor usual es

T=utilitario.
Luego la mascara de normalizaciéon basada en usualidad individual es:
(C' = #, P =bajo, T = utilitario)

Para construir las méscaras de normalizacién para los conjuntos explicacion X g,
y Xpg,, obtenemos las tres explicaciones mas probables a priori, es decir, sin tener
ninguna observacién. El resultado es:

Xp, Xg,

1.- P(C=mala,P=bajo,T=utilitario) = 0.315 1.- P(C=mala,P=bajo) = 0.35

2.- P(C=regular,P=bajo,T=utilitario) = 0.189 2.- P(C=regular,P=bajo) = 0.21

2.- P(C=buena,P=Dbajo,T=utilitario) = 0.126 3.- P(C=buena,P=bajo) = 0.14

Tomando el umbral & = 0.5y # = 0.1, vemos que en ambos casos hay que considerar
unicamente las dos primeras configuraciones para obtener la mascara de normalizacién.

El resultado es:
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e Para Xp,: (C' = #, P =bajo, T = utilitario)
e Para Xp,: (C'=4#,P =bajo)

Como podemos ver, en este caso la mascara obtenida es la misma por usualidad
individual que por usualidad conjunta. La simplificacién de las explicaciones obtenidas
es:

e Xp v Xo,.
1.- (C=buena, P=bajo, T=utilitario) con prob. 0.168
2.- (C=regular, P=medio, T=deportivo) con prob. 0.112
3.- (C=mala, P=medio, T=deportivo) con prob. 0.106
Al simplificar obtenemos:
1.- (C=buena)
2.- (C=regular, P=medio, T=deportivo)
3.- (C=buena, P=medio, T=deportivo)

[ ] XE1 y XOQ-
1.- (C=mala, P=bajo, T=utilitario) con prob. 0.586
2.- (C=regular, P=bajo, T=utilitario) con prob. 0.219
3.- (C=mala, P=medio, T=utilitario) con prob. 0.074
Al simplificar obtenemos:
1.- (C=mala)
2.- (C=regular)
3.- (C=mala, P=medio)

L] XE2 y Xol.

1.- (C=buena, P=bajo) con prob. 0.224
2.- (C=regular, P=bajo) con prob. 0.149
3.- (C=regular, P=medio) con prob. 0.122

Al simplificar obtenemos:
1.- (C=buena)
2.- (C=regular)
3.- (C=regular,P=medio)



234 Capitulo 4: Simplificacion de explicaciones en redes causales

* Xp, vy Xo,.

1.- (C=mala, P=bajo) con prob. 0.594
2.- (C=regular, P=bajo) con prob. 0.219
3.- (C=mala, P=medio) con prob. 0.088

Al simplificar obtenemos:

1.- (C=mala)
2.- (C=regular)
3.- (C=mala, P=medio)

Ahora, no se nos presenta el problema que puede surgir con los criterios de simpli-
ficacién basados en usualidad y relevancia, es decir, que dos explicaciones distintas al
simplificarse den el mismo resultado.

O

4.7 Busqueda de explicaciones sucesivas

En la seccion 4.2 se comenté que desde un punto de vista causal, al simplificar
usando los criterios basados en independencia lo que hacemos es quedarnos con las
explicaciones mas inmediatas. Asi, si el coche no arranca podemos dar como explicacion
que falla la bateria (figura 4.10) o que hay problemas en el sistema de combustible,
pero no las posibles causas de esto (la bateria es vieja, falla el alternador, etc ...), ya
que estos dos nodos d-separan la observacién del resto de la red. Nuestra intencién en

esta seccién es dar un método que permita buscar explicaciones mas especificas.

La idea es plantear la busqueda de explicaciones mas especificas como un proceso de
refinamientos sucesivos, es decir, una vez hemos encontrado una explicacion podemos
considerarla como una nueva evidencia y buscar de nuevo la explicacion més probable.
En el ejemplo antes comentado, una vez sabemos que la bateria tiene un bajo nivel de
carga, lo que queremos es encontrar una explicacion a este hecho. Por tanto, anadimos
la explicacion encontrada al conjunto de observaciones que ya teniamos y volvemos
a aplicar el algoritmo de bisqueda de explicaciones. Repetiremos este proceso hasta
que el usuario esté satisfecho con la explicacién encontrada, o hasta que no podamos

encontrar explicaciones mas especificas.

Siguiendo las opiniones de Li y D’Ambrosio [89], Chajewska y Halpern [15] y Pearl

[102], tenemos que desde un punto de vista causal un conjunto de observaciones sélo
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Resto de la red

Sist. Combustiblg

Figura 4.10: Esquema de red.

puede ser explicado por aquellos nodos que sean ancestros suyos en la red. De esto se

deduce que:

e Para buscar la explicaciéon mas probable desde un punto de vista causal, sélo es

necesario la porcién de la red formada por Xo U X U ancestros(Xp U Xo).

e Los nodos raices no pueden ser explicados por nada. En relaciéon con esto Peng
v Reggia [104] plantean que la introduccién de una observacién en un nodo raiz
debe ser interpretada como una solucion parcial que el usuario ofrece de forma

voluntaria.

El problema que se nos plantea en relacion con esto es qué hacer cuando en-
contramos un nodo raiz como explicaciéon en un paso intermedio, anadirlo a la
evidencia o mantenerlo en el conjunto explicacion ya que no puede ser explicado
por nada. La opcién que vamos a tomar es una mezcla de las dos anteriores,
lo anadiremos a la evidencia para ser coherentes con el proceso, pero ademas lo
mostraremos como parte de la explicacién si su valor asociado no es el usual (ya

que si es el usual no nos dice nada relevante y podemos prescindir de él).

El procedimiento descrito en el algoritmo 4.7.1 recoge las ideas anteriormente co-
mentadas.

En el algoritmo anterior, suponemos que cuando el usuario decide que la explicacion
es suficientemente clara, la variable fin cambiaria al valor verdad. Para finalizar la

seccion veamos un ejemplo.
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Algoritmo 4.7.1 Busqueda de explicaciones sucesivas
Entrada: El conjunto explicaciéon X y la evidencia observada Xp = zo. La red causal

restringida a Xg U Xo U ancestros(Xg U Xo).

Salida: Las distintas explicaciones sucesivas encontradas.

1.- fin < falso
2-Xp+0
3.- mientras NO( fin) hacer
Obtener la explicacion simplificada Xg = g a Xp = x0.
Xp ¢ XgN raices
VXg, € Xp tal que Xg, = xp, no es el valor usual de Xp, hacer
Xp  XpU{Xg, =2p,}
si (XgC raices) O (Xg =0)
entonces fin < verdad
sino Xp + XpoUXg
Xg « Xg\ X5
fsi
fmientras
4.- Eliminar de Xy las variables que toman su valor usual.

5.- La explicacién esta formada por Xg U X5.
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Ejemplo 28 Consideremos el circuito l6gico mostrado en la figura 4.11 y la red causal
que lo modela (figura 4.12), construida segin el esquema introducido en el capitulo
1 de esta memoria. Todas las variables son bivaluadas: {0,1} para {A,...,L} y
{nofallo, fallo} para {O1,02,Y1,Y2,Y3, N1,N2}. Como podemos observar en el
circuito légico (fig. 4.11) si la entrada D toma el valor D = 0 entonces el resultado
sera K = 0y L = 1, independientemente de los valores que tomen el resto de las
entradas (A, B,C'y E).

A= (V"
5 —= (o1~ (N2}~ «
o (i

D—=| N1 H

. = (o) =¥ -t

Figura 4.11: Circuito 16gico con 7 puertas.

ANV ~e
N
P

© o

Figura 4.12: Red causal para el circuito de la figura 4.11.

Supongamos que hemos observado:
Xo={D=0,K=1,L=1}.

y que el conjunto explicacion esta formado por las todas las variables no observables

de la red, es decir,

Xp={F G, H1I,JY1,Y2Y3 01,02 N1,N2},
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y vamos a aplicar el algoritmo 4.7.1 para obtener la explicacion mas probable. Con-
sideraremos que el usuario no marca el final del proceso, sino que éste se producira

cuando se incumpla alguna de las condiciones del bucle mientras.

e Paso 0.- Se realizan aqui las inicializaciones pertinentes®, asi tenemos:
— fin < falso
- X% <0
- X3+ {D=0,K=1,L=1}
- XY« {F,G,H I JY1Y2Y3 01,02, N1, N2}

e Paso 1.- Obtenemos la explicacién simplificada

Xi={H=1,I=0}
Estas variables son estados intermedios de la red, por tanto, hacemos

— Xp 0
- X, XQU{H=1,I=0}
- Xt «{F,G,JY1,Y2,Y3,01,02,N1, N2}

y repetimos el proceso para buscar una explicacién mas especifica (una explicacién

a estos estados).

e Paso 2.- Obtenemos la explicacién simplificada
XZ={01 = fallo, J =1}

Ahora tenemos en la explicacién un estado intermedio (J) y un nodo raiz (O1).
Dado que se ha obtenido que la variable O1 no toma su estado usual debemos
anadirla al conjunto Xg, por tanto, tendremos:

— X% « {01 = fallo}

— X% + X, Uu{O1 = fallo,J =1}

- X2+ {F,G,Y1,Y2,Y3,02, N1, N2}

4Notaremos con superindice 4 al conjunto correspondiente al paso i-ésimo
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No finalizamos aqui el proceso, sino que miramos cudl es la explicacién al estado

intermedio encontrado.

e Paso 3.- La explicacion simplificada ahora es
X3 ={G =0}

Al igual que ocurria en el paso 1, se trata de un estado intermedio y, por tanto,

lo tnico que hacemos es actualizar los conjuntos, quedando
— X3 < {01 = fallo}
- X« X3 U{G =0}
- X3+ {F,Y1,Y2,Y3 02, N1, N2}
e Paso 4.- En este caso la explicacién simplificada obtenida es

X3 ={02=nofallo, N1 = nofallo, N2 = nofallo, F = 0}

Tenemos por tanto tres nodos raices y un estado intermedio en la explicacion, sin
embargo, las tres variables situadas en esos nodos raices toman su valor usual vy,

por tanto, no es necesario anadirlas al conjunto X 3.
- X}« {01 = fallo}
— X} + X2 U {02 =nofallo, N1 = nofallo, N2 = nofallo, F = 0}
- Xp + {Y1,Y2,Y3}

De nuevo seguimos teniendo estados intermedios y, por tanto, continuamos el

proceso.

e Paso 5.- Ahora obtenemos
X5 ={Y3 =nofallo}

Por tanto, Xg C raices y la variable fin se pone a wverdad, lo que hace que el
procedimiento finalice. Dado que el valor que toma Y3 es su valor usual, para
ser coherentes con el resto del procedimiento presentaremos O1 = fallo como

explicacién de las observaciones iniciales.
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Ejemplo 29 Consideremos la red causal (car-starts®’) mostrada en la figura 4.13 que
modela un sistema de diagnéstico del proceso de arranque de un coche. Todas las

variables son bivaluadas excepto CorreaDelVentilador que puede tomar tres estados.

0 1
Correa d&
Alternadoy Ventiladors

Bateria

Potencia
Bateria

\ 13 / ‘

14 Gira? 15 16
Bomba dg Distribuidg
Gasoling
/

Figura 4.13: Red causal car-starts.

Supongamos que hemos observado:

Xo = { IndicadorDeGasolina=gasolina, Faros=0k, Radio=0k,
; CocheArranca?=Falso},

y que el conjunto explicacion esta formado por el resto de las variables de la red, es

decir,

X = { Alternador, CorreaDelVentilador, Escape, SistemaDeCarga, EdadBateria,
EstadoBateria, PotenciaBateria, ; Gasolina?, Starter, ; MotorGira?, Escape2,
BombaDeGasolina, Distribuidor, Bujias },

5Tomada del paquete JavaBayes programado por Fabio Cozman y que se puede encontrar en

http://www.cs.cmu.edu/ javabayes.
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y vamos a aplicar el algoritmo 4.7.1 para obtener la explicacion mas probable. Con-
sideraremos que el usuario no marca el final del proceso, sino que éste se producira

cuando se incumpla alguna de las condiciones del bucle mientras.

e Paso 0.- Se realizan aqui las inicializaciones pertinentes®, asi tenemos:

— fin < falso

- X%« 0

— X2 + { IndicadorDeGasolina=gasolina, Faros=0k, Radio=0k,
.CocheArranca?=Falso}

— X2 < { Alternador, CorreaDelVentilador, Escape, SistemaDeCarga, Edad-
Bateria, EstadoBateria, PotenciaBateria, ; Gasolina?, Starter, ; MotorGira?,

Escape2, BombaDeGasolina, Distribuidor, Bujias },

e Paso 1.- Obtenemos la explicacién simplificada
X! = { PotenciaBateria=Buena, ;Gasolina?=Si, ;MotorGira?=No }

PotenciaBateria y { MotorGira? son estados intermedios de la red, pero {Gasoli-
na? es un nodo raiz y ademas no tiene valor usual, por lo que tenemos

— X4 < { (Gasolina?=Si }

- X, + X2uXxl }

— X}, + { Alternador, CorreaDelVentilador, Escape, SistemaDeCarga, Edad-

Bateria, EstadoBateria, Starter, Escape2, BombaDeGasolina, Distribuidor,
Bujias },

y repetimos el proceso para buscar una explicacién mas especifica ( una explica-

ci6én a estos estados).

e Paso 2.- Obtenemos la explicacién simplificada
X2 = { EstadoBateria=0k, Starter=Fallo }

Ahora tenemos en la explicacién un estado intermedio (EstadoBaterfa) y un nodo
rafz (Starter). Dado que se ha obtenido que la variable Starter no toma su estado

usual debemos anadirla al conjunto Xg, por tanto, tendremos:

6Notaremos con superindice i al conjunto correspondiente al paso i-ésimo
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— X% « X} U{ Starter=fallo }

— X2« XLUX2

— X2 < { Alternador, CorreaDelVentilador, Escape, SistemaDeCarga, Edad-
Baterfa, Escape2, BombaDeGasolina, Distribuidor, Bujias },

No finalizamos aqui el proceso, sino que miramos cudl es la explicacion al estado

intermedio encontrado.

Paso 3.- La explicacion simplificada ahora es
X3 = { EdadBaterfa=Nueva }

EdadBateria es un nodo raiz y por tanto se cuple la condicién para finalizar el
proceso de busqueda de explicaciones sucesivas. Ademas, el estado que toma
es su valor usual y, por tanto, no hay que anadirlo a Xg. Asi, la explicacion

obtenida seria

. Gasolina?=Si y Starter=Fallo

4.8 Resultados experimentales

Para evaluar los criterios de simplificacion propuestos en este capitulo hemos di-

senado seis experimentos, consistentes en tomar 3 redes y dos conjuntos explicacién

para cada una de ellas, obtener las 20 explicaciones mas probables y simplificarlas uti-

lizando los cuatro criterios de simplificacion propuestos. Las redes utilizadas son la red

alarm y la red artificial presentadas en el capitulo 3 de esta memoria y, la red car-starts

mostrada en la figura 4.13. A continuacion se detallan los experimentos.

1. Red causal alarm. Seleccionamos como conjunto explicaciéon todos los nodos

raices) €s decir, XE = {XﬂaXlaXﬁaX77XS)XlOaX111X137X177X20;X28;X31} y

suponemos observadas las variables Xo = {X12, Xo4, X35, X36}-

Red causal alarm. Como conjunto explicacion seleccionamos aleatoriamente 12
variables, Xp = {Xs, X¢, Xg, X11, X192, X14, X17, Xoo, Xo6, Xo7, X33, X34} y supo-

nemos observadas las variables Xo = { X3, Xo, X190, X36}-
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3. Red causal artificial. Seleccionamos como conjunto explicacién las variables con
indice impara €s decir, A = {Xla X37 X57 X77 X97 Xlla X137 X157 Xl?a X197 X217 X23}

y suponemos observadas las variables Xo = { Xy, X0, Xo4}-

4. Red causal artificial. Seleccionamos como conjunto explicaciéon las variables con
indice par, es decir, A = { Xy, Xy, X¢, Xg, X10, X12, X14, X16, X158, X20, X22, X4}

y suponemos observadas las variables Xo = { X5, X5, X19}-

5. Red causal car-starts. Seleccionamos como conjunto explicaciéon todos los nodos
raices, es decir, Xg = { Xy, X1, Xo, X4, X7, X11, X192, X14, X15, X16} vy suponemos
observadas las variables X = { Xy, X;7}.

6. Red causal car-starts. Seleccionamos como conjunto explicacién 10 variables de
forma aleatoria, XE = {Xo, XQ, X3, X4, X5, Xg, Xlo, Xlg, X13, X15} y suponemos
observadas las variables X = {X;, X1 }.

Los resultados pueden verse de forma resumida en las tablas 4.2 y 4.3, apareciendo
de forma detallada al final de esta seccién. En las tablas se muestran las explicaciones
simplificadas, apareciendo ’—’ para representar que ese literal se ha suprimido durante

el proceso de simplificacion e i’ para indicar que la variable toma el i-ésimo estado.

Para los criterios basados en usualidad, en la obtencién de la méscara por usualidad
conjunta hemos tomado o« = 0.5 y 3 = 0.1 respectivamente. Al estudiar las tablas
4.2 vy 4.3 vemos que para los experimentos 1, 2, 5 y 6 los resultados obtenidos son
idénticos, esto se debe a que en estos casos ambos métodos estiman la misma mascara
de normalizacién. En estos experimentos las explicaciones simplificadas se expresan
usando entre el 21 y el 47 por ciento del total de las variables, destacando que los
porcentajes mas bajos (21% y 26%) se dan en los casos més habituales en la practica
(Xg = raices). En los experimentos 5 y 6 las méscaras de normalizacién obtenidas
son distintas dependiendo del criterio y de ahi que los resultados sean distintos. En
estos experimentos el tanto por ciento de variables eliminadas (simplificadas) es menor,
lo cual puede deberse a la naturaleza artificial de la red, que hace que para muchas
variables no exista el estado mas usual. Por tltimo indicar que la gran ventaja del

criterio de usualidad es que su aplicacién consume muy poco tiempo.

Para la aplicacién de los criterios basados en independencia y relevancia hemos
usado el umbral € = 0.05. Al estudiar las tablas 4.2 y 4.3 vemos que en los experimentos

1, 2 y 5 el criterio de Al-simplificacion produce resultados ligeramente inferiores a los
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obtenidos por el criterio de usualidad, mientras que en los demas experimentos los
resultados son bastante mejores. Podemos destacar aqui que para la red generada
artificialmente se eliminan aplicando este criterio muchas de las variables para las que
no se podia obtener un estado mas usual. Respecto a la MAI-simplificacién es claro
que produce los mejores resultados, necesitandose en 5 de los 6 experimentos menos

del 15% de las variables de X para expresar las explicaciones simplificadas.

Si bien los criterios basados en independencia y relevancia no son tan rapidos en su
aplicacion como los basados en usualidad, hay que tener en cuenta que ninguno de los
experimentos se ha ejecutado sobre todos los literales de la explicacion, ya que siempre
se han eliminado variables de forma directa debido a las simplificaciones inducidas por
el grafo. En concreto se han detectado las siguientes independencias en cada uno de
los casos:

L. I(Xo|Xp \ {Xo, X1, Xog, X31 }[{ X0, X1, Xog, X31})
2. I(Xo|Xp \ {X11, Xio}H{X11, Xi2})

3. I(Xo|Xp \ {X4, Xi6, Xoo}{ Xy, X16, Xno})

4. I(Xo|Xp \ {X7, X17, X190 }H{ X7, X17, X10})

5. I(Xo|Xp \ {XH{X:))

6. I(XO|XE \ {X47 X57 XlO) X12}|{X47 X57 XlO) Xl?})

Por ultimo, si observamos las tablas detalladas que aparecen al final de esta seccion,
vemos que en algunos casos al simplificar dos explicaciones distintas, obtenemos la
misma salida. Esto podemos interpretarlo como que las variables que tomaban distintos
estados en ambas explicaciones no eran importantes para la explicacion. Sin embargo,
esto puede representar un problema, ya que no podremos ofrecer al usuario las K

explicaciones que nos habia solicitado, sino inicamente un ntimero menor que K.
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Red Alarm || Red Artificial | Red Car-starts

Experimento: 1 2 3 4 5) 6

| X 5| 12 12 12 12 10 10
U. Conjunta 26 | 3.8 || 7.9 7.25 2.5 4.75
U. Individual 26 | 3.8 10 6.5 2.5 4.75

Al-simplificacién 295 | 4.35 || 3.55 | 5.45 2 3.65
MAlI-simplificacién || 1.6 | 1.9 || 1.5 335 || 1.5 2.15

Tabla 4.2: Ndmero medio de literales por explicacién simplificada.

Red Alarm || Red Artificial | Red Car-starts

Experimento: 1 2 3 4 ) 6
| X 5| 12 12 12 12 10 10
U. Conjunta 21.66 | 31.67 || 65.83 | 60.42 || 25.00 | 47.50
U. Individual 21.66 | 31.67 || 83.33 | 54.16 || 25.00 | 47.50

Al-simplificacién 24.58 | 36.25 || 29.58 | 45.42 || 20.00 | 36.50
MAlI-simplificacion || 13.33 | 15.83 || 12.5 | 27.92 | 15.00 | 21.50

Tabla 4.3: Tanto por ciento medio de literales que contienen las explicaciones simplificadas

respecto a |Xg|.
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Tabla 4.4: Explicaciones simplificadas para el experimento 1 utilizando los criterios de
usualidad conjunta e individual respectivamente.
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Tabla 4.5: Explicaciones simplificadas para el experimento 1 utilizando los criterios de
Al-simplificacién y MAI-simplificacién respectivamente.
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Tabla 4.6: Explicaciones simplificadas para el experimento 2 utilizando los criterios de
usualidad conjunta e individual respectivamente.
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Tabla 4.7: Explicaciones simplificadas para el experimento 2 utilizando los criterios de
Al-simplificacién y MAI-simplificacién respectivamente.
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N2[X> X4 Xe Xg X10 X12 X14 Xis X138 Xoo Xo2 Xo4[[N2| X2 X4 X6 Xg X10 X12 X14 X166 X158 X290 Xo2 Xog
1 2 - 21 - - 2 - - 1 2 2 |1 2 - 2 1 2 - 2 3 3 1 2 2
2 2 - 21 - - 2 - - 2 2 2 (2 2 - 2 1 2 - 2 3 3 2 2 2
3 1 - 2 1 - - 2 - 1 2 1 {3 1 - 2 1 2 - 2 3 3 1 2 1
4 2 - 2 1 1 - 2 1 1 1 2 2 (|4 2 - 2 1 1 - 2 1 1 1 2 2
5 1 - 2 1 - - 2 - 2 2 1 {5 1 - 2 1 2 - 2 3 3 2 2 1
6 2 - 2 1 - - 2 - - 1 2 1 {|6 2 - 2 1 2 - 2 3 3 1 2 1
7 2 - 21 - - 1 - - 1 2 2 |7 2 - 2 1 2 - 1 3 3 1 2 2
8 2 - 2 1 1 - 2 1 1 2 2 2 |8 2 - 2 1 1 - 2 1 1 2 2 2
9 1 - 2 1 1 - 2 1 1 1 2 1 {9 1 - 2 1 1 - 2 1 1 1 2 1
10({2 - 2 1 - - 2 - - 2 2 1 {02 - 2 1 2 - 2 3 3 2 2 1
11{2 - 2 1 - - 1 - - 2 2 21112 - 2 1 2 - 1 3 3 2 2 2
12({1 - 2 1 - - 1 - - 1 2 1{12(1 - 2 1 2 - 1 3 3 1 2 1
13({2 - 2 1 - - 2 - - 1 1 21312 - 2 1 2 - 2 3 3 1 1 2
41 - 2 1 1 - 2 1 1 2 2 1 {14f1 - 2 1 1 - 2 1 1 2 2 1
512 - 2 1 1 - 2 1 1 1 2 1 {1512 - 2 1 1 - 2 1 1 1 2 1
61 - 2 1 - - 1 - - 2 2 161 - 2 1 2 - 1 3 3 2 2 1
1712 - 2 1 - 1 1 2 2 1712 - 2 1 1 - 1 1 1 1 2 2
82 - 2 1 - - 2 - - 2 1 21812 - 2 1 2 - 2 3 3 2 1 2
19(2 - 2 1 - - 1 - - 1 2 1 {192 - 2 1 2 - 1 3 3 1 2 1
2001 - 2 1 - - 2 - - 1 1 T{2f(1 - 2 1 2 - 2 3 3 1 1 1

Tabla 4.8: Explicaciones simplificadas para el experimento 3 utilizando los criterios de
usualidad conjunta e individual respectivamente.

N2 X2 X4 Xg Xg Xio X122 X14 Xis Xig Xop Xog Xog||[N2[ X2 X4 X Xg X0 X2 X4 Xi6 Xig Xoo X2z Xog
T|- -2 - 2 1 - - - - - 39|t ]|- -2 - - - - - - - - ~
2 - - 2 - 2 1 - - - - -~ o2 - - 2 - - - - - - - - —
3 (- - 2 - 2 1 - - - - - 8- - 2 - - - - - - - - -
7 ]- - 2 - 1 - 2 - - - - -“[&4]- -2 - 1 - 2 - - - - =
5 - - 2 - 2 1 - - - - - -B - - 2 - - - - - - -
6 - - 2 - 2 1 - - - - - -6 ]- - 2 - - - - - - - - =«
71- - 2 - 2 1 - - - - - - - 2 - - - - - - - - =
s - - 2 - 1 - 2 - - - - 8- - 2 - 1 - 2 - - - - _
9[- - 2 - 1 - 32 - - - _ 9 [~ - 2 - 1 - 32 - - - - _
wl- - 2 - 2 1 - - - - - |- - 2 - - - - - - - - =
(- - 2 - 2 1 - - - - - -1l - 2 - - - - - - - - =«
(- - 2 - 2 1 - - - - - 1[2[- - 2 - - = - - - -
I3[~ - 2 - 2 1 2 - - - - 2[B8]- - 2 - - - - - - - - =
“l- - 2 - 1 - 2 - - - - |- - 2 - 1 - 2 - - - - -
- - 2 - 1 - - - - - - - 5|- - 2 - 1 - - - - - - =
6. - 2 - 2 1 - - - - - 1]6]- - 2 - - - - - - - - =
7(- - 2 - 1 - 1 - - - - 39|i7|- - 2 - 1 - - - - - - =
8- - 2 - 2 1 2 - - - - 9|i8|- - 2 - - - - - - - - =
v[- - 2 - 2 1 1 - - - - 1]9|- - 2 - - - - - - - - =
20(- - 2 - 2 1 2 - - - - -J2]- - 2 - - - - - - - - =«

Tabla 4.9: Explicaciones simplificadas para el experimento 3 utilizando los criterios de
Al-simplificacién y MAI-simplificacién respectivamente.
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N2[X1 X3 X5 X7 Xo X11 Xi3 X5 X7 Xi9 Xo1 Xo3|[N2 X1 X3 X5 X7 Xg X11 X3 X5 X7 X9 Xo1 Xo3
1 - - - 1 1 2 1 1 1 - - 2 |1 - - - 1 1 2 1 1 1 - - 2
2 - - - 1 1 1 1 2 1 - - 2 1|2 - - - 1 1 - 1 2 1 - - 2
3 - - - 1 3 1 2 1 2 - - 2 1|3 - - - 1 3 - 2 1 2 - - 2
4 - - - 2 1 2 1 1 1 - - 2 (|4 - - - 2 1 2 1 1 1 - - 2
5 - - - 1 1 2 2 1 1 - - 2 |5 - - - 1 1 2 2 1 1 - - 2
6 - - 2 1 3 1 2 2 2 - - 2 |6 - - 2 1 3 - 2 2 2 - - 2
7 - - - 1 1 1 1 1 1 - - 2 |7 - - - 1 1 - 1 1 1 - - 2
8 - - 2 1 3 1 2 1 2 - - 2 1|8 - - 2 1 3 - 2 1 2 - - 2
9 - - - 1 4 1 2 2 2 - - 2 1|9 - - - 1 4 - 2 2 2 - - 2
(- - - 1 1 1 2 2 1 - - 2110 - - - 1 1 - 2 2 1 - - 2
mwr{i- - - 2 1 1 1 2 1 - - 2 |11y - - - 2 1 - 1 2 1 - - 2
12(- - 5 1 3 1 2 2 2 - - 2 1121- - 5 1 3 - 2 2 2 - - 2
13- - 1 3 1 2 2 2 - - 2 13- - - 1 3 - 2 2 2 - - 2
4(- - - 1 4 1 1 2 2 - - 2 14 - - - 1 4 - 1 2 2 - - 2
5(- - 2 1 1 1 2 1 1 - - 2115 - - 2 1 1 - 2 1 1 - - 2
6[- - - 1 4 2 2 1 2 - - 216 - - - 1 4 2 2 1 2 - - 2
17]- - - 1 3 1 2 4 2 - - 2 liv{- - - 1 3 - 2 4 2 - - 2
8- - 5 1 3 1 2 1 2 - - 2 118 - - 5 1 3 - 2 1 2 - - 2
191 - - 1 3 2 2 1 2 - - 2119 - - - 1 3 2 2 1 2 - - 2
201- - - 1 3 1 2 3 2 - - 2120 - - - 1 3 2 3 2 - - 2

Tabla 4.10: Explicaciones simplificadas para el experimento 4 utilizando los criterios de
usualidad conjunta e individual respectivamente.

N2 Xy X3 X5 X7 X9 Xy1 Xy3 Xis Xu7r Xyg Xog Xog|[N2[Xy X3 X5 X7 Xo Xy1 Xug Xys Xy7 Xy Xog Xog
11 - - - 1 2 1 1 - - 1 211 - - - 1 2 1 1 - - 1 2
2 - - - - 1 1 1 2 - - - 221- - - - 1 1 1 2 - - - 2
3 (- - 1 - - 1 - - - - - 213 - - - - - - - - - - 2
21 - - -1 2 1 1 - - 1 21 - - - 1 2 1 1 - - 1 2
5 - - 1 - 1 2 2 1 - - 1 2[5 - - - - - - - - - - - 2
6 |- - 2 - 3 - - 2 - - 1 261 - 2 - 3 - - 2 - - <- 2
711 - 1 - 1 1 1 1 - - - 27 |- - 1 - 1 - 1 1 - - - 2
s - - 2 - 3 - - - - - -~ 28 - - 2 - 3 - - - - - - 2
9[- - - - 4 1 2 2 - - 1 2@ - - - - 4 - - - - - - 2
|- - 1 - 1 1T 2 2 - - 1 2. - - - - - - - - 3
(- - - - 1 1 1 2 - - - 92fmil- - - - 1 1 1 2 - - - 2
(- - 5 - 3 - 2 - - - - 32[- - 5 - 3 p) - - 2
(- - 1 - 3 - - 2 - - - 929|B3[- - - - - - - - - - - 32
|- - 1 - 4 1 1 2 - - 1 241 - 1 - 4 - - - 1 2
- - 2 - - - - - - - - 32ml- - 2 - - - - - - - - 2
6. - - - 4 2 32 1 - - - 92m6(- - - - 4 - - - - - - 2
7 - - 1 - 3 2 4 - - - 32 i7]- - - - 3 - - 4 - - - 32
8- - 5 - 3 - 2 - - - 1 3|81 - -3 - 2 - - - - 32
(- 2 1T - 3 2 2 1 - - 1 32|10 - - - - - - - - - 2
20 | - T - 3 1 2 3 - - 1 2|2[- - - - - - - - - - - 32

Tabla 4.11: Explicaciones simplificadas para el experimento 4 utilizando los criterios de
Al-simplificacién y MAI-simplificacién respectivamente.
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N2 Xo X1 Xo X4 X7 X1 X2 Xua Xus Xis||[N2|[Xo X1 Xo Xy X7 X1 Xy Xig Xu5 Xis
T - - - - 2 2 - - - - [T ]- - - -2 2 - - - =
2 - - - - 1 2 - - - -2 |- - - -1 2 - - - =«
3 - - - 2 2 2 - - - -3 - - - 22 2 - - - -
I - - - 21 2 - - - -—[d]- - - 212 - - - =
51- - - - 1 - - 2 - -5 - - - -1 - - 2 - =
6 - - - - 2 - - 2 - -6 - - - -2 - - 2 - =
7. - - 2 (A 2 e
8 - - - - 1 - - - 2 -8 ]- - - -1 - - - 32 =
9 - - - 2 2 - - - 2 -9 - - - 22 - - - 32 -
(- - - 2 1 - - 2 - - Ji0l- - - 21 - - 2 - =
T[- - - 2 2 - - 2 - <~ Jii[- - - 2 2 - - 2 - =
(- - - 2 1 - T2 2 - - 2 1 - S R
B[~ - - - 2 - - - - 2B - - - 2 - - - - 3
4]- - - - 1 - - - - 24| - - - 1T - - - - 2
- - - 2 - 1 - - - 5[ - - S B —
6(- - - - 1 - 1T - - - [6[- - - - 1 - 1 - - =
7~ - - 2 2 - - - - 2|7l[- - - 2 2 - - - - 3
8- - - 2 1 - - - - 2|®8[- - - 21 - - - - 2
o[- - - 2 2 - 1 - - - |- - - 2 2 - 1 - - =
20]- - - 2 1 - 1 - - <-Je0l- - - 2 1 - 1 - - =

Tabla 4.12: Explicaciones

simplificadas para el experimento 5 utilizando
usualidad conjunta e individual respectivamente.

los criterios de

N2 Xo Xy Xy Xy X7 X1 Xio Xug Xus Xas||[N2[Xo Xy Xp Xy X7 Xy3 Xyo Xig Xys Xue
T |- - -1 - 2 - - - -l - -1- 2 - - - -
2 - - - 1 - 2 - - - - 1 - 2 - E
3 - - - 2 - 2 - - - I3 - - - - - 2 - - - -
7 - - - 2 - 2 - - - -4 - - - - 2 - - - =
5 - - - 1 - - - 2 - -5 - - -1 - - - 2 - -
6 - - - 1 - - - 2 - -6 - - -1 - - - 2 - =
71 - - 1 - - - - 2 7T - - - 1 - - - - 2 -
s - - - 1 - - - - 2 -~ 8- - - 1 - - - - 2 -
9[- - - 2 - - - - 2 9 - - - - - - - - 2 -
0. - - 2 - - - 3 - 0 - - - - 3
(- - - 2 - - - 2 - - Jii|- - - - - - - 92 - =
- - - 2 - - -2 - [i2[- - - - - = - -
Bl- - - 1 - - - - - 2[3[- - - 1 - - - - - 2
wl- - - 1 - - - - - 9o4l- - - 1 - - - - - 3
- - - 1 - - 1 - - —5|- - - 1 - - 1 - - —
6. - - 1 - - 1 - - —e|- - - 1 - - 1 - - -
- - - 2 - - - - - 32 i7|- - - - - - - - - 32
8- - - 2 - - - - - 2 |i8|- - - - - - - 32
(- - - 2 - - 1 - - - Ji9|- - - - - - 1 - - -
20- - - 2 - - 1 - - <-J2[- - - - - - 1 - - =

Tabla 4.13: Explicaciones

simplificadas para el experimento 5 utilizando
Al-simplificacién y MAI-simplificacién respectivamente.

los criterios de
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N2[Xo Xo X3 Xy X5 X X10 X12 X13 X15][[V2[ X0 X2 X3 Xy X5 X6 X10 X12 X13 X35
1 - - 2 - - 2 2 - 2 - |1 - - 2 - - 2 2 - 2 -
2 - - 2 2 - 2 2 - 2 - |2 - - 2 2 - 2 2 - 2 -
3 - - 2 - - 2 - - 2 - {3 - - 2 - - 2 - - 2 -
4 - - 2 2 2 2 2 - 2 - |4 - - 2 2 2 2 2 - 2 -
5 - - 2 2 - 2 - - 2 - |5 - - 2 2 - 2 - - 2 -
6 - - 2 - 2 2 2 - 2 - ||6 - - 2 - 2 2 2 - 2 -
7 - - 2 2 2 2 - - 2 - |7 - - 2 2 2 2 - - 2 -
8 - - 2 - 2 2 - - 2 - |8 - - 2 - 2 2 - - 2 -
9 - - 2 - - 2 2 - 2 2 1|9 - - 2 - - 2 2 - 2 2
(- - 2 2 - 2 2 - 2 2010 - - 2 2 - 2 2 - 2 2
11{2 - 2 2 2 - 2 - 11ty 2 - 2 2 2 - 2 -
122 - - - - - - - 2 - 1212 - - - - - - - 2 -
I3(- - 2 - - 2 - - 2 2 13- - 2 - - 2 - - 2 2
141- 1 2 - - 2 2 - 2 141- 1 2 - - 2 2 - 2
5(- - 2 - - 2 2 1 2 - {5y - - 2 - - 2 2 1 2 -
6(- - 2 2 2 2 2 - 2 20116 - - 2 2 2 2 2 - 2 2
1712 - 2 2 - 2 2 - 2 - flirl2 - 2 2 - 2 2 - 2 -
82 - - 2 - - - - 2 - 1812 - - 2 - - - - 2 -
9(- - 2 2 - 2 - - 2 20119 - - 2 2 - 2 - - 2 2
2001- - 2 2 - 2 2 1 2 -{20- - 2 2 - 2 2 1 2 -

Tabla 4.14: Explicaciones simplificadas para el experimento 6 utilizando los criterios de
usualidad conjunta e individual respectivamente.
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NeXo Xa X3 X4 X5 Xe X10 X12 X13 X15||[N2[Xo Xy X3 Xy X5 X6 X10 X12 X13 Xi5
T - 2 2 - - - - - 2 -JT 1 - 2 - - - - - 2 =
2 - 2 2 - - - - - 2 (21 - 2 - - - - - 32 _
3 (- 2 2 - - - - - 2 (31 - 2 - - - - - 32 _
I [- 2 2 - - - - - 3 -~ [41 - 2 - - - - - 2 -
5 - 2 2 - - - - - 2 (5 ]1 - 2 - - - - - 32 _
6 |- 2 2 - - - - - 2 -8 |1 - 2 - - - - - 32 -
7 - 2 2 - - - - - 2 -7 ]l - 2 - - - - - 32 -
8§ - 2 2 - - - - - 2 -8]T - 2 - - - - - 2 =«
9 - - 2 - - - - - 2 (9 - - 2 - - - - - 32 _
0. - 2 - - - - - 2 -~ Jo]- - 2 - - - - - 3 _
1|2 - - - - 2 - - 2 —Jui]- - 2 - - - - - - —
202 2 1 - - 1 - 2 2 - [i2l2 - - - - 1 - - 2 =
131 2 2 - - 2 - 2 2 - A3]- - 2 - - - - - - =«
a[- - - - - - - 929 - < Jid[- - 2 - - - - - - =
BT 2 2 - - 2 - 1 2 - 5]- - 2 - - - - - - =
6. - 2 - - - - - 2 -~ J6]- - 2 - - - - - 3 _
w2 - - - - 2 - - 2 -~ ir]- - 2 - - - - - - —
82 2 1 - - 1 - 2 2 - 18]z - - - - 1 - - 3 —
91 2 2 - - 2 - 2 2 - J9]- - 2 - - - - - - "
2001 2 2 - - 2 - 1 2 ~-J20]- - 2 - - - - - - -

Tabla 4.15: Explicaciones simplificadas para el experimento 6 utilizando los criterios de
Al-simplificacién y MAI-simplificacién respectivamente.



Capitulo 5

Conclusiones y trabajos futuros

Al comienzo del desarrollo de esta memoria nos planteaAbamos tres objetivos bésicos:

- estudiar el problema de la abduccién parcial en redes Bayesianas utilizando

arboles de grupos para la inferencia,
- desarrollar algoritmos de caracter aproximado para resolver el problema, y

- estudiar la manera de simplificar las explicaciones resultantes, de forma que sélo

demos como salida la informacion relevante.

Cada uno de estos tres objetivos ha dado lugar a un capitulo de esta memoria:
cap. 2, cap. 3 y cap. 4 respectivamente. A continuacién formulamos algunas de las

conclusiones extraidas para cada uno de los capitulos.

e Conclusiones relativas al problema de la abduccién parcial en redes Bayesianas

utilizando arboles de grupos.

— En primer lugar, hemos estudiado rigurosamente cudles son las condiciones
que un arbol de grupos debe cumplir para poder realizar inferencia abductiva
respecto a un conjunto explicacién Xg. En este estudio hemos visto que
en ocasiones no es posible obtener un arbol de grupos maximales de coste
minimo y, por tanto, hemos de anadir grupos no maximales al arbol. Sin
embargo, se ha mostrado como adaptar el algoritmo de propagacion para
que la inferencia sea al menos igual de eficiente que la que se realizaria sobre

el arbol de grupos antes de anadir los grupos no maximales.

— En segundo lugar hemos comprobado tedrica y experimentalmente que las

restricciones impuestas a la secuencia de eliminacién hacen que el tamano
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de los arboles de grupos obtenidos sea sensiblemente mayor que el tamano

de los arboles que se obtienen a partir de una triangulacién sin restricciones.

En tercer lugar, hemos propuesto una serie de heuristicas para obtener la
secuencia de eliminacion, especificas para el caso de la abduccién parcial.
Los resultados obtenidos mejoran a los producidos por la adaptacién de
las heuristicas habitualmente utilizadas (Kjeerulf [74], Cano y Moral [10]).
Ademas, hemos dado un resultado tedrico que permite mejorar la eficiencia
de los algoritmos heuristicos, al tener que comprobar sélo un subconjunto

de nodos y no todos para obtener el siguiente de la secuencia de eliminacion.

Por ultimo, podemos concluir que debido al aumento del tamano de los
arboles de grupos, en la mayoria de los casos deberemos pensar en utilizar

algoritmos aproximados para resolver el problema de la abducciéon parcial.

e Conclusiones relativas a los algoritmos aproximados desarrollados.

— Nuestro objetivo era el diseno de algoritmos que permitan abordar el pro-

blema de realizar abduccién parcial en aquellos casos en que las condiciones
del problema hacen que un método exacto resulte ineficiente o incluso im-
posible de aplicar. Estos casos se producen cuando el conjunto explicacion
seleccionado hace que se obtenga un arbol de grupos que por su tamano
imposibilita utilizar un método exacto. Es claro que existirdn casos en que
los métodos desarrollados en este capitulo tampoco podran aplicarse, pero

la clase de problemas resolubles se habra ampliado significativamente.

Los métodos desarrollados estan basados en las técnicas de optimizacion
combinatoria conocidas como algoritmos genéticosy enfriamiento estocdstico.
Estos métodos son aproximados en el sentido de que no garantizan la obten-
cion del 6ptimo, sin embargo, las propagaciones que se hacen son exactas
y, por tanto, las probabilidades obtenidas también. Una ventaja que tiene
aplicar los métodos aproximados desarrollados es que todo arbol de grupos
es valido para cualquier conjunto explicacion, al contrario de lo que ocurre

con los métodos exactos.

Los resultados obtenidos son bastante buenos, ya que en un porcentaje
altisimo se encuentra la primera EMP y también se obtiene un alto porcen-
taje de éxito en la busqueda del resto de las K’ EMPs. Si bien el esquema

del enfriamiento estocastico se adapta mejor al problema puesto que permite
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evaluar individuos mediante calculos locales, se han desarrollado operado-
res genéticos orientados a la topologia del problema que también permiten

evaluar individuos realizando tinicamente parte de la propagacién.

— Podemos concluir que siempre es conveniente aplicar la operacion de pre-
computaciéon en el arbol de grupos ya que produce un ahorro considerable

de tiempo en todas las ocasiones.

— Respecto al uso de la informacion proporcionada por el conjunto explica-
cion durante la fase de construccion del arbol de grupos, concluimos que
su utilizacion es muy positiva, puesto que la reducciéon que se consigue en
el tamano del arbol hace que el algoritmo genético consuma mucho menos
tiempo. El estudio de la adaptacion del resto de algoritmos desarrollados
para que se puedan aplicar sobre un arbol de grupos reducidos constituye

una interesante linea de trabajo para el futuro.

e En el capitulo 4 se han definido distintos criterios para la simplificacién de expli-

caciones:

— Criterios basados en usualidad. La simplificaciéon se basa en ofrecer como
salida tnicamente aquellos literales que no coinciden con el valor usual a
priori de la variable. Hemos estudiado como determinar los valores usuales
en el caso de que éstos no estén disponibles. La principales conclusiones que
podemos obtener son que la aplicacién de la simplificaciéon basada en este
criterio es muy rapida y que el nimero de literales eliminado depende de la

existencia o no de un valor usual para las distintas variables.

— Criterios basados en independencia y relevancia. En este caso hemos basado
la simplificacién en el estudio de como soporta una explicacién los hechos
observados al suprimir alguno de sus literales. Hemos visto que el problema
es muy costoso de abordar mediante un método exacto y por ello hemos
propuesto un algoritmo voraz para su resolucién. El nimero de literales
simplificado es mayor en el caso de la relevancia. Cuando los estados de
las variables tienen probabilidades parecidas y, por tanto, es dificil decidir
cual es el estado usual, estos criterios obtienen mejores resultados que los

obtenidos por los criterios basados en usualidad.

En relacion con estos criterios hemos estudiado también los siguientes temas.
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x Se ha desarrollado un método que nos permite evaluar subconfiguracio-
nes de una configuracién dada de forma mucho més eficiente que si se

hace una propagacion completa para cada configuracion.

x Se ha desarrollado un algoritmo que permite detectar algunas simplifi-
caciones a nivel del grafo, pudiéndose asi eliminar algunos literales de
forma directa, antes de utilizar los métodos anteriores que son mucho

mas costosos.

Por ultimo, hemos comprobado que los criterios basados en relevancia e inde-
pendencia producen siempre explicaciones inmediatas, lo que nos ha llevado a
proponer un método para obtener explicaciones mas especificas mediante apro-

ximaciones sucesivas.

Futuras lineas de investigacién

Al ir trabajando en las distintas lineas que recoge esta memoria, también hemos ido
descubriendo nuevas posibilidades para continuar nuestra investigacién. Asi, creemos

que en un futuro préximo debemos abordar las siguientes lineas de trabajo:

e Respecto a los métodos exactos de abduccién parcial usando arboles de grupos,
hay que recordar que tanto el problema de la triangulacién de grafos como el
de la inferencia son problemas NP-duros y, por tanto, los algoritmos existentes
son subsceptibles de mejora. Creemos que algunos puntos por los que podemos

proseguir nuestra investigacion son:

— Seguir investigando en la obtencién de arboles de grupos validos, bien sea
mediante la aplicacién de otras técnicas para la obtencion de la secuencia

de triangulacién, o mediante enfoques parecidos al método de H. Xu [147].

— Profundizar en el estudio de los métodos exactos localizando aquellos puntos
que puedan ser mejorados, haciendo especial hincapié en los algoritmos de

obtencion de las K explicaciones mas probables.

e A partir del trabajo desarrollado en el capitulo 3 y de los resultados obtenidos
creemos que existen varios puntos interesantes de estudiar en el futuro. Los

resumiremos en los siguientes:

— Estudiar nuevos operadores genéticos orientados a la topologia del problema.
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— Adaptar los algoritmos genéticos con operadores orientados a la topologia

del problema para su aplicacién sobre un arbol de grupos reducido.

— Estudiar la aplicacién del algoritmo basado en enfriamiento estocéstico sobre

un arbol de grupos reducido.

— Estudiar el comportamiento de los algoritmos desarrollados cuando se apli-
can sobre redes pertenecientes a aplicaciones reales y con un mayor nimero

de nodos.

— Resolver el problema usando algoritmos genéticos paralelos [13, 110], los

cuales mejoran en general a los modelos no paralelos.

— Aplicar otras técnicas de optimizacién combinatoria como puede ser la bisqueda

tabi [51, 52] para abordar el problema.

— Representar los potenciales mediante arboles de probabilidad [8, 12] para

aumentar asi la clase de problemas resolubles.

— Adaptar métodos aproximados de propagacion para usarlos en el proceso de

evaluacion de los individuos.

e En relacién con el tema de la simplificacién de explicaciones, creemos que nuestra

investigacion puede enfocarse en las siguientes lineas:

— Dado el alto costo computacional que supone obtener primero las explicacio-
nes y después simplificarlas, podemos enfocar nuestros esfuerzos en fusionar
ambas tareas en un unico proceso, que de acuerdo a los criterios de simplici-

dad aqui presentados obtenga directamente explicaciones ya simplificadas.

— Otro punto a tratar es el estudio de algoritmos a partir de criterios distintos

a los aqui planteados, como por ejemplo los siguientes:

Definicién 42 Dado un conjunto explicaciéon Xg y una observacion Xg =
To, decimos que zp (Xp C Xg) es una explicacién para xo si

p(xp|ro) > p(zpi|zo),

para toda configuracién zpy (Xgr C Xpg) y tal que Xg \ Xgr v Xo son
independientes dado xg. O

En este caso una explicacion es minimal si no existe ninguna configuracién

con menos variables que sea una explicacion.
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Definicién 43 Dado un conjunto explicaciéon Xg y una observacion Xp =
zo, decimos que xp (Xp C Xg) es una explicacion sii

p(rolze) >1— a.

Si gy xpr son dos explicaciones y |Xpr| > |Xpn|, preferiremos zp a xpn
sii
p(zplzo) > p(rpr|ro).
O

Con esto siempre se prefieren las explicaciones mas pequenas, las que tienen

menor numero de literales.

— Pretendemos también estudiar mas a fondo el papel que juega la causalidad

en la simplificacion de explicaciones.

Por ultimo, al margen de la divisiéon por capitulos anterior, también nos proponemos

profundizar en los siguientes temas:

e Seguir profundizando en el concepto de abduccion probabilistica, su significado
y su relacion con otros importantes conceptos probabilisticos como la indepen-

dencia.

e Estudiar a fondo el papel que juega la causalidad en el proceso de la inferencia

abductiva.
e Utilizar los algoritmos obtenidos en otros problemas como la toma de decisiones.
e Estudiar qué criterios seguir para determinar el conjunto explicacion.

e Estudiar el problema de la abducciéon en otros modelos de incertidumbre, como

en probabilidades imprecisas, funciones de creencia o posibilidades.
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Aspectos de implementacion

En este apéndice vamos a comentar algunos de los aspectos de implementacién
relativos a los programas realizados para probar los algoritmos presentados en esta
memoria. Podemos comenzar por realizar las siguientes consideraciones de caracter

general:

e Todos los programas se han implementado en lenguaje C y la experimentacion
se ha llevado a cabo bajo sistema operativo Linux en ordenadores con micropro-
cesador Pentium-133, Pentium-166 y Pentium-200.

e El objetivo fundamental de los programas ha sido la generacion de resultados y
estadisticas que nos permitieran verificar la bondad de los algoritmos realizados.
Los resultados que aparecen en esta memoria se han tomado directamente de los
ficheros generados por los programas, realizandose tinicamente una tabulacion de

los mismos para obtener una mejor presentacion.

e Los programas realizados no son un producto final y, por tanto, carecen de un
interfaz de uso amigable. De hecho, la ejecucién de los programas tiene la forma
ejecutable < Fentrada, dénde Fentrada es un fichero que contiene el conjunto
de datos de entrada. La salida se escribe en distintos ficheros dependiendo del

tipo de experimento realizado.

e No se ha realizado un interfaz para la construccién de redes. Las redes utilizadas
en los experimentos o bien se han generado artificialmente con un programa, o

bien se han editado a partir de otros formatos (redes alarm y car_diagnosis).

A continuacién comentaremos brevemente el formato de redes utilizado, las princi-

pales estructuras de datos y los médulos implementados.
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A.1 Formato de las redes

En la actualidad hay distintos formatos para representar en un fichero redes Baye-
sianas y diagramas de influencia como son el formato DNET de Nettica!, el formato
BIF de Microsoft? o el formato NET de Hugin®. En todos ellos se intenta cubrir un
gran abanico de posibilidades para poder representar casi cualquier tipo de red. En
nuestro caso, dado que no vamos a representar graficamente la red y que nos vamos a
limitar inicamente a redes Bayesianas con variables discretas, es decir tendremos un
unico tipo de nodo, hemos optado por realizar una representacion muy simple de la
red: tnicamente tendremos almacenado el nombre de la red, el nimero de nodos y a
continuacion un listado de los nodos. Para cada nodo tendremos su nombre, el nimero
de padres y sus nombres, el nimero de estados y sus nombres, y la distribucion de
probabilidad condicionada a sus padres. En la figura A.1 se muestra el fichero de la

conocida red cdncer.

El formato anteriormente descrito ha sido el usado para la construccién/generacién
de las redes que se han usado para validar los algoritmos de inferencia desarrollados en
la memoria, sin embargo, para validar los algoritmos de triangulacién de grafos se ha
prescindido de las distribuciones de probabilidad, puesto que esta informacién no era

necesaria y aumenta enormemente el tamano fisico de los ficheros.

Por 1ltimo, decir que se ha construido un programa gen_red que genera redes
artificiales en base a una serie de parametros de entrada. Para mads detalles sobre los

estos parametros ver la parte dedicada a la experimentacion en los capitulos 2 y 3.

A.2 Estructuras de datos

Si bien se han definido una gran cantidad de estructuras en los distintos mdédulos
programados, por razones de brevedad comentaremos unicamente las relativas a las
redes causales y a los arboles de grupos. Representaremos una red causal como una
lista de nodos, dénde cada nodo tiene la siguiente estructura:

typedef struct NODO {
char *nombre; /* nombre de la variable */

int numero; /* numero de orden asignado al nodo */

lyww.norsys.com/d1/DNET File Format.txt

2yww.research.microsoft.com/dtas/bnformat/

Swww . hugin.com/hugintro/language pane.html
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Cancer
5

#1

cancer

0

2 presente ausente
// pres. ausente
0.200000 0.800000

#2
calcio_en_suero
1 cancer

2 incrementado no_incrementado

// incr. no_incr
0.800000 0.200000
0.200000 0.800000

#3

tumor_cerebral

1 cancer

2 presente ausente
// pres. ausente
0.200000 0.800000
0.050000 0.950000

#4
coma

// nombre de red
// numero de nodos

// nombre de nodo
// num. padres y padres

// num. estados y estados (p,a)

// nombre de nodo
// padres

// cancer
// p
// a

// nombre de nodo
// padres

// estados (p,a)
// cancer

// p

// a

// nombre de nodo

2 calcio_en_suero tumor_cerebral // padres

2 presente ausente
// pres. ausente

0.800000 0.200000
0.900000 0.100000
0.700000 0.300000
0.050000 0.950000

#5

papilledema

1 tumor_cerebral

2 presente ausente
// pres. ausente
0.800000 0.200000
0.600000 0.400000

// estados (p,a)

// s_c t_c

// ip

// ia

// np
na

//

// nombre de nodo
// padres

// estados (p,a)
// t_c

// p

// a

Figura A.l: Fichero con la red céncer.

// num. estados y estados (i,n)
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PADRE *padres; /* lista de padres */
ESTADO *estados; /* lista de estados */
float *dist; /* dist. de probabilidad condicionada */

};

Esta es la informaciéon minima que necesitamos para construir el arbol de grupos sobre
el que se realizaran las propagaciones. Cada grupo del arbol tiene basicamente la siguiente
estructura:

typedef struct GRUPO {

int *variables; /* lista de variables en el grupo */

int maximal; /* 1=maximal, O=no maximal */

GRUPO *padre; /* puntero al grupo padre */

GRUPO *hijos; /* lista de grupos hijos */

int *res; /* cjto. residual */

int t_res; /* Tipo del cjto. residual O=no abducible,
1=abducible, 2=parc. abducible */

int *sep; /* cjto. separador */

float *potencial; /* potencial asociado al grupo */
float *pot_sep; /* potencial del separador */

};

Se han omitido algunos campos que se han usado para tener precalculados ciertos valores
que pueden mejorar la rapidez de los algoritmos. Dado que la gran mayoria de las propa-
gaciones que realizamos son siempre en sentido ascedente, los campos correspondientes a los
conjuntos residual y separador los instanciamos incialmente a los valores que tomarian al
elegir G1 como grupo raiz o pivote para la propagacién. En caso de otro tipo de propagacion
estos conjuntos se calculan en tiempo de ejecucién. En el campo pot_sep se almacena el
mensaje que se envia al grupo padre.

r iltimo, en algun ion I riangulaciéon no produce un ar ino un
Por tltimo, en algunas ocasiones el proceso de triangulaciéon no produce un drbol sino
bosque, que implementaremos como una lista de arboles de grupos.

A.3 Principales médulos implementados

Evidentemente, no podemos describir todas las funciones y estructuras utilizadas, por lo
que comentaremos brevemente sélo algunas de ellas. Al margen de modulos auxiliares (listas,
pilas, generacién de estadisticas, etc ...) se han implementado los siguientes modulos:

e Entrada/Salida. En este médulo se encuentran las funciones encargadas de las ope-
raciones de entrada/salida, asi como las encargadas de comprobar que la red leida es
correcta y en ese caso crear la estructura de datos adecuada.

e Obtencidon de drboles de grupos. Debemos distinguir dos procedimientos:
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— Obtencion de un arbol de grupos con todas las variables. Se ha implementado
el algoritmo 2.3.2. Comentaremos brevemente la funcién que implementa las
heuristicas:

ObtenerSecuenciaDeEliminacion(red, heurl, heur2)

A la funcion le pasamos la red (el grafo) y dos parametros heurl y heur2, heurl
indica la heuristica a aplicar en primer lugar y heur2 la heuristica a aplicar
para desempatar. En todo momento se tiene en cuenta si la variable global
ConjuntoExplicacion es nula o no, para en este ultimo caso eliminar siempre
antes el resto de las variables. La funciéon devuelve una lista con el orden de
eliminacién de las variables.

— Obtencion de un drbol de grupos sin las variables del conjunto explicacién. En
este caso se definen estructuras auxiliares como la lista de familias clasificadas.
Inicialmente se hace una proyeccién del grafo eliminando las variables del con-
junto explicacién y después se pone la variable ConjuntoExplicacion a un valor
nulo para aplicar el procedimiento anterior sin restricciones en la secuencia de
eliminacién. El principal problema de este procedimiento viene después, ya que
hay que modificar los grupos del arbol en el proceso de extensién de los mismos,
en cualquier caso como el espacio para todos los datos a modificar se consigue
dindmicamente, el tratamiento se reduce a solicitar mds espacio cada vez que
hay que realizar una expansion. Algunas funciones implementadas aqui son las
siguientes:

ExtenderGrupo (arbol,grupo,familia,red)
ConstruirPotencialesExtendidos (arbol,red)

Primero se procesa la lista de familias extendiendo los grupos con las nuevas
variables y una vez los grupos han sido totalmente extendidos, se calculan los
potenciales a partir de las variables incluidas en cada grupo y de las probabilidades
tomadas de la red.

e Inferencia abductiva exacta. En este médulo se encuentran entre otras muchas las
funciones dedicadas a la implementacion de las operaciones basicas con potenciales, es
decir:

CombinarPotenciales(universol, potl, universo2, pot2)
MarginalizarPorSuma(universol, potl, universo2)
MarginalizarPorMaximo (universol, potl, universo2)

donde universoX es un conjunto de variables y potX es un potencial. Las dos primeras
funciones devuelven como salida un potencial y en la tercera para cada configuracion del
universo resultante se devuelve su potencial asociado y la configuracion de las variables
eliminadas que produjo el maximo.
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También se encuentran aqui las funciones encargadas de instanciar la evidencia en el
arbol y de calcular su probabilidad.

InstanciarEvidenciaEnArbol (arbol,evidencia)
CalcularPevidencia(arbol)

donde evidencia es un conjunto de variables.

Hay que destacar que para el algoritmo de bisqueda de las K mejores explicaciones
en vez de tener un potencial asociado a cada configuracién, tendremos un vector de K
potenciales.

e Algoritmos genéticos. Se han definido dos estructuras distintas para representar las
poblaciones:

— Un vector? de TamPob cromosomas (vectores de enteros). Esta representacién se
ha usado en los algoritmos genéticos con cruce a nivel de cromosoma.

— Ademads del vector anterior ha sido necesario otro vector en el que para cada
cromosoma se almacena un vector con los mensajes enviados en la propagacién
realizada para calcular su valor de evaluacién. Esto supone un mayor consumo
de memoria, pero es imprescindible para ahorrar cdlculos en la evaluacién de los
descendientes. Esta representacién se ha usado en los algoritmos genéticos con
cruce a nivel de arbol.

Por otra parte, anadiremos que al margen de la seleccién elitista reflejada en los resul-
tados de la memoria, se han implementado otras técnicas de seleccién para comparar,
como son la seleccién proporcional, logaritmica y por torneo. De forma andloga se ha
implementado el cruce clédsico, si bien nos hemos decantado por el cruce por dos puntos
al ser el que mejores resultados ofrecia.

En este mdédulo se ha implementado la funcién de marginalizacion coherente para el
operador |.:

MarginalizarPorSumaCoherente (universol, potl, universo2, cjto, config)

donde config representa la configuraciéon de valores de el conjunto de variables cjto
sobre el que se requiere la coherencia en la marginalizacién. Esta funcién es usada por
EvaluarCromosoma (arbol,cromosoma) durante la propagacion.

También se encuentra aqui la funcién de precomputacion del drbol en funcién del
conjunto explicacién seleccionado:

4E] utilizar un vector no supone limitar el tamafio en tiempo de compilacién, puesto que lo que
hemos hecho es utilizar la libertad que nos da el lenguaje C para reservar un trozo de memoria
dindmicamente y tratarlo después como un vector
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PrecomputarArbol (arbol,conjunto)

e FEnfriamiento estocdstico. La principal novedad en este médulo es que ya no tenemos
una estructura de arbol fija y, por tanto, es necesario recalcular los conjuntos residuales
y separadores en cada paso de la propagacién en funcién del pivote elegido. En cuanto
a la implementacion del algoritmo de enfriamiento el principal problema ha sido el
tener que tratar valores muy cercanos a cero en la temperatura y en las probabilida-
des de las configuraciones, que en muchos casos eran tratados por el ordenador como
indeterminaciones (0/0). Algunas funciones implementadas aqui son por ejemplo las
siguientes::

ObtenerSecuenciaDeRecorrido(arbol)
EnfriamientoEstocastico(arbol,red,esquema,temperatura)

donde red es necesaria para saber los estados que puede tomar cada variable ya que
esta informacion no estd incluida en el arbol. El pardmetro esquema nos sirve para
seleccionar el esquema de enfriamiento a utilizar.

o Simplificaciones. Al margen de modificar los algoritmos de propagaciéon de acuerdo
a las nuevas necesidades, hemos tenido que implementar distintos procedimientos que
trabajan con grafos y conjuntos para comprobar si ciertos nodos del conjunto expli-
cacién son independientes del resto dadas las variables observadas. De esta tarea se
encarga el procedimiento:

SimplificacionInducidaPorGrafo(red,CjtoEvidencia,CjtoExplicacion),

que devuelve el subconjunto X; de la expresiéon < X7|Xp|Xo >. El procedimiento

principal implementado en este médulo es:
SimplificarEMP (emps,criterio,red),

donde emps es el fichero que contiene las K explicaciones mas probables a simplificar
y criterio es el tipo de simplificacién a realizar.
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