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Introducci�on

Un Sistema Basado en el Conocimiento es un sistema capaz de manejar informaci�on y realizar

juicios razonables en un �area de conocimiento compleja, de forma que pueda servir de ayuda

en la toma de decisiones por parte de un experto. En algunos dominios de conocimiento, como

por ejemplo en medicina, la relaciones entre variables son inexactas, imprecisas o ambiguas

y, por tanto, las conclusiones que se obtienen son inciertas. Por ejemplo, la presencia de un

s��ntoma puede sugerir la presencia de una determinada enfermedad, pero no necesariamente

tiene que presentarse la enfermedad. Por tanto, al razonar con este tipo de informaci�on,

llegamos a conclusiones de las que no tenemos una certeza total. Es muy frecuente que la

informaci�on disponible no sea su�ciente para sustentar, en un sentido l�ogico, una determinada

conclusi�on, aunque pueda dar un soporte parcial en favor de la misma. Ser��a absurdo ignorar

que la evidencia disponible puede dar mayor soporte o credibilidad a una conclusi�on que

a otra, aunque no se disponga de una garant��a absoluta de la correcci�on de la conclusi�on

alcanzada. Este es el modo de razonamiento habitual entre expertos humanos. As�� pues,

todo Sistema Basado en el Conocimiento que quiera llegar a las mismas conclusiones que un

experto humano debe ser capaz de trabajar con incertidumbre.

Dentro de este tipo de sistemas podemos destacar los sistemas basados en reglas, donde la

base de conocimiento est�a formada por reglas de la forma IF - THEN. Estos sistemas tienen

un buen comportamiento cuando tenemos informaci�on categ�orica y, por tanto, inicialmente se

trat�o de aplicarlos en entornos con incertidumbre. Los primeros sistemas para el tratamiento

de la incertidumbre MYCIN [145] y PROSPECTOR [64] eran sistemas extensionales. Esto es,

cada regla es independiente de las dem�as reglas y del resto del conocimiento que pueda tener

el sistema, por tanto el razonamiento se realiza de forma independiente para cada regla. Este

hecho hace que los sistemas extensionales sean computacionalmente e�cientes. Sin embargo,

estos sistemas plantean di�cultades para recti�car conclusiones establecidas previamente y

que a la luz de nueva informaci�on resultan incorrectas. Adem�as, estos sistemas presentan

problemas para realizar inferencias bidireccionales y fallan en su comportamiento cuando los

distintos elementos de informaci�on est�an correlacionados, por ejemplo, cuando proceden de



10

Introducci�on

una misma fuente de informaci�on.

Un sistema intensional nos permite solucionar estos problemas al considerar el conocimiento

inicial como una parte de la informaci�on global, ofreciendo una interpretaci�on sem�antica clara.

Sin embargo, el principal problema que plantean los sistemas intensionales es el alto coste

computacional necesario para realizar las tareas de razonamiento. Por tanto, con estos sis-

temas necesitamos de mecanismos especiales para realizar el razonamiento de forma e�ciente.

Con este �n, se recurre al uso de relaciones de dependencia entre las variables. La idea

es tener una codi�caci�on del conocimiento de tal manera que lo que es relevante pueda ser

reconocido f�acilmente y, en este sentido, aquello que no es conocido localmente es ignorado.

Un tipo de sistema intensional donde se tienen en cuenta estas consideraciones lo consti-

tuyen las Redes de Creencia. En una red de creencia se pueden distinguir dos partes: Una

cualitativa, que describe las relaciones de independencia entre las variables en estudio, y otra

cuantitativa, que representa mediante valores num�ericos el conocimiento sobre el problema.

Con este tipo de redes, es posible realizar un c�alculo local de forma que se obtengan los

mismos resultados �nales que si se hubiese trabajado con la informaci�on global, gracias al

conocimiento de las relaciones de independencia expresadas en la estructura.

Inicialmente, la informaci�on cuantitativa utilizada en la red era de tipo probabil��stico

[126, 106, 119]. Pero pronto se descubre que una red de creencia tambi�en se podr��a utilizar

con otros tipos de informaci�on incierta, como por ejemplo la Teor��a de la Evidencia [141],

Teor��a de la Posibilidad [59], Probabilidades Superiores e Inferiores [32], etc. En todos estos

casos se considera la independencia como un concepto primitivo, no relacionado con los valores

cuantitativos utilizados para representar la informaci�on.

Adem�as de las cuestiones sobre representaci�on e inferencia con el conocimiento en redes

de creencia, el principal problema que se plantea es la propia construcci�on de la red de creen-

cia. En un principio, este tipo de estructuras se constru��an a partir de la informaci�on que

se obten��a de un experto. Sin embargo, este planteamiento es problem�atico: Por un lado,

el experto puede no tener informaci�on completa del problema y por otro, en el proceso de

adquisici�on del conocimiento aparece un cuello de botella. Sin embargo, actualmente pode-

mos encontrar una gran cantidad de informaci�on depositada en bases de datos, y por tanto

podemos pensar en utilizar distintas herramientas de aprendizaje autom�atico que hagan uso

de esta informaci�on. Este tipo de herramientas ser�an de gran utilidad a la hora de agilizar

la adquisici�on del conocimiento, permitiendo reducir el cuello de botella. Adem�as, el uso de

este tipo de t�ecnicas nos permitir�a realizar tareas de aprendizaje en aquellos dominios donde

no disponemos de un experto. Dentro del entorno en que nos movemos, las redes de creencia,

se han realizado estudios que permiten realizar el aprendizaje para este tipo de estructuras
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[16, 43, 77, 84, 100, 151, 146, 167]. En cualquier caso, todas estas t�ecnicas trabajan bajo la

suposici�on de que el sistema a recuperar es eminentemente probabil��stico, y por tanto, cuando

toman como informaci�on de partida una base de datos, suponen que �esta re
eja �elmente la

distribuci�on de probabilidad a recuperar.

Planteamiento del Problema.

Partimos de la siguiente premisa: Una red de creencia es una herramienta apropiada para

trabajar con conocimiento incierto, independientemente del formalismo utilizado para repre-

sentar la incertidumbre. Sin embargo, cuando queremos construir algoritmos de aprendizaje

para redes de creencia, la mayor��a de los esfuerzos realizados hasta ahora se centran en un

entorno probabil��stico. En esta memoria nos planteamos el problema del aprendizaje de este

tipo de estructuras en entornos no probabil��sticos.

Son dos las motivaciones principales que nos llevan a estudiar este problema: La primera

es que la teor��a de la probabilidad ya no es hoy d��a el �unico formalismo para el tratamiento

de la incertidumbre (aunque si es el m�as antiguo y el m�as desarrollado). As�� pues, la infor-

maci�on de partida utilizada para el aprendizaje puede ser no probabil��stica, y en ese caso,

los algoritmos de aprendizaje conocidos son de poca utilidad. En segundo lugar, cuando se

realiza el aprendizaje a partir de una base de datos, se supone que el conjunto de datos es

lo su�cientemente grande como para que la distribuci�on de probabilidad obtenida sea una

buena aproximaci�on de la distribuci�on real. Sin embargo, esta suposici�on no tiene porque ser

cierta.

Un an�alisis de este planteamiento nos lleva a seleccionar dos formalismos distintos para

representar la incertidumbre, el primero es la Teor��a de la Posibilidad y el segundo el grupo

de las medidas que acotan un probabilidad. La Teor��a de la Posibilidad es un formalismo

bien estudiado [58]. Dentro de las medidas que acotan una probabilidad, podemos encontrar

distintos formalismos para representar la incertidumbre [103], por ejemplo las Medidas de

Evidencia [139], las probabilidades superiores e inferiores [50], las Capacidades de Choquet

[39],: : :. Sin embargo, el principal problema que plantean estos modelos es el alto coste com-

putacional que se requiere tanto para su representaci�on como para la manipulaci�on de la

informaci�on. Por tanto, pretendemos considerar un formalismo que, a�un siendo lo su�ciente-

mente general, sea computacionalmente m�as tratable. Esto nos conducir�a a los intervalos de

probabilidades.

Una vez seleccionados los formalismos, el principal problema que se plantea es el de dise~nar
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algoritmos e�cientes para recuperar la red. De entre las distintas t�ecnicas de aprendizaje,

nos decantamos por aqu�ellas que utilizan un criterio de independencia entre las variables

del modelo. Consideramos el concepto de independencia como un concepto primitivo, y

por tanto, podemos utilizar los algoritmos independientemente del formalismo con que se

represente la informaci�on. Basta con disponer de un concepto apropiado de independencia

para cada formalismo considerado. Sin embargo, cuando analizamos los distintos algoritmos

de aprendizaje, vemos que �estos utilizan tests de independencia que involucran a un gran

n�umero de variables. El resultado de este tipo de tests, incluso en un entorno probabil��stico, es

poco �able cuando tomamos la informaci�on de una base de datos. Por tanto, nos centraremos

en el estudio de algoritmos que solucionen este problema.

Para �nalizar, una vez que tenemos recuperada la red, en el proceso de construcci�on de

una red de creencia, debemos de asignarle valores cuantitativos a los nodos de la red. Por

tanto, debemos de estudiar un conjunto de t�ecnicas que nos permitan estimar, para cada

formalismo, los valores n�umericos para los nodos en la red.

Objetivos.

El objetivo de esta memoria es el de obtener las herramientas necesarias que nos permitan

aprender redes de creencia en entornos no probabil��sticos. Este objetivo global, teniendo

en cuenta el planteamiento del problema realizado, lo hemos descompuesto en los siguientes

subobjetivos:

1. Estudiar las propiedades de independencia en redes de creencia, en especial centraremos

el an�alisis en estructuras simples. La idea es la siguiente: La topolog��a de la red impone

un conjunto de relaciones de independencia sobre el modelo. En general, podemos

considerar que cuanto m�as simple es la estructura, mayor es el conjunto de restricciones

impuestas. Por tanto, cuando nos restringimos a estructuras simples, el conjunto de

relaciones de independencia est�a m�as delimitado. Nuestro objetivo ser�a el de dise~nar

algoritmos de aprendizaje para estructuras simples, donde se utilice la informaci�on sobre

relaciones de independencias proporcionada por la topolog��a del modelo a recuperar.

2. Como hemos comentado, los algoritmos de aprendizaje que consideramos utilizan rela-

ciones de independencia entre variables. Por tanto, otro de los objetivos ser�a el consi-

derar el concepto de independencia entre variables en entornos donde la incertidumbre

viene representada por una distribuci�on de posibilidad. Partiendo de que nos encon-
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tramos con un modelo que maneja incertidumbre e imprecisi�on, pretendemos obtener

de�niciones de independencia donde se considere el hecho de que el conocimiento de

partida no es preciso, as�� como realizar un estudio del comportamiento de estas de�ni-

ciones

3. Puesto que queremos realizar el aprendizaje de redes de creencia en un entorno posi-

bil��stico, otro de los objetivos que nos planteamos es el de considerar t�ecnicas que nos

permitan estimar valores para la distribuci�on de posibilidad, en especial nos centramos

en t�ecnicas que utilizan un conjunto de datos como punto de partida de la estimaci�on.

4. Cuando partimos de un conjunto de datos, si �este no es lo su�cientemente grande,

la estimaci�on de una distribuci�on de probabilidad es de poca utilidad. Por tanto, se

debe utilizar otros formalismos, m�as generales, capaces de representar la informaci�on

existente en la base de datos. Sin embargo, estos formalismos aunque son expresivos,

tienen un alto coste computacional tanto cuando consideramos el espacio necesario para

representar la informaci�on como cuando se considera el tiempo necesario para realizar los

c�alculos con los mismos. Por tanto, otro de los objetivos ser�a el encontrar un formalismo

e�ciente que, sin perder expresividad para la representaci�on, nos permita trabajar de

forma e�ciente.

5. Una vez que hemos encontrado el formalismo, los intervalos de probabilidad, debemos de

desarrollar un conjunto de herramientas necesarias para realizar las operaciones b�asicas

de c�alculo con ellos. Adem�as debemos de considerar los conceptos de independencia

y estimaci�on para este formalismo, donde de nuevo debemos de tener en cuenta que

la informaci�on de partida proviene de una base de datos, y por tanto que tenemos un

n�umero limitado de datos.

Los cap��tulos principales est�an organizados secuencialmente seg�un estas tareas:

En el cap��tulo primero se pueden distinguir dos partes, la primera dedicada a estudiar

las redes de creencia como un formalismo para representar un conjunto de relaciones de

independencia, y la segunda parte es una recopilaci�on de distintos algoritmos de aprendizaje

de redes de creencia utilizando un formalismo probabil��stico. Podemos destacar dos grandes

grupos: los algoritmos que utilizan un criterio de bondad en la aproximaci�on y los que utilizan

criterios de independencia entre variables para realizar el aprendizaje.

En el cap��tulo segundo se hace un estudio de propiedades de independencia en redes

de creencia simples (�arboles, poli�arboles y grafos simples), y se proporcionan algoritmos

que, haciendo uso de estas propiedades, nos permitan recuperar la red de forma e�ciente,

entendiendo a la e�ciencia tanto en el tiempo de ejecuci�on como en el n�umero y el orden
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de tests necesarios para realizar los algoritmos. Adem�as, se discute el comportamiento de

los algoritmos cuando se consideran modelos que no son representables por este tipo de

estructuras.

El cap��tulo tercero est�a dedicado a un estudio en profundidad del concepto de independen-

cia en la Teor��a de la Posibilidad. Para ello, se proponen distintas de�niciones de independen-

cia condicional, donde se considera el hecho de que la informaci�on de que disponemos es impre-

cisa e incierta. Se hace un an�alisis axiom�atico de las distintas propiedades que satisfacen las

de�niciones de independencia condicional propuestas, considerando los operadores de condi-

cionamiento m�as usuales, esto es, el condicionamiento de Dempster y el condicionamiento de

Hisdal. El cap��tulo �naliza con un estudio de distintas t�ecnicas que nos permiten estimar

una distribuci�on de posibilidad. La distribuci�on se estimar�a bien a partir de consultas a

un experto o bien a partir de una base de datos. En este �ultimo caso, cuanto menor sea

el n�umero de datos del que disponemos, mayor ser�a la incertidumbre en la informaci�on. Se

proponen t�ecnicas que permiten estimar la distribuci�on utilizando como par�ametro el tama~no

de la base de datos.

Finalmente, en el cap��tulo cuarto, se presentan los intervalos de probabilidad como un for-

malismo e�ciente para el tratamiento de la incertidumbre y se realiza un estudio de la situaci�on

de los intervalos de probabilidad dentro de la clasi�caci�on de las medidas difusas. Adem�as, se

proponen un conjunto de operaciones que se consideran las b�asicas para cualquier formalismo

capaz de trabajar con incertidumbre, como por ejemplo las operaciones de marginalizaci�on,

condicionamiento, combinaci�on, inclusi�on o integraci�on de intervalos de probabilidad. Poste-

riormente, se considera la relaci�on de los intervalos de probabilidad con otras medidas para

el tratamiento de la incertidumbre, en especial las medidas de evidencia. Para �nalizar, se

consideran los problemas de la estimaci�on de intervalos de probabilidad a partir de una base

de datos, y distintas de�niciones de independencia condicional en este formalismo, realizando

un estudio emp��rico del comportamiento de las mismas cuando consideramos como fuente de

nuestra informaci�on a un conjunto de datos.



Cap��tulo 1

Redes de Creencia: Algoritmos de

Aprendizaje

1.1 Introducci�on

Cualquier Sistema Basado en el Conocimiento requiere una representaci�on apropiada del

conocimiento disponible, as�� como un conjunto de herramientas que permitan realizar in-

ferencias sobre el mismo. Cuando el conocimiento que manejamos es incierto, las Redes de

Creencia se presentan como una atractiva soluci�on a este problema. Una red de creencia, es

una estructura gr�a�ca (un grafo) que de forma expl��cita representa un conjunto de variables y

las relaciones de dependencia e independencia entre �estas. Cuando la relaci�on de dependencia

se interpreta como una relaci�on causa-efecto, a estas redes se las denomina Redes Causales.

Por tanto, podemos decir que la topolog��a de la red es una representaci�on cualitativa del

conocimiento, mediante un conjunto de relaciones de dependencia/independencia entre las

variables. Adem�as, una red de creencia nos permite representar el conocimiento cuantitativa-

mente. As��, por ejemplo, cuando nuestro conocimiento viene determinado, cuantitativamente,

mediante una distribuci�on de probabilidad, una red de creencia nos permite representar e�-

cientemente la distribuci�on. A este tipo de redes se las denomina Redes Bayesianas.

Una vez elegida una representaci�on del conocimiento, en nuestro caso las redes de creencia,

el primer problema que se plantea es c�omo se construye la red que representa el problema.

Una posible soluci�on consiste en el dise~no de un conjunto de t�ecnicas que permitan elici-

tar el conocimiento de un experto. Sin embargo, es bien conocido que la adquisici�on del

conocimiento a partir de expertos produce un `cuello de botella' a la hora de desarrollar estos
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sistemas. Para solucionar este problema, se han desarrollado un conjunto de herramientas

que permiten el aprendizaje de este tipo de estructuras a partir de un conjunto de datos.

En este cap��tulo se presenta una introducci�on sobre representaci�on y aprendizaje de redes

de creencia. En la primera parte se presentan las ideas b�asicas sobre la representaci�on del

conocimiento, haciendo hincapi�e en las relaciones de independencia que pueden expresar. En

la segunda parte se estudian distintas t�ecnicas conocidas de aprendizaje de redes.

1.2 Redes de Creencia.

Una red de creencia nos va a permitir representar nuestro conocimiento sobre un determi-

nado problema a trav�es de estructuras gr�a�cas, (Grafos Dirigidos Ac��clicos, GDA) donde los

nodos representan las variables y los arcos representan relaciones de causalidad, relevancia o

dependencia entre ellas. Si analizamos topol�ogicamente la red, obtenemos una representaci�on

cualitativa del conocimiento mediante un conjunto de relaciones de dependencia e indepen-

dencia entre variables. Este an�alisis nos permite obtener una interpretaci�on sem�antica de

la red, esto es, para un determinado problema, podemos leer y entender las relaciones de

relevancia o de causalidad entre variables. Una relaci�on de relevancia entre dos variables,

x e y, implica una modi�caci�on en la creencia sobre x, dado que se conoce el valor que

toma la variable y. An�alogamente, una relaci�on de independencia entre x e y se interpreta

como una no ganancia de informaci�on (no se modi�ca la creencia) al conocer y. El siguiente

ejemplo muestra c�omo se pueden interpretar las relaciones de dependencia e independencia

representadas en un GDA.

Ejemplo 1.1 Supongamos que vamos a alquilar un veh��culo para realizar un viaje por car-

retera. Una posible representaci�on del problema la tenemos en la Figura 1.1, donde el conjunto

de variables consideradas relevantes son;

TV : Tipo de Veh��culo con el cual vamos a realizar un viaje, que puede tomar los valores

fUtilitario,Deportivo,Berlinag.

TC: Tipo de Carretera por la cual transcurre el viaje, tomando valores fAutopista, Nacional,

Comarcal, Urbana g.

VM : Velocidad Media en el viaje. Supongamos que discretizamos los posibles valores en los

intervalos (en Km/h. ) f[0; 50]; (50; 80]; [80; 100); [100; 130); [130; : : :]g.

D: Duraci�on (en horas) del viaje, tomando valores en f[0; 1); [1; 2); [2; 3); [3; : : :]g.
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TV TC

VMP

D

Figura 1.1. Viaje por Carretera.

P : Precio de alquiler, tomando valores en f[0; 10000); [10000; 30000); [30000; : : :]g.

Analicemos el subgrafo TC ! VM ! D: En este caso, las relaciones de dependencia

que tenemos son: El tipo de v��a in
uye sobre la velocidad media del viaje y �esta in
uye

directamente sobre la duraci�on del mismo. Adem�as, cuando no se sabe nada sobre la velocidad

media en el trayecto, la duraci�on del viaje in
uye en nuestra creencia sobre el tipo de carretera

y viceversa. Sin embargo, si sabemos que la velocidad media del viaje pertenece al intervalo

[130; : : :], entonces el saber que la duraci�on del viaje es de 4 horas, no altera mi creencia en

que la v��a debe ser una autopista. En t�erminos de relaciones de independencia, podemos

decir que TC y D son variables dependientes, sin embargo conicida la velocidad media del

viaje, TC y D son independientes.

En el subgrafo P  TV ! VM , podemos hacer un razonamiento an�alogo: Si el precio

de alquiler es bajo, entonces podemos imaginar que el veh��culo es un utilitario y por tanto

la velocidad media no debe ser muy elevada. Sin embargo, si conocemos que el veh��culo es

un deportivo, el conocer el precio de alquiler no aporta informaci�on sobre la velocidad media

en el viaje. En este caso, tenemos que P y VM son variables dependientes, pero conocido el

valor de TV , se hacen independientes.

Para �nalizar, analicemos el subgrafo TV ! VM  TC. Aqu�� observamos como el tipo

de veh��culo es independiente del tipo de carretera por la que se va a realizar el viaje, es decir,

saber que el viaje se realiza en un utilitario, no dice nada sobre el tipo de v��a por la que se

va a circular. En cambio, si se sabe que se realiz�o el viaje en un utilitario y que la velocidad

media fue de 140Km/h, mi creencia en que el viaje se hizo por autopista aumenta. Por tanto,

las variables TV y TC son independientes, pero conocido VM se hacen condicionalmente

dependientes. 2
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El concepto de independencia, adem�as de facilitar una representaci�on cualitativa del pro-

blema, nos permite identi�car qu�e informaci�on es relevante y qu�e informaci�on es super
ua.

Por tanto, a la hora de encontrar posibles explicaciones para una determinada consulta,

podemos modularizar el conocimiento de forma que s�olo sea necesario consultar la informaci�on

relevante. En el ejemplo anterior, si para una variable (D) son conocidas sus causas directas

(VM), el hecho de conocer cualquier otra causa no directa (TV; TC), no aporta ninguna

informaci�on adicional sobre el valor que tome la variable (D).

Con este ejemplo, hemos visto que el concepto de independencia es �util para la repre-

sentaci�on cualitativa del conocimiento, y que es de utilidad cuando queremos realizar un

proceso de inferencia. Adem�as, veremos c�omo el mismo concepto de independencia puede

utilizarse para obtener una representaci�on, cuantitativa, de la informaci�on de forma e�ciente.

As��, cuando hablamos de redes Bayesianas, el conocimiento cuantitativo viene determinado

por una distribuci�on de probabilidad conjunta sobre el conjunto de variables consideradas,

U = fx

1

; : : : ; x

n

g. La regla de la cadena nos permite representar la distribuci�on de probabil-

idad, P (x

1

; x

2
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n

), como
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del resto de variables, excepto sus consecuentes, la relaci�on anterior se puede expresar como
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) representando el conjunto de causas directas de x

i

, padres de x

i

en el grafo. Por

tanto la distribuci�on de probabilidad conjunta se puede recuperar a trav�es de la siguiente

expresi�on:

P (x

1

; x

2

; : : : ; x

n

) =

Y

i

P (x

i

j �(x

i

))

En consecuencia, para recuperar la distribuci�on, s�olo tendremos que almacenar, para cada

nodo, una distribuci�on de probabilidad condicional. Con esta representaci�on se consige, en

general, un ahorro considerable en el espacio requerido (puede ser del orden polinomial)

para almacenar la distribuci�on de probabilidad conjunta. Notemos que el espacio nece-

sario para almacenar la distribuci�on de probabilidad conjunta mediante una tabla de valores

P (x

1

; x

2

; : : : ; x

n

) es del orden exponencial.

Por tanto, el concepto de dependencia/independencia entre variables se ha mostrado como

un elemento esencial en las redes de creencia. En la siguiente secci�on hacemos un estudio
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abstracto del concepto de independencia, presentando un conjunto de propiedades, que lla-

maremos axiomas, que parece sensato exigir a toda relaci�on que intente captar el concepto

intuitivo de independencia.

1.2.1 Axiom�atica de Independencia.

Existen situaciones en las cuales el ser humano es incapaz de expresar su conocimiento de

forma cuantitativa, y sin embargo puede establecer con seguridad que, entre un conjunto de

variables, existe una relaci�on de independencia. Este hecho nos hace pensar que la noci�on de

independencia debe ser un concepto primitivo, debiendo tener un conjunto de propiedades

comunes a los distintos formalismos con los que se pueda representar el conocimiento. Por

tanto, es necesario el considerar un entorno abstracto en el que poder analizar el concepto de

independencia.

Sea U un conjunto �nito de variables, denotamos con letras en min�usculas a los elementos

individuales de U , esto es, x; y; z; : : :, mientras que los conjuntos de variables se denotan

mediante letras may�usculas X; Y; Z; : : :. Un Modelo de Dependencias [126] se de�ne como un

par M = (U; I), donde I es un conjunto de reglas que asignan valores de verdad al predicado

`X es Independiente de Y , dado Z', denotado por I(X j Z j Y ), con X; Y y Z conjuntos

disjuntos de variables en U . Intuitivamente, un conjunto de variables X es considerado

independiente de otro Y , dado que conocemos los valores que toman las variables en Z,

cuando nuestra creencia sobre los valores de X no se modi�ca si obtenemos informaci�on

adicional sobre los valores de Y .

Por ejemplo, en un entorno probabil��stico [48, 76, 105, 153, 157], una distribuci�on de

probabilidad P , puede ser considerada un modelo de dependencias utilizando la siguiente

relaci�on

I(X j Z j Y ), P (x j yz) = P (x j z) siempre que P (yz) > 0

para toda instanciaci�on x; y; z de los conjuntos X; Y y Z. En cualquier caso, un modelo de

dependencias puede aplicarse con cualquier otro formalismo no probabil��stico [24, 25, 20, 126,

143, 158, 173]. Un estudio de las relaciones de independencia en la teor��a de la probabilidad

y en la teor��a de Bases de Datos [66], proporciona un conjunto de propiedades que parece

razonable exigir a toda relaci�on que intente capturar el concepto intuitivo de independencia.

Estas propiedades se pueden axiomatizar como [126]:

A0 Independencia Trivial:

I(X j Z j ;)
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A1 Simetr��a:

I(X j Z j Y )) I(Y j Z j X)

A2 Descomposici�on:

I(X j Z j Y [W )) I(X j Z j Y )

A3 Uni�on D�ebil:

I(X j Z j Y [W )) I(X j Z [ Y jW )

A4 Contracci�on:

I(X j Z j Y ) & I(X j Z [ Y j W )) I(X j Z j Y [W )

A5 Intersecci�on:

I(X j Z [W j Y ) & I(X j Z [ Y jW )) I(X j Z j Y [W ).

Estos axiomas tienen la siguiente interpretaci�on intuitiva:

A0 Independencia Trivial: En cualquier estado de conocimiento, una informaci�on nula no

modi�ca la informaci�on que tenemos sobre X .

A1 Simetr��a: Dado un estado de conocimiento Z, si el conocer Y no aporta ninguna infor-

maci�on sobre el valor que pueda tomarX , entonces el conocerX no aportar�a informaci�on

sobre el valor que pueda tomar Y .

A2 Descomposici�on: Si dos componentes de informaci�on Y y W conjuntamente son consi-

deradas irrelevantes para X , entonces cada uno de ellas por separado tambi�en debe ser

considerada irrelevante para X .

A3 Uni�on D�ebil: Este axioma, establece que al conocer informaci�on Y considerada irrelevante

para X , entonces esta informaci�on no puede ayudar a que otra informaci�on irrelevante

W se transforme en relevante para X .

A4 Contracci�on: Si se considera que W es una informaci�on irrelevante para X despu�es de

conocer informaci�on irrelevante Y , entonces W tambi�en deber��a ser irrelevante para X

antes de conocer Y .

A5 Intersecci�on: Si dos elementos combinados de informaci�on, Y y W son relevantes para

X , entonces al menos uno de ellos debe ser relevante para X , cuando el otro es a~nadido

a un estado de conocimiento previo Z.
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Cualquier modelo de dependencias que satisface los axiomas A1 - A4 se denomina semi-

grafoide, si adem�as satisface el axioma A5 al modelo se le llama grafoide [128].

Este conjunto de axiomas permite representar la esencia del concepto de independencia.

Por tanto, proporcionan una herramienta adecuada para poder comparar las propiedades de

una relaci�on de independencia considerando diferentes formalismos. Adem�as, el conjunto de

axiomas puede considerarse como una regla general de inferencia, capaz de derivar nuevas

relaciones de independencia a partir de un conjunto inicial de relaciones.

1.2.2 Modelos de Dependencias y Redes de Creencia.

El objetivo de esta secci�on ser�a el considerar la red de creencia como una representaci�on

gr�a�ca de un modelo de dependencias y hacer un an�alisis de las distintas propiedades que

se presentan. En este caso, debe de existir una correspondencia directa entre el conjunto

de variables en el modelo y el conjunto de v�ertices o nodos en un grafo. donde mediante la

topolog��a de la red se representan un conjunto de propiedades de independencia del modelo.

Una interpretaci�on sem�antica de una red de creencia, necesita de un criterio que determine,

de forma precisa, qu�e propiedades de independencia son re
ejadas por la topolog��a de la

red. Este mismo criterio, debe ser utilizado al hacer un an�alisis de la red como una re-

presentaci�on de un modelo de dependencias. Antes de considerar el criterio, consideraremos

algunas de�niciones previas.

De�nici�on 1.1 El esqueleto de un GDA G es el grafo no dirigido que se forma al eliminar de

G las direcciones en los arcos. Un camino es una secuencia de nodos conectados por arcos en

el grafo. Un camino no dirigido, es un camino en el que no se consideran las direcciones de

los arcos. Un enlace cabeza a cabeza en un nodo es un camino que tiene la forma x! y  w,

el nodo y es un nodo cabeza a cabeza en el camino. Un camino c se dice activo por un conjunto

de nodos Z si se satisface que

1. Todo nodo de c con arcos cabeza a cabeza est�a en Z o tiene un descendiente dentro de

Z.

2. Cualquier otro nodo en el camino no pertenece a Z.

Si no se satisface esta relaci�on se dice que el camino est�a bloqueado por Z.

Vistas estas de�niciones el criterio gr�a�co de independencia en una red de creencia, llamado

d-separaci�on [119, 126, 166], puede expresarse como
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De�nici�on 1.2 (d-separaci�on) Si X; Y y Z son tres subconjuntos de nodos disjuntos en

un GDA G, entonces Z se dice que d-separa X de Y , o lo que es lo mismo X e Y son

gr�a�camente independientes dado Z y lo notamos como < X j Z j Y >

G

, si todos los

caminos entre cualquier nodo de X y cualquier nodo de Y estan bloqueados por Z.

Utilizando el anterior criterio, cualquier red de creencia o, en general, cualquier GDA, G

sobre un conjunto de variables U , se puede considerar como un Modelo de Dependencias,

M = (U;d-separaci�on). En este caso, adem�as tenemos que el modelo de dependencias es un

grafoide [126], esto es, satisface el conjunto de axiomas A1-A5.

Dado un modelo de dependencias M , no siempre es posible construir un GDA que satisfaga

todas las relaciones de independencia en el modelo. Si nos planteamos la posible relaci�on

existente entre el Modelo de Dependencias y su representaci�on gr�a�ca, podemos encontrarnos

con alguno de los siguientes casos.

De�nici�on 1.3 (I-map) Un GDA G se dice que es un I-map[126] de un Modelo de Depen-

dencias M si toda relaci�on de d-separaci�on en G corresponde a una relaci�on de independencia

v�alida en el modelo M , es decir, si dados X; Y; Z conjuntos disjuntos de v�ertices se tiene que

< X j Z j Y >

G

=) I(X j Z j Y )

M

Dado un GDA G, que es un I-map de un Modelo de Dependencias M , decimos que es un

I-map minimal de M si al borrar alguno de su arcos, G deja de ser un I-map del Modelo.

De�nici�on 1.4 (D-map) Un GDA G se dice que es un D-map [126] de un Modelo de

Dependencias M si toda relaci�on independencia en el modelo M se corresponde con una

relaci�on de d-separaci�on en G, es decir, si dados X; Y; Z conjuntos disjuntos de v�ertices se

tiene que

< X j Z j Y >

G

(= I(X j Z j Y )

M

Un I-map garantiza que los v�ertices que est�an d-separados corresponden a variables inde-

pendientes, pero no garantiza que para aquellos v�ertices que est�an d-conectados (o sea, no

d-separados), sus correspondientes variables sean dependientes. Rec��procamente, en un D-

map se puede asegurar que los v�ertices d-conectados son dependientes en el modelo, aunque

un D-map puede representar un par de variables dependientes como un par de v�ertices d-

separados. Ejemplos triviales de D-map e I-map son, respectivamente, los grafos donde el

conjunto de arcos es vac��o y los grafos completos (existe un arco entre cada par de v�ertices).
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De�nici�on 1.5 (Perfect-map) Un GDA, G se dice que es un Perfect-map [126] de un

Modelo M , si es I-map y D-map simult�aneamente, es decir

< X j Z j Y >

G

() I(X j Z j Y )

M

Si un grafo G es un Perfect-map de un modelo de dependencias, diremos que los modelos

son Isomorfos, pudiendo hablar indistintamente de relaciones de independencia tanto en el

GDA como en el modelo.

Dado un Modelo de Dependencias, pueden existir distintas representaciones gr�a�cas re-


ejando las mismas relaciones de independencia que el modelo. En este caso decimos que las

representaciones son Isomorfas, y lo notamos por �. Por ejemplo, las siguientes relaciones

re
ejan el hecho de que x y z son marginalmente dependientes, pero conocida y se hacen

condicionalmente independientes.

x y  z � x! y ! z � x y ! z

El siguiente teorema, dado en [126] nos da un conjunto de propiedades necesarias para

que un GDA sea considerado isomorfo a un modelo de dependencias.

Teorema 1.1 Condici�on necesaria para que un modelo de dependencias M sea isomorfo a

un GDA G es que I(X j Z j Y )

M

satisfaga el siguiente conjunto de axiomas (el sub��ndice M

es omitido):

1. Simetr��a:

I(X j Z j Y ), I(Y j Z j X)

2. Composici�on/ Descomposici�on:

I(X j Z j Y [W ), I(X j Z j Y ) & I(X j Z jW )

3. Uni�on D�ebil:

I(X j Z j Y [W )) I(X j Z [ Y jW )

4. Contracci�on:

I(X j Z j Y ) & I(X j Z [ Y jW )) I(X j Z j Y [W )

5. Intersecci�on:

I(X j Z [W j Y ) & I(X j Z [ Y jW )) I(X j Z j Y [W )
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6. Transitividad D�ebil:

I(X j Z j Y ) & I(X j Z [ w j Y )) I(X j Z j w) o I(w j Z j Y )

7. Cordalidad:

I(x j y [ z j w) & I(y j x [ w j z)) I(x j y j w) o I(x j z j w)

Donde X; Y; Z;W son conjuntos de variables y x; y; z; w son variables individuales.

1.3 Algoritmos de Aprendizaje.

En la secci�on anterior se presentaban las redes de creencia como una herramienta s�olida para

representar la informaci�on en Sistemas Basados en el Conocimiento. Una primera l��nea de

investigaci�on es aquella que busca desarrollar algoritmos e�cientes de inferencia en este tipo

de estructuras. En este sentido, podemos encontrar un conjunto de algoritmos [124, 106,

138, 83] para un formalismo probabil��stico (redes Bayesianas) y algoritmos donde se utilizan

otros formalismos para representar la informaci�on cuantitativa en la red (por ejemplo para

evidencias [141], para posibilidades [59], para probabilidades inferiores y superiores [32, 163],

para convexos de probabilidades [35], : : :). La existencia de este tipo de algoritmos provoca

que cada vez sean m�as las aplicaciones pr�acticas [7, 10, 131, 8, 112] que utilizan las redes de

creencia como formalismo para representar e inferir conocimiento.

En estos casos se considera que la estructura de creencia es conocida de antemano, as��

como los par�ametros n�umericos necesarios para cada variable en la red. El siguiente problema

que se plantea es el estudiar c�omo se construye una red de creencia. Una posibilidad es

que el ingeniero del conocimiento construya la red con la ayuda de expertos humanos en el

problema. Sin embargo, cuando el experto tiene un conocimiento parcial sobre el problema,

esta aproximaci�on es problem�atica. En cualquier caso, construir este tipo de redes con la

ayuda de expertos humanos es una tarea que requiere una gran cantidad de tiempo y esfuerzo,

apareciendo un cuello de botella en el proceso de adquisici�on del conocimiento. Por ello, es

deseable el tener t�ecnicas autom�aticas que nos permitan agilizar este proceso. Este tipo de

t�ecnicas se basan en utilizar la informaci�on que se obtiene a partir de una base de datos.

Adem�as, cada vez es m�as usual el poder encontrar disponibles grandes bases de datos, por lo

que los algoritmos de aprendizaje autom�atico representan una herramienta �util en la fase de

construcci�on de este tipo de estructuras.

En esta secci�on consideraremos distintas t�ecnicas cuyo objetivo es el de recuperar la red

que es capaz de reproducir un conjunto de datos. En general, estas t�ecnicas asumen que la

base de datos es una representaci�on de la distribuci�on de probabilidad que sigue la poblaci�on,
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en lugar de una muestra de la misma, y su objetivo es el de encontrar la red Bayesiana que

mejor represente el conjunto de datos. Esta suposici�on es v�alida cuando tenemos una muestra

su�cientemente grande de ejemplos, de forma que revele todas las relaciones de dependencia

en la distribuci�on. En cualquier caso, este hecho representa una simpli�caci�on del problema

del descubrimiento.

Podemos realizar una clasi�caci�on de los algoritmos de aprendizaje bas�andonos en la

t�ecnica que se utiliza para recuperar la topolog��a de la red:

? M�etodos que utilizan un criterio de bondad de ajuste.

? M�etodos que utilizan criterios de Independencia.

Esta clasi�caci�on no es estricta ni exhaustiva, ya que existen m�etodos que utilizan una com-

binaci�on de ambas t�ecnicas, por ejemplo [147] o m�etodos que utilizan otro tipo de t�ecnicas,

por ejemplo Bacchus utiliza l�ogica probabil��stica [9], : : :

Nosotros nos centraremos en el estudio de m�etodos que utilizan criterios de independencia.

El hecho de que los algoritmos encuadrados en este m�etodo tomen como entrada una lista

de relaciones de independencia condicional, L, entre variables proporciona al m�etodo una

de sus principales ventajas: Los elementos de L pueden ser obtenidos bien a partir de un

conjunto de datos emp��ricos o bien a trav�es de consultas a un experto, o una combinaci�on

de ambas. Otra importante ventaja de �este m�etodo es que, al tener como entrada relaciones

de independencia entre variables, podemos independizar los algoritmos de construcci�on de la

estructura del formalismo utilizado para representar cuantitativamente la informaci�on. Los

m�etodos estad��sticos tradicionales presuponen que se conoce la distribuci�on de probabilidad

completa o una buena aproximaci�on de ella. Por tanto, en aquellos casos donde la distribuci�on

de probabilidad no es bien conocida o el conjunto de datos no es lo su�cientemente grande,

tendremos que utilizar otros formalismos m�as generales para manejar la incertidumbre.

Entre las ventajas de los m�etodos que utilizan un criterio de bondad en el ajuste podemos

destacar que pueden proporcionar como salida informaci�on sobre c�omo de buena es la aproxi-

maci�on (mediante la probabilidad de la red dada la base de datos). Otras ventajas son el que

es posible asignar probabilidades a priori para las distintas redes, de forma que expresemos

nuestra preferencia por determinadas estructuras y el que sea posible obtener m�as de una

estructura como salida, de forma que se pueda seleccionar cu�al es la mejor.

En la siguiente secci�on consideraremos un conjunto de algoritmos de aprendizaje basados

en una bondad en el ajuste, para posteriormente considerar los algoritmos de aprendizaje

basados en un estudio de las relaciones de independencia.
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1.3.1 M�etodos que utilizan un Criterio de Bondad en el Ajuste.

En esta secci�on realizaremos un breve repaso de algunos algoritmos de aprendizaje que utilizan

alg�un criterio de bondad en el ajuste como base para recuperar la red. El problema se puede

enfocar en c�omo podemos construir, a partir de una base de datos, un grafo dirigido ac��clico

que, con el menor n�umero de arcos, sea una `buena' representaci�on de la base de datos.

Los algoritmos que se enmarcan en esta clase incorporan, impl��cita o expl��citamente, los

siguientes tres elementos:

1. Una medida de calidad que nos permita seleccionar la mejor estructura entre un conjunto

de ellas.

2. Una heur��stica de b�usqueda para seleccionar, de entre el conjunto de posibles estructuras

por comparar, una de ellas.

3. Un m�etodo para obtener la informaci�on cuantitativa (distribuciones de probabilidad) de

la estructura resultante.

En esta secci�on distinguiremos los algoritmos que tratan de obtener una estructura simple-

mente conectada, esto es un GDA donde entre cada par de v�ertices existe a lo sumo un �unico

camino (por ejemplo, �arboles o poli�arboles), de aquellos que tratan de obtener estructuras

m�as complejas. Todos ellos consideran el formalismo de las redes Bayesianas.

� Estructuras Simplemente Conectadas.

Analizaremos dos algoritmos que recuperan estructuras simplemente conectadas. Como me-

dida de calidad, estos algoritmos utilizan una medida distancia entre la distribuci�on de pro-

babilidad obtenida de los datos, P , (la consideran la distribuci�on real) y la distribuci�on que

se obtiene al considerar una estructura simplemente conectada P

T

, como el producto de n

distribuciones de probabilidad condicionadas.

El objetivo que persiguen es el de encontrar aquella distribuci�on P

T

que mejor se adecue

a la distribuci�on real P . Para ello, utiliza como criterio de bondad en el ajuste a una medida

distancia entre las dos distribuciones P

T

y P , la medida de Entrop��a de Kullback-Leibler [96]

D(P; P

T

) =

X

x

1

;:::;x

n

P (x

1

; : : : ; x

n

) log

P (x

1

; : : : ; x

n

)

P

T

(x

1

; : : : ; x

n

)

(1:1)
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Con x

1

; : : : ; x

n

representando todos los posibles casos de las variables x

1

; : : : ; x

n

. El al-

goritmo de b�usqueda trata de minimizar la distancia D(P; P

T

). Para ello, es su�ciente con

proyectar P en un arbol generador de costo m�aximo, con lo que en este caso el proceso de

b�usqueda se realiza de forma impl��cita. Para cada arista (x

i

; x

j

) se de�ne el costo como la me-

dida de informaci�on mutua entre las variables, esto es, la Cantidad de Informaci�on I(x

j

; x

j

)

calculada mediante la ecuaci�on

I(x

i

; x

j

) =

X

x

i

;x

j

P (x

i

; x

j

) log

P (x

i

; x

j

)

P (x

i

)P (x

j

)

(1:2)

Entre las propiedades de la medida I(x

i

; x

j

) cabr��a destacar que siempre es positiva o nula,

alcanzando el m��nimo (cero) cuando las dos variables son independientes. Cuanto mayor sea

el valor de la Cantidad de Informaci�on la dependencia entre las variables ser�a mayor.

Veremos en primer lugar el algoritmo dado por Chow y Liu [40] para recuperar �arboles,

para posteriormente considerar una modi�caci�on sobre el mismo propuesta por Rebane y

Pearl [132, 126] que nos permite recuperar poli�arboles, esto es, una estructura simplemente

conectada donde un nodo puede tener m�as de un padre. Al tener una factorizaci�on con dis-

tribuciones de probabilidad condicionales de un orden mayor, un poli�arbol permite representar

modelos de dependencias m�as ricos que las estructuras arb�oreas. El algoritmo propuesto por

Chow y Liu es el siguiente:

Algoritmo 1.1 (Chow y Liu)

1. A partir de la distribuci�on de probabilidad conjunta observada P (x

1

; : : : ; x

n

) calcular,

para cada par de variables (x

i

; x

j

), la distribuci�on marginal bidimensional P (x

i

; x

j

).

2. Utilizando el conjunto de pares, calcular todos los n(n � 1)=2 pesos de las aristas uti-

lizando la ecuaci�on 1.2 y ordenarlos por magnitud.

3. Seleccionar el par de mayor peso y a~nadir una arista entre los dos nodos.

4. Seleccionar la siguiente arista de mayor peso y a~nadirla al grafo, salvo que forme un

ciclo, en cuyo caso se elimina y se toma el siguiente par de mayor peso.

5. Repetir 4 hasta que n� 1 aristas hayan sido incluidas.

Este algoritmo puede generar, dada una determinada distribuci�on de probabilidad P ,

distintos �arboles dependiendo del orden con el que se seleccionen los arcos de igual peso.
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Las ventajas que presenta este algoritmo son las siguientes: Para calcular la Cantidad de

Informaci�on (ecuaci�on 1.2) s�olo se utiliza distribuciones conjuntas bidimensionales, las cuales

pueden ser calculadas de forma e�ciente y �able a partir de un n�umero no demasiado elevado

de datos. Adem�as, el algoritmo se ejecuta en un orden O(n

2

logn), utilizando �unicamente

una comparaci�on de pesos. Finalmente, si la distribuci�on es representable por (es isomorfa

a) un �arbol, el algoritmo recupera el �arbol que la representa.

El algoritmo de Rebane y Pearl [132], se puede considerar como una generalizaci�on del

m�etodo de Chow y Liu. En una primera fase, el algoritmo calcula el esqueleto de la estructura

(utilizando el algoritmo de Chow y Liu), para posteriormente orientar el mayor n�umero posible

de aristas. La fase de orientaci�on se basa en la siguiente propiedad: En una estructura de

poli�arbol, dos nodos con un descendiente directo com�un son marginalmente independientes.

Por tanto, es posible distinguir, dado el subgrafo x � y � z, la estructura x ! y  z de

las estructuras x  y ! z; x ! y ! z; x  y  z, las cuales son probabil��sticamente

indistinguibles. Para ello, dada la terna x � y � z, podemos determinar si x y z son padres

de y en base a tests de independencia marginal entre x y z. El algoritmo es el siguiente:

Algoritmo 1.2 (Rebane y Pearl)

1. Generar el arbol generador de costo m�aximo utilizando el algoritmo de Chow y Liu

(Algoritmo 1.1).

2. Buscar una terna de nodos x � y � z donde x y z sean marginalmente independientes.

En este caso orientar x; z como padres del nodo y.

3. Cuando una estructura de m�ultiples padres ha sido encontrada, determinar la direcci�on

de todos sus arcos utilizando el test de independencia marginal entre sus adyacentes.

4. Para cada nodo que tenga al menos un arco de entrada, estudiar la direccionalidad del

resto de los adyacentes mediante test de independencia marginal.

5. Repetir los pasos 2 a 4 hasta que no se puedan descubrir nuevas orientaciones.

6. Si existen arcos sin orientar, etiquetarlos como `indeterminados'.

Cuando la distribuci�on P (x

1

; : : : ; n

x

) puede ser representada mediante un poli�arbol, el

algoritmo recupera el esqueleto y adem�as direcciona el mayor n�umero de arcos posibles,

detectando cu�ando una variable tiene m�as de un padre. En cualquier otro caso, no existen

garant��as de que el poli�arbol obtenido sea la mejor aproximaci�on de P (x

1

; : : : ; x

n

).
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Otros algoritmos, que se pueden considerar generalizaciones del m�etodo de Chow y Liu,

son por ejemplo: CASTLE [2, 3] donde se permite el uso de otro tipo de distancias, por

ejemplo distancia de Hamming o distancia de m��nimos cuadrados, y que adem�as dispone

de m�etodos para incorporar el conocimiento experto a priori y el manejo de inconsistencias.

Geiger [74] propone una versi�on modi�cada del algoritmo de Chow y Liu dentro del contexto

del reconocimiento de d��gitos escritos a mano.

� Grafos Dirigidos Ac��clicos.

Los m�etodos anteriores permiten recuperar estructuras simplemente conectadas que de alguna

forma representan o aproximan el modelo. En esta secci�on consideramos algoritmos que nos

permiten recuperar estructuras m�as complejas, esto es, grafos dirigidos ac��clicos de cualquier

tipo. La principal diferencia entre los m�etodos que consideraremos la proporciona la medida

de bondad de ajuste que utilizan.

Medida de Entrop��a. El siguiente m�etodo, dado por Herskovits y Cooper [84], utilizan

como criterio de calidad una medida de entrop��a, de forma que la mejor red es aqu�ella que

minimize la entrop��a para la distribuci�on de probabilidad que representa el grafo. Como el

n�umero posible de grafos es enorme, se hace necesaria la presencia de una b�usqueda heur��stica

para elegir la mejor red. El m�etodo de b�usqueda seleccionado es una b�usqueda greedy. El

sistema, por tanto, incorpora dos m�odulos, el primero que calcula la entrop��a asociada a una

red bayesiana y el segundo que se encarga de construir la red propiamente dicha.

Inicialmente se construye una red donde se asume que todas las variables en la base de

datos son marginalmente independientes, calcul�andose la entrop��a de la misma. El segundo

m�odulo se encarga de escoger el siguiente arco a a~nadir (manteniendo siempre la aciclicidad),

de tal forma que se minimice la entrop��a de la red resultante. Las probabilidades condi-

cionadas para el nodo situado en la cabeza del nuevo arco son obtenidas directamente de

la base de datos. El proceso continua hasta que la medida de entrop��a alcance un umbral

determinado.

Si consideramos un modelo con n nodos, el n�umero de arcos considerados antes de se-

leccionar el mejor a a~nadir es del orden O(n

2

). Adem�as, cuando todas las asociaciones se

encuentran signi�cativas, el proceso se debe repetir otras O(n

2

) veces. Por tanto, el proceso

completo tiene un tiempo de ejecuci�on del orden O(n

4

), excluyendo los c�alculos de entrop��a.

La direcci�on de los arcos se obtiene a partir de un orden total sobre las variables del modelo,

proporcionado por un experto.
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El c�alculo de una medida de entrop��a tiene un orden exponencial en el n�umero de variables.

Herskovits utiliza una medida de entrop��a basada en el concepto de entrop��a condicional [135],

de forma que �este tiempo s�olo se alcanza en los peores casos. La entrop��a condicional se

obtiene calculando, para cada nodo, la entrop��a asociada a una instanciaci�on particular de

sus padres, ponder�andola por la probabilidad de que sus padres asuman esos valores. Si U es

el conjunto de variables en una red G, la entrop��a condicional de la distribuci�on representada

por la red se calcula como

H

G

=

X

x

i

2U

X

�(x

i

)

P (�(x

i

))

X

x

i

P (x

i

j �(x

i

)) lnP (x

i

j �(x

i

)): (1:3)

Donde, para cada nodo x

i

en la red, x

i

y �(x

i

) representan una instanciaci�on particular

de x

i

y del conjunto de padres de x

i

en la red, respectivamente.

En cada ciclo del algoritmo se calculan n

2

medidas de entrop��a, una para cada uno de los

arcos que quedan. Adem�as, se necesita una funci�on que determine el mejor arco posible a

incluir o bien detectar que la b�usqueda debe parar. Por tanto, para cada arco considerado

en un ciclo del algoritmo, se tiene que detectar si la distribuci�on representada por la red

bayesiana (incluyendo el arco) es mejor que la distribuci�on de la red sin el arco. Para ello,

se calcula la diferencia de entrop��a entre las dos redes. Es decir, se calcula la probabilidad

de que la adici�on de un arco no provoque diferencias con la distribuci�on subyacente. Este

resultado se corresponde con una relaci�on de independencia condicional. Se selecciona aquel

arco con menor probabilidad de manifestar independencia condicional, con lo que se maximiza

la probabilidad de que el arco deba ser incluido.

Medida Bayesiana. Cooper y Herskovits [43, 44] proponen como criterio de bondad de

ajuste una medida basada en una aproximaci�on Bayesiana. En esta aproximaci�on se asume

que ninguna estructura es preferida antes de que la base de datos haya sido inspeccionada.

Por tanto, tratan de encontrar la estructura de red m�as probable, dada la base de datos.

Sea D una dase de datos, con U = fx

1

; : : : ; x

n

g el conjunto de variables presentes en D,

y sean B

S

i

; B

S

j

dos redes conteniendo exactamente las variables en U . Entonces, la raz�on

P (B

S

i

j D)=P (B

S

j

j D), permite ordenar un conjunto de estructuras bas�andonos en las

probabilidades a posteriori. Para calcular esta raz�on se utiliza la equivalencia

P (B

S

i

j D)

P (B

S

j

j D)

=

P (B

S

i

; D)

P (B

S

j

; D)

(1:4)

El objetivo es encontrar una estructura G

S

que maximice P (G

S

j D). Para ello basta con

maximizar P (G

S

; D), calculada como
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P (G

S

; D) = P (G

S

)

n

Y

i=1

g(x

i

; �(x

i

)): (1:5)

donde g(x

i

; �(x

i

)) viene dado por

g(x

i

; �(x

i

)) =

q

i

Y

j=1

(r

i

� 1)!

(N

ij

+ r

i

� 1)!

r

i

Y

k=1

N

ijk

!; (1:6)

para cada variable x

i

: r

i

representa el n�umero de posibles instanciaciones de la variable x

i

,

esto es, (x

i1

; : : : ; x

ir

i

); N representa al tama~no de la base de datos, D; �(x

i

) es el conjunto

de padres de la variable x

i

; w

ij

representan la j-�esima instanciaci�on de �(x

i

) en D; q

i

es el

n�umero de posibles instanciaciones para �(x

i

); N

ijk

es el n�umero de casos en D para los que

x

i

toma el valor x

ik

con �(x

i

) instanciada a w

ij

y N

ij

=

P

r

i

k=1

N

ijk

.

Recordemos que el objetivo del algoritmo de b�usqueda es seleccionar aquella red que

optimice un criterio de bondad de ajuste. Sin embargo, el n�umero de estructuras posibles

crece exponencialmente, por lo que Cooper y Herskovits utilizan un m�etodo heur��stico basado

en una b�usqueda greedy, con un tiempo de ejecuci�on polinomial.

Cooper y Herskovits suponen que, de partida, se conoce un orden entre las variables y que

a priori todas las estructuras son igualmente probables. Por tanto, la probabilidad a priori

sobre la estructura de la red es uniforme, pudiendo ser ignorada en el proceso. El algoritmo,

llamado K2, toma los padres en el orden y presupone que, de partida, un nodo no tiene

padres. En cada paso a~nade el padre cuya inclusi�on incremente m�as la probabilidad de la

estructura resultante g(x

i

; �(x

i

)). Cuando la adici�on de un padre no pueda incrementar esta

probabilidad, se dejan de a~nadir nodos al conjunto de padres.

Las entradas al algoritmo son: n un conjunto de nodos, junto con un orden entre ellos,

una cota superior u del n�umero de padres que una variable puede tener y una base de datos

que contiene N casos. Como salida obtenemos el conjunto de padres de cada nodo en la red.

Algoritmo 1.3 (K2)

Para i = 1 hasta n hacer

1. �(x

i

) = ;;Ok=true;

2. P

old

= g(x

i

; �(x

i

));

3. Mientras OK y j �(x

i

) j< u hacer

(a) Sea z el nodo en el conjunto de predecesores de x

i

que no est�an en �(x

i

), que

maximiza g(x

i

; �(x

i

) [ fzg)
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(b) P

new

= g(x

i

; �(x

i

) [ fzg)

(c) Si P

new

> P

old

Entonces fP

old

= P

new

; �(x

i

) = �(x

i

) [ fzgg;

en caso contrario OK=false;

4. Los padres del nodo x

i

son �(x

i

)

El tiempo de ejecuci�on del algoritmo [44] es de O(Nu

2

n

2

r), con r = max

x

i

r

i

. Se asume

que los factoriales han sido precalculados y almacenados en un array.

Aliferis [4] presenta una evaluaci�on de este algoritmo de aprendizaje utilizando conjuntos

de datos simulados. Para ello genera un red de forma aleatoria y a partir de ella genera,

utilizando un muestreo l�ogico [82] un n�umero de casos aleatorio (entre 0 y 2000), que son las

entradas del algoritmo K2. En media, el porcentaje de arcos que est�an en la red y aparecen

en el grafo salida es del 91:6% y el n�umero de arcos que han sido incluidos sin estar en la red

es del 4:7%.

El principal problema que tiene K2 es que necesita conocer a priori un orden entre las

variables. Si no se tiene este orden, es posible seleccionar un orden aleatorio, donde la estruc-

tura resultante puede ser optimizada posteriormente. Buntine [18] presenta un algoritmo,

utilizando una b�usqueda greedy, que no necesita del orden inicial entre variables. Larra~naga

[104] utiliza el mismo m�etodo de ajuste, pero emplea algoritmos gen�eticos como m�etodo de

b�usqueda. Podemos encontrar otro conjunto de m�etodos que emplean otro tipo de medida

Bayesiana como bondad de ajuste [81, 150]

Medida de Longitud de Descripci�on M��nima. En este apartado comentaremos breve-

mente otros m�etodos de aprendizaje en los que se utiliza como criterio para el ajuste el

principio de Longitud de Descripci�on M��nima (LDM) [133]. Los m�etodos basados en este

principio han ganado r�apidamente un gran popularidad [16, 99, 100, 161]. Intuitivamente, el

principio de LDM se basa en la idea de que la mejor representaci�on de una colecci�on de datos

es el modelo que minimiza la suma de los siguientes t�erminos

1. Longitud necesaria para codi�car el modelo.

2. Longitud necesaria para codi�car los datos, dado el modelo.

donde ambas longitudes pueden ser medidas en bits.

Para aplicar el pricipio LDM al problema del aprendizaje de redes bayesianas necesitamos

especi�car como se realizan las dos codi�caciones.
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Codi�caci�on de la red: Para representar la estructura de la red se necesita, para cada

variable, la lista de sus padres y una lista de las probabilidades condicionadas de cada

nodo. Por tanto, cuanto mayor sea la complejidad topol�ogica de la red, mayor ser�a el

n�umero de bits necesarios para su codi�caci�on. La longitud de descripci�on total de una

red, en el sentido de Lam y Bacchus [99, 100] se obtiene como

n

X

i=1

[j �(x

i

) j log

2

(n) + d(r

i

� 1)q

i

]; (1:7)

donde n es el n�umero de nodos; para un nodo x

i

, j �(x

i

) j es el n�umero de padres de

ese nodo, r

i

es el n�umero de valores que puede tomar y q

i

es el n�umero de posibles

instanciaciones que puede tomar el conjunto de sus padres; d representa el n�umero de

bits necesarios para almacenar un valor num�erico. Para un problema particular d y n

son constantes.

El valor j �(x

i

) j log

2

(n) representa el n�umero de bits necesarios para listar los padres

del nodo x

i

y el valor d(r

i

� 1)q

i

representa el n�umero de probabilidades condicionadas

necesarias para codi�car el nodo (por ejemplo, si un nodo que puede tomar 4 valores

distintos tiene 2 padres cada uno con 3 posibles valores, tenemos que el n�umero de

probabilidades condicionales necesarias es de 3

2

(4� 1)). Bouckaert [16] y Suzuki [161]

utilizan como criterio para describir la red el valor �1=2k logn, con k =

P

n

i=1

q

i

(r

i

� 1),

esto es, el n�umero de probabilidades independientes que se tienen que estimar para

obtener las tablas de probabilidades.

En cualquier caso, con estas codi�caciones, se pre�eren las estructuras donde un nodo

tenga el menor n�umero de padres y redes donde los nodos que tengan un gran n�umero

de valores posibles no sean padres de nodos con un gran n�umero de valores.

Codi�caci�on de los ejemplos: Para codi�car los ejemplos, seg�un el criterio de Lam y

Bacchus, se debe codi�car el conjunto de valores que las variables pueden tomar, este

dato se codi�car�a como una cadena binaria y bas�andonos en el criterio de codi�caci�on

de Hu�man obtenemos que es aproximadamente

�N

X

i

p(x

i

) log

2

p

�

(x

i

); (1:8)

donde N es el n�umero de ejemplos (datos) que queremos codi�car, p(x

i

) es la probabi-

lidad de que el suceso at�omico x

i

ocurra y p

�

(x

i

) es la probabilidad del suceso obtenida

a partir de la red que representa el modelo. Si utilizamos esta ecuaci�on para determinar

la longitud de descripci�on de los ejemplos, se requiere una suma sobre todos los sucesos

at�omicos, donde el n�umero de sucesos at�omicos es exponencial con el n�umero de varia-

bles. En lugar de esto, se utiliza la relaci�on existente entre la longitud de codi�caci�on y
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la topolog��a de la red. Una red Bayesiana describe una distribuci�on de probabilidad p

�

sobre las variables x

1

; : : : ; x

n

mediante la ecuaci�on

p

�

(x

1

; : : : ; x

n

) =

Y

x

i

p(x

i

j �(x

i

))

con �(x

i

) el conjunto de padres de x

i

en la red. Lam y Bacchus prueban que la ecuaci�on

1.8 se puede expresar como:

�N

n

X

i=1

H(x

i

; �(x

i

)) + N

n

X

i=1

[�

X

x

i

p(x

i

) log

2

p(x

i

)] (1:9)

donde H(x

i

; �(x

i

)) viene dado por

H(x

i

; �(x

i

)) =

X

x

i

;�(x

i

)

p(x

i

; �(x

i

)) log

2

p(x

i

; �(x

i

)

p(x

i

)p(�(x

i

))

; (1:10)

donde las sumas se hacen sobre todas las posibles instanciaciones de x

i

y de �(x

i

). Dado

un conjunto de datos, el �ultimo t�ermino en la ecuaci�on 1.9 es �jo, por lo que puede ser

eliminado.

Este valor (ec. 1.9) representa la entrop��a condicional de la estructura: cuanta mayor

sea la informaci�on que nos proporcione la red, menor ser�a el valor de la entrop��a. Por

tanto a~nadir nodos al conjunto de padres decrementar�a el valor de la entrop��a en la

ecuaci�on.

Para hacer uso del principio de LDM, necesitamos evaluar la longitud de descripci�on total

como la suma de las ecuaciones 1.7 y 1.9.

A partir de ahora, nos centraremos en un estudio del algoritmo de Lam y Bacchus. De�nen

la longitud de descripci�on de un nodo x

i

, con respecto a sus padres �(x

i

), denotada por DL

i

,

como

DL

i

=j �(x

i

) j log

2

n+ d(r

i

� 1)q

i

�NH(x

i

; �(x

i

)); (1:11)

y la longitud de descripci�on total relativa se de�ne como

P

n

i=1

DL

i

.

Dada una colecci�on de datos, una red Bayesiana �optima es aquella para la que la longitud

de descripci�on total es m��nima. En este caso ning�un nodo puede ser mejorado localmente.

Buscar la red �optima es un proceso costoso en tiempo de ejecuci�on, por lo que se utiliza

una b�usqueda heur��stica. En este caso, el objetivo es el de una buena (es decir, con una

longitud de descripci�on baja), pero no necesariamente �optima, red que represente el modelo.

En el primer paso ordenan los arcos de forma que los `mejores' arcos sean los primeros en
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incluirse. El orden de los distintos arcos se obtiene mediante el c�alculo de la longitud de

descripci�on del nodo x

j

dado el nodo x

i

; i 6= j utilizando la ecuaci�on 1.11 y tratando x

i

como

el �unico padre.

Como en un grafo ac��clico dirigido con n nodos, podemos tener entre 0 y n(n � 1)=2

arcos entre los nodos, el espacio de b�usqueda estar�a formado por n(n � 1)=2 + 1 conjuntos,

denotados por S

i

, con 0 � i � n(n � 1)=2. Cada conjunto S

i

estar�a formado por una red

candidata con i arcos, y un par de nodos entre los que es posible a~nadir un arco sin generar

un ciclo. Estos conjuntos son generados de forma din�amica, conforme el proceso de b�usqueda

avanza. As��, para cada uno de los S

i

conjuntos, el algoritmo de b�usqueda selecciona, en cada

paso, el mejor arco a a~nadir, generando dos nuevos elementos, uno perteneciente a S

i

y el

otro perteneciente a S

i+1

. Al �nal del proceso, el m�etodo selecciona, de entre un conjunto de

redes candidatas (aquellas redes conexas), la que tiene una longitud de descripci�on m��nina.

Los autores en [101] estudian la posibilidad de re�nar la red obtenida utilizando un nuevo

conjunto de datos, el cual puede hacer referencia a un subconjunto de las variables del modelo.

En este caso, permiten re�nar tanto los par�ametros como la estructura de la red.

La principal diferencia del algoritmo propuesto por Bouckaert [16], con respecto al m�etodo

anterior, radica en el proceso de b�usqueda. Bouckaert, al igual que Cooper y Herskovits en

K2, utiliza una b�usqueda greedy. En la b�usqueda, toma como criterio de selecci�on aquel arco

para el que se minimiza la longitud de descripci�on de la red, calculada mediante la expresi�on:

Q(G

S

; D) = log(G

S

)�NH(x

i

; �(x

i

))� k=2 logN; (1:12)

donde el t�ermino log(G

S

) representa el conocimiento apriori sobre las posibles estructuras que

se pueden representar. Por ejemplo, las opiniones de un experto sobre la presencia de arcos

en la red pueden ser modeladas a trav�es de este t�ermino, el cual no es parte propiamente

dicha del principio de LDM. Bouckaert [17] hace un estudio comparativo entre el m�etodo

Bayesiano, K2, y el m�etodo basado en el principio de LDM. Como resultado del estudio,

obtiene que ambos m�etodos tienen las mismas propiedades cuando se parte de un conjunto

`in�nito' de datos. Sin embargo, cuando la base de datos es �nita, el m�etodo que utiliza el

criterio de LDM obtiene un conjunto de padres menor que el logaritmo del tama~no de la base

de datos, mientras que, utilizando una medida Bayesiana se obtiene un tama~no tan grande

como la mitad de la base de datos.

Finalmente, el m�etodo dado por Suzuki [161] tiene como objetivo el construir estructuras

arb�oreas. En este caso, como criterio de b�usqueda utiliza al algoritmo de �arbol generador de

costo m�aximo, donde el costo asociado a los arcos se obtiene mediante

H(x

i

; x

j

)� (r

i

� 1)(r

j

� 1) logn=2n
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1.3.2 M�etodos que utilizan un Criterio de Independencia.

Los algoritmos de aprendizaje vistos hasta el momento se basan en el uso de una medida,

la cual se trata de minimizar o maximizar, con el �n de recuperar el modelo. En esta

secci�on, vamos a estudiar algoritmos de aprendizaje basados en criterios de independencia

entre variables. Como comentamos, en cierto modo estos algoritmos son independientes

de los valores cuantitativos representados en la red, por lo que se pueden considerar m�as

`abstractos'. En este sentido, su objetivo no es obtener una red donde la distribuci�on de

probabilidad que representa se `parezca' a la original, sino que hacen un estudio cualitativo

de las propiedades del modelo y a partir de ellas intentan recuperar una red que represente

`mejor' estas propiedades. Estos algoritmos toman como entrada un conjunto de relaciones

de independencia entre variables o conjuntos de variables en el modelo. La salida ser�a una

red de creencia o red causal donde se satisfagan estas propiedades. Para construir una red

Bayesiana bastar��a con estimar las distintas distribuciones de probabilidad condicionales. Los

tests de independencia se pueden realizar bien sobre un conjunto de datos, o bien mediante

consultas a un experto.

Podemos hacer una abstracci�on del modelo original y considerarlo como un Modelo de

DependenciasM . Hay que indicar que una distribuci�on de probabilidad o una red de creencia

o causal (considerando como tests de independencia el criterio de d-separaci�on), pueden ser

consideradas como Modelos de Dependencias.

Con objeto de recuperar la red, supondremos que los resultados de los tests de indepen-

dencia realizados se corresponden con las relaciones de independencia en el modelo. Adem�as,

se asume que se observan todas las variables relevantes sobre el problema (la imposibilidad

de tener variables relevantes que no pueden ser medidas, nos previene de tener correlaciones

esp�ureas) y, que cuando partimos de una base de datos, todos los ejemplos siguen la misma

relaci�on causal. De cualquier forma, resolver este problema simpli�cado es una componente

esencial en cualquier intento de obtener relaciones causales a partir de un conjunto de datos.

Con este tipo de algoritmos, se independiza el m�etodo para construir la red del formalismo

que se utiliza para representar, de forma cuantitativa, el conocimiento sobre el problema. Para

ello, los algoritmos se basan en un estudio de las propiedades estructurales del modelo. Como

resultado de estas propiedades, tenemos que cuando el modelo es representable por un grafo

dirigido ac��clico, en general se encuentra la mejor representaci�on del modelo (recordemos que

los algoritmos basados en un criterio de bondad de ajuste encontraban buenas aproximaciones

del modelo). Entre las desventajas que tiene el uso de este tipo de algoritmos podemos

destacar: (1) Cuando se parte de una base de datos, se necesita de una gran cantidad de

observaciones para que los resultados de los tests de independencia sean �ables; (2) No es
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posible asignar a priori probabilidades sobre los arcos (aunque si se podr��a permitir el uso

del conocimiento dado por un experto basado en la presencia o ausencia de determinados

enlaces, orden entre variables, etc [154, 166]; (3) Finalmente, proporcionan como salida un

�unico modelo, sin cuanti�car la verosimilitud con respecto a otras estructuras.

A lo largo de la secci�on haremos un estudio de distintos algoritmos de aprendizaje exis-

tentes. Para ello, inicialmente consideramos un conjunto de algoritmos donde, adem�as de los

requisitos citados, imponen una simpli�caci�on en la estructura a recuperar. Estos algorit-

mos proporcionan como salida una estructura simpli�cada (si existe un I-map minimal que

con esta estructura represente el modelo) o en caso contrario dan un c�odigo de error. Pos-

teriormente, estudiaremos un conjunto de algoritmos capaces de recuperar grafos dirigidos

ac��clicos. En este �ultimo caso, iremos de los algoritmos m�as generales a los m�as restrictivos.

� Estructuras Simples.

El principal problema que tienen los algoritmos de aprendizaje basados en criterios de inde-

pendencia es el gran n�umero de tests de independencia que tienen que realizar. Los siguientes

algoritmos se basan en la siguiente idea: Imponer restricciones en la estructura a recuperar

con el �n de que los algoritmos sean computacionalmente tratables. En este sentido, los

siguientes algoritmos, dados por Geiger, Paz y Pearl [75, 77], reducen a un orden polinomial

el n�umero de tests a realizar. En cualquier caso, el coste para realizar cada tests continua

siendo exponencial.

El primero de los algoritmos, [75], toma como restricci�on que el modelo a recuperar es un

poli�arbol, esto es, una red simplemente conectada. El algoritmo dar�a como salida un poli�arbol

que es un I-map del modelo de dependencias. Si �este no existe, el algoritmo devuelve un c�odigo

de error. En el algoritmo se asume que el modelo de dependencias M es pseudo-normal

1

. El

algoritmo es el siguiente:

Algoritmo 1.4 (Poli�arboles)

1. Comenzar con un grafo completo no dirigido.

2. Construir la red de Markov G

0

eliminando toda arista x � y para la que se satisface

I(x j U n fx; yg j y)

M

.

1

Un modelo de dependencias se dice pseudo-normal si satisface simetr��a, decomposici�on, uni�on d�ebil, con-

tracci�on, intersecci�on, composici�on y transitividad marginal d�ebil. Un ejemplo son las distribuciones de prob-

abilidad normales.
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3. Construir G

R

eliminando de G

0

cualquier arista x� y para la que se satisface I(x j ; j

y)

M

. Si el grafo resultante tiene un ciclo, entonces dar como salida un c�odigo de error.

4. Orientar toda arista x�y en G

R

hacia y si y tiene un nodo vecino z tal que I(x j ; j z)

M

y x� z 62 G

R

.

5. Orientar el resto de aristas sin introducir nuevas conexiones cabeza a cabeza. Si la

orientaci�on resultante no es posible, entonces devolver el c�odigo de error.

6. Si el poli�arbol resultante no es un I-map devolver un c�odigo de error.

Este algoritmo es e�ciente ya que requiere s�olamente un n�umero polinomial de tests de

independencia. Aunque, cuando los tests se realizan sobre un conjunto de datos, el c�alculo

de los mismos requiere un coste exponencial.

El siguiente algoritmo, tambi�en dado por Geiger, Paz y Pearl [77], se puede considerar

como una extensi�on del m�etodo anterior. Nos va a permitir recuperar estructuras donde la

presencia de cierto tipo de ciclos est�a permitida: Los ciclos simples. Esto es, aquellos ciclos

donde dos nodos con un descendiente directo com�un son marginalmente independientes. Este

tipo de modelos nos permite representar un conjunto m�as rico de relaciones de independencia

que una estructura simplemente conectada.

El m�etodo toma como entrada un modelo de dependencias M , sobre el que se asume que

es un grafoide. La salida del algoritmo ser�a una red bayesiana simple que representa bien un

modelo dado, si �esta existe. Si la red no existe, el algoritmo da como salida un c�odigo de

error.

Una red se dice que representa bien M si siempre que dos nodos x e y est�en conectados por

un camino sin arcos cabeza a cabeza, entonces estos nodos son marginalmente dependientes,

es decir :I(x j ; j y)

M

.

Algoritmo 1.5 (Grafos Simples)

1. Comenzar por un grafo completo no dirigido.

2. Eliminar cada arista x� y si se satisface I(x j U n fx; yg j y)

M

.

3. Eliminar cada arista x� y si se satisface I(x j ; j y)

M

.

4. Oritentar cada par de aristas x� y e y � z hacia y siempre que x� y � z pertenezca al

grafo y se satisfaga I(x j ; j z)

M

.
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5. Orientar el resto de las aristas sin introducir nuevas conexiones cabeza a cabeza, de

forma que el grafo resultante sea simple. Si esta orientaci�on no es posible, entonces dar

como salida un c�odigo de error.

6. Si el grafo simple resultante no representa M bien, entonces dar como salida un c�odigo

de error. En caso contrario, dar como salida la red resultante.

En [77], se propone un m�etodo para realizar el paso 5 del algoritmo e�cientemente, de

forma que nos aseguramos que el grafo resultante es simple.

Para �nalizar la secci�on, notemos que estos dos algoritmos utilizan un n�umero polinomial

de tests de independencia O(n

2

), sin embargo el coste asociado al c�alculo de los mismos es

de orden exponencial en el n�umero de variables.

� Grafos Dirigidos Ac��clicos.

En esta secci�on analizaremos distintos algoritmos de aprendizaje de grafos dirigidos ac��clicos

en general. En la secci�on iremos incrementando el conjunto de restricciones que se asumen por

los distintos algoritmos, concluyendo con aqu�ellos que exigen que el modelo sea isomorfo a una

estructura dirigida ac��clica. Esta suposici�on permite desarrollar algoritmos de aprendizaje

m�as e�cientes.

Inicialmente consideramos el algoritmo dado por Verma y Pearl [166], en el que se impone

la restricci�on de que el modelo a recuperar sea un semigrafoide. Como salida, el algoritmo

proporciona una red que es un I-map minimal del modelo. El principal problema que plantea

es que necesita un n�umero exponencial de tests de independencia condicional, donde el coste

de realizar un test tambi�en es de orden exponencial.

El algoritmo est�a basado en la de�nici�on de Manto de Markov de un nodo. Sea M un

modelo de dependencias sobre un conjunto de variables U = fx

1

; : : : ; x

n

g, y sea d un orden

entre las variables. Notaremos como Pred

d

(x

i

) al conjunto de predecesores de x

i

en el orden,

esto es Pred

d

(x

i

) = fx

1

; x

2

; : : : ; x

i�1

g.

De�nici�on 1.6 (Manto de Markov.) El manto de markov para un nodo x

i

en el modelo

M , con respecto al conjunto Pred

d

(x

i

), y lo notamos como B

i

, es aquel conjunto minimal que

satisface que B

i

� Pred

d

(x

i

) y I(x

i

j B

i

j Pred

d

(x

i

) nB

i

).

El siguiente teorema [126, 166] nos va a permitir construir una red, dado un orden d, que

es un I-map minimal del modelo de dependencias.



40

Redes de Creencia: Algoritmos de Aprendizaje

Teorema 1.2 Sea M un modelo de dependencias que es un semigrafoide. Sea G el grafo que

se obtiene, dado un orden d, al asignar B

i

como el conjunto de padres del nodo x

i

, entonces

G es un I-map minimal del modelo.

Entonces, el algoritmo podr��a tomar como entrada una base de datos,D, sobre un conjunto

de variables U = fx

1

; : : : ; x

n

g y un orden d sobre las variables. A partir de D podemos

obtener una distribuci�on de probabilidad p(x

1

; : : : ; x

n

) (recordemos que una distribuci�on de

probabilidad es un semigrafoide). Entonces para obtener una red Bayesiana, asignamos

como padres de un nodo x

i

, al conjunto minimal de nodos predecesores en el orden, �(x

i

),

satisfaciendo p(x

i

j �(x

i

)) = p(x

i

j x

1

; : : :x

i�1

) con �(x

i

) � fx

1

; : : : ; x

i�1

g

Este algoritmo tiene un alto coste computacional, en el peor de los casos requiere un

n�umero exponencial de tests de independencia, donde el coste necesario para calcular cada

uno de los tests tiene un tiempo de ejecuci�on exponencial.

La red de salida tiene una dependencia fuerte con el orden, d, utilizado para su con-

strucci�on. En cualquier caso, tenemos asegurado que la red es un I-map de la distribuci�on

subyacente. Por tanto, todas las independencias que se pueden obtener (v��a d-separaci�on)

en la red son v�alidas en el modelo M . Del conjunto de I-maps que se pueden obtener como

salida del algoritmo, ser��a deseable obtener aquel que sea menos denso. Este tipo de redes

van a facilitar el proceso de inferencia. Srinivas et al. [154] proponen un algoritmo basado

en el manto de markov, que utiliza una b�usqueda greedy para generar grafos poco densos.

Wermuth y Lauritzen [172] dan la de�nici�on de un diagrama recursivo. Esta de�nici�on

puede verse como un m�etodo para reconstruir estructuras causales. Dado un orden d sobre un

conjunto de variables y un conjunto de relaciones de independencia condicional, encuentran el

grafo dirigido que las representa. El procedimiento es el siguente: Siguiendo el orden d, tomar

una a una las variables de forma que, para cada par (x

i

; x

j

), decimos que x

i

es padre de x

j

si y

s�olo si x

i

< x

j

en el orden y adem�as se satisface que x

i

y x

j

son dependientes condicionando al

conjunto de todas las variables anteriores a x

j

en el orden, esto es :I(x

i

j Pred

d

(x

j

)nfx

i

g j x

j

).

Cuando el modelo de dependencias es un grafoide, entonces el diagrama recursivo es un I-map

minimal del modelo.

En la pr�actica, estos dos algoritmos son aplicables cuando tenemos un conjunto peque~no

de variables, ya que son computacionalmente ine�cientes y dependen en gran medida del

orden d dado.

Para los siguientes algoritmos [151, 152] se considera que el modelo M es representable

por un grafo dirigido ac��clico G, esto es el modelo es isomorfo a G. Bajo esta suposici�on,

podemos encontrar algoritmos que, para recuperar un grafo que represente el modelo (salvo
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isomor�smos), no necesitan conocer un orden previo entre las variables. Estos algoritmos

necesitan (en el peor de los casos) un n�umero exponencial de tests de independencia condi-

cional, donde el coste de realizar los tests tambi�en es de orden exponencial (en el peor de los

casos).

El primer algoritmo que consideramos, dado por Spirtes, Glymour y Scheines [152], recu-

pera de forma �unica un grafo que representa el modelo (salvo isomor�smos [152, 167]). El

algoritmo se basa en la siguiente propiedad:

Proposici�on 1.1 Sea M un modelo isomorfo a grafo dirigido ac��clico. Entonces M es iso-

morfo a G si y s�olo si

? Para cada par de v�ertices x e y en G, x e y son adyacentes si y s�olo si x e y son

condicionalmente dependientes dado todo conjunto de v�ertices en G que no incluye a x

ni a y;

? Para toda terna de v�ertices x; y; z tal que x e y son adyacentes y z e y son adyacentes,

pero x y z no son adyacentes, entonces x! y  z es un subgrafo de G si y s�olo si x y

z son condicionalmente dependientes dado todo conjunto que contiene a y pero no a x

ni z.

Entonces el algoritmo es el siguiente:

Algoritmo 1.6 (SGS)

1. Formar un grafo completo no dirigido H con el conjunto de v�ertices U .

2. Para cada par de variables x e y, si existe un subconjunto S en U n fx; yg tal que

I(x j S j y), eliminar la arista x� y en H.

3. Sea K el grafo no dirigido que se obtiene como resultado de 2. Entonces para cada

tripleta x � y � z en H donde z � x no est�a en H, si no existe un subconjunto S de

U n fx; zg tal que I(x j S [ fyg j z), entonces orientar la tripleta como x! y  z.

4. Repetir

(a) Si x ! y � z est�a en H, con x y z dos nodos no adyacentes, orientar y � z como

y ! z.
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(b) Si existe un camino dirigido de x hacia y, y existe la conexi�on x � y, entonces

orientar el arco como x! y.

Hasta que no puedan ser orientados m�as arcos.

Computacionalmente, el paso 2 del algoritmo tiene un tiempo de ejecuci�on exponencial

ya que necesita una b�usqueda entre todos los posibles subconjuntos en U n fx; yg. Adem�as,

el tiempo requerido para realizar los tests de independencia tambi�en es exponencial. Verma

y Pearl [167] proponen una versi�on del algoritmo SGS que reduce el tiempo necesario para

recuperar la red. El m�etodo est�a basado en la generaci�on de una red de Markov, esto es

el grafo no dirigido que se obtiene al enlazar todo par de variables x; y tales que que son

dependientes dado el resto de variables (es decir, :I(x j U n fx; yg j y)). Para un GDA

isomorfo a una distribuci�on de probabilidad se satisface que los padres de cualquier variable

forman un `clique' (agrupaci�on de variables) en la red. Adem�as, teniendo en cuenta que dos

variables est�an separadas si y s�olo si son condicionalmente independientes dado el conjunto

de padres entre x e y, tenemos que la b�usqueda del conjunto S se limita a los cliques que

contienen a x o y. Versiones alternativas del algoritmo lo podemos encontrar en [129, 168].

Para el algoritmo SGS, as�� como para las distintas versiones del mismo, se necesita de un

n�umero exponencial de test de independencia en el peor de los casos, donde para las aristas

verdaderas del grafo siempre se alcanza el peor caso. Adem�as estos tests de independencia

condicional son de orden alto. Cuando la informaci�on para realizar los tests la obtenemos

de un conjunto de datos, el c�alculo de los mismos es de un orden exponencial, y adem�as

este tipo de tests son generalmente menos �ables que cuando se determinan relaciones de

independencia con un orden bajo. Spirtes, Glymour y Scheines [151, 152] proponen un

algoritmo, denominado PC, donde se trata de evitar estos problemas. Este algoritmo realiza

el menor n�umero de comparaciones posibles y para grafos poco densos, no requiere testear

relaciones de independencia de orden alto. Para ello el algoritmo toma como entrada un

grafo completo G y, en cada paso i, se eliminan aquellas aristas x� y para las que existe una

relaci�on de independencia condicional de orden i entre las variables x e y. El conjunto de

v�ertices adyacentes a x en un grafo G es denotado por Ad

G

(x).

Algoritmo 1.7 (PC)

Formar un grafo completo G sobre el conjunto de v�ertices en U .

1. n=0;

2. Repetir
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(a) Repetir

Seleccionar un par ordenado de variables x e y adyacentes en G tal que

Ad

G

(x) n fyg tenga un cardinal mayor o igual que n, y seleccionar un sub-

conjunto S de Ad

G

(x)nfyg de cardinalidad n. Si I(x j S j y) eliminar x�y

de G. Almacenar S en los conjuntos Separador(x; y) y Separador(y; x);

Hasta que todos los pares ordenados de variables adyacentes x; y tales que Ad

G

(x)n

fyg tengan cardinalidad mayor o igual que n y todos los subconjuntos S de Ad

G

(x)n

fyg de cardinalidad n hayan sido testeados para establecer la independencia.

(b) n = n + 1.

Hasta que el conjunto Ad

G

(x) n fyg tenga cadinalidad menor que n, para cada par

ordenado de v�ertices adyacentes (x; y).

3. Para cada tripleta de v�ertices x; y; z donde x e y son adyacentes, y y z son adyacentes,

pero x y z no son adyacentes en G orientar x ! y  z si y s�olo si y no pertenece al

conjunto Separador(x; z).

4. Repetir

(a) Si en G existe la estructura x ! y � z donde x y z no son adyacentes y no hay

arcos cabeza en y, orientar y � z como y ! z.

(b) Si existe un camino dirigido de x a y, y existe la arista x � y, orientarla como

x! y.

Hasta que no se puedan orientar m�as aristas.

La complejidad del algoritmo depende del n�umero de adyacentes que tengan los nodos

en el grafo. Sea k el mayor n�umero de adyacentes para un nodo en un grafo G, y sea n el

n�umero de v�ertices en el grafo. Entonces el n�umero de tests de independencia condicional

necesitados por el algoritmo est�a acotado por

2

 

n

2

!

k

X

i=0

 

n� 1

i

!

(1:13)

que est�a acotada por

n

2

(n� 1)

k�1

(k � 1)!

(1:14)

Para hacer el an�alisis en el peor caso, se asume que todo par de variables est�a separado por

un subconjunto con cardinalidad k. En un caso general, el n�umero de tests de independencia
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condicional requeridos por grafos con una cardinalidad m�axima k ser�a mucho menor. De

todas formas, los requerimientos computacionales crecen exponencialmente con k.

El algoritmo PC es e�ciente y �able, pero realiza tests innecesarios. As��, para determinar

cu�ando se elimina un arco entre x e y, el procedimiento debe testear todo subconjunto

S de Ad

G

(x) n fyg y de Ad

G

(x) n fyg, pero la relaciones de independencia o dependencia

entre muchos de estos subconjuntos de variables pueden ser irrelevantes para establecer la

relaci�on causal entre x e y. Si, para un modelo isomorfo a un grafo dirigido ac��clico, las

variables x e y son condicionalmente independientes dado los padres de x o los padres de y,

entonces lo son dado un subconjunto de padres de x o de padres de y que contiene s�olo los

v�ertices que se encuentran en un camino no dirigido entre x e y. Por tanto, es su�ciente con

realizar los tests de independencia condicionados a subconjuntos de variables adyacentes a

x y subconjuntos de variables adyacentes a y que est�an en caminos no dirigidos entre x e

y. Esta idea es recogida [152] en una versi�on del algoritmo, denominada PC

�

. En cualquier

caso, el n�umero de caminos posibles entre dos nodos es lo su�cientemente grande como para

que, por requerimientos de memoria, este algoritmo s�olo tenga una aplicaci�on pr�actica con un

conjunto peque~no de variables. Cuando el n�umero de variables es grande se deber�a utilizar

el algoritmo PC.

En el paso 2a del algoritmo PC, se selecciona un par de variables y un subconjunto S

para determinar una relaci�on de independencia en el modelo. La b�usqueda que realiza ser�a

m�as r�apida si se seleccionan en primer lugar aquellas variables con m�as probabilidad de

ser condicionalmente independientes dado S. Este problema se puede abordar utilizando

distintas heur��sticas de b�usqueda:

H1 Testear los pares de variables y subconjuntos S en orden lexicogr�a�co.

H2 Testear primero aquellos pares de variables que sean menos dependientes. Los subcon-

juntos S se seleccionan en orden lexicogr�a�co.

H3 Para una variable determinada x, testear primero aquellas variables y que son proba-

bil��sticamente menos dependientes con x, condicionando sobre aquellos subconjuntos

que son probabil��sticamente m�as dependientes con x.

En [152] podemos encontrar estad��sticas donde se muestran el comportamiento de estas tres

heur��sticas ante un conjunto de ejemplos.

A modo de conclusi�on, podemos destacar que hemos clasi�cado los algoritmos de apren-

dizaje para redes Bayesianas en dos grandes grupos, los basados en un criterio de bondad en

el ajuste y los que utilizan un criterio de independencia entre variables. En cualquier caso,
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podemos concluir que el principal problema que plantean estos algoritmos es el alto coste

computacional necesario para dar la red de salida. Adem�as, podemos ver como cada vez que

se impone una restricci�on sobre el modelo a recuperar, obtenemos una ganancia sobre el coste

computacional necesario. En el siguiente cap��tulo, se considera el problema del aprendizaje

de estructuras de creencia simples, en especial nos centraremos en el estudio de algoritmos

que utilicen criterios de independencia entre variables.
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Cap��tulo 2

Aprendizaje de Estructuras

Simpli�cadas.

2.1 Introducci�on.

El objetivo que tratamos de cubrir en este cap��tulo es el de dise~nar un conjunto de algoritmos

que e�cientemente permitan recuperar estructuras de creencia en entornos con incertidumbre,

independientemente del formalismo utilizado para representar el conocimiento. Para inde-

pendizarnos del formalismo, centramos el proceso de dise~no dentro del conjunto de t�ecnicas

que utilizan criterios de independencia para recuperar la red. La e�ciencia de los algoritmos

se considera tanto desde el punto de vista del tiempo de ejecuci�on, como del n�umero y orden

de los tests de independencia que se van a necesitar.

Un an�alisis de los algoritmos vistos en el cap��tulo anterior, muestra como cada vez que se

impone una restricci�on sobre el modelo, los algoritmos mejoran en el n�umero y el tama~no de

los tests de independencia necesarios. La mejora en el n�umero de tests representa un menor

coste computacional, as�� como la mejora en el orden representa una mayor �abilidad en los

valores de los tests. En cualquier caso, en los algoritmos del cap��tulo anterior, el tiempo

necesario para realizar los tests de independencia es de orden exponencial. Con el �n de

evitar realizar tests de independencia de orden alto, se imponen restricciones tanto sobre el

modelo como sobre el tipo de estructura que pretendemos recuperar. Es decir, exigimos que el

modelo sea isomorfo a un grafo y los algoritmos recuperar�an (si es posible) o bien poli�arboles

(secci�on 2.2) o bien grafos simples (secci�on 2.3).

Cuando partimos de un modelo isomorfo a un poli�arbol o a un grafo simple, los algorit-
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mos desarrollados son capaces de recuperar el modelo en tiempo polinomial. Estos algoritmos

realizan �unicamente tests de independencia condicional de orden cero y uno, los cuales pro-

porcionan las siguientes ventajas:

? Los tests se pueden realizar en un tiempo polinomial, involucrando �unicamente a ternas

de variables.

? Los resultados de los mismos son m�as �ables. Realizar, por ejemplo, tests estad��sticos

de independencia condicional de orden n�2, con n el n�umero de variables en el modelo,

requiere un conjunto de datos extremadamente grande, haciendo que los algoritmos, en

la pr�actica, no sean viables.

Las dos secciones siguientes tienen un desarrollo paralelo. Inicialmente, se parte de un

modelo representable por (isomorfo a) una estructura de poli�arbol (secci�on 2.2) o a un grafo

simple (secci�on 2.3). Bajo estas condiciones, se desarrollan algoritmos que recuperan el

modelo de forma e�ciente. Posteriormente, en cada secci�on, se discute el comportamiento de

los algoritmos al relajar la restricci�on sobre el modelo. Esto es, �unicamente imponemos que

el modelo de dependencias sea representable mediante un grafo dirigido ac��clico (GDA). En

este caso, si el modelo es representable por un poli�arbol o por un grafo simple, los algoritmos

devolver�an el esqueleto de las estructuras, sobre las que direccionan de forma un��voca el

mayor n�umero de arcos posibles. En caso contrario, podemos forzar al algoritmo a que nos

devuelva un c�odigo de error.

2.2 Estructuras Simplemente Conectadas: Poli�arboles.

En esta secci�on se presenta un algoritmo que recupera un modelo causal cuando �este se puede

representar mediante un poli�arbol. Siguiendo la notaci�on dada por Pearl [126] llamaremos

poli�arbol a toda estructura donde la presencia de cualquier tipo de ciclos est�a prohibida. Por

tanto, entre dos nodos cualesquiera del poli�arbol existe un �unico camino, en el que podemos

encontrar nodos con arcos cabeza a cabeza (! x ), nodos con arcos cola a cola ( x!) o

nodos con arcos cabeza a cola (! x!), ( x ).

La idea en la que se basa el algoritmo es la siguiente:

Supongamos que el problema se puede representar por un poli�arbol P (U;A), con U

el conjunto de variables y A el conjunto de arcos. Para obtener una estructura T que

represente el modelo es su�ciente con obtener para cada variable x 2 U , el conjunto de

variables que est�an conectadas directamente con x en P .
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Para conseguir este objetivo estudiamos qu�e propiedades de independencia, en una estruc-

tura de poli�arbol, hacen que dos variables no est�en directamente conectadas.

2.2.1 Algoritmo de Recuperaci�on de Poli�arboles.

En toda la secci�on supondremos que el modelo de dependencias M(U; I) es isomorfo a un

poli�arbol P (U;A), por tanto podremos hablar indistintamente de relaciones de independencia

en el modelo y de relaciones de independencia en el poli�arbol.

Para cada nodo x en el modelo, denominamos �

x

al conjunto de variables marginalmente

dependientes con x. El conjunto de variables conectadas directamente a x ser�a un subconjunto

de �

x

. La siguiente proposici�on nos determina, de forma gr�a�ca, el conjunto de variables en

�

x

.

Proposici�on 2.1 Sea M un modelo de dependencias isomorfo a un poli�arbol P . Sea x 2 U

y sea �

x

= fy 2 U j :I(x j ; j y)

M

g. Entonces y 2 �

x

si y s�olo si existe un camino sin nodos

cabeza a cabeza entre x e y en P .

Demostraci�on.

Si y 2 �

x

, tenemos que :I(x j ; j y)

M

y por el isomor�smo entre el modelo y el poli�arbol

tenemos que : < x j ; j y >

P

. Adem�as, por el criterio de d-separaci�on tenemos que

existe un camino sin nodos cabeza a cabeza entre x e y. Rec��procamente, si existe un

camino sin nodos cabeza a cabeza entre x e y, entonces : < x j ; j y >

P

y de nuevo por

el isomor�smo :I(x j ; j y)

M

. 2

Luego, en base a esta proposici�on podemos a�rmar que dos variables x e y son marginal-

mente independientes si y s�olo si o bien el camino entre x e y tiene al menos un nodo cabeza

a cabeza o bien no existe un camino que conecte x con y. En este caso y 62 �

x

.

Por la proposici�on 2.1 sabemos que el conjunto de variables �

x

debe incluir las causas y

efectos directos de x y por tanto, �

x

puede ser re�nado de forma que se eliminen aquellas

variables que no son adyacentes directos de x en P , esto es aquellas variables que no tienen

una dependencia directa con x en M .

Proposici�on 2.2 Sea M un modelo de dependencias isomorfo a un poli�arbol P . Sea x 2 U

con y; z 2 �

x

. Entonces I(x j y j z)

M

si y s�olo si el camino sin nodos cabeza a cabeza que

conecta x con z pasa por y.
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Demostraci�on.

Como z 2 �

x

sabemos que existe un camino sin nodos cabeza a cabeza entre x y z.

)) Supongamos que I(x j y j z)

M

y que el camino entre x y z no pasa por y. En este

caso, tenemos que el camino entre x y z est�a activo al conocer y, esto es : < x j y j z >

P

,

y por ser un D-map tenemos que :I(x j y j z)

M

, llegando a una contradicci�on.

() Supongamos que el camino que une a x con z pasa por y. Entonces, por no tener

el camino nodos cabeza a cabeza, y bloquea el �unico camino que conecta x con z, sin

activar ning�un otro camino entre x y z. Por tanto < x j y j z >

P

, y en consecuencia

I(x j y j z)

M

. 2

Estas dos proposiciones son la base del algoritmo de aprendizaje de poli�arboles. Para

cada nodo x, el algoritmo construir�a de forma iterativa el conjunto de vecinos de x (a este

proceso lo llamamos la expansi�on de �

x

), para ello tomar�a una a una las variables en �

x

.

Un sub��ndice nos permite hacer referencia al orden en el que se consideran las variables, es

decir, (x

1

; x

2

; : : : ; x

n

) donde si i < j, entonces x

i

es considerada antes que x

j

en el orden.

En el desarrollo del algoritmo utilizamos el siguiente concepto de Haz de Nodos. Para cada

variable x, el Haz de Nodos en un paso i, y lo notamos por 	

i

x

, es el conjunto de variables

conectadas directamente con x en el paso i. En cada paso 	

i

x

debe ser un subconjunto del

conjunto de variables fx

1

; : : : ; x

i

g, con x

k

(k = 1; : : : ; i), representando a la variable que se

toma de �

x

en un paso k. Cuando �

x

ha sido expandido, el Haz de Nodos estar�a formado

s�olamente por los vecinos directos de x en el poli�arbol. Formalmente, podemos de�nir el Haz

de Nodos como:

De�nici�on 2.1 (Haz de Nodos) SeaM un modelo de dependencias isomorfo a un poli�arbol

P . Sea x 2 U , con �

x

= fx

1

; : : : ; x

m

x

g y sea U

i

� �

x

, con U

i

= fx

1

; : : : ; x

i

g; i � m

x

. En-

tonces el Haz de Nodos para x en el paso i se de�ne como

	

i

x

= fx

k

2 U

i

j :I(x j x

j

j x

k

)

M

; 8x

j

2 U

i

n fx

k

g g:

Gr�a�camente, el que una variable, z, pertenezca a 	

i

x

representar�a el hecho de que existe

un camino (por considerar poli�arboles este camino ha de ser �unico) sin nodos cabeza a cabeza

conectando x con z en el modelo, no pudiendo existir ninguna variable de 	

i

x

en el camino.

La siguiente expresi�on nos permite construir, de forma iterativa, el Haz de Nodos para

una variable x. La expresi�on re
eja c�omo la inclusi�on de una nueva variable x

i+1

afecta a un

Haz de Nodos para x, con x

i+1

2 �

x

.
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1. Si 9x

j

2 	

i

x

tal que I(x j x

j

j x

i+1

), entonces 	

fi+1g

x

= 	

i

x

.

2. Si 8x

j

2 	

i

x

tenemos que :I(x j x

j

j x

i+1

):

Sea J = fx

j

2 	

i

x

tales que I(x j x

i+1

j x

j

)g. Entonces 	

fi+1g

x

= 	

i

x

[ fx

i+1

g n J .

Esto es, cuando se satisface la condici�on 1 el Haz de Nodos para x no se modi�ca, existe

una variable x

j

2 	

i

x

en el camino que conecta x con x

i+1

. En caso contrario, x

i+1

debe

pertenecer al Haz de Nodos para x en el paso (i+ 1). Puede ocurrir que esta nueva variable

x

i+1

pertenezca a un camino sin nodos cabeza a cabeza entre x y alguna variable x

j

2 	

i

x

(puede haber m�as de una), de forma que x

j

sea eliminada del haz, como expresa la condici�on

2.

El siguiente teorema nos asegura que tras aplicar el proceso de inserci�on sobre todos los

nodos en �

x

, el conjunto de nodos en 	

j�

x

j

x

, (lo notaremos por 	

x

), estar�a formado por las

causas directas y los efectos directos de x.

Teorema 2.1 Sea M un modelo de dependencias representable por un poli�arbol, sea x una

variable en M y sea �

x

el conjunto de variables marginalmente dependientes con x. Entonces

tras expandir �

x

, 	

x

incluir�a �unicamente las causas directas y efectos directos de x.

Demostraci�on.

Veamos primero que las causas y efectos directos de x pertenecen a 	

x

. Supongamos

que la variable considerada en el paso i + 1, (x

i+1

) es una causa directa de x en el

modelo (an�alogo para los efectos directos). Sea 	

i

x

el Haz de Nodos para x en un paso

i. Entonces por ser causa directa, no existe ning�un nodo x

j

2 	

i

x

que satisfaga la

condici�on 1, incluy�endose x

i+1

en el Haz de Nodos 	

i+1

. Por tanto, todas las variables

que son causas directas de x se insertan en el Haz de Nodos para x. Supongamos ahora

que en 	

i

x

existe una variable x

c

que es causa directa de x. Veamos c�omo la inclusi�on

de una nueva variable en 	

fi+1g

x

no elimina a x

c

del conjunto 	

fi+1g

x

. Para eliminarlo

se tendr��a que cumplir que el conjunto J incluya a x

c

. Sin embargo, por ser x

c

causa

directa de x, no existe ning�un nodo x

j

en �

x

para el que se satisfaga la independencia

condicional I(x j x

j

j x

c

).

Veamos ahora que no puede existir en 	

x

ninguna otra variable que no sea causa o

efecto directo de x. Lo haremos por reducci�on al absurdo. Supongamos que existe una

variable y 2 	

x

que no es causa directa ni efecto directo de x. Si la variable pertenece

a 	

x

es porque y 2 �

x

y por tanto existe un camino sin nodos cabeza a cabeza entre
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x e y. Adem�as por estar considerando poli�arboles este camino ha de ser �unico. Como

y no es causa ni efecto directo de x, sea x

y

la causa o efecto directo de x en el camino

que une a x con y. Supongamos que y es considerada para la inclusi�on en el haz de

nodos en el paso i + 1. Entonces si x

y

2 	

i

x

, tenemos que I(x j x

y

j y), por lo que se

satisface la condici�on 1 y el nodo y no se incluye en el haz, llegando a una contradicci�on.

Supongamos que x

y

62 	

i

x

. En este caso sea k; (k > i+ 1) el paso en el que se estudia la

inclusi�on del nodo x

y

. En este caso, y 2 	

fk�1g

x

. Por satisfacerse I(x j x

y

j y), tenemos

que y 2 J , elimin�andose del Haz de Nodos para x. Luego podemos concluir que 	

x

contiene s�olamente las variables que son causas y efectos directos de x. 2

Este teorema nos permitir�a recuperar el esqueleto de un poli�arbol que representa el modelo.

Los pasos necesarios en este proceso son:

1. Para cada variable x en U :

(a) Calcular �

x

.

(b) Calcular 	

x

.

2. Fusionar los distintos Haces, obteniendo una estructura parcial T .

Estos pasos se pueden ejecutar de forma independiente para cada variable. Cuando no

es posible realizar un c�alculo en paralelo, el proceso tiene un tiempo de ejecuci�on O(n

3

). El

proceso anterior puede ser modi�cado de forma que ahorremos la repetici�on de algunos tests.

Para ello, partimos de una estructura T (N;A) (T es un grafo, con N el conjunto de v�ertices y

A el conjunto de aristas), que llamaremos poli�arbol parcial. Inicialmente T est�a formado por

un �unico nodo x, (N = fxg;A = ;), con x una variable cualquiera en el modelo. Se toman,

una a una, las variables en �

x

(se expande �

x

) considerando su inclusi�on en el poli�arbol

parcial T . Cuando todas las variables en �

x

han sido consideradas, se selecciona una nueva

variable x

0

a expandir de T , de forma que existan variables z en �

x

0
que no se encuentren en

T . El algoritmo termina cuando se han incluido en T todas las variables en el modelo. En

cada momento, en el poli�arbol parcial T se representan las relaciones de independencia que

se obtienen al considerar �unicamente las variables en T .

En el proceso de inserci�on de una nueva variable se realiza una b�usqueda, a trav�es de la

estructura T , de la posici�on correcta del nuevo nodo en el poli�arbol parcial. La siguiente

proposici�on nos permite agilizar el proceso de b�usqueda. De�nimos, dadas x 2 T y x

j

2 	

i

x

,

los subconjuntos disjuntos, T

x

y T

x

j

como:
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a) T

x

que incluye x y todas aquellas variables en T , para las que los caminos que las unen

con x no pasan por x

j

.

b) T

x

j

formado por el resto de variables en T .

Proposici�on 2.3 Sea x cualquier variable en T y sea 	

i

x

el Haz de nodos para x en el paso

i. Sea y la variable que se estudia en el paso i+ 1, con y 2 �

x

; y 62 T . Sea x

j

una variable

en 	

i

x

tal que I(x j x

j

j y). Entonces y 62 	

v

; 8v 2 T

x

.

Demostraci�on.

Como y 2 �

x

sabemos que entre x e y existe un camino sin nodos cabeza a cabeza (est�a

activo). Adem�as, como I(x j x

j

j y) este camino pasa por x

j

, luego y 2 T

x

j

. Sea v

cualquier variable en T

x

. Sabemos que entre x y v existe un camino que no pasa por

x

j

. Por tanto, si y 2 	

v

tenemos que entre x e y existen dos caminos, uno que pasa por

x

j

y el otro que no. Con lo que llegamos a una contradicci�on con el hecho de que en un

poli�arbol existe un �unico camino entre dos variables. 2

Veamos gr�a�camente c�omo la inclusi�on de un nuevo nodo z, perteneciente a �

x

puede

afectar a un Haz de Nodos para x (ver Figura 2.1). Supongamos que, para la condici�on 2,

tenemos un conjunto J = fx

j

2 	

i

x

tales que I(x j z j x

j

)g no vac��o. Entonces, en la Figura

2.2 se re
ejan los cambios que se producen en 	

fi+1g

x

, donde J = fy

1

; y

2

g. En este caso

debemos de crear los siguientes arcos en T , uno entre x y z y el resto entre z y cada uno

de los x

j

, y eliminar los arcos del grafo que un��an x con cada x

j

. Con estos cambios, z se

encuentra ahora en 	

fi+1g

x

, y 	

z

= fx; y

1

; y

2

g. Estamos representando el hecho de que si z

es conocido, x y x

j

(x

j

2 J) son variables independientes.

w1

w2

x

y1

y2

v1

v2

v3

Figura 2.1. Poli�arbol de partida 	

i

x

= fw

1

; w

2

; y

1

; y

2

g

Cuando J = ; para la condici�on 2, entonces el �unico cambio que se produce es la inclusi�on

de un nuevo arco entre x y z en el poli�arbol parcial T re
ejando el conocimiento de que x
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w1

w2

y1

y2

v1

v2

v3

x Z

Figura 2.2. J = fy

1

; y

2

g; 	

i+1

x

= fw

1

; w

2

; xg;

y z son variables relacionadas (son dependientes, recordemos que z 2 �

x

) y ninguno de los

nodos en 	

i

x

se ven afectados por esta relaci�on. (ver Figura 2.3).

w1

w2

x

y1

y2

v1

v2

v3
Z

Figura 2.3. 	

i+1

x

= fw

1

; w

2

; y

1

; y

2

; zg; J = ;

Supongamos que la condici�on 1 se satisface, esto es, existe una variable x

j

2 	

i

x

tal que

I(x j x

j

j z). Entonces, por la proposici�on 2.3 tenemos que z debe pertenecer al Haz de Nodos

para un nodo v en T

x

j

. El problema se resuelve estudiando c�omo afecta la inclusi�on de z al

Haz de Nodos para x

j

. En la Figura 2.4 consideramos que y

2

es la variable x

j

que hace que

se cumpla la condici�on 1 para z. Si z no pertenece al Haz de Nodos para x

j

, es debido a que

existe otra variable, t, tal que I(x

j

j t j z), y entonces volvemos a estudiar si z se incluye

en el Haz de Nodos para t. Se continua de este modo hasta que se encuentra la localizaci�on

apropiada para z en alg�un Haz de Nodos.

w1

w2

x

y1

y2

v1

v2

v3

Z ?

Figura 2.4. I(x j y

2

j z)
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El siguiente algoritmo permite recuperar el poli�arbol que representa una estructura sim-

plemente conectada. En dicho algoritmo, 	

x

representa el conjunto de variables adyacentes

a x en el poli�arbol parcial T , en cada momento.

Algoritmo 2.1 (poli�arboles)

1. Para cada variable x en U

Inicializar �

x

= ;

Visitado[x]=False

Expandido[x]=False

Para cada variable y en U n fxg

Si I(x j ; j y) =False Entonces �

x

= �

x

[ fyg

2. Seleccionar un nodo x de U , asignar x a T ;

Visitado[x]=True

3. Mientras existan nodos no Expandidos en T

(a) Seleccionar un nodo no Expandido x de T ; Expandido[x]= True

(b) Mientras existan nodos no Visitados en �

x

Seleccionar un nodo no Visitado z de �

x

, el nuevo nodo a insertar en T

i. Visitado[z]=True

ii. Avanza=True

iii. Insertado=False

iv. Mientras Avanza=True do

Si todo y 2 	

x

se ha testeado

Entonces Avanza=False

Sino

Selecciona un nuevo nodo no testeado y de 	

x

Si I(x j y j z) =True Entonces x = y

v. Para todo y en 	

x

hacer

Si I(x j z j y) =True Entonces

Incluir (x; z) y (z; y) en T

Borrar (x; y) de T

Insertado=True
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vi. Si Insertado=False Entonces Incluir (x; z) en T

vii. Reinicializar x al valor original

Este algoritmo permite construir el poli�arbol que re
eja el modelo en O(n

2

) pasos, con n

representando el n�umero de variables en el modelo. Para ello utilizamos tests de independen-

cia marginal y tests de independencia condicional de primer orden. El algoritmo �unicamente

reconstruye el esqueleto de la estructura, la direcci�on de los arcos se puede detectar haciendo

uso de tests de independencia marginal vistos en los algoritmos anteriores [151, 132]. Esto

es, para cada tripleta de v�ertices x; y; z en T , donde x e y sean adyacentes y z e y sean

adyacentes, pero x y z no son adyacentes, entonces direccionar los arcos x ! y  z en T si

y s�olo si x y z son marginalmente independientes. La direcci�on del resto de los arcos queda

inde�nida, pudiendo asociarle cualquier orientaci�on siempre y cuando no se creen nodos con

arcos cabeza a cabeza al orientar.

Ejemplo 2.1 Supongamos que tenemos un modelo de dependencias isomorfo al poli�arbol

representado en la Figura 2.5. Para hacer uso del algoritmo no necesitamos conocer la

informaci�on cuantitativa almacenada en los nodos del poli�arbol, sino que s�olo utilizamos

propiedades de independencia. En este caso el conjunto �

x

est�a formado por los nodos

Y Z

T

W

U

X

V

Figura 2.5. Poli�arbol que representa el modelo.

fu; y; t; vg. Iremos construyendo el Haz de Nodos 	

x

, donde en cada paso se inserta un nodo

de �

x

. Notaremos por 	

k

x

al Haz de Nodos para x cuando se ha introducido el nodo k, con

k 2 �

x

. Incluiremos los nodos en el orden listado. La Figura 2.6 muestra gr�a�camente el

proceso: Al incluir el nodo u se satisface la condici�on 2 con J = ; (	

u

x

= fug), tras incluir y

y t, en este orden, de nuevo se satisface la condici�on 2 (	

t

x

= fu; y; tg). Al incluir el nodo v

tenemos que el conjunto J = fug para la condici�on 2, luego 	

v

x

= fy; t; vg. En este momento

hemos expandido �

x

. El �unico nodo en T , a�un no expandido y que tiene nodos por visitar es

t, luego pasamos a expandir t. Sabemos que �

t

= fu; v; x; y;w; zg, donde los nodos u; v; x; y

ya han sido visitados y por tanto no los volvemos a considerar a la hora de expandir �

t

. En el
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poli�arbol parcial tenemos que 	

y

t

= fxg. Al insertar w se satisface la condici�on 2 y tenemos

que 	

w

t

= fx; wg. Finalmente, al considerar el nodo z, tenemos que se satisface la condici�on

1 por lo que el Haz de Nodos para t no se modi�ca, pasando a estudiar la inclusi�on de z en

	

w

, con resultado a�rmativo. Como ya se han visitado todos los nodos, el algoritmo concluye

devolviendo el esqueleto del poli�arbol. A continuaci�on, como los pares de nodos v e y, x y w

son marginalmente independientes se obtiene la orientaci�on v ! x  y y x ! t  w. Las

aristas (u; v) y (w; z) admiten cualquier orientaci�on.

x x x x x

xx

u u u

u

uu

y y

y y

y v

v v

t t

tt

w w

z

Figura 2.6. Proceso de recuperaci�on del poli�arbol

2

2.2.2 Modelos de Dependencias Isomorfos a GDA: Aprendizaje de Poli�arboles.

Cuando tenemos un modelo representable mediante una estructura de poli�arbol, el algoritmo

de la secci�on anterior permite recuperar las dependencias en el modelo de forma e�ciente. En

esta secci�on estudiaremos qu�e ocurre cuando el modelo no es isomorfo a un poli�arbol, aunque

supondremos que el modelo es isomorfo a un grafo dirigido ac��clico. Si existen ciclos en el

modelo original, la salida del Algoritmo 2.1 es un poli�arbol donde:

? Se re
ejan algunas de las relaciones de independencia entre variables. La eliminaci�on

de ciclos impone un conjunto de relaciones de independencia en la estructura que no

existen en el modelo.
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? La topolog��a de la estructura resultante depender�a, en gran medida, del orden con que

se toman los nodos a expandir. Este orden determina la p�erdida de determinados arcos

y la inclusi�on de otros en el poli�arbol de salida.

Sin embargo, cuando estamos interesados en conocer si el modelo es representable por un

grafo simplemente conectado, podemos utilizar el poli�arbol salida y testear si es un I-map

minimal del modelo. Este proceso, aunque bastante costoso, es an�alogo al que hacen Geiger,

Paz y Pearl [75] mediante los siguientes tests de independencia condicional: para cada nodo

x testear I(x j Padres(x) j NoDescendientes(x) n Padres(x)).

Como comentamos en la secci�on anterior, si construimos, para cada variable x en el modelo,

el Haz de Nodos de forma independiente, la fusi�on de los distintos Haces proporciona la

estructura �nal. Supongamos que en el modelo original existe un ciclo no dirigido, y sea x�y

cualquier arista del mismo. Luego, por no existir una relaci�on de independencia de orden

cero ni uno entre x e y, el algoritmo no elimina la arista. Por tanto, las aristas en el ciclo

pertenecen a los distintos Haces de salida y, al hacer la fusi�on, provocan la presencia de un

ciclo en la estructura de salida. As�� pues, el siguiente algoritmo, cuya e�ciencia es O(n

3

),

recupera un poli�arbol isomorfo al modelo, si existe, o devuelve un c�odigo de error.

Algoritmo 2.2 (Modelo Isomorfo a un dag)

1. Para cada x 2 U calcular �

x

.

2. Para cada x 2 U calcular 	

x

.

3. Fusionar todos los 	

x

en una �unica estructura T .

4. Si existen ciclos en T , dar como salida un c�odigo de error.

5. Orientar las aristas de T haciendo uso de tests de independencia marginal.

Hay que notar que este algoritmo, bajo la suposici�on de que el modelo es representable por

un grafo dirigido ac��clico, proporciona una salida similar a la dada por el algoritmo propuesto

en [75], utilizando �unicamente tests de independencias de orden cero y uno

Otro posible enfoque es aqu�el en el que se busca obtener una aproximaci�on de un modelo

de dependencias a trav�es de una estructura simplemente conectada. Para este tipo de estruc-

turas (�arboles o poli�arboles), existen algoritmos de propagaci�on local que describen c�omo una

evidencia sobre los valores de un conjunto de variables afectan a las probabilidades del resto
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de las variables en el modelo [125, 126]. Cuando consideramos un GDA general, la presencia

de ciclos no dirigidos puede provocar que los mensajes circulen inde�nidamente en la red, de

forma que las creencias resultantes sean incorrectas. Existen distintas t�ecnicas que permiten

abordar este problema [124, 106, 138, 83], manteniendo parcialmente la localidad. Cuando

tratamos de aproximar el modelo a trav�es de estructuras ac��clicas es necesario utilizar un cri-

terio de bondad en la aproximaci�on. Usualmente, este criterio es una medida de dependencia

o distancia entre variables [3, 40, 25, 132, 137, 161]. La aproximaci�on que proponemos [23]

considera como elemento base de la comparaci�on al Haz de Nodos, en lugar de la informaci�on

existente entre pares de nodos. En este caso, suponemos que la informaci�on cuantitativa

viene determinada por una distribuci�on de probabilidad.

Sea P la distribuci�on de probabilidad conjunta sobre las variables del modelo. Para

cada nodo x en el modelo, llamaremos D

x

a la distancia (utilizaremos como distancia la

de Kullback-Leibler [96]) entre la distribuci�on marginal de P sobre las variables en 	

x

y la

distribuci�on conjunta sobre el mismo conjunto de variables, P

T

, que se obtiene al considerar

�unicamente a 	

x

como la representaci�on del modelo de dependencias, esto es:

D

x

(P (x

1

; : : : ; x

m

); P

T

(x

1

; : : : ; x

m

) ) =

X

x

1

;:::;x

m

P (x

1

; : : : ; x

m

) lg

P (x

1

; : : : ; x

m

)

P

T

(x

1

; : : : ; x

m

)

(2:1)

siendo x

1

; : : : ; x

m

el conjunto de variables en 	

x

, y x

1

; : : : ; x

m

representando a las posibles

instanciaciones de las variables. De entre todas las posibles direcciones para los arcos en el

haz, se debe escoger aquella para la que se minimice la distancia D

x

. Este proceso es bastante

costoso, por lo que podemos utilizar las siguientes heur��sticas:

H1 Si conocemos, a priori, un orden sobre las variables, los arcos se direccionan siguiendo

este orden. Por ejemplo, si x

i

< x

j

en el orden y x

i

2 	

x

j

entonces x

i

ser�a un padre de

x

j

en el Haz 	

x

j

.

H2 Si no conocemos ning�un orden sobre las variables, supongamos que tenemos una medida

del grado de dependencia entre dos variables x e y, dado que conocemos z, D(x; y j z).

Esta medida deber�a tomar el valor cero cuando I(x j z j y), donde adem�as, cuanta mayor

sea la dependencia entre x e y, mayor deber�a ser el valor asociado a la medida D(x; y j z)

(por ejemplo, la medida distancia de Kullback-Leibler [96]). Bajo �estas condiciones, el

orden se obtiene al aplicar el siguiente conjunto de reglas, donde consideramos x

i

; x

j

; x

k

variables en 	

x

.

1. Si se satisface D(x

i

; x

j

j ;) = 0, esto es I(x

i

j ; j x

j

), entonces orientar x

i

; x

j

como padres de x.
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2. Si existe un x

k

2 	

x

tal que D(x

i

; x

j

j x

k

) = 0, es decir I(x

i

j x

k

j x

j

), orientar

x

i

; x

j

; x

k

como padres de x.

3. Llamemos A = D(x

i

; x

j

j ;) y llamemos B = D(x

i

; x

j

j x). Sea � > 0 un

umbral para la medida del grado de dependencia. Entonces, establecer la siguiente

orientaci�on siempre que no se modi�que un arco previamente orientado.

Si A < minfB; �g, orientar x

i

; x

j

como padres de x.

En caso contrario orientar x

i

; x

j

como hijos de x.

La idea bajo la heur��stica H1 es clara, si conocemos un orden sobre las variables, podemos

utilizar este orden para orientar. La heur��stica H2, nos expresa que cuando dos variables son

relevantes para x, pero son irrelevantes entre ellas (caso 1) o se hacen irrelevantes conocida

una tercera variable x

k

(caso 2), entonces el nodo x debe ser un nodo cabeza a cabeza para

estas variables. El caso 3 nos expresa la idea de que cuando x

i

y x

j

son variables relevantes,

pero al conocer x entre estas variables se tiene una mayor relevancia, entonces podr��amos

considerar que x es un nodo cabeza para alguna conexi�on entre estas variables, de forma

conocido x se active esta conexi�on. En este caso, el grado de relevancia entre x

i

y x

j

debe

ser inferior a un unbral � para el que consideramos signi�cativo este razonamiento.

Para todas aquellas variables x del modelo, tal que D

x

tome un valor cero, podemos

asegurar que, al marginalizar P sobre 	

x

, la estructura resultante re
eja �elmente el modelo.

Por tanto, detectamos un conjunto de componentes del modelo representables a trav�es de una

estructura de poli�arbol. Para cada variable x en el modelo, la medida D

x

puede considerarse

como un estimador de la bondad de la aproximaci�on para x.

Aquellos nodos x, para los que D

x

< �, (� es un valor cercano a cero, para el que consid-

eramos que las distribuciones P y P

T

son equivalentes) se consideran estructuras correctas

en la salida. Para el resto de nodos, habr�a que buscar la estructura que se considere `m�as

correcta', es decir, aquella estructura con un mayor n�umero de nodos, que tenga un valor

distancia D

x

menor y que al insertarla en el poli�arbol de salida, no genere un ciclo con las

estructuras consideradas correctas en pasos anteriores. En cada paso, se estudian aquellos

haces cuya inserci�on provocar��a un ciclo, eliminando los arcos que lo pudiesen causar. Volve-

mos a calcular las distancias D

x

para las estructuras resultantes, qued�andonos con la que

proporciona un valor distancia menor. Si en el proceso de eliminaci�on de nodos obtenemos

una estructura formada por dos �unicas variables (por ejemplo x � y), se le asigna a D

x

un

valor distancia in�nito, de forma que el algoritmo considere este tipo de estructuras en los

pasos �nales. El algoritmo se repite hasta que todos los haces formen una �unica componente

conexa.
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La principal ventaja del m�etodo es que, adem�as de obtener un poli�arbol que nos aproxime

una estructura causal, nos permite detectar qu�e variables forman parte de un ciclo (aquellas

que tengan un D

x

> 0), y c�omo de buena es la aproximaci�on al considerar �unicamente

los nodos que pertenecen a un Haz. Esta informaci�on puede sernos �util, ya que nos puede

proporcionar un grado de creencia en los valores que se obtienen al propagar. Por ejemplo,

si al propagar la informaci�on pasa por haces de nodos con valores distancia `cero', podemos

tener una creencia alta en los resultados de la misma. En caso contrario, cuando tenemos

valores altos en la medida distancia, nos hace suponer que los mensajes pasan por haces donde

la aproximaci�on no es muy precisa y por tanto disminuye nuestra creencia en los resultados

obtenidos. La principal desventaja del algoritmo se encuentra en el alto coste computacional

necesario para calcular los valores de la distancia D

x

.

Un ejemplo del funcionamiento del algoritmo de aproximaci�on es el siguiente:

Ejemplo 2.2 Supongamos que tenemos la red dada por la Figura 2.7, y supongamos que

conocemos previamente el siguiente orden entre las variables fv < y < u < x < w < tg que

utilizaremos a la hora de direccionar los Haces de Nodos. Si no conocemos el orden podemos

utilizar la heur��stica H2.

Y

T

W

U

X

V

Figura 2.7. Modelo a aproximar

Consideremos que las distribuciones de probabilidad condicional asociadas a la red de la

Figura 2.7 toman los valores:

V Y

v 0.2 y 0.4

v 0.8 y 0.6
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U j V W j Y

u j v 0.3 w j y 0.5

u j v 0.7 w j y 0.5

u j v 0.8 w j y 0.6

u j v 0.2 w j y 0.4

X j V Y T j XW

x j vy 0.5 t j xw 0.3

x j vy 0.5 t j xw 0.7

x j vy 0.1 t j xw 0.8

x j vy 0.9 t j xw 0.2

x j vy 0.2 t j xw 0.5

x j vy 0.8 t j xw 0.5

x j vy 0.9 t j xw 0.6

x j vy 0.1 t j xw 0.4

Si calculamos los Haces de Nodos para cada variable y calculamos la medida distancia

para cada uno de ellos obtenemos los haces y los valores asociados que se proporcionan en la

Figura 2.8

u

v

u x

t

v y

x

t

y

x w

t

v

x

y

w

t

y

w

t

d(y)=0.072557

v

d(v)=0.015911

d(t)=0.120334

d(u)=0 d(x)=0.000444

d(w)=0.0021446

Figura 2.8. Haces de Nodos y Medidas asociadas
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Con estos valores podemos obtener el siguiente orden para las distintas estructuras

	

u

< 	

x

< 	

w

< 	

v

< 	

y

< 	

t

Donde podemos considerar como estructura v�alida al haz 	

u

. Tomando como base este orden

entre los haces, podemos obtener el `poli�arbol parcial' de la Figura 2.9 fusionando los haces

	

u

;	

x

. La inclusi�on de cualquier otro haz provoca la presencia de un ciclo en la estructura.

Por tanto, eliminamos de los haces que quedan por incluir los nodos que producen un ciclo.

En este caso, tenemos que para w podemos obtener dos haces, 	

1

w

= ftg y 	

2

w

= fyg, donde

ambos tienen dos elementos, por lo que se les asigna un valor distancia in�nito. Adem�as,

para 	

v

al eliminar el �unico enlace que no est�a en el poli�arbol parcial, (v � t), tenemos que

la estructura resultante pertenece al poli�arbol parcial, por lo que el haz 	

v

no se considera.

Para 	

y

tenemos que el �unico haz que, al eliminar nodos, no genera un ciclo es fx; wg, para

el cual se tiene un valor distancia cero, y de forma an�aloga seleccionamos como 	

t

el haz con

distancia m��nima 	

t

= fx; wg. En este caso, tenemos el orden

	

y

< 	

t

< 	

1

w

;	

2

w

:

En la Figura 2.9 vemos los valores de la distancia para dichos haces.

u

v y

x

t

y

x w t

x w

d(y)=0 d(t)=0.0012

Figura 2.9. Poli�arbol parcial Haces de nodos restantes.

Finalmente, al fusionar el haz 	

y

obtenemos una poli�arbol, T (Figura 2.10), que incluye

a todas las variables de la estructura original. Por tanto, el proceso de selecci�on termina. La

orientaci�on se ha obtenido siguiendo el orden original. 2

2.3 Estructuras C��clicas: Grafos Simples.

En esta secci�on nos centramos en el estudio de Modelos de Dependencia representables por

(Isomorfos a) un grafo simple. Un grafo simple se de�ne [77] como un Grafo Dirigido Ac��clico
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v y

x

t

wu

Figura 2.10. Poli�arbol aproximado

(GDA) donde el �unico tipo de ciclos permitidos son los Ciclos Simples. Un ciclo se dice que

es simple si todo par de nodos con un hijo directo com�un, no tienen un ancestro com�un ni

uno es ancestro del otro. En t�erminos de relaciones de independencia podemos decir que todo

par de nodos con un hijo directo com�un son marginalmente independientes. Considerando la

topolog��a de la estructura que representa el modelo, un GDA es simple cuando todo ciclo (no

dirigido) tiene al menos dos nodos con arcos cabeza a cabeza. Con este tipo de estructuras

podemos utilizar algoritmos e�cientes para propagar la informaci�on [80], as�� como obtener

algoritmos e�cientes de aprendizaje de la red [77].

Inicialmente, nos centramos en el estudio de propiedades de independencia en Grafos

Simples, analizando la relaci�on con la representaci�on gr�a�ca del modelo. Un an�alisis de estas

propiedades permitir�a el desarrollo de un algoritmo de aprendizaje para grafos simples, que

precisa un n�umero polinomial de tests de independencia condicional. El algoritmo propuesto

evita el principal problema pr�actico que tiene el algoritmo dado por Geiger, Paz y Pearl [77].

Esto es, evita el uso de tests de independencia de orden n� 2, (con n el n�umero de variables

en el modelo) para cada par de variables. Recordemos que testear independencias de orden

n�2 requiere un tiempo de ejecuci�on exponencial en n, donde para obtener resultados �ables

sobre el valor de verdad para la relaci�on de independencia, necesitamos un conjunto elevado

de datos. El algoritmo propuesto, manteniendo un orden polinomial en el n�umero de tests,

reduce al m��nimo (puede ser cero) el n�umero de tests de independencia de orden mayor que

uno. Para ello, nos restringimos a modelos que son isomorfos a un GDA. Adem�as, una vez

calculados los tests de independencia, el algoritmo tiene un tiempo de ejecuci�on polinomial

O(n

4

).

Cuando partimos de un modelo que puede ser representado por un grafo simple, el al-

goritmo recupera el modelo utilizando tests de independencia de orden cero y uno. Como

resultado, obtenemos la siguiente condici�on de Isomorf��a para grafos simples: Dos grafos sim-

ples son isomorfos si y s�olo si tienen las mismas relaciones de independencia de orden cero y



Estructuras C��clicas: Grafos Simples.

65

uno.

Si sobre el modelo s�olo conocemos que es representable mediante un GDA, entonces,

utilizando tests de independencia de orden cero y uno podemos determinar si existe o no una

representaci�on simple para el modelo. De�nimos una representaci�on simple de un modelo

de dependencias como un grafo simple con las mismas relaciones de independencia de orden

cero y uno que el modelo. Este proceso se realiza en un tiempo polinomial. Si el objetivo

es conocer si el modelo se puede representar por (es isomorfo a) un grafo simple, entonces

puede ser necesario realizar algunos tests de independencia de orden superior. En cualquier

caso, hablamos de un n�umero menor de tests de independencia (con un orden menor) que los

necesitados en [77].

En la secci�on 2.3.1 se estudian algunos conceptos y propiedades de las redes simples. La

secci�on 2.3.2 describe un algoritmo que permite recuperar este tipo de estructuras, junto con

un ejemplo de su uso. Finalmente, discutimos c�omo se comporta el algoritmo de aprendizaje

cuando el modelo no es isomorfo a un grafo simple. En este caso, se proponen las modi�ca-

ciones necesarias para detectar si el modelo es o no representable por un grafo simple, dando

en este �ultimo caso un c�odigo de error.

2.3.1 Grafos Simples: Propiedades.

Heckerman [80] introduce los grafos simples como un modelo donde representar relaciones

de dependencia entre un conjunto de Enfermedades (e

1

; e

2

; : : : ; e

n

) y los resultados de las

Pruebas o An�alisis (p

1

; p

2

; : : : ; p

m

) que se realizan.

en

p1 p2 pm

e3e2e1
. . .

. . ..

Figura 2.11. Grafo Simple, representando enfermedades y pruebas

La estructura de la Figura 2.11 representa una relaci�on de independencia marginal entre

enfermedades, as�� como una relaci�on de independencia condicional entre los resultados de los

an�alisis, dado que conocemos las enfermedades.

En esta secci�on trataremos de estudiar algunas propiedades de independencia que se pre-
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sentan en un grafo simple, as�� como sus relaciones con las propiedades de independencia en el

grafo. A lo largo de la secci�on supondremos que tenemos un Modelo de Dependencias M que

se puede representar a trav�es de un GDA G(U;A), es decir, el modelo es Isomorfo al grafo.

De nuevo podremos hablar indistintamente de independencia en el modelo como en el grafo.

Utilizaremos las siguientes de�niciones para grafos simples, en las que se considera un

camino entre dos nodos de un grafo como una secuencia de v�ertices conectados mediante

aristas en el grafo:

De�nici�on 2.2 (Camino Simple.) Un camino entre dos nodos de un grafo, x e y, se dice

que es simple, y lo notamos por c

�

, si y s�olo si no existe ning�un nodo en c

�

que sea cabeza a

cabeza en el camino.

De�nici�on 2.3 (Ciclo Simple.) Un ciclo se dice que es simple si todo par de nodos en el

ciclo con un hijo directo com�un, no tienen un ancestro com�un, ni uno es ancestro del otro.

Gr�a�camente, podemos decir que un ciclo es simple cuando existen c�omo m��nimo dos

nodos con arcos cabeza a cabeza en el ciclo. Si consideramos las relaciones de independencia

entre las variables del modelo que estamos representando, la presencia de un ciclo simple

implica que todo par de nodos con un hijo directo com�un son marginalmente independientes,

es decir no existen caminos simples entre ellos.

De�nici�on 2.4 (Grafo Simple.) Un GDA se dice que es Simple cuando los �unicos ciclos

que puede tener son Ciclos Simples. Cuando un grafo G sea simple lo notaremos por G

�

.

Siguiendo la notaci�on dada en la secci�on anterior, de�nimos el conjunto �

x

como

De�nici�on 2.5 Sea x 2 U , entonces de�nimos �

x

como el conjunto de variables marginal-

mente dependientes con x, esto es

�

x

= fy 2 U tales que :I(x j ; j y)

M

g:

La proposici�on 2.1, puede generalizarse a un modelo de dependencias isomorfo a un GDA.

Proposici�on 2.4 Sea x; y 2 U , sea G un GDA isomorfo a M . Entonces y 2 �

x

si y s�olo si

existe al menos un camino simple entre x e y en G.
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Demostraci�on.

Similar a la demostraci�on dada para la proposici�on 2.1. 2

Al considerar el criterio de d-separaci�on y el isomor�smo entre el modelo y un grafo, la

presencia de un camino simple entre dos nodos x e y de un grafo, implica una dependencia

marginal entre ellos y rec��procamente una dependencia marginal implica la presencia de un

camino simple entre los nodos.

Entre los caminos simples de un grafo, podemos hacer la siguiente clasi�caci�on:

HT (x; y) : Son aquellos caminos simples entre x e y que tienen un arco cabeza en x y arco

cola en y, es decir representan a caminos dirigidos de y a x de la forma x : : : y.

TH(x; y) : Son aquellos caminos simples entre x e y que tienen un arco cola en x y arco

cabeza en y, es decir representan a caminos dirigidos de x a y de la forma x! : : :! y.

HH(x; y) : Aquellos caminos simples entre x e y que tienen un arco cabeza en x y arco

cabeza en y, es decir x : : :! y. Podremos encontrar un nodo del camino, z, tal que

los subcaminos de z a x y de z a y sean caminos dirigidos.

Cuando estemos interesados en el tipo de camino, m�as que en los nodos origen y destino, lo

notaremos como HH(:; :);HT(:; :) o TH(:; :); cuando nuestro inter�es se centre en la presencia

de un camino simple entre dos nodos x e y, m�as que en el tipo de camino, lo notaremos por

c

�

(x; y). Si no estamos interesados en los nodos origen y destino, lo notaremos por c

�

.

La presencia de un camino simple entre dos nodos, afecta al resto de los posibles caminos

simples, por lo que estudiaremos distintas propiedades que se pueden obtener.

Proposici�on 2.5 Dado un grafo simple G

�

, con x; y nodos en G

�

, si existe un camino simple

c

�

1

(x; y) en HT (x; y) o TH(x; y), entonces �este es el �unico camino simple entre x e y en G

�

.

Demostraci�on.

La haremos por reducci�on al absurdo, estudiando los distintos casos para TH(x; y).

La demostraci�on para HT (x; y) es an�aloga. Supongamos que existe m�as de un camino

simple entre x e y, donde al menos uno de ellos es c

�

1

2 TH(x; y). En la Figura 2.12 se

representan los posibles casos.
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X a1 a2 an Y

b1 b2 bm bm

an Y

b1 b2

X a1 a2

a) c1={x,a1,a2,...,an,y}  ; c2={x,b1,b2,...,bm,y} c1= {x,a1,a2,...,an,y} ; c2= {x,b1,b2,a2,a

n-1a

b)

c2_1’={x,b1,b2,a2} ; c2’’={a2, ...,an-1 } ; c2_2’ ={an-1 , bm,y}

n-1 , bm,y}

Figura 2.12. Posibles caminos simples en G

�

.

Caso a) Supongamos que existe otro camino simple entre x e y, c

�

2

(x; y) y que este

camino no contiene ning�un nodo de c

�

1

, salvo x e y. Entonces tenemos que:

1. Si c

�

2

2 TH(x; y) o c

�

2

2 HH(x; y) obtenemos un ciclo no simple entre x e y,

con y como �unico nodo cabeza a cabeza, prohibido en grafos simples.

2. Si c

�

2

2 HT (x; y) obtenemos un ciclo dirigido, prohibido por tratarse de un

GDA.

Por tanto llegamos a una contradicci�on, con lo que el resto de los caminos entre x

e y son no simples.

Caso b) Supongamos que existe al menos otro camino simple entre x e y, c

�

2

(x; y) y

que en c

�

2

existe al menos un nodo �

i

2 c

�

1

distinto de x e y. En este caso, cualquier

camino se puede obtener como combinaci�on de caminos de la forma :

{ c

0

2

(�

i

; �

j

), con �

i

; �

j

como �unicos nodos de c

0

2

que pertenecen a c

�

1

(x; y), donde

al menos uno de entre �

i

; �

j

son distintos de x e y.

{ c

00

2

(�

i

; �

j

) con todos los nodos en c

00

2

perteneciendo a c

�

1

.

Donde al menos debe aparecer un subcamino del tipo c

0

2

.

Entonces, sabemos que, por ser c

�

1

un camino TH(x; y), el subcamino c

00

2

(�

i

; �

j

) es

TH(�

i

; �

j

). Veamos qu�e ocurre con cada uno de los subcaminos c

0

2

(�

i

; �

j

). Por ser

c

�

1

(x; y) 2 TH(x; y), tenemos que c

�

1

(�

i

; �

j

) 2 TH(x; y), por lo que estamos en el

caso a) para c

0

2

(�

i

; �

j

) y por tanto c

0

2

no puede ser un camino simple, concluy�endose

que c

�

2

tampoco puede ser simple.

2

A partir de esta proposici�on, podemos obtener el siguiente corolario.

Corolario 2.1 Sea G

�

un grafo simple, con x; y 2 G

�

. Si entre x e y existe m�as de un

camino simple, �estos han de ser HH(x; y).
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Como estamos interesados en propiedades de independencia en el grafo, nos planteamos si

dado un camino simple entre dos nodos, podemos conocer c�omo afecta un nodo en el camino

a las relaciones de independencia en el grafo.

Proposici�on 2.6 Sea G

�

un grafo Simple y sea c

�

un camino simple entre dos nodos x e

y. Todo nodo en c

�

bloquea el camino simple y adem�as, no activa a ning�un otro camino no

simple entre x e y.

Demostraci�on.

Sea z un nodo en el camino simple entre x e y. Que el nodo z bloquea el camino simple

c

�

se tiene de forma directa a partir del criterio de d-separaci�on. Veamos que no activa

a ning�un otro camino no simple. Para demostrarlo basta con ver que para cualquier

camino no simple entre x e y existe un nodo cabeza a cabeza que no es z, ni tiene como

descendiente a z, bloqueando el camino no simple. Supongamos que tenemos un camino

simple TH(x; y) (an�alogo para HT (x; y)) y z es un nodo en el camino. Adem�as, con el

�n de que z active un camino no simple, supongamos que z es un nodo cabeza a cabeza

o descendiente de todo nodo cabeza a cabeza en un camino no simple entre x e y. En

este caso, podemos encontrar un nodo p, padre del nodo cabeza a cabeza en el camino

no simple y antecesor de z, de tal forma que entre p e y existe un camino c

�

1

2 TH(p; y).

Pero por ser c

�

1

un camino TH(:; :) �este es el �unico camino simple entre p e y. Por tanto,

tiene que existir un nodo con arcos cabeza a cabeza en el camino entre p e y, que no pase

por z. Si z no es descendiente de este nodo, el camino no simple estar�a bloqueado por

�el, si z es descendiente, llegar��amos a una contradicci�on porque el grafo no ser��a simple.

En el caso en que el camino sea HH(x; y), el razonamiento es similar. Sea z un nodo

en el camino, entonces entre z y x o entre z e y existe un camino TH(:; :) o HT (:; :),

y repitiendo el razonamiento, vemos que cualquier camino no simple estar�a bloqueado

por un nodo cabeza a cabeza, que no es z ni tiene a z como descendiente. 2

Como resultado de esta proposici�on podemos obtener el siguiente resultado, an�alogo al

obtenido para poli�arboles en la proposici�on 2.2.

Proposici�on 2.7 Sea x 2 G

�

y sean y; � 2 �

x

. Entonces I(x j y j �) si y s�olo si todo camino

simple conectando x con � pasa por y.

Demostraci�on.
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Como � 2 �

x

, sabemos que existe al menos un camino simple c

�

entre x y �.

=>) Supongamos que I(x j y j �) y que existe un camino simple entre x y � que no

pasa por y. Entonces tenemos que : < x j y j � >

�

G

, pues c

�

sigue activo al conocer y y

por ser un D-map obtenemos que :I(x j y j �), llegando a una contradicci�on.

<=) Supongamos que todo camino simple entre x y � pasa por y. Por la proposici�on

anterior sabemos que los caminos simples entre x y � est�an bloqueados por y y adem�as y

no activa ning�un otro camino no simple entre x e �. Por tanto tenemos < x j y j � >

G

�

y en consecuencia I(x j y j �). 2

Otra propiedad importante que se satisface, y que podemos considerar como una regla de

encadenamiento de independencias cuando existe un �unico camino simple entre dos nodos de

un grafo, es la siguiente:

Proposici�on 2.8 Sean x; y; z; 
 2 G

�

con y; z; 
 2 �

x

.

Si I(x j y j 
) & I(x j 
 j z) entonces

1. I(x j y j z)

2. I(x j y [ 
 j z)

Demostraci�on.

Bas�andose en la proposici�on anterior, todos los caminos simples entre x y 
 pasan por

y y todos los caminos simples entre x y z pasan por 
. Entonces los caminos simples

entre x y z pasan por y (1) y pasan por y [ 
 (2) y por la proposici�on 2.6, ni y ni 
,

activan a ning�un otro camino entre x y z. 2

Dado un nodo x del grafo, podemos establecer una relaci�on topol�ogica entre los nodos del

grafo. Esta es la relaci�on de Antecesores y los Descendientes de un nodo. Notaremos por

A

x

al conjunto de nodos y, que son antecesores de x en el grafo, es decir, existen caminos

HT (x; y) en el grafo, y notaremos por D

x

al conjunto de descendientes de x en el grafo, es

decir, aquellos nodos y para los que existen caminos TH(x; y). Nos centraremos en estudiar si

existe una relaci�on de independencia entre antecesores y descendientes de un nodo del grafo.

Sabemos [126] que en un GDA un nodo x, es condicionalmente independiente del conjunto de

antecesores (no directos), dado que conocemos el conjunto de padres (antecesores directos)

de x, esto es

I(x j Padres

x

j A

x

n Padres

x

)
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La siguiente relaci�on de independencia entre antecesores y descendientes de un nodo nos

permite identi�car de forma un��voca un grafo simple G

�

.

Teorema 2.2 Sea G un grafo dirigido ac��clico isomorfo a un modelo de dependencias. En-

tonces G es un grafo simple si y s�olo si para todo x 2 G se satisface que I(A

x

j x j D

x

).

Demostraci�on.

La haremos por reducci�on al absurdo en ambas direcciones.

<=) Supongamos que para todo x, se satisface I(A

x

j x j D

x

), pero G no es un grafo

simple. Entonces en G existe un ciclo no simple, lo notamos por c. Por ser G un GDA,

tenemos que el ciclo tiene un s�olo nodo con arcos cabeza a cabeza, llamemos n a este

nodo. Sean p

1n

; p

2n

los padres de n en el ciclo y sean a

p

1n

; a

p

2n

adyacentes a p

1n

; p

2n

respectivamente en el ciclo, es decir c = f: : :a

p

1n

� p

1n

! n p

2n

� a

p

2n

: : :g. Tenemos

que al menos a

p

1n

o a

p

2n

debe ser padre de p

1n

o p

2n

(o bien p

1n

o p

2n

cuando el ciclo

no simple est�a formado s�olo por n; p

in

; a

p

i

n

). De no ser as��, se tendr��a al menos otro

nodo con arcos cabeza a cabeza en el ciclo distinto de n y por tanto el ciclo ser��a simple.

Supongamos entonces que a

p

1n

es padre de p

1n

, es decir a

p

1n

! p

1n

.

Entonces existen dos caminos simples desde a

p

1n

a n, c

�

1

= fa

p

1n

; p

1n

; ng y c

�

2

=

fa

p

1n

; : : : ; p

2n

; ng (en el caso en que a

p

1n

= p

2n

tenemos que c

�

2

= fp

2n

; ng). Por el

criterio de d-separaci�on, tenemos que : < a

p

1n

j p

1n

j n >

G

y por ser G isomorfo al

modelo, :I(a

p

1n

j p

1n

j n). Pero por hip�otesis, sabemos que I(A

p

1n

j p

1n

j D

p

1n

), y por

descomposici�on obtenemos que I(a

p

1n

j p

1n

j n), llegando a una contradicci�on.

=>) Supongamos que G es un grafo simple y que existe un nodo x 2 G tal que :I(A

x

j

x j D

x

). Entonces, debido al isomor�smo y por el criterio de d-separaci�on, o bien (a)

existe al menos un camino simple c

�

1

(sin arcos cabeza a cabeza) que no pase por x entre

alg�un antecesor de x (a

x

) y alg�un descendiente de x (d

x

) o bien (b) x activa un camino

no simple entre A

x

y D

x

, es decir x es descendiente de todo nodo cabeza a cabeza en

un camino no simple entre A

x

y D

x

.

En el grafo, podemos encontrar el camino c

�

2

= (a

x

! : : :! x! : : :! d

x

) en G. Al ser

c

�

2

2 TH(a

x

; d

x

), por la proposici�on 2.5 es el �unico camino simple entre a

x

y d

x

, por lo

que el camino simple c

�

1

no puede existir. Supongamos que el nodo x activa un camino

no simple entre A

x

y D

x

. Todos los caminos simples entre A

x

y D

x

son TH(a

x

; d

x

), y

por tanto son caminos �unicos. Adem�as por la proposici�on 2.6 sabemos que x bloquea a

estos caminos simples y no activa ning�un otro camino no simple entre a

x

y d

x

. Entonces
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podemos deducir que < A

x

j x j D

x

>

G

y por el isomor�smo entre el modelo y el GDA,

tenemos que I(A

x

j x j D

x

). 2

Un resultado an�alogo, pero empleando los padres e hijos de x, es el siguiente teorema.

Teorema 2.3 Un GDA G, isomorfo a un modelo de dependencias es simple si y s�olo si para

todo x 2 G se satisface que 8p

x

2 Padres

x

; 8h

x

2 Hijos

x

tenemos que I(p

x

j x j h

x

).

Demostraci�on.

An�aloga a la anterior. 2

Este teorema nos va a permitir determinar cuando un determinado GDA es una estructura

simple. Para ello, basta con aplicar el criterio de d-separaci�on entre padres (p

x

) e hijos

(h

x

) de una variable x, esto es < p

x

j x j h

x

>

G

. El hecho de que una �unica variable

haga independientes al conjunto de antecedentes del conjunto de descendientes, nos lleva a

plantearnos si es posible recuperar la estructura de un grafo simple en base a relaciones de

independencia condicional de orden cero y uno. Recordemos que esta propiedad es cierta

para estructuras sencillas como �arboles o poli�arboles.

Por tanto, nuestro planteamiento ser�a el siguiente: Dado un grafo simple G

�

, obtendremos

la lista L de relaciones de independencia marginal e independencia condicional de orden

uno. Nuestro objetivo ser�a el reconstruir el grafo original a partir de L. En la siguiente

secci�on proponemos un algoritmo que, en tiempo polinomial, nos va a permitir recuperar la

estructura.

Para un ciclo simple, llamaremos nodos que cierran el ciclo a aqu�ellos que tienen arcos

cabeza a cabeza en el ciclo. Dentro de los ciclos simples destacaremos aquellos ciclos que

tienen m�as de un camino activo entre los nodos que cierran el ciclo, los llamaremos ciclos

simples activos. Cualquier ciclo simple es no activo si existen m�as de dos nodos con arcos

cabeza a cabeza en el ciclo. En la Figura 2.13, el caso a) es un representaci�on de un ciclo

simple activo entre dos variables (x e y), mientras que el caso b) representa un ciclo simple

no activo entre x e y.

Considerando las relaciones de independencia entre los nodos, la presencia de un ciclo

simple activo implica que entre las variables que cierran el ciclo no existen relaciones de

independencia de orden cero ni uno. Gr�a�camente, por tener m�as de un camino simple

activo, los caminos entre las variables que cierran el ciclo, x e y, han de ser HH(x; y).
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x

y

x

y

A) B)

Figura 2.13. Ciclo Simple Activo / No Activo.

Las siguientes dos proposiciones ser�an necesarias para el desarrollo del algoritmo. La

primera establece que cuando entre las variables x e y no existen independencias de orden

cero ni uno, entonces x e y cierran un ciclo simple activo en el grafo o bien existe un arco

directo entre ellas.

Proposici�on 2.9 Sea x e y dos nodos cualquiera de un grafo simple G

�

. Entre x e y no

existen independencias de orden cero ni uno si y s�olo si o bien entre x e y existe un ciclo

simple activo, con x e y cerrando el ciclo, o bien existe un arco directo entre x e y.

Demostraci�on.

)) Supongamos que entre x e y no existen independencias de orden cero ni uno. En-

tonces, por la proposici�on 2.4, como x e y son marginalmente dependientes, entonces

entre x e y existe al menos un camino simple .

Supongamos que este camino simple es �unico. Si en el camino existe un nodo z, entonces,

por la proposici�on 2.7, se deduce que I(x j z j y) en contradicci�on con el hecho de que

no existen independencias de orden uno. Si en el camino no existe un nodo z, entonces

existe un arco directo entre x e y.

Supongamos el caso en que tengamos varios caminos entre x e y. Por la proposici�on

2.5, estos caminos han de ser HH(x; y). Adem�as, supongamos que x o y (o ambas)

no cierran el ciclo simple. Los posibles caminos simples entre x e y se podr�an obtener

mediante una composici�on de caminos de la forma HT (x; v)�HH(v; z)�TH(z; y) (con

� representando una concatenaci�on de caminos), donde al menos tiene que existir un

camino en HT (x; v) o en TH(z; y), con v y z antecesores de x e y respectivamente y

siendo v y z las variables que cierran el ciclo simple. Supongamos que existe, por ejemplo,

el camino TH(z; y) (el otro caso es an�alogo). Entonces todos los caminos simples entre

x e y pasan por z, y por la proposici�on 2.7 podemos deducir que I(x j z j y), en
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contradicci�on con las hip�otesis de no existir independencias de orden uno. Luego todos

los caminos han de ser HH(x; y), con x e y cerrando el ciclo simple activo.

()La demostraci�on inversa es directa, basta aplicar el criterio de d-separaci�on. 2

La siguiente proposici�on expresa que cuando en un grafo tenemos un ciclo simple activo

entre dos variables, basta con conocer los padres de una de las variables para establecer la

independencia con la otra.

Proposici�on 2.10 Sean x; y 2 G

�

, siendo G

�

un grafo simple donde existe al menos un

ciclo simple activo entre x e y (existen al menos dos caminos HH(x; y)). Sea Padres

x

(y) el

subconjunto de padres de x que est�an en alguno de los caminos HH(x; y). Entonces I(x j

Padres

x

(y) j y) en G

�

.

Demostraci�on.

Cada uno de los nodos en Padres

x

(y) bloquea un camino simple entre x e y. Adem�as,

por la proposici�on 2.6, no existe ning�un camino no simple entre x e y que est�e activado

por un nodo en Padres

x

(y). Por tanto, y siguiendo el criterio de d-separaci�on, quedar��a

por demostrar que no puede existir otro camino simple entre x e y. Pero cualquier otro

camino simple, ha de ser de la formaHH(x; y) y por tanto existe un nodo p 2 Padres

x

(y)

que bloquea el camino. 2

2.3.2 Algoritmo de Recuperaci�on de Grafos Simples.

En esta secci�on se desarrolla un algoritmo que recupera un grafo simple en tiempo polinomial.

Para ello, partimos de un modelo M , isomorfo a un grafo simple G

�

, sobre el que realizamos

los test de independencia. El algoritmo da como salida un grafo isomorfo al modelo, uti-

lizando �unicamente tests de independencia de orden cero y uno. La relaci�on de isomor�smo

proporciona una limitaci�on te�orica para identi�car la direcci�on de los arcos, utilizando in-

formaci�on sobre independencias. Por ejemplo, las siguientes tres estructuras son isomorfas,

representando relaciones de dependencia marginal entre x e y y una relaci�on de independencia

condicional entre x e y, dado que conocemos z.

x z  y

x! z ! y

x z ! y
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El siguiente teorema expresa, de forma gr�a�ca, cu�ando se establece una relaci�on de isomor-

�smo al considerar modelos representables mediante grafos simples.

Teorema 2.4 Dos grafos simples G

�

1

y G

�

2

son isomorfos si y s�olo si tienen el mismo esqueleto

y las mismas conexiones cabeza a cabeza.

Demostraci�on.

La podemos encontrar en [77]. 2

Para dise~nar el algoritmo, tomando como base el teorema anterior, seguimos un esquema

similar al utilizado para el algoritmo de la secci�on anterior. Esto es, para cada variable en el

modelo, tratamos de encontrar el conjunto de nodos que est�an conectados directamente con

ella, sus padres e hijos directos. El grafo se obtiene al reunir cada una de estas componentes

en la estructura de salida. Este proceso se realizar�a en dos fases:

1. Dado un nodo cualquiera x, asignar como variables asociadas al nodo aquellas para las

que no existe una relaci�on de independencia de orden cero o uno.

2. Eliminar las variables para las que existe una relaci�on de independencia de orden mayor

o igual que dos.

Para llevar a cabo la primera fase, utilizaremos el concepto de Haz de Nodos visto en la

secci�on anterior (ver de�nici�on 2.1). De forma an�aloga a como se desarroll�o en la secci�on 2.2,

construimos el Haz de Nodos para x analizando, una a una, el conjunto de variables en �

x

,

donde inicialmente 	

0

x

= ;. Notaremos por 	

x

al haz que se obtiene al considerar todas las

variables en �

x

.

La siguiente ecuaci�on nos dice c�omo construir el Haz de Nodos para una variable x del

modelo. Si 	

i

x

es el haz de nodos para x en un paso i y � la nueva variable a estudiar, con

� 2 �

x

, entonces

	

fi+1g

x

=

(

	

i

x

Si 9y 2 	

i

x

tal que I(x j y j �)

	

i

x

[ f�g n J En otro caso

(2.2)

con J = fy 2 	

i

x

j I(x j � j y) en G

�

g.
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De forma intuitiva, la ecuaci�on anterior expresa que si existe una variable y 2 	

i

x

tal que

I(x j y j �), entonces el Haz de Nodos para x no se modi�car�a, es decir 	

fi+1g

x

= 	

i

x

. Como

� 2 �

x

, por la proposici�on 2.4, tenemos que existe al menos un camino simple entre x y �.

Adem�as, como I(x j y j �), por la proposici�on 2.7 todos los caminos simples (activos) pasan

por y. Por tanto, � no pertenece a 	

fi+1g

x

. El resto de las relaciones de dependencia con

variables en 	

i

x

no se alteran por la exclusi�on de la variable �.

Cuando no existe un nodo en 	

i

x

que haga independientes a x y �, incluimos el nodo � en

	

fi+1g

x

. Supongamos que existe un conjunto J 6= ;, con y cualquier nodo de J . Entonces,

como I(x j � j y) en G

�

, y por la proposici�on 2.7, todos los caminos simples entre x e y pasan

por �. Por tanto, no puede existir un enlace directo entre x e y.

Cuando se han considerado todas las variables del conjunto �

x

, se habr�an eliminado de

	

x

todas las variables para las que existan relaciones de independencia de orden cero o uno.

Proposici�on 2.11 Sea G

�

un grafo simple, con x; y 2 G

�

. Sea y 2 �

x

. Entonces tenemos

que existe una relaci�on de independencia de orden uno entre x e y si y s�olo si y 62 	

x

.

Demostraci�on.

Es directa, teniendo en cuenta c�omo se ha construido el Haz de Nodos para x y la

proposici�on 2.7. 2

Esto nos permite decir, por la proposici�on 2.9, que 	

x

incluir�a los padres e hijos directos

de x, as�� como aquellas variables y para las que existe una relaci�on de independencia de orden

mayor o igual que dos con x. Luego, al aplicar la ecuaci�on 2.2 a los nodos en �

x

, se concluye

la primera fase.

Cuando existe una relaci�on de independencia de orden mayor o igual que dos entre dos

variables x e y, debe existir m�as de un camino simple entre ellas. Por estar considerando

grafos simples, y por la proposici�on 2.5, estos caminos deben ser caminos HH(x; y), con x e

y cerrando el ciclo simple.

Recordemos nuestro objetivo: `Obtener, para cada variable en G

�

, el conjunto de nodos

que est�an conectados directamente con ella'. Por tanto, tenemos que establecer un criterio

para localizar qu�e variables, y 2 	

x

, tienen una relaci�on de independencia condicional con x,

de orden mayor o igual que dos. Para ello de�niremos el siguiente conjunto de nodos:
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De�nici�on 2.6 El Conjunto Separador entre dos nodos x e y, y lo notamos �

x

(y), se de�ne

como el conjunto de nodos, vecinos directos de x, que satisfacen I(x j �

x

(y) j y).

Veremos c�omo calcular �

x

(y). Este conjunto estar�a formado por aquellos nodos en 	

x

que

satisfacen I(x j �

x

(y) j y), con j �

x

(y) j� 2. Para localizar este conjunto �

x

(y) lo haremos en

sucesivas fases: Una primera fase de selecci�on de un conjunto de nodos candidatos a formar

parte del Conjunto Separador �

x

(y); La segunda fase, de sucesivos re�namientos del conjunto

de nodos candidatos, en la que se eliminan aquellos nodos que pueden hacer falsa la relaci�on

I(x j �

x

(y) j y). Como punto de partida para la primera fase, consideramos el siguiente

conjunto de nodos:

K

x

(y) = fw 2 	

x

; con w 6= y j :I(w j x j y) en G

�

g:

De�nici�on 2.7 De�nimos el conjunto de nodos candidatos a Conjunto Separador entre x e

y, y lo notamos por 


�

x

(y), al conjunto formado por los nodos w

i

2 K

x

(y) para los que existe

un nodo w

j

2 K

x

(y) satisfaciendo:

1. I(w

i

j ; j w

j

) en G

�

.

2. :I(w

i

j y j w

j

) en G

�

.

Sabemos por (1) que los nodos w

i

; w

j

2 


�

x

(y) son marginalmente independientes (no

existen caminos simples entre ellos). Adem�as, por pertenecer a �

x

, w

i

y w

j

son marginalmente

dependientes con x (luego, existe al menos un camino simple entre x y w

i

y entre x y w

j

).

Por tanto, estos caminos simples han de ser cabeza a cabeza en x, es decir, w

i

(an�alogo para

w

j

) es un padre de x o los caminos simples que unen a w

i

(an�alogo para w

j

) con x son cabeza

en el nodo x. En cualquier caso, w

i

y w

j

no pueden ser descendientes de x. Adem�as, por (2),

conocido y, w

i

y w

j

son condicionalmente dependientes; entonces o bien (a) existen caminos

que conectan a w

i

con w

j

y que son cabeza a cabeza en y o bien (b) y es un descendiente de

todo nodo cabeza a cabeza en un camino entre w

i

y w

j

. En cualquier caso, existe un camino

simple entre w

i

e y y un camino simple entre w

j

e y.

Todas estas relaciones de independencia y el hecho de tener un modelo representable

mediante un grafo simple limitan el tipo de estructuras a considerar. Sabemos que y 2 	

x

y por tanto entre x e y existen caminos simples. Para ver las distintas estructuras gr�a�cas

que se pueden obtener haremos un estudio por casos, dependiendo del tipo de camino simple

existente entre x e y. En las siguientes �guras, las lineas discontinuas representan a tipos de

caminos simples, por ejemplo w

i

 �� �

i

�� ! x representan a caminos en HH(w

i

; x).
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x

y

wi wj

α1

α2

α3

α4

α5 α6

Figura 2.14. Caso I: Camino Simple TH(x; y)

Caso I: Supongamos que entre x e y existe un camino TH(x; y). (Ver Figura 2.14)

Al ser un camino TH(x; y), por la proposici�on 2.5, �este es el �unico camino simple entre

x e y. Adem�as, si en el camino existiese un nodo z, por la proposici�on 2.7, tendr��amos que

I(x j z j y), esto es y 62 	

x

. Por tanto, y tiene que ser un descendiente directo de x.

Supongamos entonces que w

i

o w

j

son padres de x. Entonces existe un camino TH(w

i

; y)

que pasa por x (el desarrollo lo haremos para w

i

, para w

j

es an�alogo); por el teorema 2.3

tenemos que I(w

i

j x j y), en contradicci�on con el hecho de que w

i

2 K

x

(y). Por pertenecer w

i

a 


�

x

(y), sabemos que w

i

no puede ser hijo de x, adem�as si w

i

no es padre de x, entonces, por

la proposici�on 2.9, entre w

i

y x tiene que existir un ciclo simple activo (caminos HH(w

i

; x)),

con x y w

i

cerrando el ciclo, con lo que tenemos caminos HH(y; w

i

) que pasan por x. Si

adem�as, por pertenecer w

i

a K

x

(y), tenemos que :I(w

i

j x j y), entonces la �unica posibilidad

es que exista al menos un camino simple c

�

entre w

i

e y que no pase por x. Por la proposici�on

2.5, el camino ha de pertenecer a HH(w

i

; y). De forma an�aloga, obtenemos que entre w

j

e

y existe un camino simple HH(w

j

; y) que no pasa por x. Por tanto, y es un nodo con arcos

cabeza a cabeza para estos caminos. De forma esquem�atica, en la Figura 2.14 tenemos una

representaci�on del modelo.

Caso II: Supongamos que entre x e y existe un camino HT (x; y). (Ver Figura 2.15)

Aplicando la proposiciones 2.5 y 2.7, obtenemos que x es un descendiente directo de y

(basta realizar el mismo razonamiento que en el caso I). Veamos que un nodo w

i

no puede

ser padre de x. Supongamos entonces que w

i

es padre de x. Tenemos que w

i

e y tienen

un descendiente directo com�un, x, y por tratarse de un grafo simple (dos nodos con un

descendiente directo com�un son marginalmente independientes), no existen caminos simples

entre ellos. Por pertenecer w

i

a 


�

x

(y), existe un w

j

2 


�

x

(y) tal que :I(w

i

j y j w

j

) y

I(w

i

j ;w

j

), luego ha de existir un camino simple entre w

i

e y, llegando a una contradicci�on

con la hip�otesis de grafo simple (An�alogo para w

j

). Luego w

i

y w

j

no pueden ser padres de
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wi wj

α1
y

x

α2

α3 α4

wi wj

α1

x

α2

α3 α4

y

z

Caso a) Caso b)

Figura 2.15. Caso II: Camino HT (x; y)

y

x

wi
wj wk

wl

α1

α2 α3

α4

α5
α6

α7

Figura 2.16. Caso III: Caminos HH(x; y)

x.

Sabemos que w

i

y w

j

no pueden ser descendientes de x. Luego, tanto w

i

como w

j

cierran

un ciclo simple con x. De nuevo, y por :I(w

i

j y j w

j

), entre w

i

e y existe al menos un camino

simple, y por tanto entre w

i

y x existe al menos un camino simple, c

�

1

= (w

i

� : : :� y ! x),

que pasa por y. Adem�as, conocemos que entre w

i

y x existen caminos simples de la forma

HH(w

i

; x), por tanto el camino c

�

1

2 HH(w

i

; x), es decir c

�

1

= (w

i

 : : : � y ! x). Por

un razonamiento an�alogo encontramos caminos simples c

�

2

2 HH(w

j

; x) que pasan por y,

c

�

2

= (w

j

 : : :� y ! x). La condici�on 1 nos dice que w

i

y w

j

son marginalmente independi-

entes, por tanto, tiene que existir en c

�

1

\c

�

2

un nodo, que es cabeza a cabeza en un camino no

simple entre w

i

y w

j

. Si c

�

1

y c

�

2

intersecan s�olo en x e y, tenemos la representaci�on gr�a�ca de la

Figura 2.15 a), si intersecan en m�as nodos, la representacion gr�a�ca es la de la Figura 2.15 b).

Caso III: Supongamos que entre x e y existen caminos HH(x; y). (Ver Figura 2.16)

Por las proposiciones 2.9 y 2.11, para que y 2 	

x

, tienen que existir al menos dos caminos

HH(x; y). Adem�as, sabemos que los nodos en 


�

x

(y) o son padres de x o son nodos que

cierran un ciclo simple activo con x.



80

Aprendizaje de Estructuras Simpli�cadas.

(a) Supongamos que w es padre de x en un camino HH(x; y) (por ejemplo, w

j

en la Figura

2.16).

El conjunto de nodos que se pueden incluir en 


�

x

(y) debido a que se satisfacen las

condiciones (1) y (2) necesarias, son aquellos w

0

tales que

i) w

0

es padre de x en al menos otro camino HH(x; y), (por ejemplo, w

k

en el la

Figura),

ii) w

0

cierra un ciclo simple con x; en este caso, los caminos simples entre w

0

e y, o

bien son de la forma TH(w

0

; y) (en la Figura w

l

) o bien pertenecen a HH(w

0

; y)

(en la Figura w

i

).

(b) Supongamos ahora que w cierra un ciclo simple con x, es decir, existen al menos dos

caminos HH(x; w

i

) (en la Figura w

i

o w

l

). Los posibles caminos simples entre w e y

pertenecen a HH(w; y) (w

i

en la Figura) o pertenecen a TH(w; y) (w

l

en la Figura).

En cualquier caso, el conjunto de nodos w

0

satisfaciendo las condiciones necesarias para

ser incluidos en 


�

x

(y), est�a formado por:

i) w

0

, padre de x en un camino HH(x; y) que no pase por w, (en la Figura, si

suponemos w = w

i

, entonces w

0

puede ser w

j

; w

k

; �

6

; �

7

).

ii) w

0

, nodo que cierra un ciclo simple activo con x, y para el que existe un camino

simple TH(w

0

; y), esto es, w

0

forma parte de un camino simple HH(x; y) que no

pase por w, (en la Figura, w = w

i

y w

0

= w

l

).

iii) w

0

, nodo que cierra un ciclo simple activo con x, y para el que existe al menos un

camino HH(w; y) (en el ejemplo w = w

l

y w

0

= w

i

).

La proposici�on 2.9 nos permite decir que los nodos en 	

x

son padres, hijos, o nodos para

los que existe un ciclo simple activo con x. Puede ocurrir que, a�un existiendo una conexi�on

directa entre x e y, el conjunto de nodos candidatos no sea vac��o. Esta situaci�on se presenta

en los casos I y II. Dado un conjunto de nodos candidatos 


�

x

(y), es posible determinar cu�ando

entre dos variables, x e y, existe un arco directo (casos I y II), o por el contrario, existe un

ciclo simple activo entre ellas (caso III). En este �ultimo caso y por tratarse de un grafo simple,

podemos eliminar el nodo y del conjunto de vecinos directos de x.

Para distinguir entre los casos I o II y el caso III, re�naremos el conjunto de nodos

candidatos 


�

x

(y), hasta quedarnos con un subconjunto de nodos, que notaremos por 


x

(y),

utilizando la siguiente relaci�on.
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x

(y) = 


�

x

(y) n fw

i

tales que

o bien a) 9� 2 	

y

; � 2 �

w

i

j I(� j ; j x) y :I(� j y j x);

o bien b) 9� 2 	

y

; � 2 �

w

i

j :I(� j ; j x) y I(� j y j x) y :I(� j y j w

i

)g

La siguiente proposici�on nos permite decir que cuando entre x e y exista un arco directo,

el conjunto 


x

(y) ser�a vac��o.

Proposici�on 2.12 Sea G

�

un grafo simple y sean x; y dos nodos en G

�

. Entre x e y existe

una conexi�on directa en G

�

si y s�olo si y 2 	

x

con 


x

(y) = ;.

Demostraci�on.

La haremos por reducci�on al absurdo.

)) Sabemos, por la proposici�on 2.9 y por la forma en que se construye el Haz de Nodos,

que si entre x e y existe una conexi�on directa, entonces y 2 	

x

. Supongamos que entre

x e y existe una conexi�on directa, pero 


x

(y) es no vac��o. Para ello, el conjunto de

nodos candidatos, 


�

x

(y), debe ser no vac��o.

Supongamos que la conexi�on directa es x y. Por tanto, existe un camino directo de la

forma HT (x; y) y nos encontramos en el caso II. Para cada w 2 


�

x

(y), existe al menos

un nodo � 2 	

y

, por ejemplo un padre de y en los posibles caminos simples entre w e y,

que satisface la condici�on (b), es decir � 2 �

w

;:I(� j y j w);:I(� j ; j x); I(� j y j x).

Por tanto, todos los nodos w en 


�

x

(y) son eliminados, luego 


x

(y) = ;.

Supongamos ahora que la conexi�on directa es x! y. Esto es, existe un camino simple

TH(x; y), encontr�andonos en el caso I. Entonces, de nuevo podemos encontrar, para

cada nodo w 2 


�

x

(y), un nodo �, padre de y en los caminos simples entre w e y, para el

que se satisface la condici�on (a), es decir � 2 �

w

; I(� j ; j x);:I(� j y j x), obteniendo

un 


x

(y) = ;. En ambos casos, llegamos a obtener un conjunto 


x

(y) vac��o, esto es,

obtenemos una contradicci�on. Por tanto, podemos concluir que si existe un arco directo

entre x e y, entonces y 2 	

x

con 


x

(y) = ;.

() En este caso, supongamos que y 2 	

x

con 


x

(y) = ;, pero que entre x e y no existe

una conexi�on directa.

Por pertenecer y al Haz de Nodos para x y por no existir conexi�on directa entre x e

y, tenemos que entre x e y existe un ciclo simple activo. Por tanto, nos encontramos
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en el caso III, obteniendo un 


�

x

(y) no vac��o (al menos, los padres de x en los caminos

simples HH(x; y), pertenecen a 


�

x

(y)). Veamos como siempre encontraremos un nodo

en el conjunto 


x

(y).

Sea p

x

el padre del nodo x en cualquiera de los caminos HH(x; y). Sabemos que

p

x

2 


�

x

(y). Entonces, para p

x

, no podremos encontrar el nodo � 2 	

y

, que haga que

lo eliminemos del conjunto 


�

x

(y). Los nodos � 2 	

y

o son padres, o hijos, o nodos que

cierran un ciclo simple con y. Supongamos que:

i) � es hijo de y: En este caso tenemos que � 2 �

p

x

;:I(� j ; j x). Entonces, de

satisfacerse alguna de las condiciones, ser�a la (b). Veamos c�omo las otras relaciones

no se pueden dar simult�aneamente cuando � es hijo de y. Supongamos que :I(� j

y j p

x

), entonces existe un camino simple entre � y p

x

que no pasa por y, y por

tanto existe un camino simple entre � y x que no pasa por y, es decir :I(� j y j x).

Si I(� j y j x), todos los caminos simples entre x y � pasan por y, y por tanto todos

los caminos simples entre p

x

y � han de pasar por y, es decir I(p

x

j y j �).

ii) � es padre de y: Supongamos que � satisface la condici�on (a). En este caso, tenemos

que I(x j ; j �), y :I(x j y j �). Para que se satisfaga la condici�on (a), adem�as

tiene que cumplirse que � 2 �

p

x

. Entonces, existe un camino simple entre x y

�, :I(x j ; j �) llegando a una contradicci�on. Veamos que la condici�on (b) no se

puede satisfacer. Para ello basta con ver que la relaci�on I(x j y j �) no se cumple.

El camino (x p

x

: : :! y  �) existe en el grafo, por lo que y activa este camino

no simple entre x y �.

iii) � cierra un ciclo activo simple con y: Es decir, existen caminos simples de la forma

HH(y; �). Con un razonamiento an�alogo al caso ii), obtenemos que no se cumplen

las condiciones (a) ni (b).

Entonces podemos concluir, que para p

x

no podemos encontrar un nodo � que satisfaga

las condiciones necesarias para eliminarlo del conjunto 


�

x

(y), p

x

2 


x

(y). Por tanto,

obtenemos un conjunto 


x

(y) no vac��o en contradicci�on con la hip�otesis.

2

Como corolario de esta proposici�on, tenemos que

Corolario 2.2 Sea G

�

un grafo simple y sean x; y dos nodos en G

�

. Entonces y 2 	

x

con




x

(y) 6= ; si y s�olo si entre x e y existe un ciclo simple activo.

Demostraci�on.
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Es directa, bas�andose en la proposic�on anterior. 2

En la Figura 2.17 (caso a) podemos ver un ejemplo donde el conjunto 


x

(y) es vac��o. La

presencia de un arco directo entre x e y, hace que 	

x

= fw

i

; w

j

; c; y; dg y 


�

x

(y) = fw

i

; w

j

g,

distinto del conjunto vac��o, pero los nodos a; b hacen que 


x

(y) = ;.

x

y

wlwkwjwi

a

b

d
c

e

y

wi wj

a b

c d

x

Figura 2.17. a) 


�

x

(y) = fw

i

; w

j

g; 


x

(y) = ; b) :I(x j 


x

(y) j y)

Bas�andonos en el corolario 2.2, podemos conocer cuando entre dos variables existe un ciclo

simple activo. La pregunta que nos podemos hacer es:

> Si 


x

(y) es no vac��o, se satisface la relaci�on I(x j 


x

(y) j y) ?

Veremos, utilizando un contraejemplo, que esta relaci�on no tiene por qu�e ser cierta.

Consideremos la Figura 2.17 (caso b), donde 	

x

= fw

i

; w

j

; w

k

; w

l

; a; b; e; yg y 


�

x

(y) =

fw

i

; w

j

; w

k

; w

l

g. Para w

i

encontramos el nodo c 2 	

y

; c 2 �

w

i

, que satisface I(c j ; j x)

y :I(c j y j x). Por tanto, 


x

(y) = fw

j

; w

k

; w

l

g. Sin embargo, al conocer w

l

nos activa un

camino no simple entre x e y y por tanto :I(x j 


x

(y) j y).

Como comentamos, nuestro objetivo es encontrar, para cada par de nodos x e y, el conjunto

de nodos �

x

(y) tal que I(x j �

x

(y) j y).

Considerando la proposici�on 2.10, cuando hay un ciclo simple activo entre x e y, los padres

de x en el ciclo separan a x de y, esto es I(x j Padres

x

(y) j y). Adem�as, por el corolario 2.2, si

existe un ciclo simple entre x e y, entonces 


x

(y) es no vac��o. Luego, es su�ciente con eliminar

del conjunto 


x

(y) aquellos nodos que no son padres de x. Esto es, nodos que a�un estando en

el conjunto 


x

(y), forman parte de un ciclo simple con x. Estos nodos, por corolario 2.2, son

aquellos w para los que el conjunto 


x

(w) es no vac��o. La siguiente expresi�on nos permite

obtener el conjunto separador �

x

(y):

�

x

(y) = 


x

(y) n fw 2 


x

(y) tales que 


x

(w) 6= ;g:
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Proposici�on 2.13 Sea G

�

un grafo simple, y sean x; y dos nodos en G

�

, con �

x

(y) no vac��o.

Entonces se satisface que I(x j �

x

(y) j y).

Demostraci�on.

Directa, considerando la proposici�on 2.10 y el corolario 2.2. 2

Con este proceso, podemos detectar cu�ando entre x e y existe un ciclo simple y por tanto

podemos eliminar el nodo y de 	

x

. Si nuestro prop�osito es calcular el conjunto de vecinos

directos de un nodo x, no es necesario re�nar el conjunto 


x

(:) al conjunto �

x

(:). Siguiendo la

proposici�on 2.12, consideramos como nodos adyacentes a x, aqu�ellos con un 


x

(y) vac��o. Por

tanto, es su�ciente con calcular para cada y 2 	

x

el conjunto 


x

(y) y eliminar del conjunto

de vecinos (	

x

) el nodo y cuando 


x

(y) 6= ;.

El siguiente algoritmo permite recuperar un modelo representable a trav�es de un grafo

simple utilizando �unicamente test de independencia de orden cero o uno.

Algoritmo 2.3

1. Para cada x en G

�

(a) Calcular �

x

.

(b) Calcular 	

x

.

(c) Para cada y en 	

x

.

i. Calcular K

x

(y).

Si K

x

(y) = ; ir a 1c.

ii. Calcular 


�

x

(y).

Si 


�

x

(y) = ; ir a 1c.

iii. Calcular 


x

(y).

Si 


x

(y) 6= ; eliminar y de 	

x

.

(d) Para cada par de nodos y; z en 	

x

. Si se satisface I(y j ; j z), orientar los nodos

y; z como padres de x.

2. Fusionar todos los 	

x

, para obtener G

�

.

3. Direccionar los arcos restantes, siempre que no generen arcos cabeza a cabeza.
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Veamos que el algoritmo recupera un grafo simple Isomorfo al original.

Teorema 2.5 Sea G

�

1

un grafo simple y sea L el conjunto de relaciones de independencia

de orden cero y uno en G

�

1

. Sea G

�

2

el grafo que se obtiene como salida del Algoritmo 2.3.

Entonces, G

�

1

y G

�

2

son isomorfos.

Demostraci�on.

Para demostrarlo, en base al teorema 2.4, basta con ver que G

�

2

tiene la misma estructura

y las mismas conexiones cabeza a cabeza que G

�

1

. Sean x; y dos nodos en G

�

1

. Para ver

que G

�

2

tiene la misma estructura demostraremos que, para cada nodo x en G

�

2

, se van a

obtener el mismo conjunto de vecinos que en G

�

1

. La proposici�on 2.11 dice que si entre x

e y no existen independencias de orden cero o uno en G

�

1

, entonces y 2 	

x

para G

�

2

. Por

la proposici�on 2.9, sabemos que entonces, en G

�

1

, o bien hay un arco directo entre x e y,

o bien existe un ciclo simple activo (al menos dos caminos HH(x; y)). La proposici�on

2.12 dice que si entre x e y hay un arco directo en G

�

1

, tenemos un 


x

(y) vac��o, luego

el enlace x � y no se elimina en G

�

2

. En el caso de existir m�as de un camino HH(x; y)

en G

�

1

, tenemos que 


x

(y) es no vac��o, adem�as por la proposici�on 2.5, no puede existir

ning�un otro tipo de camino simple entre x e y. Por lo tanto, no puede existir una

conexi�on directa entre x e y, por lo que podemos eliminar la conexi�on x� y en G

�

2

. Por

tanto, si al �nal del algoritmo y 2 	

x

para G

�

2

, es porque existe una conexi�on directa

en G

�

1

.

Veamos ahora que mantiene las mismas conexiones cabeza a cabeza. De nuevo veremos

que cuando, para un nodo x, existen arcos cabeza a cabeza en G

�

1

el algoritmo los detecta

y los direcciona en G

�

2

. Por ser G

�

1

un grafo simple, dos nodos que tienen un hijo directo

com�un son marginalmente independientes. El algoritmo direcciona un nodo como padre

de x, en el paso 1d, al testear para cada nodo x si existe alg�un par de nodos, conectados

con x y para los que se tiene una independencia marginal. Por tanto, podemos concluir

que obtenemos el mismo esqueleto y las mismas conexiones cabeza a cabeza. 2

El teorema anterior nos permite asegurar que recuperamos un grafo isomorfo al original,

veamos que �esto lo hace de forma e�ciente. En este sentido, podemos destacar que:

? El proceso de recuperaci�on se puede realizar de una forma local, independiente para

cada variable del modelo. La localidad del algoritmo hay que entenderla como que

la construcci�on del conjunto de vecinos para un nodo no afecta a la construcci�on del

conjunto de vecinos del resto.
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? El algoritmo necesita un n�umero polinomial de tests de independencia, O(n

3

).

? El algoritmo s�olo requiere tests de independencia marginal e independencia condicional

entre variables, no conjuntos de ellas, por lo que el coste de realizar los tests es polinomial

en el n�umero de variables.

? Una vez realizados los tests, el numero de pasos del algoritmo, es de orden polinomial,

O(n

4

).

Para �nalizar la secci�on, podemos obtener el siguiente resultado te�orico, en el que se in-

cluye una nueva condici�on de isomorf��a entre dos grafos simples.

Teorema 2.6 Sean G

�

1

; G

�

2

dos grafos simples. Entonces, las siguientes condiciones son

equivalentes:

1. G

�

1

y G

�

2

son Isomorfos.

2. G

�

1

y G

�

2

tienen el mismo esqueleto y las mismas conexiones cabeza a cabeza.

3. G

�

1

y G

�

2

tienen las mismas relaciones de independencia de orden cero y uno.

Demostraci�on.

2) 1): La podemos encontrar en [77].

1 ) 3): Es trivial, basta aplicar el hecho de que si son Isomorfos tienen las mismas

relaciones de independencia, y por tanto tienen las mismas relaciones de independencia

de orden cero y uno.

3) 2): Si tienen la mismas relaciones de independencia de orden cero y uno, para cada

nodo x en G

�

1

y G

�

2

, se obtiene el mismo conjunto de vecinos al aplicar el algoritmo

anterior y por el mismo motivo vamos a obtener los mismos arcos cabeza a cabeza. Por

tanto, por el teorema anterior, obtenemos como salida un grafo simple que es Isomorfo

a G

�

1

y a G

�

2

, es decir va a tener el mismo esqueleto y las mismas conexiones cabeza a

cabeza. 2

Con este teorema nos aseguramos que para detectar el isomor�smo en grafos simples,

basta con chequear la lista de independencias marginales y condicionales de orden uno. Este
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proceso se puede hacer en tiempo polinomial O(n

3

). Puede ocurrir que dado un Modelo de

Dependencias cualquiera (simple o no), considerando las relaciones de independencia de orden

cero y uno, �este se pueda representar a trav�es de un grafo simple. En este caso diremos que

el modelo tiene una representaci�on simple. En la siguiente secci�on veremos que un modelo

tiene una representaci�on simple cuando existe un grafo simple con las mismas relaciones de

independencia de orden cero y uno que el modelo. Es obvio que todo grafo simple tiene una

representaci�on simple.

2.3.3 Modelos de Dependencias Isomorfos a GDA: Aprendizaje de Grafos

Simples.

Siempre que se utilize el algoritmo de la secci�on anterior para aprender estructuras causales

simples, tenemos que suponer que el modelo de dependencias satisface el siguiente conjunto

de restricciones:

1. El conjunto de variables es causalmente su�ciente. Es decir, todas las variables relevantes

en el modelo pueden ser observadas.

2. Cuando utilizemos un conjunto de datos emp��ricos como entrada para los tests de inde-

pendencia, los sucesos tienen las mismas relaciones causales entre variables.

3. Los tests estad��sticos, necesarios para determinar las relaciones de independencia, son

correctos con esta poblaci�on.

4. El modelo se puede representar por (es Isomorfo a) un grafo simple.

Las tres primeras restricciones son usuales cuando utilizamos algoritmos de aprendizaje

[152], la �ultima es la restricci�on que imponemos debido al tipo de modelo que queremos

representar. Si el modelo que queremos aprender es representable a trav�es de un grafo simple,

el algoritmo es capaz de recuperar un grafo que representa el modelo de forma e�ciente. Los

tests de independencia necesarios, podr�an obtenerse a partir de una base de ejemplos o en

base a consultas a un experto. En cualquier caso, se evitan dos de los principales problemas

que se plantean en algoritmos de aprendizaje: la necesidad de hacer un gran n�umero de tests

de independencia, y, cuando trabajamos con conjuntos de datos, el coste exponencial que

requiere el c�alculo de los mismos.

En esta secci�on, nos planteamos el siguiente problema: >Qu�e ocurre cuando partimos de

un modelo de dependencias del que desconocemos si es simple o no?. Una posible soluci�on
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es forzar al algoritmo para que devuelva un c�odigo de error, siempre que el modelo no sea

representable por un grafo simple. En este caso (consideramos modelos isomorfos a un GDA,

pero no isomorfos a un grafo simple) existen dos alternativas que deben ser chequeadas:

A. La salida del algoritmo no es un grafo simple.

B. La salida del algoritmo es un grafo simple, pero el modelo no se puede representar por

un grafo simple.

El algoritmo siguiente chequea la alternativa A en los pasos 3 y 4, y la alternativa B en el

paso 5.

Algoritmo 2.4

1. Para cada x en U

(a) Calcular �

x

.

(b) Calcular 	

x

.

(c) Para cada y en 	

x

.

i. Calcular K

x

(y).

Si K

x

(y) = ; ir a 1c.

ii. Calcular 


�

x

(y).

Si 


�

x

(y) = ; ir a 1c.

iii. Calcular 


x

(y).

Si 


x

(y) 6= ; eliminar y de 	

x

.

(d) Para cada par de nodos y; z en 	

x

. Si se satisface I(y j ; j z), orientar los nodos

y; z como padres de x.

2. Fusionar todos los 	

x

, para obtener G.

3. Direccionar los arcos restantes, siempre que no generen arcos cabeza a cabeza. Si la

orientaci�on no es posible, dar como salida un c�odigo de error.

4. Testear si el grafo salida es simple. Si no lo es, dar como salida un c�odigo de error.

5. Para cada 


x

(y) 6= ;, si la relaci�on I(x j 


x

(y)\Padres

x

j y) no se satisface, dar como

salida un c�odigo de error.
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Nos centraremos en considerar las distintas posibilidades.

A. La salida del algoritmo no es un grafo simple.

Si el modelo se puede representar por un grafo simple, entonces todas las conexiones

cabeza a cabeza se localizan en el paso 1d. Por tanto, si al orientar el resto de arcos

(paso 3), se genera una nueva conexi�on cabeza a cabeza, se impondr��a una relaci�on de

independencia marginal que no aparece en el modelo. Luego, en este caso, damos como

salida el c�odigo de error. Adem�as, puede plantearse el caso en que es posible direccionar

el resto de arcos sin incluir nuevas conexiones cabeza a cabeza. Por tanto, debemos de

testear si el grafo resultante es simple. Esto es, no existe un camino simple conectando

x con x en el grafo salida G

�

; este proceso se realiza en el paso 4.

B. La salida del algoritmo es un grafo simple.

Supongamos que en el paso 4 el algoritmo no da como salida un c�odigo de error. En

este caso, todos los nodos que son cabeza a cabeza han sido orientados correctamente

por el paso 1d. Consideremos cualquier ciclo no simple en el modelo y supongamos que

todas las conexiones directas del ciclo se encuentran como un arco en la estructura de

salida. En este caso, sabemos que el algoritmo no genera nodos cabeza a cabeza para

estas conexiones (paso 1d) y por tanto se obtiene un c�odigo de error en el paso 4 del

algoritmo. Luego, cuando el modelo no es isomorfo a un grafo simple, se ha tenido que

eliminar alguna conexi�on directa (alg�un arco) en el ciclo no simple. Los arcos se eliminan

en los pasos 1a, 1b y 1(c)iii. En los dos primeros casos, la relaci�on de independencia

marginal o condicional entre variables es testeada, y, bajo la suposici�on de que el modelo

es representable por un GDA, los arcos son eliminados de forma correcta. En el paso

1(c)iii, un arco se elimina por considerar que el modelo es isomorfo a un grafo simple,

suposici�on que puede no ser cierta. En este caso, para eliminar un arco, tiene que existir

conjuntos 


x

(y);


y

(x) no vac��os. Por tanto, antes de eliminar el arco, debemos testear

las relaciones I(x j �

x

(y) j y), I(x j �

y

(x) j y). Si la relaciones no son ciertas, podemos

dar como salida un c�odigo de error. Este proceso se podr��a realizar de forma local,

pero por realizar tests de independencia de orden alto, lo retrasamos hasta el �nal del

algoritmo.

Tras ejecutar el paso 4, podemos asegurar que el grafo que obtenemos es un grafo simple

G

�

, pero no que el modelo sea isomorfo a un grafo simple. En este caso, decimos que G

�

es una

representaci�on simple del modelo. Por ejemplo, en la Figura 2.18, G

�

es una representaci�on
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simple de M . Podemos ver como en el modelo, M , entre x

4

y x

6

existe una conexi�on directa,

esto es, no existe un subconjunto de variables Z tales que I(x

4

j Z j x

6

). Por tanto, el arco

x

4

� x

6

se ha eliminado de forma incorrecta. Un arco entre x e y se elimina cuando tenemos




x

(y);


y

(x) no vac��os, en el ejemplo x

1

; x

2

2 


x

4

(x

6

) y x

1

; x

2

2 


x

6

(x

4

).

x1 x2 x3

x4 x5

x6

x2

x6

x1
x4 x3x5

Figura 2.18. Representaci�on simple de un grafo no simple.

Por ser el grafo simple, notamos por Padres

x

(y) al conjunto de nodos que son padres de x

en los caminos HH(x; y). Por la proposici�on 2.10, cuando el modelo es isomorfo a un grafo

simple, si tenemos un ciclo simple activo entre x e y, se satisface I(x j Padres

x

(y) j y), luego

si :I(x j Padres

x

(y) j y) el modelo no es representable por un grafo simple. En el ejemplo

(Figura 2.18) tendr��amos que testear I(x

4

j fx

1

; x

2

g j x

6

). No se considera el nodo x

3

por no

pertenecer a un camino simple entre x

6

y x

4

.

Con el razonamiento anterior, vemos que cuando el algoritmo da como salida un c�odigo

de error, el modelo de dependencias no es simple. El objetivo que no planteamos ahora ser�a

el de demostrar que si el modelo de dependencias no es simple, entonces obtenemos como

salida un c�odigo de error.

Proposici�on 2.14 Sea M un modelo de dependencias representable a trav�es de una estruc-

tura gr�a�ca. Si el Modelo de dependencias no es simple, entonces el algoritmo da como salida

un c�odigo de error.

Demostraci�on.

Lo haremos por reducci�on al absurdo. Para ello supondremos que tenemos como entrada

un modelo de dependencias M , representable por un GDA no simple, G, y que la salida

del algoritmo es un grafo simple, G

�

. Si M no se puede representar por un grafo simple,

entonces en G existe al menos un ciclo no simple. Sea x el �unico nodo con arcos cabeza
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a cabeza en el ciclo no simple, con y padre de x en el ciclo. Sea z el otro nodo adyacente

a y en el ciclo (z puede ser padre o hijo de y). Como no se veri�can relaciones de

independencia de orden cero o uno entre cualquier par tomado de estos tres nodos, no

se eliminan las aristas x� y, x � z, y � z en el paso 1a, ni el el paso 1b del algoritmo.

Sin embargo, por ser G

�

un grafo simple, las tres aristas no pueden encontrarse en G

�

.

Luego, al menos una de ellas es eliminada en el paso 1(c)iii. Esto es, existen 


�

(�) y




�

(�) no vac��os, con �; � tomando valores en x; y; z. Consideremos a Padres

�

(�) como

el conjunto de variables en 


�

(�) \ Padres

�

. Es decir, variables que est�an en 


�

(�) y

que son adyacentes de � en G

�

. Entonces, alguna de las siguientes relaciones ha debido

ser testeada con resultado a�rmativo.

1. I(x j Padres

x

(y) j y)

M

.

2. I(y j Padres

y

(z) j z)

M

.

3. I(x j Padres

x

(z) j z)

M

.

Los dos primeros casos generan una contradicci�on, pues tanto x e y como z e y son

nodos adyacentes en el modelo. En el tercer caso, para que sea cierta la relaci�on de

independencia es necesario que al menos un nodo en cada conexi�on simple entre z y x

pertenezcan a Padres

x

(z). Si el ciclo no simple est�a formado por x; y; z (es un tri�angulo),

entonces x y z son adyacentes, y la relaci�on I(x j Padres

x

(z) j z)

M

no se satisface. Si

el ciclo no es un tri�angulo, entonces el nodo y junto con alg�un nodo t perteneciente al

otro camino simple que une z y x, deben pertenecer a Padres

x

(z), y por tanto tambi�en

pertenecen a 


x

(z). Pero en ese caso tendr��amos que I(y j ; j t), lo cual es imposible

puesto que al ser x el �unico nodo cabeza a cabeza del ciclo, existe un camino simple que

une y y t. 2

Luego, cuando el modelo no es simple, tenemos como salida un c�odigo de error. En

este algoritmo existen dos pasos que, computacionalmente, pueden ser costosos. El primero,

testear si el grafo es simple y el segundo, el realizar los tests de independencia de orden alto.

Por un lado, nos centraremos en estudiar c�omo podemos evitar el primer caso (paso 4), y por

otro, en estudiar las propiedades de independencia que tiene el grafo simple que se obtiene a

partir de un modelo isomorfo a un GDA no simple. Esto es, estudiaremos las propiedades de

independencia para una representaci�on simple de un modelo de dependencias.

El siguiente algoritmo nos permite conseguir el primer objetivo (evitar el paso 4).

Algoritmo 2.5
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1. Para cada x en U

(a) Calcular �

x

.

(b) Calcular 	

x

.

(c) Para cada y en 	

x

.

i. Calcular K

x

(y).

Si K

x

(y) = ; ir a 1c.

ii. Calcular 


�

x

(y).

Si 


�

x

(y) = ; ir a 1c.

iii. Calcular 


x

(y).

Si 


x

(y) 6= ; eliminar y de 	

x

.

(d) Para cada par de nodos y; z en 	

x

. Si se satisface I(y j ; j z), orientar los nodos

y; z como padres de x.

2. Fusionar todos los 	

x

, para obtener G.

3. Para cada terna de nodos x; y; z en G, tal que x! y  z est�a en G, testear si I(x j ; j

z). En caso de ser falso, dar como salida un c�odigo de error.

4. Considerar cada terna x; y; z en G, tal que x � y � z est�a en G. Si la terna no est�a

orientada como x ! y  z ni como x  y ! z, entonces testear I(x j y j z). Si la

relaci�on es falsa, devolver un c�odigo de error.

5. Direccionar los arcos restantes, siempre que no generen arcos cabeza a cabeza. Si la

orientaci�on no es posible, dar como salida un c�odigo de error.

6. Para cada 


x

(y) 6= ;, si la relaci�on I(x j 


x

(y)\Padres

x

j y) no se satisface, dar como

salida un c�odigo de error.

Tendremos que demostrar que cuando llegamos al paso 6 del Algoritmo 2.5 (sin que se

obtenga un c�odigo de error), entonces el grafo G es simple. Los siguientes lemas y proposi-

ciones nos permiten demostrar esta propiedad. Adem�as, veremos qu�e propiedades de inde-

pendencia tiene el grafo que se obtiene tras ejecutar los primeros cinco pasos del algoritmo

(proposiciones 2.15 y 2.16).

Los siguientes resultados son necesarios para demostrar la proposici�on 2.15. Partimos

de un modelo de dependencias isomorfo a un grafo ac��clico no dirigido, y suponemos que,

tras ejecutar el paso 5 del algoritmo, no obtenemos como salida un c�odigo de error. En los

siguientes lemas, hablamos de caminos cuando hacemos referencia a la estructura dada como
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salida por el algoritmo, G y hablamos de conexiones cuando hacemos referencia al GDA que

representa el modelo, M .

De�nici�on 2.8 (Longitud de un Camino.) Sea G un GDA, y sean x; y dos nodos en G

para los que existe al menos un camino HT (x; y) o TH(x; y). Se de�ne la longitud del camino

como el n�umero m�aximo de arcos en los caminos TH(:; :) o HT (:; :) entre x e y.

Lema 2.1 Sea M un modelo de dependencias representable por un GDA y sea G el grafo que

se obtiene al aplicar los primeros 5 pasos del algoritmo. Sean x; y variables del modelo, con

:I(x j ; j y)

M

. Si entre x e y no existen independencias de orden cero ni uno, y el enlace

x � y 62 G, entonces se satisface que existe al menos una conexi�on simple HH(x; y) en el

modelo.

Demostraci�on.

Por no existir relaciones de independencia de orden cero ni uno, tenemos que si x�y 62 G,

entonces, el enlace x�y es eliminado de la estructura en el paso 1(c)iii, y por tanto existen




x

(y) y 


y

(x) no vac��os. Supongamos que entre x e y no existen conexiones simples

HH(x; y), y llegaremos a una contradicci�on. Consideremos que todas las conexiones

simples entre x e y son del tipo TH(x; y) (el caso HT (x; y) es an�alogo).

Para cada nodo w

i

2 


y

(x) existe al menos un nodo w

j

tal que, para el par de nodos

w

i

; w

j

2 


�

y

(x) existe al menos una conexi�on simple que los une con y. Adem�as se

satisface que I(w

i

j ; j w

j

) y :I(w

j

j x j w

i

). Luego tenemos que para estos nodos

existe, al menos, una conexi�on simple que los une con x, y al menos una conexi�on

simple que los une con y, donde adem�as, por ser w

i

y w

j

marginalmente independientes,

tenemos que estas conexiones son cabeza en x y en y.

Si todas las conexiones simples entre w

i

y w

j

con y pasan por x, y por no existir

conexiones HH(x; y), tenemos que se satisface I(w

i

j x j y) y por tanto w

i

; w

j

62 	

y

(x),

esto es w

i

; w

j

62 


�

y

(x). Por tanto, para w

i

o para w

j

, debe de existir alguna conexi�on

simple que lo una con y, no pasando por x. Supongamos que esta conexi�on simple es

c

�

(w

i

; y). Adem�as, tenemos que c

�

(w

i

; y) debe ser cabeza en y. Si no lo fuese existir��a

una conexi�on simple entre w

j

y w

i

, pasando por y, y por tanto, por el criterio de d-

separaci�on y la condici�on de isomorf��a, tenemos que :I(w

i

j ; j w

j

), llegando a una

contradicci�on.

Supongamos que w

i

2 


y

(x) y consideremos la conexi�on que se obtiene al enlazar las

conexiones simples r

�

(x; w

i

) y c

�

(w

i

; y). Si, para estas conexiones, w

i

no es un nodo



94

Aprendizaje de Estructuras Simpli�cadas.

cabeza a cabeza, hemos encontrado en el modelo una conexi�on HH(x; y), pasando por

w

i

. Luego, supongamos que w

i

es un nodo cabeza a cabeza para estas conexiones, esto es,

las conexiones simples (al menos existen dos) entre w

i

e y son HH(w

i

; y). Consideremos

entonces como deben ser los enlaces entre w

j

e y. En este caso, tenemos que si los todos

los caminos simples entre w

j

e y pasan por x, tenemos que I(w

j

j x j y) y por tanto,

w

j

62 	

y

, esto es, w

j

62 


�

y

(x). Por tanto tiene que existir alguna otra conexi�on simple

entre w

j

e y que no pase por x. De nuevo, esta conexi�on debe de ser cabeza en y. Si w

j

no es un nodo cabeza a cabeza para las conexiones que lo unen con x e y, tenemos que

existe un camino HH(x; y) y hemos encontrado el camino que buscamos. Por tanto,

supongamos que w

j

es tambi�en un nodo cabeza a cabeza para estas conexiones.

En este momento, nos encontramos en un caso similar al Caso I estudiado para grafos

simples (ver Figura 2.14). Haremos el razonamiento para w

i

. Sea � un padre de x

en la conexi�on simple r

�

(x; w

i

). Para este � tenemos que se cumple que � 2 	

x

,

� 2 �

w

i

, donde adem�as :I(� j ; j y), y :I(� j x j w

i

). Si I(� j x j y) llegamos a una

contradicci�on, ya que w

i

se elimina de 


y

(x) al re�nar 


�

y

(x), luego tenemos que se debe

de cumplir que :I(� j x j y) y por tanto, tenemos que o bien x es cabeza a cabeza (o

descendiente de todos los nodos cabeza a cabeza) en un camino simple con y, con lo

que llegamos a una contradicci�on con el hecho de que todos los caminos entre x e y son

TH(x; y) o bien existe un camino simple, s

�

, entre � e y que no pasa por x. En este

caso, tenemos que s

�

pertenece a una conexi�on simple de w

i

con y, y por tanto debe de

ser cabeza en y. Adem�as, tenemos que al unir la conexi�on s

�

(�; y) con el enlace �! x

tenemos la conexi�on HH(x; y) que busc�abamos. 2

Lema 2.2 SeaM un modelo de dependencias representable por un GDA y sea G la estructura

que se obtiene al ejecutar los pasos 1,: : :,5. Sean �

1

y �

2

dos variables en M , tal que no

existen independencias de orden cero ni uno entre ellas en el modelo, donde adem�as, existe

una conexi�on TH(�

1

; �

2

) o HT (�

1

; �

2

). Entonces, si �

1

� �

2

62 G podemos encontrar al

menos un camino en G cuyos nodos pertenecen a una conexi�on simple HH(�

1

; �

2

) en el

modelo.

Demostraci�on.

La haremos de forma constructiva para HT (�

1

; �

2

), esto es, encontraremos un conjunto

de nodos �

0

; �

1

; : : : ; �

n

que forman un camino en G, y que pertenecen a una conexi�on

HH(�

1

; �

2

) en M .

Por el lema 2.1 tenemos que entre �

1

y �

2

existe al menos una conexi�on HH(�

1

; �

2

).

Sea �

0

el nodo cola a cola en una conexi�on HH(�

1

; �

2

) con m�axima longitud para
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las conexiones HT (�

1

; �

0

) que no pasan por �

2

. Entonces, entre �

1

y �

0

existen dos

conexiones simples HT (�

1

; �

0

) y por tanto, no existen independencias de orden cero ni

uno entre ellas.

Supongamos que el enlace �

1

� �

0

62 G. En este caso, tenemos que el enlace entre �

1

y

�

0

ha sido eliminado en el paso 1(c)iii. Por el lema 2.1, tenemos que existe al menos una

conexi�on HH(�

1

; �

0

) en M . Sea �

0

el nodo cola a cola en esta conexi�on. Entonces existe

una conexi�on HH(�

1

; �

2

) que pasa por �

0

, donde, entre �

0

y �

1

, podemos encontrar

una conexi�on con longitud mayor que la conexi�on entre �

0

y �

1

, con lo que llegamos a

una contradicci�on con el hecho de que �

0

es el nodo con longitud mayor. Por tanto el

enlace �

1

� �

0

debe pertenecer a G.

Pasamos a buscar los enlaces que forman el camino (en G) que une el nodo �

0

con �

2

.

Tenemos que entre �

0

y �

2

existen conexiones simples TH(�

0

; �

2

): Sea �

1

el nodo

con longitud menor con �

2

en estas conexiones, de forma que entre �

0

y �

1

no existen

independencias de orden cero ni uno (casos extremos: �

1

es un adyacente a �

0

en estas

conexiones, el caso opuesto se presenta cuando la longitud del camino es cero, esto es,

�

1

es el nodo �

2

) y por tanto el enlace �

0

� �

1

no se elimin�o en los pasos pr�evios a 1c.

Supongamos que el enlace �

0

� �

1

62 G. En este caso, y por el lema 2.1, tenemos que

existe al menos una conexi�on HH(�

0

; �

1

) en el modelo. Llamemos �

0

al nodo cola a

cola en esta conexi�on. En este caso, obtenemos que entre �

1

y �

0

existe al menos dos

conexiones HT (�

1

; �

0

), una de ellas pasando por �

2

, esto es existe un enlace HH(�

1

; �

2

)

que pasa por �

0

, donde entre �

1

y �

0

existe una conexi�on de longitud mayor que entre

�

1

y �

0

, llegando a una contradicci�on con el hecho de que �

0

pertenece a una conexi�on

HT (�

1

; �

0

) de longitud m�axima con �

1

.

Luego tenemos que el enlace �

1

� �

0

� �

1

est�a en G. Si �

1

= �

2

hemos encontrado

la conexi�on que busc�abamos, en caso contrario debemos de seguir avanzando en la

b�usqueda del camino. Este proceso, que llamaremos de selecci�on, se repite hasta que se

encuentre el camino en G entre �

1

y �

2

. Para ello, notaremos por �

i

; i = 0; 1; : : : a la

secuencia de nodos que iremos seleccionando. En el proceso, en el paso i-�esimo selec-

cionamos el nodo �

i

en el camino, con i � 2, donde �

0

y �

1

son los nodos seleccionados

anteriormente.

Partimos de que entre �

i�1

y �

2

existe al menos una conexi�on TH(�

i�1

; �

2

). El si-

guiente nodo a considerar ser�a aquel nodo �

i

perteneciente a alguna de las conexiones

TH(�

i�1

; �

2

), con menor longitud con �

2

y para el que no existen relaciones de inde-

pendencia de orden cero ni uno con �

i�1

(los casos extremos son aquellos en los que �

i

es

adyacente a �

i�1

en estas conexiones, o bien �

i

es el nodo �

2

). Si �

i�1

��

i

2 G, se repite

el proceso de selecci�on para �

i

, hasta encontrar el camino �

1

��

0

��

1

�: : :��

n

�: : :��

2

.
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Supongamos que �

i�1

� �

i

62 G. En este caso, tenemos que entre �

i�1

y �

i

existe una

conexi�on TH(�

i�1

; �

i

) y no existen relaciones de independecia de orden cero ni uno.

Por el lema 2.1 tenemos que debe de existir una conexi�on HH(�

i�1

; �

i

). Luego, entre

�

i�2

y �

i

existe una conexi�on TH(�

i�2

; �

i

), donde adem�as no existen relaciones de inde-

pendencia de orden cero ni uno entre �

i�2

y �

i

, llegando a una contradicci�on, ya que �

i

tiene una longitud de camino, con �

2

, menor que �

i�1

, y deber��a haberse seleccionado

en el paso anterior como el nodo candidato a ser adyacente a �

i�2

.

El proceso se repite hasta que se alcanza �

2

. Por tanto, y mediante este proceso, hemos

encontrado en G un camino entre �

1

y �

2

donde los nodos en el camino pertenecen a

una conexi�on simple (HH(�

1

; �

2

)) en M . 2

Lema 2.3 Sea M un modelo de dependencias representable por un GDA. Sean x; y dos va-

riables en M . Si :I(x j ; j y)

M

entonces podemos encontrar en G un camino cuyos nodos

pertenecen a una conexi�on simple entre x e y en M .

Demostraci�on.

Por :I(x j ; j y)

M

, sabemos que existe al menos una conexi�on simple entre x e y en el

modelo. Sea c

�

M

(x; y) una de ellas. La demostraci�on consistir�a en ir seleccionando en

cada paso i, un nodo en la conexi�on, de forma que obtengamos un camino en G que

pertenezca a una conexi�on simple entre x e y en el modelo.

Estudiemos las distintas posibilidades para la conexi�on c

�

M

en el modelo.

1. Supongamos que c

�

M

2 HT (x; y):

En este caso, sea �

i

el nodo m�as cercano a y en c

�

M

de forma que no existan

relaciones de independencia de orden cero ni uno con x (los casos extremos son

el padre de x en c

�

M

y el propio y). Adem�as, supongamos que �

i

es distinto de

y. Si el enlace x � �

i

62 G, entonces sea � el padre de �

i

en c

�

M

. Tenemos que

el par de nodos x, �

i

satisfacen las hip�otesis del lema 2.1 y por tanto existe una

conexi�on HH(x; �

i

). Por tanto, es f�acil ver que entre x y � no existen relaciones

de independencia de orden cero ni uno, donde adem�as � es m�as cercano a y para

esta conexi�on que �

i

, por tanto llegamos a una contradicci�on con el hecho de que

�

i

es el nodo m�as cercano a y para el que no existen relaciones de independencia

de orden cero ni uno con x. Luego el enlace x� �

i

debe pertenecer a G.
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Adem�as, tenemos que existe una conexi�on HT (�

i

; y) en el modelo, y por tanto

podemos repetir el proceso de seleccionar el siguiente nodo �

i+1

hasta encontrar

que el nodo �

j

; (j � i) que seleccionamos es el nodo y.

Consideremos que el nodo y se selecciona en un paso j-�esimo cualquiera. En este

caso, si �

j�1

� y 2 G, entonces hemos encontrado el camino en G que pertenece a

una conexi�on simple HT (x; y) en el modelo (�este es x� �

1

� �

2

� : : :� �

j�1

� y).

Si �

j�1

� y 62 G, tenemos que para el par �

j�1

, y se satisfacen las condiciones del

lema 2.2 y por tanto podemos obtener un camino en G (�

j�1

� �

0

� : : :�

n�1

� y)

donde todos los nodos en el camino pertenecen a una conexi�on simple HH(�

j�1

; y)

en el modelo y por tanto el camino que se obtiene al unir los caminos x��

1

� : : :�

�

j�1

� �

0

� : : :� y pertenece a una conexi�on simple, una conexi�on HH(x; y), en el

modelo.

2. Supongamos que c

�

M

2 TH(x; y)

En este caso, podemos considerar la conexi�on HT (y; x) y realizar el razonamiento

anterior.

3. Supongamos que c

�

M

2 HH(x; y)

Sea z el nodo que es cola a cola en c

�

M

. Para este nodo, tenemos que existen cone-

xiones HT (x; z) y TH(z; y) en el modelo. Sean c

�

G1

(x; z) y c

�

G2

(x; z) los caminos que

se obtienen al aplicar el razonamiento anterior para estas conexiones. Supongamos

que c

�

G1

es un camino cuyos nodos pertenecen a una conexi�on HT (x; z) (an�alogo

para c

�

G2

) el camino que se obtiene al unir c

�

G1

y c

�

G2

es un camino que representa

una conexi�on simple entre x e y en el modelo. El problema se puede plantear

cuando tanto c

�

G1

como c

�

G2

pertenezca a conexiones HH(:; :) en el modelo. En

este caso, y por la forma que se construyen los caminos en el lema 2.2, tenemos

que podemos encontrar un nodo � en c

�

G1

(aquel nodo �

0

que es cola a cola en una

conexi�on HH(:; :)), para el que existen conexiones simples HT (x; �) y TH(�; z)

en el modelo. Por tanto, tenemos que en el modelo existen conexiones simples

HT (x; �) y TH(�; y), donde adem�as en G tenemos un camino entre x y � cuyos

nodos pertenecen a una conexi�on simple HT (x; �). Por tanto, y siguiendo el razon-

amiento anterior, podemos encontrar en G un camino entre � e y que representa

a una conexi�on simple en el modelo. Al enlazar los caminos entre x e y que pasan

por � obtenidos, tenemos un camino en G que representa a una conexi�on simple

entre x e y en el modelo.

2
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Aprendizaje de Estructuras Simpli�cadas.

Lema 2.4 Sea M un modelo de Dependencias representable por un GDA, y sean �

1

; : : : ; �

n

variables en el modelo tales que :I(�

i

j ; j �

i+2

)

M

y I(�

i

j �

i+1

j �

i+2

)

M

, con i = 1; : : : ; n�2.

Entonces existe una conexi�on simple en el modelo entre �

1

y �

n

que pasa por �

2

; : : : ; �

n�1

.

Demostraci�on.

Tenemos que :I(�

i

j ; j �

i+2

)

M

, y por la isomorf��a con un GDA, podemos aplicar el

criterio de d-separaci�on. Luego tenemos que existe al menos una conexi�on simple entre

�

i

y �

i+2

y por I(�

i

j �

i+1

j �

i+2

)

M

junto con el criterio de d-separaci�on, tenemos que

toda conexi�on simple entre �

i

y �

i+2

pasa por �

i+1

. Como esta relaci�on es cierta para

todo i, con i = 1; : : : ; n � 2 tenemos que �

1

y �

n

estan conectados en el modelo por

una conexi�on (simple o no simple), con los nodos �

i

, i = 1; : : : ; n perteneciendo a esta

conexi�on. Supongamos que esta conexi�on es no simple en el modelo. Entonces existe un

�

i

que es cabeza a cabeza en las conexiones, llegando a una contradicci�on con el hecho

de que I(�

i

j �

i+1

j �

i+2

)

M

, 2

Lema 2.5 Sea M un modelo de Dependencias representable por un GDA, y sea G el grafo

que se obtiene al realizar los pasos 1, : : :, 5 del algoritmo. Sean �

1

; �

2

; �

3

una terna de nodos

en G que aparecen orientados como �

1

 �

2

! �

3

. Entonces, si �

2

es un nodo cabeza a

cabeza en alguna conexi�on entre �

1

y �

3

en el modelo, el algoritmo da como salida un c�odigo

de error.

Demostraci�on.

Lo haremos por reducci�on al absurdo, esto es supondremos que �

2

es un nodo cabeza

a cabeza en una conexi�on entre �

1

y �

3

en el modelo, y el algoritmo no proporciona un

c�odigo de error como salida. Por existir en G los enlaces entre �

1

y �

2

y entre �

2

y �

3

,

sabemos que existen conexiones simples en el modelo entre �

1

y �

2

y entre �

2

y �

3

.

Si la orientaci�on �

1

 �

2

! �

3

se obtiene al realizar el paso 5 tenemos que el algoritmo

testea la relaci�on de independencia I(�

1

j �

2

j �

3

)

M

en el paso 4 del algoritmo. Por

tanto, por ser �

2

un nodo cabeza a cabeza tenemos que la relaci�on de independencia

anterior no es cierta, con lo que obtenemos como salida del algoritmo un c�odigo de error.

Por tanto, la �unica posibilidad que tenemos es que la terna haya sido orientada en el

paso 1d. En este caso, por existir el enlace �

1

� �

2

(an�alogo para el enlace �

2

� �

3

),

existen conexiones simples entre �

1

y �

2

en el modelo. Adem�as, como la orientaci�on

de este arco se ha realizado en el paso 1d, el algoritmo ha detectado una relaci�on de
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independencia marginal. Por tanto, tiene que existir un nodo �

0

, conectado con �

1

(entre �

0

y �

1

existen conexiones simples en el modelo) tal que I(�

0

j ; j �

2

)

M

, luego no

existen conexiones simples entre �

0

y �

2

en el modelo. En este caso, tenemos conexiones

simples entre �

0

y �

1

y conexiones simples entre �

1

y �

2

, y por tanto �

1

ha de ser un

nodo cabeza a cabeza en estas conexiones.

Adem�as, si por hip�otesis �

2

es un nodo cabeza a cabeza en alguna conexi�on entre �

1

y

�

3

, tenemos que en el modelo existe una conexi�on c

�

M

2 HH(�

1

; �

2

). Consideremos �

el nodo m�as cercano a �

2

en la conexi�on c

�

M

para el que no existen independencias de

orden cero ni uno con �

1

, donde adem�as existe una conexi�on HT (�

1

; �) en el modelo

(los casos extremos ser�an el padre de �

1

en la conexi�on y el nodo cola a cola en la

conexi�on HH(�

1

; �

2

)). Si �

1

� � 2 G, este es el nodo que buscamos. Supongamos

que �

1

� � 62 G, entonces podemos aplicar el lema 2.2 y por tanto podemos encontrar

en G un nodo �

�

conectado a �

1

(�

�

� �

1

2 G) perteneciente a una conexi�on simple

HH(�

1

; �), donde la conexi�on es HT (�

1

; �

�

). Veamos que �

�

pertenece a una conexi�on

simple HH(�

1

; �

2

) en el modelo.

Lo haremos por reducci�on al absurdo. Sabemos que �

�

2 HH(�

1

; �). Si la

conexi�on de �

�

con �

2

no es TH(�

�

; �

2

), tenemos que en el el modelo existe

una conexi�on simple HH(�; �

2

) y en este caso � no es el nodo m�as cercano a

�

2

para el que se satisface que no existen relaciones de independencia de orden

cero ni uno con �

1

, y que sea cola en una conexi�on HT (�

1

; �), el padre de � en

la conexi�on HH(�; �

2

) satisface estas premisas, llegando a una contradicci�on.

Por tanto podemos encontrar una conexi�on simple en el modelo que pasa por

�

�

, siendo �este el nodo que buscamos.

Por tanto, para � (o para �

�

en su caso) tenemos que existe una conexi�on simple con

�

2

en el modelo. Veamos las distintas orientaciones para el enlace �

1

� � en G.

Supongamos que el enlace se orienta como �

1

 � en el paso 1d. Por tanto tenemos en

G la terna �

2

! �

1

 �, y por tanto al testear en el paso 3 si I(�

2

j ; j �)

M

tenemos

que el algoritmo dar�a como salida un c�odigo de error (entre �

2

y � existe una conexi�on

simple en el modelo), en contra de la hip�otesis. Luego las posibilidades que quedan es

que el arco �

1

� � no se hubiese orientado en el paso 1d, o que la orientaci�on fuese

�

1

! �. En cualquier caso, tenemos que al testear (paso 4) si I(�

2

j �

1

j �) de nuevo

obtenemos como salida un c�odigo de error (existe una conexi�on simple entre �

2

y � que

no pasa por �

1

). Luego, si �

2

fuese un nodo cabeza a cabeza para algunas conexiones

entre �

1

y �

2

en el modelo, tenemos que no se obtendr��a la orientaci�on �

1

 �

2

! �

3

en el grafo G. 2
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Aprendizaje de Estructuras Simpli�cadas.

Lema 2.6 Sea M un modelo de dependencias representable a trav�es de un GDA, simple o

no. Sea G el grafo que se obtiene al ejecutar los pasos 1; : : : ; 5 del Algoritmo 2.5. Sean �

x

; �

y

dos nodos en G para los que existe un camino HT (�

x

; �

y

) o TH(�

x

; �

y

) en G. Entonces, en

el modelo existe una conexi�on simple entre �

x

y �

y

que pasa por los nodos en el camino.

Demostraci�on.

Supongamos que el camino simple es HT (�

x

; �

y

), y sea �

x

= �

1

��

2

� : : :��

n�1

��

n

=

�

y

la secuencia de nodos en el camino en G. Es este caso, tenemos que por no ser �

i

un

nodo cabeza a cabeza en el camino, tenemos que :I(�

i

j ; j �

i+2

)

M

, 8i = 1; : : : ; n�2 (si

la relaci�on de independencia fuese cierta, el algoritmo orientar��a a �

i

como nodo cabeza

a cabeza en esta conexi�on en el paso 1d). Adem�as, tenemos que en el paso 4, el algoritmo

testea que I(�

i

j �

i+1

j �

i+2

)

M

; 8i = 1; : : : ; n� 2 y por tanto, podemos aplicar el lema

2.4, obteniendo que existe una conexi�on simple entre �

x

y �

y

en el modelo que pasa por

�

i

, con i = 2; : : : ; n� 1. 2

Considerados estos lemas, nos centraremos en estudiar qu�e propiedades (en t�erminos de

relaciones de independencia) tiene el grafo que se obtiene tras ejecutar los primeros 5 pasos del

algoritmo cuando la salida no es un c�odigo de error. Sea G el grafo obtenido. La proposici�on

2.15 nos permite decir que G tiene las mismas relaciones de independencia de orden cero que

el modelo. En este caso diremos que el modelo es 0-Isomorfo a un grafo simple.

Proposici�on 2.15 Sea M un modelo de dependencias representable a trav�es de un GDA,

simple o no. Entonces, el grafo G, que se obtiene al ejecutar los pasos 1; : : : ; 5 del Algoritmo

2.5, tiene las mismas relaciones de independencia de orden cero que el modelo, esto es

I(x j ; j y)

M

,< x j ; j y >

G

Demostraci�on.

A lo largo de la demostraci�on hablaremos de caminos cuando hagamos referencia al grafo

G y hablaremos de conexiones cuando hagamos referencia a la representaci�on gr�a�ca

del modelo M .

() Si < x j ; j y >

G

) I(x j ; j y)

M

.

Demostraremos la expresi�on equivalente :I(x j ; j y)

M

) : < x j ; j y >

G

.
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Supongamos que el algoritmo, tras ejecutar el paso 5, no da como salida un c�odigo

de error, como era nuestra premisa. Entonces por :I(x j ; j y)

M

y por el lema 2.3,

tenemos que podemos encontrar en G un camino, c

G

(x; y), cuyos nodos pertenecen a

una conexi�on simple entre x e y en el modelo. Por tanto, nos queda que demostrar

que este camino es simple en G. Para ello, veamos ahora que al orientar el camino no

dirigido c

G

se obtiene un camino simple en G.

Sean �

1

; �

2

y �

3

tres nodos consecutivos en este camino. Por la forma en que se ha

construido c

G

, sabemos que existe una conexi�on simple entre �

1

y �

3

que pasa por �

2

en el modelo. Supongamos que �

2

se orienta como un nodo cabeza a cabeza en G por

el algoritmo (esta orientaci�on s�olo es posible hacerla en el paso 1d). En el paso 3 del

algoritmo se testea si I(�

1

j ; j �

3

)

M

, pero por existir una conexi�on simple entre �

1

y �

3

en el modelo (la que pasa por �

2

), junto con el criterio de d-separaci�on tenemos

que :I((�

1

j ; j �

3

)

M

, con lo que el algoritmo dar��a como salida un c�odigo de error, en

contra de la hip�otesis de que no se obten��a un c�odigo de error.

)) Si I(x j ; j y)

M

)< x j ; j y >

G

.

Esta demostraci�on la haremos por reducci�on al absurdo. Supongamos que se satisface

la independencia en el modelo I(x j ; j y)

M

, pero no se da en el grafo, : < x j ; j y >

G

.

Por ser marginalmente independientes en el modelo, y 62 �

x

y x 62 �

y

, luego x� y no es

parte del grafo. Adem�as, por no darse la independencia en el grafo, tiene que existir al

menos un camino simple c

�

G

= fx� x

1

� x

2

� : : :� x

n

� yg.

Veamos los distintos caminos que se pueden presentar:

1. c

�

G

2 HT (x; y) o c

�

g

2 TH(x; y):

En este caso podemos aplicar el lema 2.6 y obtenemos que entre x e y existe una

conexi�on simple en el modelo que pasa por x

1

; : : : ; x

n

, y por tanto :I(x j ; j y)

M

llegando a una contradicci�on.

2. c

�

G

2 HH(x; y):

Sea z el nodo cola a cola en la conexi�on. En este caso, por el lema 2.6 tenemos

que, en el modelo, existen conexiones simples entre x y z y entre z e y. Adem�as,

por I(x j ; j y)

M

, tenemos que z debe ser un nodo cabeza a cabeza para estas

conexiones. Consideremos z

x

; z

y

los adyacentes a z en el camino simple que unen a

z con x e y respectivamente. Entonces la terna z

x

 z ! z

y

satisface las hip�otesis

del lema 2.5 y por tanto, si z es un nodo cabeza a cabeza para estas conexiones se

obtiene como salida un c�odigo de error, en contradicci�on con la hip�otesis de que la

salida es un grafo G.

Por tanto podemos concluir que si I(x j ; j y)

M

si y s�olo si < x j ; j y >

G

. 2
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Aprendizaje de Estructuras Simpli�cadas.

Adem�as de la propiedad de 0-Isomorf��a, cuando no tenemos como salida del algoritmo un

c�odigo de error, la proposici�on 2.16 nos permite asegurar que en el grafo conservamos las

mismas relaciones de independencia de orden uno que en el modelo. Los siguientes lemas

ser�an utilizados en la demostraci�on de la proposici�on 2.16.

Lema 2.7 SeaM un modelo de dependencias representable por un GDA y sea G la estructura

que se obtiene al ejecutar los pasos 1,: : :,5 del algoritmo. Entonces en G no pueden existir

ciclos dirigidos.

Demostraci�on.

Supongamos que el algoritmo da como salida un ciclo dirigido y llegamos a una con-

tradicci�on. Sea �

i

un nodo cualquiera en este ciclo, donde podemos encontrar un

camino HT (�

i

; �

i

) en G, con �

1

; : : : ; �

i�1

; �

i

; �

i+1

; : : :�

n

= �

1

nodos en el ciclo. En-

tonces el algoritmo testea que :I(�

j

j ; j �

j+2

)

M

y I(�

j

j �

j+1

j �

j+2

)

M

, con

j = 1; : : : ; n � 1 (pasos 1d y 4 del del algoritmo, respectivamente). Luego por el lema

2.4 tenemos que existe en el modelo una conexi�on simple entre �

i

y �

i

que pasa por

los nodos �

i+1

; : : : ; �

i+2

; : : : ; �

i�1

. Por tanto, la �unica posibilidad que queda es que

�

i

sea un nodo cabeza a cabeza en el modelo para esta conexi�on. Pero entonces ten-

emos que :I(�

i�1

j �

i

j �

i+1

)

M

, alcanzado la contradicci�on, pues se ha testeado que

I(�

i�1

j �

i

j �

i+1

)

M

. 2

Lema 2.8 SeaM un modelo de dependencias representable por un GDA y sea G la estructura

que se obtiene al ejecutar los pasos 1,: : :,5 del algoritmo. Entonces todos los ciclos en G son

simples.

Demostraci�on.

Por el lema 2.7 sabemos que en G no podemos encontrar ciclos dirigidos. Supongamos

que en G existe un ciclo con un �unico nodo cabeza a cabeza. Sea � este nodo, y sean

�

1

; �

2

los padres de � en el grafo. Por tanto, hemos testeado que I(�

1

j ; j �

2

)

M

.

Adem�as, en este ciclo podemos encontrar un nodo � que es cola a cola, existiendo al

menos dos caminos TH(�; �) en G. Por tanto, y por el lema 2.6 tenemos que existen

conexiones simples en M entre � y � que pasan por los nodos en estos caminos. Por

ser estas conexiones simples, y por I(�

1

j ; j �

2

)

M

sabemos que no existen conexiones

simples entre �

1

y �

2

, entonces tenemos que � debe ser un nodo cabeza a cabeza en estas



Estructuras C��clicas: Grafos Simples.

103

conexiones. Sean �

�

1

; �

�

2

hijos de � en los caminos TH(�; �). En este caso podemos

aplicar el lema 2.5 sobre la terna �

�

1

 � ! �

�

2

, obteniendo como salida del algoritmo

un c�odigo de error. 2

Lema 2.9 Sea M un modelo de dependencias isomorfo a un GDA. Sea G el grafo que se

obtiene al ejecutar los pasos 1,: : : ,5 del algoritmo. Sean �

x

; �

y

dos nodos en G para los que

no existen relaciones de independencia de orden cero ni uno. Sea z un nodo en una conexi�on

simple entre �

x

y �

y

en el modelo. Entonces, si �

x

� �

y

62 G, podemos encontrar en G un

camino, que no pase por z, representando a una conexi�on simple HH(�

x

; �

y

) en el modelo.

Demostraci�on.

Por no existir relaciones de independencia de orden cero ni uno entre �

x

y �

y

, tenemos

que si �

x

� �

y

62 G deben existir 


�

x

(�

y

) y 


�

y

(�

x

) no vac��os. Consideremos 


�

x

(�

y

):

Tenemos que existen al menos dos variables �

1

y �

2

en el modelo, conectadas con �

x

en G, y para las que se satisface I(�

1

j ; j �

2

)

M

, :I(�

1

j �

y

j �

2

)

M

. Por tanto,

deben de existir en el modelo conexiones simples de �

y

con �

1

y �

2

, donde adem�as estas

conexiones deben ser cabeza en �

y

. Por la 0-Isomorf��a, tenemos que en G podemos

encontrar caminos simples conectando �

1

y �

2

con �

y

y, por el lema 2.3, los nodos en

estos caminos pertenecen a conexiones simples en el modelo. Si alguno de estos caminos

no pasa por z, hemos encontrado el camino que busc�abamos.

Supongamos que estos caminos pasan por z. Por tanto, podemos encontrar conexiones

simples en M de �

y

con �

1

y �

2

que pasan por z. Donde adem�as, por ser I(�

1

j ; j �

2

)

M

y por la 0-Isomorf��a tenemos que las conexiones simples de �

1

y �

2

con z, son cabeza

en z. Sea �

z

padre de z en una de estas conexiones simples TH(�

z

; �

y

).

Adem�as, por ser 


�

y

(�

x

) no vac��o, podemos encontrar en G dos nodos �

0

1

; �

0

2

, con un

enlace directo con �

y

en G, para los que se satisface que I(�

0

1

j ; j �

0

2

) y :I(�

0

1

j �

x

j �

0

2

).

Luego, con el mismo razonamiento, podemos encontrar en el modelo conexiones simples

de �

0

1

; �

0

2

con �

x

que pasen por z, donde adem�as z es un nodo cabeza a cabeza para

estas conexiones. Por tanto, considerando estas restricciones, tenemos que existe una

conexi�on simple entre �

x

y �

y

que pasa por z, con z un nodo cola a cola en esta conexi�on.

Consideremos el nodo �

z

. Para este nodo, podemos ver que en el modelo, no existen

relaciones de independencia de orden cero ni uno con �

y

, por tanto si �

z

� �

y

2 G,

tenemos un camino entre �

x

y �

y

que no pasa por z, �

x

� : : : � �

z

� �

y

, donde los

nodos en este camino pertenecen a una conexi�on simple HH(�

x

; �

y

) en el modelo, y

por tanto ning�un nodo en este camino se orienta como cabeza a cabeza. Si �

z

��

y

62 G,
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consideremos �

�

z

el nodo m�as cercano a �

x

(en la conexi�on que une z con �

x

pasando

por �

z

) para el que no existen relaciones de independencia de orden cero ni uno con �

y

,

donde adem�as exista una conexi�on TH(�

�

z

; �

y

) en el modelo. Si �

�

z

� �

y

2 G, hemos

encontrado el camino que busc�abamos (�

x

� : : :� �

�

z

� �

y

). Si �

�

z

� �

y

62 G, entonces

por el lema 2.2, podemos encontrar en G un camino en G que representa a una conexi�on

HH(�

�

z

; �

y

). Adem�as, tenemos que si la conexi�on de �

�

z

con �

x

fuese HH(�

x

; �

�

z

),

tenemos que el padre de �

�

z

en esta conexi�on deber��a ser el nodo �

�

z

escogido, por tanto

la conexi�on ha de ser HT (�

x

; �

�

z

). Luego podemos encontrar un camino en G que

no pasa por z, con los nodos en el camino en una conexi�on HH(�

x

; �

y

) (la conexi�on

HT (�

x

; �

�

z

) �HH(�

�

z

; �

y

)), y por tanto ning�un nodo en el camino se orienta como un

cabeza a cabeza, esto es, el camino es simple.

Luego, siempre podemos encontrar en G un camino que representa a una conexi�on

simple HH(�

x

; �

y

) que no pase por z. 2

Pasaremos a considera la otra relaci�on de independencias entre variables que se satisface

al aplicar el algoritmo.

Proposici�on 2.16 Sea M un modelo de dependencias representable a trav�es de un GDA,

simple o no. Entonces, el grafo G, que se obtiene al ejecutar los pasos 1; : : : ; 5 del Algoritmo

2.5, tiene las mismas relaciones de independencia de orden uno que el modelo, esto es

I(x j z j y)

M

,< x j z j y >

G

Demostraci�on.

)) Si I(x j z j y)

M

)< x j z j y >

G

.

Lo haremos por reducci�on al absurdo, estudiando los distintos casos que se pueden

presentar.

Caso (a): Supondremos: I(x j z j y)

M

, : < x j z j y >

G

y :I(x j ; j y)

M

.

Por I(x j z j y)

M

tenemos que en el modelo, todas las conexiones simples entre x e

y pasan por z, luego tenemos que existen conexiones simples de z con x y de z con

y. Entonces, por la 0-Isomorf��a entre el modelo y el grafo y por el lema 2.3, podemos

encontrar caminos simples c1

�

G

(x; z); c2

�

G

(z; y) en G, donde los nodos en c1

�

G

pertenecen

a una conexi�on simple de z con x y, respectivamente, los nodos en c2

�

G

pertenecen a una

conexi�on simple entre z e y en el modelo. Por tanto, en G, tenemos el camino:

c

G

(x; y) = fx� : : :� z � : : :� yg:
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Podemos ver que z no se orienta como un nodo cabeza a cabeza para este camino en G.

Supongamos que z es un nodo cabeza a cabeza, con z

x

; z

y

los padres de

z en los caminos c1

�

G

(x; z) y c2

�

G

(z; y). Si en G, se orienta z (paso 1d del

algoritmo) como nodo cabeza a cabeza, entonces z

x

y z

y

han de ser marginal-

mente independientes. Esto es, todas las conexiones entre z

x

y z

y

han de ser

no simples. Luego z ha de ser un nodo cabeza a cabeza en estas conexiones.

Adem�as, sabemos, lema 2.3, que z

x

(an�alogo para z

y

) pertenece a una conexi�on

simple entre z y x. Por tanto, tenemos en el modelo conexiones simples entre

x y z y conexiones simples entre z e y que tienen a z como el �unico nodo

cabeza a cabeza, y por tanto, utilizando el criterio de d-separaci�on, tenemos

que :I(x j z j y)

M

, en contradicci�on con las hip�otesis.

Por tanto, el camino c

G

(x; y) est�a activo (es simple) en G, lo notaremos como c

�

G

(x; y).

Para que : < x j z j y >

G

, tiene que satisfacerse en G, al menos una de las siguientes

condiciones:

1. Existe en G otro camino simple entre x e y, p

�

G

(x; y), que no pasa por z.

2. El nodo z es cabeza a cabeza (o descendiente de todo nodo cabeza a cabeza) en un

camino no simple entre x e y en G.

Estudiemos los distintos casos:

1. Supongamos que existe un camino p

�

G

(x; y) sin arcos cabeza a cabeza y que no pasa

por z.

Veamos las distintas combinaciones posibles para los caminos p

�

G

y c

�

G

en el grafo. Si

alguno de los caminos p

�

G

y c

�

G

es de la forma HT (x; y) o TH(x; y), entonces o bien

tenemos en el grafo un ciclo dirigido (por el lema 2.7 tenemos un c�odigo de error) o bien

se forma un ciclo para el que existe un �unico nodo cabeza a cabeza (por el lema 2.8

sabemos que tampoco es posible). Por tanto, la �unica posibilidad que queda es que los

dos caminos sean HH(x; y).

En este caso, sea � el nodo cola a cola en el camino p

�

G

. Si � 2 c

�

G

tenemos que en el

grafo aparecen ciclos con un �unico nodo cabeza a cabeza, obteniendose (lema 2.8) como

salida del algoritmo un c�odigo de error.

Por el lema 2.6 tenemos que existen conexiones simples en el modelo que unen a � con

x e y respectivamente y por el lema 2.5 sabemos que � no es un nodo cabeza a cabeza

en estas conexiones, luego podemos encontrar en el modelo una conexi�on simple entre x

e y que pase por �. Adem�as, tenemos que z 62 p

�

G

y por I(x j z j y)

M

tenemos que todas

las conexiones simples (en el modelo) entre x e y pasan por z, por tanto tenemos que
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en el modelo debe de existir una conexi�on simple entre z y �. Utilizando la 0-Isomorf��a,

tenemos que podemos encontrar en G un camino simple, r

�

G

, entre z y �. Adem�as, por

ser � un nodo cola a cola en p

�

G

, tenemos que los caminos r

�

G

; p

�

G

y c

�

G

forman un ciclo

con un �unico nodo cabeza a cabeza, y considerando el lema 2.8 tenemos que la salida

del algoritmo es un c�odigo de error.

2. El nodo z es cabeza a cabeza (o descendiente de todo nodo cabeza a cabeza) en un

camino no simple entre x e y en G.

Supongamos que z es el �unico nodo cabeza a cabeza en un camino no simple, p

G

(x; y) en

G (an�alogo si z es descendiente de todo nodo cabeza a cabeza en un camino no simple

en G). Como el algoritmo no produce un c�odigo de error como salida, entonces z se ha

orientado en el paso 1d. Consideremos el camino c

�

G

, donde sabemos que z no es un

nodo cabeza a cabeza para este camino. Adem�as, sea p1

G

(z; x), subcamino de p

G

(x; y),

que une a z con x, y an�alogamente sea p2

G

(z; x), subcamino de p

G

(x; y), que une a z

con y. Adem�as, por : < x j z j y >

G

los caminos p1

G

; p2

G

han de ser simples. Por

tanto, en G podemos encontrar un ciclo con un �unico nodo cabeza a cabeza, y por el

lema 2.8 tenemos que obtenemos como salida del algoritmo un c�odigo de error.

Caso b) Supongamos ahora que : < x j z j y >

G

, I(x j z j y)

M

y que I(x j ; j y)

M

.

Por I(x j ; j y)

M

y por la 0-Isomorf��a, todos los caminos entre x e y en el grafo son no

simples. Por tanto, para que : < x j z j y >

G

, z debe ser un nodo cabeza a cabeza,

o descendiente de todo nodo cabeza a cabeza en un camino no simple entre x e y. En

cualquier caso, ha de existir caminos simples c1

�

G

(x; z); c2

�

G

(z; y) en el grafo. De nuevo,

por la 0-Isomorf��a, han de existir conexiones simples en el modelo que unen z con x e

y. Luego tenemos que :I(x j ; j z)

M

y :I(y j ; j z)

M

y por transitividad d�ebil (en

contrarec��proco) llegamos a :I(x j z j y)

M

�o :I(x j ; j y)

M

, en contra de las hip�otesis.

)) < x j z j y >

G

) I(x j z j y)

M

.

De nuevo lo haremos en dos pasos.

Caso a) Supongamos que < x j z j y >

G

, :I(x j z j y)

M

y que :I(x j ; j y)

M

.

Por:I(x j ; j y)

M

, sabemos que existen conexiones simples entre x e y en el modelo y por

la 0-Isomorf��a, existen caminos simples entre x e y en G. Adem�as, por < x j z j y >

G

tenemos que todos los caminos simples entre x e y pasan por z. Por tanto, existen

caminos simples que enlazan x con z y caminos simples que enlazan z con y. De nuevo,

por la 0-Isomorf��a, tenemos que existen conexiones simples que unen z con x y z con

y en el modelo. Adem�as, podemos ver que existe una conexi�on simple entre x e y que

pasa por z, (c

z

), en el modelo. Para demostrarlo, consideremos los distintos caminos

entre x e y que pasan por z en el grafo. Si los caminos son HT (x; y) o TH(x; y) tenemos
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que, por el lema 2.6, que z pertenece a una conexi�on simple entre x e y en el modelo.

Supongamos entonces que el camino entre x e y es HH(x; y), sea � el nodo cola a cola

en este camino. Por el lema 2.6 tenemos que existen conexiones simples de � con x e

y, donde una de ellas pasa por z. Adem�as, sean �

x

; �

y

los descendientes directos de �

en G, donde �

x

, respectivamente �

y

pertenecen a conexiones simples en el modelo de �

con x e y. Por el lema 2.5 tenemos que si � fuese un nodo cabeza a cabeza para estas

conexiones, obtendr��amos un c�odigo de error en la salida. Luego existe una conexi�on

simple entre x e y que pasa por � en el modelo.

Entonces si :I(x j z j y)

M

, puede ocurrir que:

1. Exista otra conexi�on simple entre x e y que no pase por z en el modelo,

2. El nodo z es cabeza a cabeza (o descendiente de todo nodo cabeza a cabeza) en un

conexi�on no simple entre x e y en el modelo.

1. Supongamos que existe otra conexi�on simple entre x e y que no pase por z en el

modelo, c

�

, y sea � un nodo en esta conexi�on, con � 62 c

z

. Entonces, c

z

y c

�

forman un

ciclo en el modelo. Sean �

x

y �

y

las variables (m�as cercanas a x e y, respectivamente)

donde intersecan estas conexiones en el modelo. Entonces, y por ser c

z

y c

�

conexiones

simples, entre �

x

y �

y

no existen independencias de orden cero ni uno. Por tanto, si

�

x

��

y

2 G, tenemos que existe en el grafo un camino simple entre x e y que no pasa por

z (aqu�el que se obtiene al considerar la conexi�on simple entre x� : : :��

x

��

y

� : : :� y

en el modelo).

Supongamos entonces que �

x

� �

y

62 G. Por el lema 2.9 tenemos un camino simple,

p

�

G

, entre �

z

y �

y

que no pasa por z y que se corresponde con una conexi�on simple

HH(�

x

; �

y

) en el modelo. Nos queda por ver que podemos encontrar un camino simple

entre x e y en G que no pasa por z.

Consideremos las distintas posibilidades para la subconexi�on de c

z

entre �

x

y �

y

:

i) La subconexi�on es TH(�

x

; �

y

) (an�alogo para HT (�

x

; �

y

).

Sea � el nodo m�as cercano a x y para el que no existen relaciones de independencia

de orden cero ni uno con �

y

(por existir una conexi

�

ion HH(�

x

; �

y

), los casos extremos

son el padre de �

x

en c

z

, y el nodo x). En este caso, si � � �

y

2 G este enlace forma

parte del camino (que por pertencer sus nodos a una conexi�on simple, ha de ser simple)

entre x y �

y

en el grafo que no pasa por z. Supongamos entonces que ���

y

62 G y que

� 6= x, por el lema 2.1, existe una conexi�on simple HH(�; �

y

) en el modelo, llegando

a una contradicci�on con el hecho de que � es el nodo m�as cercano a x para el que no

existen relaciones de independencia de orden cero ni uno con x. Si � = x, por el lema

2.2 podemos encontrar en G un camino cuyos nodos pertenecen a una conexi�on simple
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HH(x; �

y

) y por la forma que se encontr�o el camino, ver lema 2.2, z no pertenece a

este camino. Por tanto, el camino que se obtiene al considerar los nodos en el camino

x� : : :� �

y

en G, junto con la conexi�on TH(�

y

; y) en el modelo, es un camino simple

que no pasa por z en el grafo.

ii) La subconexi�on es HH(�

x

; �

y

).

En este caso, por la proposici�on 2.9, tenemos que encontramos un camino entre �

x

y

�

y

que no pasa por z, con los nodos en el camino perteneciendo a una conexi�on simple

entre HH(�

x

; �

y

) en el modelo. Luego, basta considerar las conexiones de �

x

con x y

de �

y

con y, junto con los nodos en el camino p

�

G

, para encontrar un camino en G que

no pasa por z, con los nodos en el camino perteneciendo a una conexi�on simple entre x

e y en el modelo, y por tanto el camino es simple.

En cualquier caso, llegamos a una contradicci�on con el hecho de que : < x j z j y >

G

.

2. El nodo z es cabeza a cabeza (o descendiente de todo nodo cabeza a cabeza) en un

conexi�on no simple entre x e y en el modelo.

Supongamos que la conexi�on simple c

z

entre x e y que pasa por z es HT (x; y) (an�alogo

para el caso TH(x; y)). Adem�as, para que :I(x j z j y), tiene que existir una conexi�on

HH(x; z) en el modelo. Sea z

y

el nodo m�as cercano a y para el que no existen relaciones

de independencia de orden cero ni uno con x, con z

y

6= y (casos extremos, el padre de x

en c

z

, o el hijo de y en c

z

). Supongamos que x � z

y

2 G, entonces podemos encontrar

en G un camino entre x e y que no pase por z, donde los nodos en el camino pertenecen

a una conexi�on simple en el modelo, y por tanto el camino es simple. Luego llegamos

a una contradicci�on con < x j z j y >

G

. Supongamos que x � z

y

62 G, entonces por el

lema 2.1 sabemos que existe en el modelo una conexi�on HH(x; z

y

) y por tanto llegamos

a una contradicci�on con el hecho de que z

y

es el nodo m�as cercano a y para el que no

existen relaciones de independencia de orden cero ni uno con x.

Si z

y

= y, tenemos que o x � y 2 G o existe en G un camino cuyos nodos pertenecen

a una conexi�on HH(x; y) (lema 2.2) y por tanto, en cualquier caso podemos encontrar

un camino simple en G que no pasa por z, obteniendo la misma contradicci�on.

Supongamos entonces que la conexi�on c

z

es HH(x; y). Si z no es un nodo cola a cola

para esta conexi�on, con un razonamiento an�alogo al anterior, podemos encontrar en G

un camino simple entre x e y que no pase por z. Supongamos entonces que z es el

nodo cola a cola en la conexi�on. En este caso, tenemos que existen conexiones HH(x; z)

y HH(z; y). De nuevo, podemos seleccionar el nodo z

y

en HH(z; y), m�as lejano de z

para el que no existen relaciones de independencia de orden cero ni uno con x, donde

las conexiones entre z

y

y z son TH(z

y

; z) (casos extremos, el padre de z en la conexi�on
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HH(z; y) o el nodo cola a cola en la conexi�on HH(x; y)). Para este nodo, o bien existe

el enlace z

y

� x en G, o bien existe un camino cuyos nodos pertenecen a una conexi�on

simple HH(x; z

y

) en el modelo (lema 2.2). Donde adem�as, el camino que obtenemos es

simple (el razonamiento es an�alogo al del lema 2.3). Luego, en cualquier caso, podemos

encontrar un camino simple en G que une x con y, que no pasa por z. Con lo que

llegamos a la misma contradicci�on con el hecho de que < x j z j y >

G

.

Caso b) Supongamos que < x j z j y >

G

;:I(x j z j y)

M

y que I(x j ; j y)

M

.

En este caso sabemos, por I(x j ; j y)

M

, que todos las conexiones entre x e y, en el

modelo son no simples y por la 0-Isomorf��a, tenemos que, en G, todos los caminos entre

x e y son no simples. Adem�as, por :I(x j z j y)

M

tenemos que existe al menos una

conexi�on simple c

�

1

(x; z) y una conexi�on simple c

�

2

(z; y) en el modelo. Por tanto z es un

nodo cabeza a cabeza en el modelo. Por la 0-Isomorf��a, en el grafo, existe un camino

simple entre x y z y un camino simple entre z e y. Adem�as, el camino ha de ser cabeza

a cabeza en z. Por tanto : < x j z j y >

G

. 2

Hemos demostrado que cuando se obtiene como salida un grafo, este es 0,1-Isomorfo a un

modelo de dependencias, representable por un grafo dirigido ac��clico. Por tanto, el algoritmo

nos va a permitir testear la 0,1-Isomorf��a entre el grafo y el modelo con un procedimiento

local para cada nodo. Adem�as, podemos obtener el siguiente corolario.

Corolario 2.3 Sea M un Modelo de Dependencias isomorfo a un grafo dirigido ac��clico. Si

tras ejecutar los primeros 5 del algoritmo, obtenemos como salida un grafo G, entonces �este

es simple.

Demostraci�on.

Se obtiene directamente a partir del lema 2.8. 2

Como resultado del corolario, podemos concluir que el grafoG, por ser simple lo notaremos

por G

�

, es una representaci�on simple del modelo. Para concluir el cap��tulo, resumiremos las

posibles salidas del algoritmo.

1. Conocemos que el modelo es representable por un grafo simple. El algoritmo recupera

el modelo en un tiempo polinomial, realizando tests de independencia de orden cero y

uno: Primeros 5 pasos del algoritmo.
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2. No conocemos si el modelo es representable por un grafo simple. El algoritmo recu-

pera, si existe, una representaci�on simple del modelo e�cientemente (primeros 5 pasos).

Si deseamos saber si la representaci�on simple que se obtiene es isomorfa al modelo,

tendr��amos que ejecutar tambien el �ultimo paso del algoritmo. En este caso, se necesi-

tan tests de independencia de orden mayor que uno (


x

(y) 6= ;). El orden de esos tests

va a depender del cardinal del conjunto 


x

(y), (en un caso extremo puede llegar a n�2,

aunque en la mayor��a de los casos los tests de independencia ser�an de orden menor).

En cualquier caso, la no isomorf��a de un modelo con un grafo simple se detectar�a, en

general, en los pasos previos.

Con estos algoritmos se intenta evitar uno de los principales problemas de los algoritmos

de aprendizaje: La necesidad de hacer tests de independencia de orden elevado. Hemos

discutido c�omo funciona el algoritmo cuando este tipo de tests no se realizan, as�� como las

relaciones de independencia que se preservan. En cualquier caso, y aunque realicemos todos

los tests de independencias necesarios, el algoritmo requiere un n�umero polinomial de tests

para obtener el grafo salida.



Cap��tulo 3

Teor��a de la Posibilidad: Concepto

de Independencia. Estimaci�on.

3.1 Introducci�on

En el cap��tulo primero vimos como una red de creencia es un modelo adecuado para traba-

jar en problemas con incertidumbre. En este tipo de redes, es com�un que la representaci�on

cuantitativa de la informaci�on venga dada por una distribuci�on de probabilidad. Sin em-

bargo, podemos encontrar otros formalismos distintos de la probabilidad para trabajar con

incertidumbre, por ejemplo medidas de evidencia, capacidades de Choquet, probabilidades

superiores e inferiores, posibilidades,... En este cap��tulo consideraremos el formalismo pro-

porcionado por la Teor��a de la Posibilidad [58]. Nos centramos en el problema del aprendizaje

de redes de creencia posibil��sticas. En especial, cuando consideramos las t�ecnicas que utilizan

un criterio de independencia entre variables, son dos los conceptos b�asicos que tenemos que

estudiar:

? Concepto de Independencia: Para abordar este problema, consideramos la relaci�on de in-

dependencia como un concepto primitivo, no dependiente del formalismo utilizado para

codi�car la informaci�on. En este sentido, estudiaremos un conjunto de propiedades que

es deseable que cumpla la relaci�on de independencia. En la secci�on tercera se estudia el

concepto de independencia en la Teor��a de la Posibilidad, para ello se proponen distin-

tas de�niciones de independencia, analizando su comportamiento frente a las distintas

propiedades.
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? Estimaci�on de posibilidades: La estimaci�on de los valores que toma la medida de posi-

bilidad es un elemento esencial en el proceso de aprendizaje. Por un lado, nos permite

obtener los valores cuantitativos en la red, y por otro lado, estos valores ser�an necesarios

para determinar una relaci�on de independencia entre variables. En la secci�on cuarta,

hacemos un an�alisis de distintas t�ecnicas de estimaci�on para una distribuci�on de posi-

bilidad. Consideramos que el proceso de estimaci�on utiliza la informaci�on dada por un

experto (elicitaci�on de la distribuci�on de posibilidad), o bien se considera como punto

de partida la informaci�on almacenada en una base de datos.

En la siguiente secci�on se hace un breve repaso de las medidas de posibilidad, analizando su

relaci�on con otro tipo de medidas difusas.

3.2 Medidas difusas: Medidas de Posibilidad

Una medida difusa nos va a permitir trabajar en entornos donde la incertidumbre se entiende

como ambig�uedad, es decir, tenemos di�cultad al seleccionar una determinada alternativa

entre varias posibles. Tanto las medidas de probabilidad como las medidas de posibilidad se

encuadran dentro de lo que son las medidas difusas de�nidas por Sugeno [160], pero mientras

que para las primeras existe una teor��a bien desarrollada (Kolmogorov [94]), la teor��a de la

posibilidad es relativamente nueva (Zadeh [175], Dubois y Prade [58]) y a�un encontramos

conceptos que no est�an universalmente aceptados. Cuando consideramos una clasi�caci�on de

las medidas difusas ([103, 58]), ambos tipos de medidas se enmarcan dentro de un conjunto

m�as amplio de medidas difusas, las medidas de evidencia o medidas de Dempster-Shafer [139].

En esta secci�on haremos un breve repaso de estas medidas.

3.2.1 Medidas Difusas

Consideremos un conjunto de sucesos asociados a un cuerpo de conocimiento impreciso e

incierto, y consideremos que estos sucesos son subconjuntos de un conjunto de referencia X ,

que llamaremos suceso seguro. Identi�caremos el conjunto vac��o, ;, como el suceso imposible.

A cada suceso A � X , le asociamos un n�umero real, lo notamos g(A), que mide la con�anza

que se puede tener en la ocurrencia del suceso A, teniendo en cuenta el estado actual del

conocimiento. Por convenio, g(A) crece conforme lo hace la con�anza en dicho suceso, de

manera que se satisfagan los siguientes requerimientos.
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1. Valores l��mites:

g(;) = 0 y g(X) = 1:

2. Condici�on de monoton��a:

Para todo A;B � X , si A � B, entonces g(A) � g(B).

3. Continuidad:

Si X es in�nito, tenemos que para todo A

i

� X; i = 1; 2; : : : ; n; : : : si A

1

� A

2

� : : : �

A

n

� : : : o bien : : : � A

n

� A

n�1

� : : : � A

1

entonces

lim

i!1

g(A

i

) = g( lim

i!1

A

i

):

Esta de�nici�on de medida difusa fue dada por Sugeno en 1974 [160] para evaluar la incer-

tidumbre. Cuando, adem�as de estas restricciones, a una medida difusa se le exigen otros

requerimientos adicionales, obtenemos un conjunto de medidas m�as espec���cas, de entre ellas

pasaremos a considerar las medidas de evidencia y las medidas de posibilidad.

3.2.2 Medidas de Evidencia

Una medida de evidencia es un formalismo matem�atico, en el que tanto las medidas de

probabilidad como las de posibilidad pueden ser englobadas. Por tanto, nos va servir de

punto de referencia cuando queramos hacer comparaciones entre ambas medidas.

Una medida de evidencia est�a basada en el concepto de Creencia, Bel, donde a cada

proposici�on se le asocia un valor que indica el grado de creencia en la misma. Un concepto

fundamental para estas medidas es el de asignaci�on b�asica de probabilidad, m.

De�nici�on 3.1 Una asignaci�on b�asica de probabilidad (a.b.p.) m es una aplicaci�on del con-

junto P(X) en el intervalo unidad

m : P(X) �! [0; 1]

tal que

1. m(;) = 0.

2.

P

A�X

m(A) = 1.
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La interpretaci�on de m es la siguiente: en el conjunto X existe un elemento desconocido u,

donde m(A) es el grado de creencia en que ese elemento se encuentre en el conjunto A y no

en ning�un subconjunto propio de A.

A partir de la de�nici�on de una a.b.p. podemos introducir los conceptos de medida de

creencia y medida de plausibilidad.

De�nici�on 3.2 Dada una a.b.p. m podemos de�nir una medida de creencia como

Bel : P(X) �! [0; 1]

tal que para cada A � X tenemos que

Bel(A) =

X

B�A

m(B):

Bel(A) mide la creencia total de que el elemento u sea un miembro de A, donde Bel(;) = 0

y Bel(X) = 1. Un subconjunto A de X se llama elemento focal de la medida si m(A) > 0.

Dual a la medida de creencia, se de�ne una medida de plausibilidad como:

De�nici�on 3.3 Dada una medida de creencia, podemos de�nir la medida de plausibilidad,

Pl, como

Pl : P(X) �! [0; 1]

donde para cada A � X

Pl(A) = 1� Bel(A):

donde A representa el complemento de A. Pl(A) mide la masa total de creencia de que el

elemento no este en A. Se puede obtener el valor de la medida de Plausibilidad directamente

a partir de los valores asociados a la a.b.p. mediante la siguiente expresi�on

Pl(A) =

X

B\A6=;

m(B):

Hay que notar que se cumple que para todo A, Bel(A) � Pl(A).

3.2.3 Medidas de Posibilidad

Como consecuencia de la condici�on de monoton��a para las medidas difusas, se veri�can de

forma inmediata las siguientes expresiones:

8A;B � X; g(A[ B) � maxfg(A); g(B)g (3.1)

g(A \B) � minfg(A); g(B)g (3.2)
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En un caso extremo, cuando imponemos la igualdad para la ecuaci�on 3.1 obtenemos las

medidas de posibilidad y si imponemos la igualdad en la ecuaci�on 3.2 obtenemos una medida

de necesidad. Luego podemos de�nir una medida de posibilidad � como

8A;B �(A[ B) = maxf�(A);�(B)g (3.3)

Si E es un suceso seguro, con E � X , podemos de�nir una funci�on en f0; 1g de forma que:

�(A) = 1 si A \E 6= ;

�(A) = 0 en otro caso

Es inmediato ver que, en este contexto, �(A) = 1 signi�ca que A es posible. En particular,

dados dos sucesos contradictorios, A y A, entonces se cumple que:

maxf�(A);�(A)g = 1

que signi�ca que de dos sucesos contradictorios y exhaustivos, uno de ellos, al menos, es

completamente posible.

Cuando el conjunto X es �nito, toda medida de posibilidad � puede de�nirse por medio

de valores de los singletons de X , de manera que:

8A;�(A) = supf�(w) j w 2 Ag

donde �(w) = �(fwg) y � es una funci�on de X en [0; 1] llamada distribuci�on de posibil-

idad. Esta funci�on est�a normalizada en el sentido de que existe un w, donde �(w) = 1, ya

que �(X) = 1.

Una medida de posibilidad es una herramienta natural para formalizar la incertidumbre

cuando la informaci�on es imprecisa y difusa. Si tenemos una variable que toma valores en X ,

�(w) se interpreta como el grado con que w 2 X es el posible valor de la variable. Por tanto,

�(A) es la posibilidad de que la variable tome como valor a alguno de los elementos de A.

Cuando se impone la igualdad en la ecuaci�on 3.2 obtenemos la medida de necesidad, que

notaremos por N

8A;B N(A\ B) = minfN(A); N(B)g (3.4)

A esta clase de medidas se les llama medidas de necesidad. De manera an�aloga al caso

anterior, puede construirse una funci�on en f0; 1g en base a un suceso seguro, como sigue:

N(A) = 1 si E � A
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N(A) = 0 en otro caso

Es inmediato ver que N(A) = 1 signi�ca que A es seguro.

As�� pues, la teor��a de la posibilidad utiliza dos medidas para representar la incertidumbre:

la posibilidad y la necesidad. Ambas medidas deben veri�car que

N(A) = 1� �(A)

donde N(A) signi�ca hasta qu�e punto puede considerarse que la proposici�on o suceso A es

necesariamente cierta, y expresa que una proposici�on es m�as cierta cuanta menor posibilidad

haya de que se d�e el suceso contrario.

Veamos como se encuadran dentro de la teor��a de la evidencia las medidas de probabilidad

y las medidas de posibilidad:

Medidas de Creencia Bayesianas:

Una medida de creencia se dice que es Bayesiana si

Pl(A) = Bel(A); para todo A � X:

donde

1. Bel(;) = 0;

2. Bel(X) = 1;

3. Bel(A [ B) = Bel(A) + Bel(B) siempre que A \B = ;.

4. Bel(A) + Bel(A) = 1:

Esta estructura bayesiana implica que ninguna de las masas de evidencia tiene libertad

de movimiento. En este caso la a.b.p, m, es equivalente a una distribuci�on de probabil-

idad p, es decir toda distribuci�on de probabilidad puede ser asociada con una medida

de creencia Bayesiana en la que p(x) = m(fxg)

Medidas de Creencia Consonantes:

Una medida de creencia se dice que es consonante si satisface que

1. Bel(;) = 0;

2. Bel(X) = 1;

3. Bel(A \ B) = minfBel(A);Bel(B)g; para todo A;B � X:

Una caracterizaci�on de las medidas consonantes viene expresada por el siguiente teo-

rema:
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Teorema 3.1 Una funci�on de creencia es consonante si y s�olo si los elementos focales

de su a.b.p., m, est�an anidados. Esto es, existe una familia de subconjuntos de X,

A

i

; i = 1; 2; : : : ; n tal que A

i

� A

j

con i < j y

P

i

m(A

i

) = 1.

Este tipo de medidas consonantes forman el prototipo para las medidas de posibilidad,

donde la medida de Plausibilidad (Pl) en la teor��a de la evidencia juega el papel de

medida de Posibilidad � y la medida de Creencia (Bel) tiene el papel de medida de

Necesidad N .

Dado que nos vamos a mover en un entorno posibil��stico y que centraremos el estudio en

el concepto de independencia condicional entre variables, veamos qu�e operaciones sobre una

distribuci�on de posibilidad ser�an consideradas. Para ello, tomamos como base la de�nici�on

de independencia condicional en un entorno bien de�nido: la teor��a de la probabilidad. En

este caso, si tenemos una distribuci�on de probabilidad conjunta sobre dos variables, X e Y ,

se dice que X e Y son condicionalmente independientes si

P (x j y) = P (x); 8x 2 X; y 2 Y tal que p(y) > 0:

Si consideramos esta relaci�on, podemos ver como los conceptos de medida de probabilidad

marginal y de medida de probabilidad condicional juegan un papel importante. Por tanto,

estudiaremos estos conceptos en un entorno posibil��stico.

� Medida de Posibilidad Marginal

Supongamos que tenemos dos variables X; Y que toman valores en fx

1

; x

2

; : : : ; x

n

g y en

fy

1

; y

2

; : : : ; y

n

g, respectivamente. Supongamos, adem�as, que tenemos una informaci�on incierta

sobre el producto cartesiano X�Y , expresada mediante una distribuci�on de posibilidad con-

junta. El concepto de medida de posibilidad marginal sobre X e Y lo tomaremos a partir del

concepto de medida difusa marginal dada por Lamata [102]

De�nici�on 3.4 Dada una medida difusa bidimensional g sobreX�Y , las medidas marginales

g

X

sobre X y g

Y

sobre Y se de�nen como:

g

X

(A) = g(A� Y ); 8A � X; (3.5)

g

Y

(B) = g(X �B); 8B � Y; (3.6)

Si nos centramos en la medida de Posibilidad tenemos que

� : X � Y �! [0; 1]
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con las medidas de posibilidad marginal sobre X e Y de�nidas como

�

X

(A) = �(A� Y ); 8A � X; (3.7)

�

Y

(B) = �(X �B); 8B � Y (3.8)

Se puede ver que �

X

y �

Y

son tambi�en medidas de posibilidad, y por dualidad las medidas

de necesidad marginales tambi�en son medidas de necesidad. La distribuci�on de posibilidad

marginal sobre X (an�alogamente sobre Y ) se de�ne como:

�

X

(x) = �

X

(fxg) = �(x� Y ) = max

y2Y

�(x; y); 8x 2 X: (3.9)

� Medidas de Posibilidad Condicional

El concepto de condicionamiento para las medidas difusas en general no es tan universal

como el de marginalizaci�on [30]. Nosotros, para el estudio de las relaciones de independencia

en posibilidades, consideraremos como base el condicionamiento dado por Dempster [50] y

Shafer [139] para las medidas de evidencia (recordemos que las medidas de posibilidad son un

caso particular de este tipo de medidas) y el condicionamiento dado por Hisdal [85] y Dubois

[51]. En cualquier caso, estudiaremos el condicionamiento para las medidas de posibilidad,

la medida de necesidad condicional se puede obtener por dualidad.

Condicionamiento de Dempster-Shafer:

Supongamos que tenemos una evidencia sobre el conjunto X � Y , la medida de Plausi-

bilidad sobre X condicionada a que conocemos que el valor de la variable Y est�a en B,

y la notamos Pl

X

(: j Y = B) se de�ne como

Pl

X

(A j Y = B) =

Pl(A�B)

Pl

Y

(B)

Cuando consideramos en lugar de una medida de evidencia una medida de posibilidad,

la medida de posibilidad sobre X condicionada al suceso [Y = B], y la notamos �

d

(: j B)

se de�ne como:

�

d

(A j B) =

�(A�B)

�

Y

(B)

La distribuci�on de posibilidad sobre X condicionada al suceso [Y = y], y lo notamos

como �

d

(: j y) queda entonces de�nida como

�

d

(x j y) =

�(x; y)

�

Y

(y)
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Condicionamiento de Hisdal:

Hisdal de�ne la medida de posibilidad condicional �

h

(A j B) como la soluci�on de la

ecuaci�on �(A;B) = minf�(A j B);�(B)g. Esta de�nici�on est�a inspirada en la regla de

Bayes, donde el m��nimo se corresponde con el producto. La soluci�on menos espec���ca

de la ecuaci�on es

�

h

(A j B) =

(

�(A;B) si �(A;B) < �(B):

1 si �(A;B) = �(B):

De forma an�aloga podemos obtener la distribuci�on de posibilidad sobre X , condicionada

al suceso [Y = y], y la notamos como �

h

(: j y)

�

h

(x j y) =

(

�(x; y) si �(x; y)< �(y):

1 si �(x; y) = �(y):

Obviamente, los conceptos de marginalizaci�on y condicionamiento son f�acilmente extensi-

bles a un caso n-dimensional, donde tenemos n variables en lugar de s�olo dos.

3.3 Concepto de Independencia en la Teor��a de la Posibili-

dad.

Una relaci�on de independencia, entre sucesos o variables, permite modularizar el conocimiento

de forma que s�olo es necesario consultar la informaci�on relevante para la cuesti�on particular

en que estamos interesados. Por tanto si una variable X es considerada independiente de

otra variable Y , dado un estado de conocimiento Z, entonces nuestra creencia sobre X no

variar�a como consecuencia de conseguir informaci�on adicional sobre Y .

Cuando trabajamos con informaci�on incierta, el estudio de relaciones de independencia e

independencia condicional s�olo ha sido estudiado profundamente para las medidas de prob-

abilidad [48, 153, 105], aunque existen aportaciones en otros formalismos de tratamiento de

informaci�on con incertidumbre [24, 25, 143] y aportaciones donde se considera la indepen-

dencia desde un punto de vista abstracto [126, 127, 157]. Existen recientes trabajos que

analizan el concepto de independencia en la teor��a de la posibilidad: Benferhat [11] realiza un

estudio desde un punto de vista l�ogico, Dubois et al. [53] y Fari~nas y Herzig [68] realizan el

estudio considerando la independencia entre sucesos y su aplicaci�on en el razonamiento por

defecto, de Cooman y Kerre [42] propone distintas de�niciones para los conceptos de inde-

pendencia entre sucesos e independencia entre variables y Fonck [72] realiza un estudio sobre
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independencia condicional. En Studen�y [158] podemos encontrar un estudio del concepto de

independencia para distintos formalismos, entre ellos la Teor��a de la Posibilidad.

En la siguiente secci�on proponemos una aproximaci�on intuitiva al concepto de indepen-

dencia condicional, donde consideramos que nos encontramos en un entorno con informaci�on

incierta. Despu�es, pasamos a formalizar las distintas de�niciones de independencia condi-

cional, dentro del entorno posibil��stico, realizando un estudio axiom�atico de las mismas.

Consideramos como axiomas el conjunto de propiedades, vistas en el cap��tulo primero, que

parece l�ogico exigir a una relaci�on de independencia. Realizamos el estudio para cada condi-

cionamiento de los vistos en la secci�on anterior.

3.3.1 De�niciones de Independencia

Notaremos por I(X j Z j Y ) a la a�rmaci�on `X es independiente de Y , dado Z', donde

X; Y; Z representan variables o conjuntos disjuntos de variables en un determinado dominio

de conocimiento. Nuestro objetivo en esta secci�on es hacer un an�alisis intuitivo de la relaci�on

de independencia entre variables. Una forma natural de acercarse al problema es el de�nir la

independencia condicional en base a una `comparaci�on' entre las medidas condicionales.

Quiz�as, la forma m�as directa de de�nir la independencia condicional, I(X j Z j Y ), es la

siguiente:

De�nici�on 3.5 (No modi�ca informaci�on.)

Conocido el valor de la variable Z, el conocer el valor de la variable Y no modi�ca

nuestra informaci�on sobre los valores de la variable X.

Si tenemos en cuenta que estamos considerando un entorno donde el conocimiento sobre

el problema en cuesti�on es impreciso, el exigir que nuestra informaci�on sobre el problema no

se vea alterada en absoluto al condicionar puede parecer demasiado estricto. El problema se

agrava en el caso (habitual) de que la informaci�on que poseemos deba ser estimada a partir

de un conjunto de datos o bien a partir de juicios humanos.

Una aproximaci�on alternativa, donde se relaja el concepto de independencia puede ser la

siguiente:

De�nici�on 3.6 (No hay ganancia de informaci�on.)

Conocido el valor de la variable Z, al conocer el valor de la variable Y no se gana

informaci�on adicional (no se mejora nuestra informaci�on) sobre los valores de la

variable X, pero se podr��a llegar a perder.
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Otro enfoque diferente, en el que tambi�en se relaja el concepto de no modi�car la infor-

maci�on al condicionar, lo proporciona la siguiente de�nici�on:

De�nici�on 3.7 (Informaci�on similar.)

Conocido el valor de la variable Z, el conocer el valor de la variable Y proporciona una

informaci�on similar, sobre los valores de la variable X, a la que ten��amos antes de

conocer el valor de Y .

En cualquier caso, estas de�niciones nos proporcionan una sem�antica sobre el concepto de

independencia condicional. En la siguiente secci�on consideramos un conjunto de propiedades

que parece razonable pedir a toda relaci�on que intente capturar la noci�on intuitiva de inde-

pendencia.

3.3.2 Relaciones de Independencia Posibil��sticas.

Partiendo de las de�niciones intuitivas de independencia anteriores, veremos c�omo formalizar

la relaci�on de independencia cuando consideramos un entorno posibil��stico. Para ello, par-

timos de un conjunto �nito de variables U , sobre el que disponemos una distribuci�on de

posibilidad n-dimensional �, donde X; Y y Z son subconjuntos disjuntos de variables, con

x; y; z valores gen�ericos que las variables pueden tomar. Notaremos mediante letras del al-

fabeto griego o sub��ndices las instanciaciones particulares de las variables. Los valores, por

ejemplo, de Y [ Z se denotar�an mediante yz.

La forma m�as obvia de de�nir la independencia es proceder de forma similar al caso prob-

abilista, es decir mediante la factorizaci�on de la distribuci�on conjunta de X; Y; Z. Esta idea

es la considerada por Shenoy [143] en el contexto m�as general de los sistemas basados en val-

uaciones, por Studen�y [158] para distintos formalismos de representaci�on de incertidumbre y

por Fonck [72] para el caso de medidas de posibilidad. A lo largo de la secci�on consideraremos

las distintas de�niciones de condicionamiento y las distintas de�niciones de independencia y

para cada par veremos el comportamiento de las distintas de�niciones frente a los siguientes

axiomas

1

.

A1 Independencia Trivial:

I(X j Z j ;)

A2 Simetr��a:

1

Una explicaci�on sem�antica de las mismas la podemos encontrar en el cap��tulo primero.



122

Teor��a de la Posibilidad: Concepto de Independencia. Estimaci�on.

I(X j Z j Y ) =) I(Y j Z j X)

A3 Descomposici�on:

I(X j Z j Y [W ) =) I(X j Z j Y )

A4 Uni�on D�ebil:

I(X j Z j Y [W ) =) I(X j Z [ Y jW )

A5 Contracci�on:

I(X j Z j Y ) y I(X j Z [ Y jW ) =) I(X j Z j Y [W )

A6 Intersecci�on:

I(X j Z [W j Y ) y I(X j Z [ Y jW ) =) I(X j Z j Y [W )

� Condicionamiento de Dempster

En primer lugar consideraremos, como medida condicional, la dada por Dempster para las

medidas de evidencia. En este caso, cuando utilizamos la de�nici�on de independencia como

la no modi�caci�on de informaci�on al condicionar, se puede entender como una igualdad

entre los valores de las distribuciones, como indica la siguiente expresi�on.

De�nici�on 3.8 (D1) No modi�ca nuestra informaci�on.

I(X j Z j Y ), �

d

(x j yz) = �

d

(x j z); 8x; y; z (3.10)

La �unica restricci�on que se impone es que las medidas condicionales implicadas est�en de�nidas,

es decir �(yz) > 0.

Proposici�on 3.1 La de�nici�on 3.8 de independencia posibil��stica veri�ca los axiomas A1-

A5, y si la distribuci�on de posibilidad es estrictamente positiva, tambi�en cumple A6.

Demostraci�on.

La veri�caci�on de los axiomas de Independencia Trivial A1, Simetr��a A2 y Contracci�on

A5 es inmediata. El axioma de Uni�on D�ebil A4 se deduce directamente si se cumple la

Descomposici�on A3. Veamos los restantes axiomas.



Concepto de Independencia en la Teor��a de la Posibilidad.

123

A3: Descomposici�on: I(X j Z j Y [W )) I(X j Z j Y )

Tenemos que �(x j yzw) = �(x j z). Entonces

�(xyzw)

�(yzw)

=

�(xz)

�(z)

; esto es �(xyzw) = �(yzw)

�(xz)

�(z)

; 8xyzw:

donde tomando el m�aximo en w para ambos t�erminos tenemos �(x j yz) = �(x j z).

A6: Intersecci�on: I(X j Z [ Y jW ) & I(X j Z [W j Y )) I(X j Z j Y [W )

Por satisfacerse el antecedente de la implicaci�on, y ser la distribuci�on estrictamente

positiva tenemos que

�(x j yzw) = �(x j yz) = �(x j zw); 8x; z; y; w: (3:11)

Si la distribuci�on no fuese estrictamente positiva, se podr��a dar el caso en que tenemos

�(xyz) = �(xzw) = 0 (por tanto �(x j yz) = �(x j zw) = 0, con �(yz); �(zw) > 0) y

�(xz) > 0 y por tanto �(x j z) 6= 0 con lo que no se veri�car��a el axioma.

Partimos pues de que la distribuci�on es estrictamente positiva. Dados x y z, sean




1

; 


2

2 Y tales que �(xz) = max

y

�(xyz) = �(x


1

z) y que �(z) = max

y

�(yz) = �(


2

z).

Por satisfacerse 3.11 tenemos que:

�(x


1

z)�(zw) = �(xzw)�(


1

z) � �(xzw)�(


2

z) = �(x


2

z)�(zw) � �(x


1

z)�(zw)

As�� pues, podemos garantizar que las desigualdades son igualdades y deducir que

�(xz)�(zw) = �(xzw)�(z)

concluyendo que �(x j yzw) = �(x j zw) = �(x j z), esto es I(X j Z j Y [W ). 2

Pasemos a estudiar el concepto de independencia posibil��stica cuando tenemos como base

la de�nici�on 3.6, en la que tenemos una no ganancia de informaci�on al condicionar.

Consideremos que tenemos una variable X y sean A;B dos subconjuntos de valores que

pyede tomar X . Si A � B, entonces el a�rmar que X toma valores en A ser�a m�as informativo

que si a�rmamos que la variable toma valores en B. Cuando expresamos la informaci�on

mediante una medida de posibilidad, si A � B entonces �(A) � �(B), y podemos decir

que la medida �(A) proporciona m�as informaci�on (es m�as precisa) que �(B). Para las

distribuciones de posibilidad se puede establecer un razonamiento an�alogo. Si la informaci�on

posibil��stica � es m�as precisa que �

0

, esto es, �(x) � �

0

(x); 8x, entonces � debe contener

m�as informaci�on que �

0

, o equivalentemente, �

0

es menos informativa que �. El concepto

de que una distribuci�on de posibilidad sea m�as o menos informativa que otra es capturado

adecuadamente por la de�nici�on de inclusi�on [58].
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De�nici�on 3.9 Dadas dos distribuciones de posibilidad � y �

0

, se dice que �

0

est�a incluida

en � (es menos informativa) si y s�olo si �(x) � �

0

(x); 8x:

Empleando la relaci�on de inclusi�on entre posibilidades, la de�nici�on de independencia 3.6,

considerada como una no ganancia de informaci�on, se puede expresar mediante

De�nici�on 3.10 (D2) No ganancia de informaci�on.

I(X j Z j Y ), �

d

(x j yz) � �

d

(x j z); 8xyz con �(yz) > 0 (3.12)

Proposici�on 3.2 Para la de�nici�on de independencia (3.10), se cumplen los axiomas A1-A3

y A5.

Demostraci�on.

La demostraci�on es trivial para los casos A1, A2 y A5. Aqu�� demostraremos el axioma

A3.

A3: Descomposici�on: I(X j Z j Y [W )) I(X j Z j Y )

Sabemos que si utilizamos el condicionamiento de Dempster

�

d

(x j yz) =

�(xyz)

�(yz)

y adem�as sabemos por I(X j Z j Y [W ) que

�(xz)

�(z)

�

�(xyzw)

�(yzw)

8xyzw tales que �(yzw) > 0

Dados y; z tales que �(yz) > 0, sea � 2 W aquel valor que hace que 0 < �(yz) =

max

w2W

�(yzw) = �(yz�). La desigualdad anterior se veri�ca para este � en particular,

por lo que podemos decir que

�(xz)

�(z)

�

�(xyz�)

�(yz�)

=

�(xyz�)

�(yz)

y como �(xyz) � �(xyzw) 8w 2 W obtenemos que

�(xz)

�(z)

�

�(xyz)

�(yz)

y por tanto el axioma tercero se satisface. 2
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Sin embargo, el axioma de uni�on d�ebil (A4) no se satisface; para ello veamos el siguiente

contraejemplo, donde tenemos que X; Y; Z;W son variables bivaluadas y donde tenemos la

siguiente distribuci�on de posibilidad sobre las variables.

x

1

y

1

z

1

w

1

0.3 x

2

y

1

z

1

w

1

0.4

x

1

y

1

z

1

w

2

0.4 x

2

y

1

z

1

w

2

0.4

x

1

y

1

z

2

w

1

1 x

2

y

1

z

2

w

1

1

x

1

y

1

z

2

w

2

1 x

2

y

1

z

2

w

2

1

x

1

y

2

z

1

w

1

0.5 x

2

y

2

z

1

w

1

0.7

x

1

y

2

z

1

w

2

0.5 x

2

y

2

z

1

w

2

0.7

x

1

y

2

z

2

w

1

1 x

2

y

2

z

2

w

1

1

x

1

y

2

z

2

w

2

1 x

2

y

2

z

2

w

2

1

En este caso podemos ver como �(x j yzw) � �(x j z); 8xyzw, por ejemplo �(x

1

j

y

1

z

1

w

1

) = 0:3=0:4 = 0:75; �(x

1

j z

1

) = 0:5=0:7 = 0:714, y sin embargo tenemos que �(x

1

j

y

1

z

1

) = 0:4=0:4 = 1:0 > �(x

1

j y

1

z

1

w

1

) = 0:75 y por tanto no se satisface que �(x j yzw) �

�(x j yz); 8xyzw. En este caso tenemos que I(X j Z j Y [W ) y sin embargo no se satisface

I(X j Y [ Z jW ).

El problema, creemos, se encuentra en el hecho de que no se ha llevado hasta las �ultimas

consecuencias la idea de independencia como no ganancia de informaci�on: Si al condicionar

se pierde informaci�on, puede ser m�as conveniente `quedarnos como est�abamos'. Esto puede

ser debatible, pero representa una especie de regla por defecto: Si para un contexto muy

espec���co se carece de informaci�on, se puede emplear informaci�on disponible en un contexto

menos espec���co.

El siguiente ejemplo nos dar�a una idea de la sem�antica del condicionamiento por defecto:

Ejemplo 3.1 Supongamos el siguiente suceso:

A="Un brit�anico (B) toma X huevos para desayunar",

con X tomando valores en U = f0; 1; 2; : : : ; 9g. Podemos tener una distribuci�on de posibilidad

asociada a X , donde �(x) se interpreta como el grado el grado de posibilidad de que X tome

los valores 0; 1; 2; : : : ; 9 para el suceso A, por ejemplo

0 1 2 3 4 5 6 7 8 9

� 0.7 1 1 0.8 0.5 0.3 0.2 0.1 0 0
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Supongamos que centramos el an�alisis en una ciudad en particular, por ejemplo Londres. Esto

hecho es equivalente a condicionar a que B es londinense. Si queremos obtener la distribuci�on

de posibilidad condicionada, una posible alternativa, cuando no tenemos ninguna informaci�on

sobre el h�abito del consumo de huevos para los londinenses, es asignarle a cada x la posibilidad

de que una persona sea capaz de comerse x huevos, por ejemplo

0 1 2 3 4 5 6 7 8 9

� 1 1 1 1 1 1 0.7 0.5 0.5 0.3

Cuando hacemos este razonamiento, podemos ver que obtenemos una informaci�on menos

precisa que si consideramos a un londinense como un brit�anico. Por tanto, podemos realizar

el siguiente razonamiento: `Supuesto que un londinense es un brit�anico, y como no tengo

ninguna informaci�on sobre sus costumbres, parece sensato pensar que su comportamiento

ser�a el normal para los brit�anicos. Entonces puedo asignarle, por defecto, la distribuci�on de

posibilidad dada para los brit�anicos en general'.

Para �nalizar el ejemplo, consideremos que centramos el estudio en los brit�anicos con un

nivel alto de colesterol. En este caso, el consumo de huevos es perjudicial para el colesterol

y por tanto, podemos asociarle la siguiente distribuci�on de posibilidad

0 1 2 3 4 5 6 7 8 9

� 1 1 0.5 0 0 0 0 0 0 0

Claramente, aqu�� no tiene sentido hacer el razonamiento anterior, pues al condicionar modi-

�camos la informaci�on. 2

En general, el razonamiento que hemos expuesto es el siguiente: Si al condicionar, la dis-

tribuci�on de posibilidad es menos informativa que antes, seguimos manteniendo la informaci�on

que ten��amos, m�as precisa. En cambio, cuando al condicionar, obtenemos un incremento en

la creencia para un determinado x, utilizamos la nueva distribuci�on de posibilidad.

En t�erminos pr�acticos, esta idea implica un cambio en la de�nici�on de condicionamiento; a

este nuevo condicionamiento lo llamaremos condicionamiento por defecto y lo denotamos

por �

d

c

(: j :):

�

d

c

(x j y) =

(

�(x) si �

d

(xy) � �(x)�(y) 8x

�

d

(x j y) si 9x

0

tal que �

d

(x

0

y) < �(x

0

)�(y)

(3.13)

De alguna forma, en el ejemplo anterior estamos considerando que ser londinense es inde-

pendiente de la cantidad de huevos que un brit�anico se come para desayunar, y sin embargo
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consideramos que el n�umero de huevos que se come si es dependiente de saber si el brit�anico

tiene o no colesterol.

Empleando este condicionamiento, la nueva de�nici�on de independencia es

De�nici�on 3.11 (D3) No ganancia de informaci�on.

I(X j Z j Y ), �

d

c

(x j yz) = �

d

c

(x j z); 8x; y; z; w: (3:14)

Proposici�on 3.3 La de�nici�on 3.11 veri�ca las propiedades A1 y A3-A6 (�esta �ultima incluso

para distribuciones no estrictamente positivas).

Demostraci�on.

Los axiomas A1 y A5 son triviales, por lo que omitimos su demostraci�on. El axioma

A4 se deduce de forma inmediata si se cumple A3.

A3: Descomposici�on: I(X j Z j Y [W )) I(X j Z j Y ).

Que se satisfaga I(X j Z j Y [ W ) signi�ca que �

d

c

(x j yzw) = �

d

c

(x j z). Nuestro

objetivo es probar que �

d

c

(x j yz) = �

d

c

(x j z).

Para ello supongamos primero que �

d

c

(x j z) = �(x), (es decir �(xz) � �(x)�(z) 8x con

z �jo)

Como por darse I(X j Z j Y [W ) tenemos que, �jado z, �

d

c

(x j z) = �

d

c

(x j yzw) =

�(x); 8xyw: y por la de�nici�on de condicionamiento por defecto tenemos que

�(xyzw) � �(x)�(yzw); 8xyw

Por tanto tenemos que

max

w2W

�(xyzw) � max

w2W

�(x)�(yzw)

de donde obtenemos que �(xyz) � �(x)�(yz) 8xy, es decir �

d

c

(x j yz) = �(x) 8xy, con

lo que concluimos que, �jado z,

�

d

c

(x j yz) = �

d

c

(x j z) 8xy:

Supongamos ahora que, �jado z, �

d

c

(x j z) =

�(xz)

�(z)

6= �(x), y por tanto existe un � 2 X

tal que �(�z) < �(�)�(z). Adem�as, por darse I(X j Z j Y [W ) tenemos que

�(xz)

�(z)

= �

d

c

(x j yzw); 8xyw
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Sean yw cualesquiera, y supongamos que se tiene que 8x, �(xyzw) � �(x)�(yzw).

Entonces tendr��amos que �

d

c

(x j yzw) = �(x) y por tanto

�(xz)

�(z)

= �(x), llegando a una

contradicci�on.

Luego tenemos que 8yw existe un �

0

2 X tal que �(�

0

yzw) < �(�

0

)�(yzw), y por tanto

�

d

c

(x j yzw) =

�(xyzw)

�(yzw)

y por satisfacerse la relaci�on I(X j Z j Y [W ) tenemos que

�(xz)

�(z)

=

�(xyzw)

�(yzw)

; 8xyw

luego tenemos que 8xy; max

w2W

f�(xyzw)�(z)g= max

w2W

f�(xz)�(yzw)g y por tanto

�(xyz)�(z) = �(xz)�(yz). Nos quedar��a por demostrar que �

d

c

(x j yz) 6= �(x), pero

por ser �

d

c

(x j z) 6= �(x), tenemos que existe � 2 X tal que �(�z) < �(�)�(z). Si para

todo x; y tenemos que

�(xyz)

�(yz)

=

�(xz)

�(z)

; en particular para � tenemos que

�(�yz)

�(yz)

=

�(�z)

�(z)

< �(�)

y por tanto tenemos que para todo x; y; z se satisface que

�

d

c

(x j z) = �

d

c

(x j yz)

como quer��amos demostrar.

A6: Intersecci�on: I(X j Z [W j Y ) y I(X j Z [ Y j W )) I(X j Z j Y [W ).

Fijemos z y supongamos que �

d

c

(x j yzw) = �(x) 6=

�(xyzw)

�(yzw)

para alg�un y y w. Si

existiese � 2 X tal que

�(�yzw)

�(yzw)

< �(�) tendr��amos que �

d

c

(x j yzw) =

�(xyzw)

�(yzw)

, llegando

a una contradicci�on. Luego �

d

(xyzw) � �(x)�(yzw); 8x.

Adem�as, por I(X j Z [W j Y ) y I(X j Z [ Y jW ) podemos a�rmar que �

d

c

(x j zw) =

�

d

c

(x j yz) = �

d

c

(x j yzw) 8xyzw, y por ser igual (=) una relaci�on de equivalencia

tenemos que �

d

c

(x j yzw) = �(x); 8xyw. Por tanto �(xyzw) � �(x)�(yzw) 8xyw luego

tenemos que para todo x

max

yw2Y W

�(xyzw) � max

yw2Y W

�(x)�(yzw)

de donde deducimos que

8x; �(xz) � �(x)�(z); y por tanto �

d

c

(x j z) = �(x) = �

d

c

(x j yzw)

Supongamos ahora que, �jado z, existe un � 2 X tal que �(�yzw) < �(�)�(yzw), esto

es �

d

c

(x j yzw) =

�(xyzw)

�(yzw)

, para todo x y para alg�un y y w. Un razonamiento an�alogo
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al anterior nos permite deducir que �

d

c

(x j yzw) =

�(xyzw)

�(yzw)

; 8xyw, �

d

c

(x j zw) =

�(xzw)

�(zw)

; 8xw, y que �

d

c

(x j yz) =

�(xyz)

�(yz)

; 8xy;

Por I(X j Z [W j Y ) tenemos que para todo x; w

�(xyzw)

�(yzw)

=

�(xzw)

�(zw)

y por I(X j Z [ Y jW ) tenemos que para todo x; y se satisface que

�(xyzw)

�(yzw)

=

�(xyz)

�(yz)

y por tanto 8xyw tenemos que

�

d

c

(x j yzw) =

�(xzw)

�(zw)

=

�(xyz)

�(yz)

luego tenemos que max

w2W

f�(xzw)�(yz)g= max

w2W

f�(xyz)�(zw)g y por tanto ten-

emos que �(xz)�(yz) = �(xyz)�(z), y as��

�(xyz)

�(yz)

=

�(xz)

�(z)

.

En especial, esta relaci�on tambi�en ser�a cierta para �, de donde tenemos que

�(�z) = �(z)

�(�yz)

�(yz)

= �(z)

�(�yzw)

�(yzw)

< �(z)�(�)

Luego �

d

c

(x j z) =

�(xz)

�(z)

y por tanto tenemos que en cualquier caso �

d

c

(x j yzw) =

�

d

c

(x j z), concluyendo que I(X j Z j Y [W ). 2

Sin embargo la de�nici�on anterior no satisface la propiedad de simetr��a; para ello veamos el

siguiente contraejemplo, donde tenemos una distribuci�on de posibilidad � sobre tres variables

bivaluadas X; Y y Z que toma los siguientes valores:

x

1

y

1

z

1

1.0

x

1

y

1

z

2

0.3

x

1

y

2

z

1

0.6

x

1

y

2

z

2

0.1

x

2

y

1

z

1

0.6

x

2

y

1

z

2

0.2

x

2

y

2

z

1

0.4

x

2

y

2

z

2

0.1
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En este caso se satisface que �

d

c

(x j yz) = �

d

c

(x j z) es decir I(X j Y j Z) y sin embargo

tenemos que �

d

c

(y

2

j x

2

z

2

) 6= �

d

c

(y

2

j z

2

) por lo que :I(Y j Z j X).

Esta propiedad se podr��a recuperar de�niendo una relaci�on I

0

(: j : j :) mediante I

0

(X j Z j

Y ) , I(X j Z j Y ) y I(Y j Z j X)

1

, pero habr��a que estudiar si se siguen conservando las

restantes propiedades.

Para �nalizar el estudio de las distintas de�niciones de independencia en la teor��a de la

posibilidad utilizando el condicionamiento de Dempster, consideraremos la de�nici�on 3.7, en

la que se establece una relaci�on de independencia en base a una relaci�on de similaridad entre

las distribuciones de posibilidad condicionadas. As�� si ' es una relaci�on en el conjunto de las

distribuciones de posibilidad de�nidas sobre X , se de�ne la independencia mediante

De�nici�on 3.12 (D4) Similitud entre Distribuciones.

I(X j Z j Y ), �

d

(x j yz) ' �

d

(x j z); 8y tal que �(yz) > 0: (3.15)

Podemos considerar distintas alternativas para de�nir la relaci�on '; veamos algunas de

ellas:

Isoordenaci�on:

La idea de isoordenaci�on entre distribuciones est�a basada en considerar una distribuci�on

de posibilidad, como un formalismo donde se representa la incertidumbre como una

preferencia entre sucesos. As��, sobre aquellos sucesos que son raros, irrepetibles o bien

para los que no tenemos datos estad��sticos, es posible pensar que unos sucesos son m�as

posibles que otros, aunque no seamos capaces de asignar unos valores precisos a la

distribuci�on de posibilidad. Por tanto, el valor num�erico que se asigna no es relevante,

sino que estamos interesados en el orden de las magnitudes.

Si pensamos que una distribuci�on de posibilidad, esencialmente, establece una orde-

naci�on entre los valores que una variable puede tomar, y considerando que la cuanti�-

caci�on de los grados de posibilidad es secundaria, entonces podr��amos decir que dos

distribuciones de posibilidad son similares cuando establecen la misma ordenaci�on. M�as

formalmente, podemos de�nir la relaci�on ' mediante

� ' �

0

, 8x; x

0

[�(x) < �(x

0

), �

0

(x) < �

0

(x

0

)]:

1

Esta posibilidad de simetrizar una relaci�on de independencia con posibilidades tambien la podemos en-

contrar en [68]
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Semejanza:

Hablaremos de similaridad entre distribuciones de posibilidad cuando los grados de

posibilidad de las distribuciones para cada valor sean semejantes. Concretamente, dis-

cretizamos el intervalo [0; 1] y decimos que dos distribuciones son similares si sus respec-

tivas discretizaciones coinciden. Para ello, consideramos m un entero positivo cualquiera

y sean f�

k

g

k=0;:::;m

tales que �

0

< �

1

< : : : < �

m

, con �

0

= 0 y �

m

= 1. Si denotamos

I

k

= [�

k�1

; �

k

); k = 1; : : :m � 1, y I

m

= [�

m�1

; �

m

] entonces de�nimos la relaci�on '

mediante

� ' �

0

, 8x 9k 2 fi; : : : ; mg tal que �(x); �

0

(x) 2 I

k

:

Esta de�nici�on es equivalente a la siguiente, establecida en t�erminos de �-cortes de la

distribuci�on:

� ' �

0

, C(�; �

k

) = C(�

0

; �

k

) 8k = 1; : : : ; m� 1

donde C(�; �) = fx j �(x) � �g.

�

0

-Igualdad

Esta �ultima alternativa consiste en de�nir ' considerando un umbral �

0

, a partir del cual

se considera interesante discriminar entre los grados de posibilidad de dos distribuciones,

de forma que los valores cuyos grados de posibilidad sean inferiores al umbral no se

consideren relevantes. En t�erminos de los �-cortes de las distribuciones, esta relaci�on '

se expresar��a de la siguiente forma:

� ' �

0

, C(�; �) = C(�

0

; �) 8� � �

0

;

de�nici�on que resulta equivalente a

� ' �

0

, C(�; �

0

) = C(�

0

; �

0

) y �(x) = �

0

(x) 8x 2 C(�; �

0

):

Nuestro objetivo ahora es ver qu�e axiomas cumplen la anterior de�nici�on de independencia

cuando utilizamos las distintas de�niciones de similitud entre las distribuciones de posibilidad

condicionadas �

d

(x j yz) y �

d

(x j z). Abordaremos este problema de forma general, esto es, ,

estudiaremos qu�e tipo de propiedades para ' son su�cientes para garantizar que la relaci�on

de independencia as�� de�nida satisfaga un conjunto determinado axiomas.

En primer lugar, es obvio que A1 (Independencia Trivial) se cumplir�a si ' es una relaci�on

re
exiva. Tambi�en es evidente que la transitividad de ' garantiza la propiedad A5 (Con-

tracci�on). Si adem�as, ' es sim�etrica, entonces puede deducirse f�acilmente que se veri�ca A3

(Descomposici�on) si y s�olo si se veri�ca A4 (Uni�on D�ebil). Por tanto parece que las relaciones

de equivalencia ' son buenas candidatas para de�nir la independencia.
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Una condici�on su�ciente para que se veri�que A3 es que ' cumpla la siguiente propiedad:

Propiedad:

Sea f�

s

g una familia de distribuciones de posibilidad tales que

�

s

(x) =

f

s

(x)

�

s

; 8x

donde �

s

son valores reales positivos menores o iguales que uno, por tanto max

x

f

s

(x) = �

s

,

y sea �

0

(x) la posibilidad obtenida mediante

�

0

(x) =

max

s

f

s

(x)

max

s

�

s

entonces

�

s

' � 8s) �

0

' � (3.16)

Proposici�on 3.4 Condici�on su�ciente para que la de�nici�on 3.12 cumpla A3 (Descom-

posici�on) es que ' cumpla la propiedad 3.16. Adem�as en el caso en que las distribuciones

sean estrictamente positivas, y ' sea una relaci�on de equivalencia, el cumplimiento de la

propiedad anterior tambi�en garantiza que se veri�que A6 (Intersecci�on).

Demostraci�on.

A3: I(X j Z j Y [W )) I(X j Z j Y )

Por satisfacerse el antecedente tenemos que �(x j yzw) ' �(x j z); 8yzw. Fijemos y; z,

y llamemos f

w

(x) = �(xyzw), �

w

= �(yzw), luego tenemos que �(x j yzw) =

f

w

(x)

�

w

y

entonces

max

w

f

w

(x)

max

w

�

w

' �(x j z); o sea

�(xyz)

�(yz)

' �(x j z)

de donde tenemos I(X j Z j Y ).

A6: I(X j Y [ Z jW ) & I(X j Z [W j Y )) I(X j Z j Y [W )

Supuesto que las distribuciones son estrictamente positivas, tenemos que �(x j yzw) '

�(x j yz) y que �(x j yzw) ' �(x j zw) para todo yzw. Por simetr��a y transitividad
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tenemos que �(x j yz) ' �(x j wz) 8yzw. Sea f

w

(x) = �(xwz) y sea �

w

= �(zw),

entonces �(x j zw) =

f

w

(x)

�

w

luego tenemos que

max

w

f

w

(x)

max

w

�

w

' �(x j yz), esto es

�(xz)

�(z)

' �(x j yz)

y como �(x j yzw) ' �(x j yz), entonces por transitividad y simetr��a tenemos que

�(x j yzw) ' �(x j z); 8yzw. 2

Por tanto, toda relaci�on de independencia posibil��stica de�nida en t�erminos de una relaci�on

' que sea de equivalencia y veri�que 3.16 cumple las propiedades A1, A3-A5 y si la dis-

tribuci�on de posibilidad es estrictamente positiva tambi�en cumple A6. La �unica propiedad

que queda fuera es la Simetr��a (A2), lo cual resulta curioso pues es una de las propiedades

de independencia aparentemente m�as intuitivas.

Corolario 3.1 Las relaciones de independencia posibil��stica de Isoordenaci�on, Semejanza y

�

0

-Igualdad cumplen A1 y A3-A5. Adem�as cuando la distribuci�on de posibilidad es estricta-

mente positiva tambi�en cumplen A6.

Demostraci�on.

Es inmediato comprobar que las distintas relaciones de similaridad expresadas son de

equivalencia y veri�can 3.16. 2

Para �nalizar, veamos que no se satisface el axioma de simetr��a; para ello consideremos

los siguientes contraejemplos y veamos como I(X j ; j Y ) y :I(Y j ; j X):

Isoordenaci�on

Sean X; Y variables bivaluadas, sobre las que de�nimos la siguiente distribuci�on de posi-

bilidad

x

1

y

1

1

x

1

y

2

0.8

x

2

y

1

0.7

x

2

y

2

0.7
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En este caso, si consideramos las medidas marginales sobreX tenemos un orden x

2

� x

1

,

y al considerar las condicionales �(: j y

1

); �(: j y

2

) vemos como ese orden se sigue

manteniendo. Sin embargo, si consideramos el orden para Y tenemos que y

2

� y

1

y

cuando condicionamos a x

2

tenemos que y

2

6� y

1

.

Semejanza

Tomemos la misma distribuci�on que en el caso anterior, y consideremos la siguiente

discretizaci�on del intervalo [0; 1] : I

1

= [0:9; 1]; I

2

= [0:7; 0:9); I

3

= [0; 0:7). En este caso

tenemos que �(x

1

); �(x

1

j :) 2 I

1

; y que �(x

2

); �(x

2

j :) 2 I

2

, por tanto I(X j ; j Y ).

Sim embargo, �(y

2

) 2 I

2

y �(y

2

j x

2

) 2 I

1

, luego no se satisface I(Y j ; j X).

�

0

-Igualdad

De nuevo tomemos dos variables X; Y con X que toma valores en fx

1

; x

2

g e Y en

fy

1

; y

2

; y

3

g. Supongamos que tomamos como umbral un valor �

0

> 0:5, y que tenemos

la siguiente distribuci�on de posibilidad

x

1

y

1

1.0

x

1

y

2

0.4

x

1

y

3

1.0

x

2

y

1

0.5

x

2

y

2

0.2

x

2

y

3

0.4

En este caso tenemos que �(x

1

) = �(x

1

j :) = 1, y que �(x

2

); �(x

2

j :) < �

0

. Por

tanto, s�olo estamos interesados en la igualdad de los valores para x

1

y se satisface la

independencia. Veamos como no se satisface I(Y j ; j X), para ello consideremos que

�(y

3

j x

1

) = �(y

3

) = 1 6= �(y

3

j x

2

) = 0:8.

� Condicionamiento de Hisdal

En esta secci�on emplearemos el condicionamiento de Hisdal, �

h

, como operador de condi-

cionamiento en lugar del condicionamiento de Dempster. Por tanto, analizaremos c�omo

formular las distintas de�niciones de independencia, as�� como las distintas propiedades que

se satisfacen.
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En primer lugar estudiaremos la independencia considerando el hecho de no modi�car

la informaci�on al condicionar. En este caso, tomamos como base de la comparaci�on a una

relaci�on de igualdad entre las distribuciones condicionales.

De�nici�on 3.13 (H1) No modi�car la informaci�on.

I(X j Z j Y ), �

h

(x j yz) = �

h

(x j z); 8x; y; z: (3.17)

Cuando consideramos esta de�nici�on tenemos

Proposici�on 3.5 La relaci�on de independencia de�nida 3.13 satisface los axiomas A1, A3-

A6. No satisface la simetr��a.

Demostraci�on.

Los axiomas A1 y A5 tienen una demostraci�on inmediata. El axioma A4 se deduce

directamente a partir de A3. Demostraremos los axiomas A3 y A6.

A3: Descomposici�on: I(X j Z j Y [W )) I(X j Z j Y )

Que se satisfaga I(X j Z j Y [W ) equivale a decir �

h

(x j yzw) = �

h

(x j z); 8xyzw.

Veamos que �

h

(x j yz) = �

h

(x j z); 8xyz. Haremos un estudio por casos. A lo largo de

la demostraci�on siempre que hablemos de posibilidad condicionada, nos referiremos al

condicionamiento de Hisdal, por lo que omitimos el sub��ndice.

Sabemos que �(xyz) = max

w2W

�(xyzw). Sea � 2 W aquel valor para el que se alcanza

el m�aximo, esto es �(xyz) = �(xyz�). Por satisfacerse la independencia, �(x j yz�) =

�(x j z). Veamos los distintos valores que puede tomar �(x j yz�)

a) Supongamos que �(x j yz�) = �(xyz�) con �(xyz�) < �(yz�) � 1,

Por satisfacerse la independencia �(x j z) = �(xyz�). Luego tenemos que �(x j z) =

�(xz) < �(z) y por tanto

�(xyz) = �(xyz�) = �(xz) < �(z)

Para obtener la igualdad al utilizar el condicionamiento de Hisdal, basta con comprobar

que �(xyz) < �(yz) y por tanto �(x j yz) = �(xyz) = �(x j z). Pero por considerar

distribuciones de posibilidad tenemos que �(yzw) � �(yz); 8w, y como �(xyz�) <

�(yz�) tenemos que �(xyz) = �(xyz�) < �(yz�) � �(yz) y por tanto �(x j yz) =
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�(xyz) = �(xz) = �(x j z).

b) En este caso consideramos que �(xyz�) = �(yz�), es decir �(x j yz�) = 1, y por

tanto, por satisfacerse I(X j Z j Y [W ) tenemos que �(x j z) = 1.

Partimos de que �(xyz) = �(xyz�) = �(yz�) y tenemos que demostrar la igualdad

entre �(xyz) = �(yz). En una distribuci�on de posibilidad tenemos que �(yz) =

max

w2W

�(yzw). Sea �

0

2 W aquel valor en el que se alcanza el m�aximo, es de-

cir �(yz) = �(yz�

0

). Entonces, por satisfacerse I(X j Z j Y [ W ), tenemos que

�(x j yz�

0

) = �(x j z) = 1 y por tanto tenemos que �(xyz�

0

) = �(yz�

0

).

Luego llegamos a que:

�(yz) = �(yz�

0

) = �(xyz�

0

) � �(xyz�) = �(xyz) � �(yz)

de donde podemos deducir que �(xyz) = �(yz) y por tanto �(x j yz) = 1 = �(x j z)

Hemos demostrado que en todos los casos se satisface que �

h

(x j yz) = �

h

(x j z).

A6: Intersecci�on: I(X j Y [ Z jW ) y I(X j Z [W j Y )) I(X j Z j Y [W ):

Por satisfacerse las relaciones de independencia para el antecedente de la implicaci�on

sabemos que �

h

(x j yzw) = �

h

(x j yz) = �

h

(x j zw). Nuestro objetivo es demostrar

que 8xyzw; �

h

(x j yzw) = �

h

(x j z). De nuevo suprimiremos el sub��ndice para el

condicionamiento a lo largo de la demostraci�on.

Sabemos que �(xz) = max

yw2Y W

�(xyzw). Sean 
 2 Y; � 2 W dos instanciaciones

de las variables de forma que �(xz) = �(x
z�). Por satisfacerse los antecedentes del

axioma, tenemos que �(x j 
z�) = �(x j 
z) = �(x j z�). Nuestro primer objetivo es

demostrar que, �jado x; z, �(x j 
z�) = �(x j z). Veamos los distintos casos que se

pueden presentar:

a) Supongamos que �(x j 
z�) = �(x j 
z) = �(x j z�) < 1.

En este caso tenemos �(x j 
z�) = �(x
z�) < �(
z�). Entonces tenemos que

�(xz) = �(x
z�) < �(
z�) � max

yw2Y W

�(yzw) = �(z) y por tanto se satisface

que �(x j z) = �(xz) = �(x
z�) = �(x j 
z�).

b) Supongamos ahora que �(x j 
z�) = �(x j 
z) = �(x j z�) = 1.

Demostraremos que �(x j z) = 1, o de forma equivalente que �(xz) = �(z). Para

ello, supongamos que �(z) > �(xz) y llegaremos a una contradicci�on.

Sea �(xz) = max

yw

�(xyzw) = �(x
z�), si �(z) > �(xz) es porque existen x

0

; y

0

; w

0

tales que �(x

0

y

0

zw

0

) > �(x
z�). Luego tenemos la siguiente desigualdad

�(xy

0

zw

0

) � �(x
z�) = �(xz) < �(z) = �(x

0

y

0

zw

0

)
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Pero por satisfacerse el antecedente de la implicaci�on tenemos que �(x j y

0

z�) =

�(x j z�) = �(x j y

0

z), y como �(x j z�) = 1 tenemos que �(x j y

0

z) = 1. De nuevo,

por satisfacerse el antecedente de la implicaci�on, tenemos que �(x j y

0

z) = �(x j

y

0

zw

0

), de donde deducimos que �(x j y

0

zw

0

) = 1 o de forma equivalente que

�(xy

0

zw

0

) = �(y

0

zw

0

) = max

x

�(xy

0

zw

0

) � �(x

0

y

0

zw

0

)

con lo que llegamos a la contradicci�on, por tanto �(x j z) = 1

Con el razonamiento anterior, tenemos probado que, �jado xz, �(x j 
z�) = �(x j z).

Veamos ahora que se satisface que 8y; w �(x j yzw) = �(x j z).

Para ello, consideremos �jado x; z y supongamos que existen 


0

; �

0

tales que �(x j




0

z�

0

) 6= �(x j z), y llegaremos a una contradicci�on.

Por satisfacerse los antecedentes de la implicaci�on tenemos, �jados x; z; 


0

, que

8w; �(x j 


0

zw) = �(x j 


0

z):

En especial tenemos que

�(x j 


0

z�

0

) = �(x j 


0

z) = �(x j 


0

z�):

Adem�as, tenemos que �(x j yz�) = �(x j z�); 8y y en especial

�(x j 


0

z�) = �(x j z�) = �(x j 
z�):

de lo que deducimos que

�(x j 


0

z�

0

) = �(x j 
z�) = �(x j z):

llegando a una contradicci�on.

Por tanto, podemos concluir que 8 x; y; z; w tenemos �(x j yzw) = �(x j z). 2

Nos quedar��a por ver que no se satisface la simetr��a. Para ello consideraremos el siguiente

contraejemplo, donde obtenemos que I(X j ; j Y ) 6) I(Y j ; j X), con X e Y variables que

toman valores en fx

1

; x

2

; x

3

g y fy

1

; y

2

; y

3

g respectivamente.
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x

1

y

1

1.0

x

1

y

2

0.6

x

1

y

3

0.7

x

2

y

1

0.5

x

2

y

2

0.5

x

2

y

3

0.5

x

3

y

1

0.4

x

3

y

2

0.4

x

3

y

3

0.4

Podemos ver que �

h

(x j y) = �(x); 8xy, esto es �

h

(x

1

j :) = �(x

1

) = 1, �

h

(x

2

j :) =

�(x

2

) = 0:5 y �

h

(x

3

j :) = �(x

3

) = 0:4, sin embargo tenemos que �

h

(y

2

j x

2

) = 1 6= �(y

2

) =

0:6.

Siguiendo con el esquema de la secci�on anterior, pasamos a considerar la de�nici�on de

independencia como no ganancia de informaci�on tras condicionar. De nuevo utilizamos la

inclusi�on como la representaci�on de la no ganancia de informaci�on.

De�nici�on 3.14 (H2) No ganancia de informaci�on

I(X j Z j Y ), �

h

(x j yz) � �

h

(x j z); 8x; y; z: (3.18)

La siguiente proposici�on nos da una forma alternativa para testear la independencia como

no ganancia de informaci�on.

Proposici�on 3.6 La de�nici�on 3.14 es equivalente a

I(X j Z j Y ), �(xyz) = �(xz) ^ �(yz); 8x; y; z: (3.19)

Demostraci�on.

En la demostraci�on eliminaremos el sub��ndice en el condicionamiento de Hisdal. Supong-

amos �jado x; z

a) �(x j yz) � �(x j z)) �(xyz) = �(xz) ^ �(yz).

1. Supongamos que �(x j yz) = �(xyz). Entonces tenemos que �(xyz) < �(yz).

Consideremos las distintas posibilidades para �(x j z).
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(a) �(x j z) = �(xz), esto es �(xz) < �(z): Como partimos de que �(x j yz) �

�(x j z), obtenemos que �(xyz) � �(xz), y por tratarse de una distribuci�on de

posibilidad (�(xz) � �(xyz)), la �unica posibilidad es que �(xz) = �(xyz) <

�(yz), y por tanto �(xyz) = �(xz) ^ �(yz).

(b) �(x j z) = 1: Tenemos que �(x j yz) � �(x j z) = 1, con lo que llegamos a una

contradicci�on, pues partimos de que �(x j yz) = �(xyz) < �(yz).

2. Supongamos entonces que �(x j yz) = 1, por tanto �(xyz) = �(yz). Por tratarse

de una distribuci�on de posibilidad tenemos que �(xyz) � �(xz). Luego �(xyz) =

�(yz) � �(xz), con lo que �(xyz) = �(xz) ^ �(yz)

b) �(x j yz) � �(x j z)( �(xyz) = �(xz) ^ �(yz).

1. Supongamos que �(xyz) = �(yz) � �(xz). Entonces �(x j yz) = 1, y por tanto

�(x j yz) � �(x j z).

2. Supongamos que �(xyz) = �(xz) < �(yz) � �(z). Entonces �(x j yz) = �(xyz) =

�(xz). De donde tenemos que �(x j z) = �(xz) por lo que �(x j yz) = �(x j z).

2

Si consideramos el caso particular de independencia marginal (es decir, cuando Z = ;),

entonces obtenemos el concepto de no interactividad para medidas posibil��sticas o conjuntos

difusos introducido por Zadeh en 1978 [175]:

I(X j ; j Y ), �(xy) = �(x) ^ �(y):

Cuando consideramos la de�nici�on de independencia como no ganancia de informaci�on, pode-

mos demostrar la siguiente proposici�on:

Proposici�on 3.7 La de�nici�on de independencia posibil��stica dada por la expresi�on 3.18 (o

por 3.19) satisface los axiomas A1 - A5.

Demostraci�on.

Las demostraciones son inmediatas, basandose en 3.19, por lo que las omitiremos. 2

Para demostrar que no cumple la intersecci�on (A6) basta tener en cuenta el siguiente

contraejemplo, donde X; Y; Z;W son variables bivaluadas, con la siguiente distribuci�on de

posibilidad conjunta.
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x

1

y

1

z

1

w

1

1.0

x

1

y

1

z

1

w

2

0.8

x

1

y

1

z

2

w

1

1.0

x

1

y

1

z

2

w

2

1.0

x

1

y

2

z

1

w

1

0.9

x

1

y

2

z

1

w

2

1.0

x

1

y

2

z

2

w

1

1.0

x

1

y

2

z

2

w

2

1.0

x

2

y

1

z

1

w

1

0.9

x

2

y

1

z

1

w

2

0.8

x

2

y

1

z

2

w

1

1.0

x

2

y

1

z

2

w

2

1.0

x

2

y

2

z

1

w

1

0.9

x

2

y

2

z

1

w

2

1.0

x

2

y

2

z

2

w

1

1.0

x

2

y

2

z

2

w

2

1.0

En este caso, podemos ver como �(xyzw) = �(xyz) ^ �(yzw), es decir I(X j Z [ Y j W )

y �(xyzw) = �(xzw) ^ �(yzw), esto es I(X j Z [ W j Y ). Sin embargo tenemos que

�(x

2

y

1

z

1

w

1

) = 0:9 6= f�(x

2

z

1

)^�(y

1

z

1

w

1

)g = 1, y por tanto no se satisface I(X j Z j Y [W ).

Si continuamos el paralelismo con la secci�on anterior, podemos de�nir el condicionamiento

por defecto para el condicionamiento de Hisdal, �

h

c

mediante

�

h

c

(x j y) =

(

�(x) si �

h

(x j y) � �(x) 8x

�

h

(x j y) si 9x

0

tal que �

h

(x

0

j y) < �(x

0

):

En este caso es f�acil ver que �

h

c

(x j yz) = �(x) si y s�olo si se satisface la siguiente relaci�on.

8x �(xyz) = �(x) ^ �(yz):

La relaci�on de independencia quedar��a de�nida como

De�nici�on 3.15 (H3) No ganancia de Informaci�on.

I(X j Z j Y ), �

h

c

(x j yz) = �

h

c

(x j z); 8xyz (3.20)

La siguiente proposici�on nos muestra como la �unica propiedad que no se satisface es la de

simetr��a.

Proposici�on 3.8 La de�nici�on de independencia posibil��stica 3.15 satisface los axiomas A1,

A3-A6.

Demostraci�on.
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La demostraci�on para los axiomas A1 y A5 es directa, para el axioma A4 se deduce

inmediatamente a partir de A3. Demostraremos el resto de los casos.

A3: Descomposici�on: I(X j Z j Y [W )) I(X j Z j Y ):

Supongamos primero que existe un � 2 X tal que �

h

c

(� j yzw) < �(�). En este caso,

para todo x �

h

c

(x j yzw) = �

h

(x j yzw). Veamos que �

h

c

(x j z) = �

h

(x j z). Para

ello, basta considerar que por I(X j Z j Y [W ) tenemos que para todo x se satisface

�

h

c

(x j yzw) = �

h

c

(x j z) y en especial para � 2 X , luego tenemos que

�

h

c

(� j z) = �

h

c

(� j yzw) = �

h

(� j yzw) < �(�):

Luego tenemos que 8x; �

h

(x j yzw) = �

h

(x j z) Adem�as, por ser la igualdad una relaci�on

de equivalencia tenemos que, �jado z, para todo x; y; w �

h

(x j yzw) = �

h

(x j z). Por

tanto, con un razonamiento an�alogo al dado para el axioma de descomposici�on en la

proposici�on 3.5, podemos concluir que para todo x, �

h

(x j yz) = �

h

(x j z). En especial

para � 2 X se satisface la relaci�on, por lo que �

h

(� j yz) < �(�) y por tanto concluimos

que �

h

c

(x j yz) = �

h

c

(x j z).

Supongamos entonces que �

h

c

(x j yzw) = �(x), esto es para todo x, tenemos que

�(xyzw) = �(x) ^ �(yzw), y queremos llegar a demostrar que 8x; y; z �(xyz) =

�(x) ^ �(yz).

Sea � aquel valor para el que se cumple �(yz�) = max

w

�(yzw) = �(yz). Por I(X j

Z j Y [ W ), tenemos que 8yw; �

h

c

(x j yzw) = �(x), luego para � tenemos que

8x; �(xyz�) = �(x) ^ �(yz�). Veamos las distintas posibilidades.

1. Supongamos que �(xyz�) = �(x): En este caso, tenemos que se satisfacen las

siguientes desigualdades

�(xyz�) = �(x) � �(xyz) � �(xyz�)

por lo que �(xyz) = �(x).

2. Supongamos que �(xyz�) = �(yz�) < �(x): Como �(yz�) = �(yz), tenemos que

se satisface la siguiente desigualdad

�(xyz�) = �(yz�) = �(yz) � �(xyz) � �(xyz�)

de lo que deducimos que �(xyz) = �(yz) < �(x).
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Por tanto, podemos concluir que 8x; �(xyz) = �(x) ^ �(yz) y por tanto �

h

c

(x j yz) =

�(x) = �

h

c

(x j z).

A6: Intersecci�on:: I(X j Z [ Y jW ) & I(X j Z [W j Y )) I(X j Z j Y [W ):

Supongamos que, �jado z, existe un � 2 X tal que �(� j yzw) < �(�), esto es para todo

x, �

h

c

(x j yzw) = �

h

(x j yzw). Por tanto tenemos que

�

h

(� j yzw) = �

h

(� j zw) = �

h

(� j yz) < �(�)

Con un razonamiento an�alogo al que se hizo para el axioma de intersecci�on en la

proposici�on 3.5, podemos concluir que para todo x, �

h

(x j yzw) = �

h

(x j z). Luego,

para � 2 X , tenemos que �

h

(� j z) < �(�), concluyendo que �

h

c

(x j yzw) = �

h

c

(x j z).

Supongamos entonces que �

h

c

(x j yzw) = �(x). Queremos demostrar que �

h

c

(x j

yzw) = �

h

c

(x j z) = �(x) para todo y; z; w. Para ello, demostraremos primero que se

satisface �

h

c

(x j z) = �(x), esto es �(xz) = �(x) ^ �(z).

Sean 
; � los valores que hacen que �(x
z�) = max

yw

�(xyzw) = �(xz). Por satisfacerse

I(X j Z [ Y jW ) tenemos que

�

h

c

(x j yzw) = �(x) = �

h

c

(x j yz) = �

h

c

(x j yz�)

y por satisfacerse I(X j Z [W j Y ), tenemos que

�

h

c

(x j yz�) = �(x) = �

h

c

(x j z�) = �

h

c

(x j 
z�)

Luego, �

h

c

(x j 
z�) = �(x), esto es, 8x; �(x
z�) = �(x) ^ �(
z�). Consideremos los

distintos casos:

1. Si �(x
z�) = �(x). Se obtiene de forma directa que �(xz) = �(x) � �(z).

2. Supongamos que �(x
z�) = �(
z�) < �(x): En este caso, tenemos que demostrar

que �(xz) = �(z). Supongamos que esta relaci�on no es cierta. Entonces existen




0

; �

0

tales que

�(


0

z�

0

) = �(z) > �(xz) = �(x
z�) = �(
z�);

donde �(x


0

z�

0

) � �(x
z�) = �(xz) < �(x) y por satisfacerse las relaciones

de independencia en el antecedente, tenemos que �

h

c

(x j 


0

z�

0

) = �(x) y como
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�(x


0

z�

0

) < �(x), la �unica posibilidad es que se veri�que que �(x


0

z�

0

) = �(


0

z�

0

).

Por tanto, tenemos la siguiente desigualdad.

�(x


0

z�

0

) � �(x
z�) = �(
z�) < �(


0

z�

0

) = �(x


0

z�

0

)

con lo que llegamos a una contradicci�on. Luego �(xz) = �(z)

Por tanto, podemos deducir que, 8x; �(xz) = �(x)^ �(z) y por tanto �

h

c

(x j z) = �(x).

Luego tenemos que �

h

c

(x j yzw) = �

h

c

(x j z) = �(x). 2

Finalmente, demostraremos que no se cumple el axioma de simetr��a en base a un contrae-

jemplo. Para ello consideremos que la variable X tomando valores en fx

1

; x

2

; x

3

g, y que Y y

Z son variables bivaluadas. Supongamos la siguiente distribuci�on conjunta de posibilidades:

x

1

y

1

z

1

1

x

1

y

1

z

2

0.6

x

1

y

2

z

1

0.7

x

1

y

2

z

2

0.4

x

2

y

1

z

1

0.7

x

2

y

1

z

2

0.6

x

2

y

2

z

1

0.7

x

2

y

2

z

2

0.4

x

3

y

1

z

1

0.3

x

3

y

1

z

2

0.3

x

3

y

2

z

1

0.3

x

3

y

2

z

2

0.3

Podemos ver que �

h

c

(x j yz) = �

h

c

(x j z) = �(x), para todo xyz. Sin embargo, tenemos

que �

h

c

(y

2

j z

2

) = 0:4 < �(y

2

) = 0:7, y que �

h

c

(y

2

j x

1

z

2

) = 0:4; �

h

c

(y

2

j x

2

z

2

) = 0:4; �

h

c

(y

2

j

x

3

z

2

) = 1: Por tanto, :I(Y j Z j X).

Entre las de�niciones de independencia anteriores se puede establecer la siguiente relaci�on:

La relaci�on de independencia como no ganancia de informaci�on (H1) es la relaci�on m�as

estricta, pues si se veri�ca la independencia con esta de�nici�on tambi�en se veri�ca con las

otras dos de�niciones de independencia. Adem�as, la relaci�on de independencia utilizando el

condicionamiento por defecto (H3) es m�as estricta que la no interactividad condicional (H2).

Corolario 3.2 Las distintas de�niciones de independencia, utilizando el condicionamiento

de Hisdal, satisfacen la siguiente relaci�on.

H1 ) H3 ) H2.

Demostraci�on.

H1 ) H3: Directo.

H3 ) H2: Si �

h

c

(x j yz) = �

h

(x j yz) = �

h

(x j z) = �

h

c

(x j z), entonces es claro que

�

h

(x j yz) � �

h

(x j z).
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Si �

h

c

(x j yz) = �(x) = �

h

c

(x j z), entonces se satisface que 8x; �(xyz) = �(x) ^ �(yz)

y que �(xz) = �(x) ^ �(z). Es inmediato ver que entonces �(xyz) = �(xz) ^ �(yz), y

por tanto �

h

(x j yz) � �

h

(x j z). 2

Los siguientes contraejemplos nos permiten ver que el rec��proco no tiene porque ser cierto.

La distribuci�on dada para el contraejemplo anterior es v�alida para demostrar que H3 6) H1.

En ella podemos ver como se satisface I(X j Z j Y ) con la de�nici�on H3 y sin embargo

�

h

(x

2

j y

2

z

2

) = 0:4 6= �

h

(x

2

j z

2

) = 1.

La siguiente distribuci�on nos permite demostrar que H2 6) H3, donde X; Y; Z son vari-

ables bivaluadas

x

1

y

1

z

1

0.2

x

1

y

1

z

2

0.6

x

1

y

2

z

1

1.0

x

1

y

2

z

2

0.8

x

2

y

1

z

1

0.2

x

2

y

1

z

2

0.6

x

2

y

2

z

1

0.5

x

2

y

2

z

2

0.7

Podemos ver como �(xyz) = �(xz) ^ �(yz) para todo xyz, es decir, es I(X j Z j Y ) con la

de�nici�on H2 y sin embargo tenemos que �

h

c

(x

2

j y

1

z

1

) = 0:7 6= �

h

c

(x

2

j z

1

) = 0:5 y por

tanto :I(X j Z j Y ) con la de�nici�on H3.

Pasemos ahora a considerar la otra alternativa para una de�nici�on de independencia condi-

cional. Esto es, considerar una relaci�on de similaridad ' sobre el conjunto de las medidas de

posibilidad y de�nir la relaci�on de independencia como

De�nici�on 3.16 (H4) Similitud entre distribuciones.

I(X j Z j Y ), �

h

(x j yz) ' �

h

(x j z) (3.21)

Al igual que hicimos en la secci�on anterior, nos planteamos estudiar las propiedades que

debe cumplir la relaci�on de similaridad para garantizar el cumplimiento de un conjunto de

axiomas. Partiremos de que ' es una relaci�on de equivalencia, con lo que se garantiza que se

cumplan los axiomas A1 (por re
exividad), A5 (por transitividad). Veamos qu�e propiedades

se tiene que exigir a ' para que se satisfaga el axioma A3 (y por simetr��a el A4).
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La primera propiedad que le exigimos a la relaci�on de equivalencia es que preserve los

unos. Esto es:

De�nici�on 3.17 Una relaci�on de equivalencia ' entre distribuciones de posibilidad se dice

que preserva los unos si y s�olo si 8 �

1

, �

2

�

1

' �

2

) 8x[�

1

(x) = 1, �

2

(x) = 1]

La segunda propiedad que le exigimos a la relaci�on ' es la siguiente:

Propiedad:

Sea f�

s

(x)g una familia de distribuciones de posibilidad, y sea �

0

la distribuci�on de posibilidad

obtenida mediante �

0

(x) = max

s

�

s

(x). Entonces

�

s

' � 8s ) �

0

s

' � (3:22)

Proposici�on 3.9 Condici�on su�ciente para que se cumpla A3 (Descomposici�on) es que '

sea una relaci�on de equivalencia que preserve los unos y veri�que la propiedad 3.22. Adem�as,

el cumplimiento de esas propiedades garantiza que se veri�que A6.

Demostraci�on.

A3 I(X j Z j Y [W )) I(X j Z j Y )

Partimos de que �(x j yzw) ' �(x j z), y queremos demostrar que �(x j yz) ' �(x j z).

Supuesto que se satisface la propiedad 3.22, es su�ciente con demostrar que �(x j yz) =

max

w

�(x j yzw). Estudiaremos los distintos casos:

1. Supongamos que max

w

�(x j yzw) < 1: En este caso, tenemos que para todo w

se satisface �(x j yzw) = �(xyzw) < �(yzw) � 1. Sea � 2 W la instanciaci�on

para la que �(xyz) = �(xyz�), donde adem�as max

w

�(x j yzw) = �(xyz�). En

este caso, tenemos que �(xyz�) < �(yz�) � max

w

�(yzw) = �(yz). Por tanto,

�(x j yz) = �(xyz) = �(xyz�) = max

w

�(x j yzw).

2. Supongamos que max

w

�(x j yzw) = 1: Por ser ' una relaci�on de equivalencia que

preserva los unos, tenemos que para todo w 2 W , se satisface �(x j yzw) = 1, esto

es �(xyzw) = �(yzw). Por tanto �(xyz) = �(yz) y en consecuencia �(x j yz) =

1 = max

w

�(x j yzw).
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Podemos concluir que �(x j yz) = max

w

�(x j yzw), y por 3.22 tenemos que �(x j yz) '

�(x j z).

A6 I(X j Y [ Z jW ) & I(X j Z [W j Y )) I(X j Z j Y [W ):

Partimos de que se satisfacen las siguientes relaciones de similaridad

�(x j yzw) ' �(x j yz) ' �(x j zw); 8yzw

En particular, �(x j yz) ' �(z j zw); 8y 8w. De forma an�aloga a como hemos procedido

anteriormente, es posible demostrar que �(x j z) = max

y

�(x j yz). Por tanto, aplicando

la propiedad 3.22 obtenemos que �(x j z) ' �(x j zw); 8w. Puesto que �(x j zw) '

�(x j yzw), deducimos por transitividad que �(x j z) ' �(x j yzw); 8yzw. 2

Corolario 3.3 La relaci�on de independencia posibil��stica considerada como similaridad entre

distribuciones (def. 3.16), donde ' es una relaci�on de equivalencia que preserva los unos y

veri�ca la propiedad 3.22, satisface los axiomas A1, y A3-A6.

Demostraci�on.

Es directa, y por tanto la omitiremos. 2

El exigirle a la relaci�on de equivalencia que preserve los unos puede parecer demasiado es-

tricto. Por ejemplo, consideremos la independencia como una relaci�on de semejanza entre los

valores de las distribuciones, y consideremos los conjuntos de intervalos I = fI

1

; I

2

; : : : ; I

m

g,

con I

m

= [�

k

; 1], y I

0

= fI

1

; I

2

; : : : ; I

0

m

; I

0

m+1

g, con I

0

m

= [�

k

; 1) e I

0

m+1

= [1; 1]. Supongamos

dos distribuciones de posibilidad �; �

0

, tales que 8x, tenemos que �(x); �

0

(x) 2 I

m

, con �

k

lo

su�cientemente cercano a 1 como para decir que las dos distribuciones se pueden considerar

similares utilizando la partici�on I. Sin embargo, podr��a ocurrir que para un � en particular

�(�) = 1 y �

k

� �

0

(�) < 1. Con estos valores, al utilizar la partici�on I

0

, obtenemos que las

dos distribuciones no son similares. Cuando utilizamos esta clase de relaci�on de similaridad

entre distribuciones para determinar una relaci�on de independencia, nos parece un poco es-

tricto que, con esta m��nima diferencia entre los conjuntos I e I

0

, se puedan obtener distintos

resultados para los tests de independencia.

Para solucionar este problema, podemos imponer a la relaci�on de similitud la siguiente

propiedad, donde se relaja la condici�on de preservar los unos.
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Propiedad del Sandwich:

Sean �; �

1

; �

2

distribuciones de posibilidad satisfaciendo que 8x; �

1

(x) � �(x) � �

2

(x). En-

tonces si �

1

' �

2

, se satisface que �

1

' � ' �

2

.

Proposici�on 3.10 Condici�on su�ciente para que se cumpla A3 (Descomposici�on) es que '

sea una relaci�on de equivalencia que veri�que la propiedad del Sandwich y veri�que 3.22.

Adem�as, el cumplimiento estas propiedades garantiza que se veri�que A6.

Demostraci�on.

Antes de considerar los axiomas, demostraremos el siguiente resultado previo:

9� 2 W tal que 8x; �(x j yz�) � �(x j yz) (3:23)

Para demostrar la desigualdad, supongamos que no es cierta, es decir 8w 9x

w

tal que

�(x

w

j yzw) > �(x

w

j yz). Entonces tendremos que �(x

w

j yz) < �(x

w

j yzw) � 1, y

por tanto �(x

w

j yz) = �(x

w

yz) < �(yz). Adem�as, si fuese �(x

w

j yzw) = �(x

w

yzw)

tendr��amos que �(x

w

j yz) = �(x

w

yz) < �(x

w

j yzw) = �(x

w

yzw), lo cual es imposible.

Por tanto, debe ser �(x

w

j yzw) = 1 y �(x

w

yzw) = �(yzw); 8w. Pero entonces,

�(yzw) = �(x

w

yzw) � �(x

w

yz) < �(yz); 8w, lo cual tambi�en es imposible. Por tanto,

9� 2 W tal que 8x; �(x j yz�) � �(yz).

Por otro lado, con una demostraci�on similar a la realizada para el axioma A3 en la

proposici�on 3.9, podemos concluir que �(x j yz) � max

w

�(x j yzw)8x, y por tanto

�(x j yz�) � �(x j yz) � max

w

�(x j yzw); 8x:

Consideremos los distintos axiomas:

A3 I(X j Z j Y [W )) I(X j Z j Y ):

Por I(X j Z j Y [ W ) tenemos que �(x j yzw) ' �(x j z), 8yzw. Entonces, por

satisfacerse la propiedad 3.22 tenemos que max

w

�(x j yzw) ' �(x j z), lo que implica

por transitividad que max

w

�(x j yzw) ' �(x j yz�). Aplicando ahora la propiedad del

Sandwich obtenemos que

�(x j yz) ' max

w

�(x j yzw) ' �(x j z):
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A6 I(X j Y [ Z jW ) & I(X j Z [W j Y )) I(X j Z j Y [W ):

El razonamiento es similar. Partimos de que

�(x j yzw) ' �(x j yz) ' �(x j zw); 8yzw:

y en particular de que �(x j yz) ' �(x j zw); 8yzw. Con un razonamiento an�alogo al

realizado para el resultado pr�evio (ec. 3.23) podemos ver que existe un � 2 W tal que

�(x j z�) � �(x j z); 8x, y en particular, �jado z, tenemos que para este � se satisface

que �(x j z�) ' �(x j yz); 8y. Adem�as, se puede demostrar que �(x j z) � max

w

�(x j

zw) (demostraci�on an�aloga a la realizada para para A3 en la propopsici�on 3.9) y que

por satisfacerse la propiedad 3.22 tenemos que max

w

�(x j zw) ' �(x j yz). Luego

tenemos que

�(x j z�) � �(x j z) � max

w

�(x j zw)

y por satisfacerse el principio del Sandwich tenemos que

�(x j z�) ' �(x j z) ' max

w

�(x j zw)

Luego tenemos que 8y; �(x j yz) ' �(x j z) y puesto que �(x j zy) ' �(x j yzw), por

transitividad tenemos que �(x j z) ' �(x j yzw); 8yzw. 2

De nuevo podemos obtener el siguiente corolario.

Corolario 3.4 La relaci�on de independencia posibil��stica de�nida en 3.16, donde ' es una

relaci�on de equivalencia que respeta la propiedad del Sandwich y veri�ca la propiedad 3.22,

satisface los axiomas A1, y A3-A6.

Es directo comprobar que los operadores de similaridad analizados, esto es, Isoordenaci�on,

Semejanza y �

0

-Igualdad, son relaciones de equivalencia y satisfacen las propiedades antes

citadas. Concretamente, Isoordenaci�on y �

0

-Igualdad preservan los unos, Isoordenaci�on,

Semejanza, y �

0

-Igualdad cumplen la propiedad 3.22, y �

0

-Igualdad y Semejanza veri�can

la propiedad del Sandwich. Por tanto, con estos operadores tenemos que se satisfacen los

axiomas A1, y A3-A6. Veamos que no satisfacen la propiedad de simetr��a. Consideremos los

siguientes contraejemplos, donde omitiremos el sub��ndice para el condicionamiento de Hisdal.
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Isoordenaci�on Semejanza �

0

-Igualdad

x

1

y

1

1.0

x

1

y

2

0.9

x

2

y

1

0.6

x

2

y

2

0.8

x

1

y

1

z

1

1.00

x

1

y

1

z

2

0.80

x

1

y

2

z

1

1.00

x

1

y

2

z

2

0.80

x

2

y

1

z

1

0.70

x

2

y

1

z

2

0.50

x

2

y

2

z

1

0.75

x

2

y

2

z

2

0.60

x

1

y

1

1.0

x

1

y

2

0.6

x

1

y

3

0.7

x

2

y

1

0.5

x

2

y

2

0.5

x

2

y

3

0.5

x

3

y

1

0.4

x

3

y

2

0.4

x

3

y

3

0.4

Isoordenaci�on:

Tenemos que ver que al condicionar no se mantiene la misma ordenaci�on entre los valores

de las variables. Para ello, tomemos X; Y variables bivaluadas, con la distribuci�on de

posibilidad indicada en la tabla. En este ejemplo podemos ver que �(x

1

) � �(x

2

) y

�(x

1

j :) � �(x

2

j :). Sin embargo, �(y

1

) � �(y

2

) y �(y

1

j x

2

) = 0:6 < �(y

2

j x

2

) = 1.

Semejanza:

En este contraejemplo, consideraremos X; Y; Z variables bivaluadas. Tomemos el sigu-

iente conjunto de intervalos I

1

= [0; 0:5), I

2

= [0:5; 0:7),I

3

= [0:7; 0:8),I

4

= [0:8; 1]. Con

estos valores tenemos que I(X j Z j Y ); �(x

1

j yz); �(x

1

j z) 2 I

4

; 8y 2 Y; z 2 Z;

�(x

2

j yz

1

); �(x

2

j z

1

) 2 I

3

; 8y 2 Y ; �(x

2

j yz

2

); �(x

2

j z

2

) 2 I

2

; 8y 2 Y . Sin embargo,

�(y

1

j z

1

) 2 I

4

y �(y

1

j x

2

z

1

) 2 I

3

.

�

0

-Igualdad:

Tomemos como valor �

0

= 0:4. Con los valores indicados para la distribuci�on de

posibilidad, tenemos que �(x j y) = �(x) 8xy 2 XY . Sin embargo tenemos que

�(y

2

j x

2

) = 1 6= �(y

2

) = 0:6

Podemos utilizar la misma relaci�on de similaridad ' utilizando, como base para la de�nici�on

de independencia, la no interactividad condicional. La de�nici�on resultante es la siguiente:

De�nici�on 3.18 (H5) Sean X; Y; Z tres variables sobre las que tenemos una distribuci�on

de posibilidad. De�nimos la relaci�on `X es independiente de Y, dado el valor de Z' mediante

I(X j Z j Y ), �(xyz) ' �(xz) ^ �(yz): (3.24)
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En este caso se puede probar (omitimos la demostraci�on por simplicidad) que para que esta

de�nici�on de independencia cumpla los axiomas A1-A5, es condici�on su�ciente que ' sea una

relaci�on de equivalencia compatible con la marginalizaci�on y la combinaci�on de distribuciones

de posibilidad (empleando el operador m��nimo como operador de combinaci�on), es decir:

? ' es una relaci�on de equivalencia para distribuciones de posibilidad.

? Si �(xy) ' �

0

(xy) entonces max

x

�(xy) ' max

x

�

0

(xy).

? Si �

1

(x) ' �

0

1

(x) y �

2

(x) ' �

0

2

(x) entonces

�

1

(x) ^ �

2

(x) ' �

0

1

(x) ^ �

0

2

(x):

En el siguiente esquema se resumen las distintas propiedades para las distintas de�niciones

de independencia.

Cond. Axiomas A1 A2 A3 A4 A5 A6

D1 (ec. 3.10) X X X X X *

D2 (ec. 3.12) X X X X

D3 (ec. 3.14) X X X X X

D4 (ec. 3.15 ) X X X X *

H1 (ec. 3.17) X X X X X

H2 (ec. 3.18) X X X X X

H3 (ec. 3.20) X X X X X

H4 (ec. 3.21) X X X X X

H5 (ec. 3.24) X X X X X

donde `X ' signi�ca que se satisface el axioma, y `�' signi�ca que s�olo se satisface para

distribuciones de posibilidad estrictamente positivas.

Para �nalizar esta secci�on, destacaremos el hecho de que cuando utilizamos el condi-

cionamiento de Hisdal, la �unica operaci�on necesaria es la comparaci�on entre distribuciones

de posibilidad. Por tanto, podr��amos facilmente considerar distribuciones de posibilidad va-

luadas en conjuntos diferentes del intervalo [0; 1]: Bastar��a usar un conjunto (L;�) donde

L = fL

0

; L

1

; : : : ; L

n

g

con L

0

� L

1

� : : : ;�  L

n

, es decir es un conjunto totalmente ordenado (por ejemplo, un

conjunto de etiquetas ling�u��sticas), y de�nir medidas de posibilidad mediante

� : P(X)! L
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veri�cando:

1. �(X) = L

n

;

2. �(A [ B) = _

�

f�(A);�(B)g; 8A;B � X:

donde _

�

es el operador m�aximo (supremo) asociado al orden �. En estas condiciones

podemos de�nir el condicionamiento y la independencia exactamente de la misma forma,

obteniendo las mismas propiedades.

3.4 Estimaci�on de Distribuciones de Posibilidad

En esta secci�on nos centraremos en el problema de estimar una distribuci�on de posibilidad.

Este proceso ser�a necesario siempre que utilizemos el formalismo posibil��stico para representar

la incertidumbre, por ejemplo [52, 95, 174]. Los distintos valores de la distribuci�on se pueden

estimar tomando como base el conocimiento de un experto, o bien ser estimados en base a

un conjunto de datos emp��ricos. En este �ultimo caso, realizando un an�alisis frecuentista de

los mismos, podemos estimar una distribuci�on de probabilidad y por tanto, nuestro objetivo

ser�a el de transformar una distribuci�on de probabilidad en una distribuci�on de posibilidad.

Adem�as de esta utilidad pr�actica, el estudio de transformaciones entre probabilidad y posi-

bilidad puede ser �util cuando necesitamos combinar informaci�on probabil��stica y posibil��stica

en sistemas expertos [73], construir funciones de pertenencia a partir de datos estad��sticos

[55, 56] o para transformar probabilidades en posibilidades con el �n de reducir la compleji-

dad computacional. A nivel te�orico, nos va a permitir comprender las relaciones existentes

entre medidas de probabilidad y medidas de posibilidad, en [61] encontramos un an�alisis de

ambas teor��as.

La estructura de esta secci�on es la siguiente: En primer lugar consideramos las estimaci�on

de distribuciones de posibilidad a partir del conocimiento de un experto. Para cumplir este

objetivo, nos basamos en trabajos cuyo objetivo es el c�alculo de funciones de pertenencia para

conjuntos difusos. Finalmente, nos centraremos en la estimaci�on de medidas de posibilidad

a partir de un conjunto de datos.

3.4.1 Estimaci�on de posibilidades a partir de un experto.

Nuestro objetivo, dentro de esta secci�on, se va a centrar en c�omo obtener una medida de

incertidumbre, en especial una medida de posibilidad sobre un conjunto X , tomando valores
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fx

1

; x

2

; : : : ; x

n

g. Esto es, queremos obtener una distribuci�on de posibilidad sobre X donde

la informaci�on la obtenemos en base al conocimiento de un experto.

El concepto de medida de posibilidad est�a estrechamente relacionado con el concepto de

conjunto difuso [58]. Para obtener los valores de la distribuci�on de posibilidad, parece sensato

el considerar, como base de nuestro estudio, los m�etodos que han sido utilizados para obtener

funciones de pertenencia para conjuntos difusos [38, 58, 122, 149, 165]. Aunque un conjunto

difuso y una distribuci�on de posibilidad compartan el mismo formalismo matem�atico, los

conceptos subyacentes son distintos. Un conjunto difuso F puede ser visto como un valor

difuso que se asigna a una variable; si lo vemos como una medida de posibilidad F , es el

conjunto de valores (conocidos de forma precisa) que pueden asignarse a una variable, donde

no todos los valores tienen la misma posibilidad de ser asignados.

Por tanto, un conjunto difuso se puede ver como la `traza' de una medida de posibilidad

sobre los singletons en X . Cuando la medida de posibilidad toma valores en el intervalo

unidad, podemos interpretar la distribuci�on de posibilidad � como la funci�on de pertenencia

de un conjunto difuso F cuyo dominio es el suceso seguro para �. Si denotamos por F el

conjunto de los conjuntos difusos en X , tenemos que

8� 9F 2 F tal que �(fx

i

g) = �(x

i

) = �

F

(x

i

)

donde �

F

(x

i

) se interpreta como el grado de pertenencia de x

i

al conjunto F .

De forma inversa, cuando partimos de un conjunto difuso podemos obtener una medida

de posibilidad (suponiendo que el conjunto difuso est�e normalizado; 9x

i

�

F

(x

i

) = 1)

8F 2 F 9� tal que �(fx

i

g) = �(x

i

) = �

F

(x

i

)

Bas�andonos en la relaci�on entre distribuciones de posibilidad y conjuntos difusos, los m�etodos

que usaremos ser�an una extensi�on directa de los utilizados para obtener funciones de perte-

nencia de un conjunto difuso. Haciendo un s��mil con estos m�etodos, el proceso es equivalente

a considerar el predicado `POSIBLE' como un conjunto difuso sobre los valores de X , donde

x

i

es el elemento cuyo grado de pertenecia queremos obtener. Por tanto, en cierto sentido,

estamos construyendo una funci�on de pertenencia sobre el predicado vago `POSIBLE' en el

dominio X .

Asignaci�on Directa.

Este m�etodo, [38, 122, 165], consiste en seleccionar aleatoriamente un suceso x

i

2 X .

El experto debe de responder a la siguiente pregunta

`> C�omo de POSIBLE es x

i

? '
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La respuesta del experto debe ser un valor entre un l��mite inferior L

i

y un l��mite superior

L

s

. Para ello, al experto, se le presenta una escala donde la cota inferior representa

la imposibilidad del suceso y la cota superior representa el hecho de que el suceso es

totalmente posible. El experto da su respuesta desplazando un indicador sobre la escala.

Se le repite la misma pregunta un n�umero razonable de veces, por ejemplo n = 10,

mezclada de forma aleatoria entre preguntas para el resto de valores x

j

2 X . La k-

�esima respuesta para la variable x

i

es almacenada como y

k

=x

i

. A las respuestas dada/s

por el/los experto/s le realizamos una prueba de coherencia (ver la secci�on siguiente).

Como la salida ser�a una �unica distribuci�on de posibilidad, ser�a necesario `combinar' las

respuestas obtenidas. Dos m�etodos posibles para obtener los valores de la distribuci�on

de posibilidad ser��an:

1. Valor medio: �(x

i

) =

1

n

P

n

k=1

y

k

=x

i

2. Valor m�aximo: �(x

i

) = max

k

fy

k

=x

i

g

Por ejemplo, ante la pregunta

`> C�omo de POSIBLE es que un Brit�anico tome x

i

huevos para desayunar ? '

obtuvimos la siguiente distribuci�on de posibilidad

x

i

0 1 2 3 4 5 6 7 8 9

V. M�aximo: 1 1 1 0.92 0.53 0.58 0.34 0.20 0.20 0.20

V. Medio: 1 0.92 1 0.86 0.47 0.46 0.32 0.19 0.16 0.14

Tasaci�on inversa.

En este m�etodo, [122, 165], se selecciona en orden aleatorio un valor de pertenencia

y

k

2 [L

i

; L

s

], realizando la siguiente pregunta al experto:

`Identi�ca aquellos sucesos x

i

`POSIBLES' en un grado mayor o igual a y

k

.'

Al experto se le presenta el mismo valor y

k

un n�umero razonable de veces, n, de forma

aleatoria entre otros valores y 2 [L

i

; L

s

] para impedir la memorizaci�on. Las respuestas se

almacenan como x

i

=y

k

j

, con j = 1; : : : ; n, donde los posibles valores para la distribuci�on

de posibilidad se calcular��an mediante

1. Valor medio: �(x

i

) =

1

n

P

n

j=1

maxfy

k

j

g tal que x

i

=y

k

j

es una respuesta a la pre-

gunta j-�esima. Esto es, para obtener la posibilidad de x

i

, calculamos la media entre

las distintas repeticiones del experimento (n), de los m�aximos valores de posibilidad

asociado a x

i

en cada repetici�on.
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2. Valor m�aximo: �(x

i

) = maxfyg tal que x

i

=y es una respuesta en el test.

En el siguiente ejemplo, seleccionamos del intervalo [0; 1] diez valores, 0; 0:1; 0:2; : : : ; 1.

Como resultado de la pregunta anterior, obtuvimos la siguiente distribuci�on de posibil-

idad.

x

i

0 1 2 3 4 5 6 7 8 9

V. M�aximo: 1 1 1 0.80 0.60 0.40 0.30 0.20 0.10 0.00

V. Medio: 1 1 1 0.75 0.60 0.35 0.26 0.15 0.10 0.00

Cuando utilicemos el m�etodo podemos emplear en lugar de valores y 2 [L

i

; L

s

], un con-

junto de etiquetas ling�u��sticas sobre el dominio de la posibilidad L = fL

0

; L

1

; : : : ; L

n

g.

Estudios psicol�ogicos indican que un ser humano a lo sumo es capaz de distinguir entre

13 valores. En [110] encontramos el siguiente conjunto de etiquetas sobre el dominio

posible:

IMPOSIBLE

CASI-IMPOSIBLE

POCO POSIBLE

MODERADAMENTE-POSIBLE

POSIBLE

BASTANTE-POSIBLE

MUY-POSIBLE

CASI-SEGURO

SEGURO

Por tanto, la pregunta anterior se quedar��a como

`Identi�ca aquellos sucesos x

i

que son L

i

'.

El experto responde con un conjunto de sucesos x

i

2 X , almacen�andose cada respuesta

como x

i

=L

i

, donde L

i

2 L es una etiqueta ling�u��stica. La salida de nuevo se puede

obtener como el valor m�aximo o el valor medio.

Comparaci�on por pares.

El m�etodo de comparaci�on por pares, introducido por Saaty [136] para el c�alculo de

funciones de pertenencia, se basa en comparar el grado en que dos objetos determina-

dos poseen una determinada caracter��stica. Sin embargo, las funciones de pertenencia
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proporcionadas por este m�etodo est�an afectadas por el n�umero de elementos a ser com-

parados, no llegando a alcanzar el uno [38]. Nosotros proponemos una modi�caci�on del

m�etodo. Para ello, nos basamos en una interpretaci�on de la teor��a de la posibilidad como

preferencia. Como dicen Dubois y Prade [61], aunque sobre un conjunto de sucesos no

tenemos informaci�on su�ciente, este hecho no impide pensar en que unos sucesos son

mas probables, posibles o ciertos que otros.

Por tanto, podemos no estar interesados en conocer las magnitudes exactas en el inter-

valo [0; 1], que pueden ser dif��ciles de calcular, sino que s�olo nos interesa el orden entre

las magnitudes. Este hecho es precisamente el que intentamos detectar con este m�etodo:

Al conjunto de posibles sucesos sobre la variable X , le a~nadimos el suceso imposible

x

I

. Para cada par de posibles sucesos de la variable X , ((x

i

; x

j

); i 6= j), se hacen las

siguientes preguntas:

`>Cu�al de los dos sucesos, x

i

; x

j

, es m�as POSIBLE ?'

'> Cu�anto es m�as POSIBLE uno que otro?'

Con estos valores creamos una matriz cuadrada (no tiene por que ser sim�etrica) de pesos

relativos. Siguiendo la idea dada por Chameau [38], al experto se le presenta una escala

en la que debe de localizar, entre los valores l��mites L

i

; L

s

, ambos sucesos. Las respuestas

a la primera pregunta nos van a permitir obtener un orden K entre los sucesos. Las

respuestas a la segunda pregunta, almacenadas como d(x

i

; x

j

), ser�an de utilidad a la

hora de asignarle valores a la distribuci�on de posibilidad. Para ello, empezamos por el

suceso imposible, y seleccionamos el suceso inmediato en el orden. El valor num�erico

que se asocia a cada x

k

, v(x

k

), con k = 0; : : : ; n representando el orden K obtenido

mediante la primera pregunta, se obtiene mediante la siguiente relaci�on:

v(x

k

) = v(x

k�1

) + d(x

k

; x

k�1

)

donde v(x

0

) = 0, valor asociado al suceso imposible. Este proceso se repite hasta

que todos los sucesos se hayan considerado. El resultado de este proceso puede no

ser una distribuci�on de posibilidad, por tanto, la distribuci�on de posibilidad se obtiene

normalizado cada valor por el m�aximo.

Los valores para cada suceso se calculan a partir (media o m�aximo) de las diferencias

dadas por el/los experto/s. La principal desventaja de este m�etodo es que el n�umero de

preguntas necesarias se incrementa r�apidamente con el n�umero de posibles sucesos de

las variables.

Ejemplo 3.2 Consideremos el siguiente ejemplo, donde nuestro objetivo es estimar la

siguiente distribuci�on de posibilidad:
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X x

1

x

3

x

5

x

4

x

2

�(x) 0.1 0.3 0.7 0.8 1

La respuesta a la pregunta `>Cu�anto es m�as POSIBLE un suceso que otro?', se propor-

ciona en base a un conjunto D de etiquetas ling�u��sticas equidistantes: D = f IGUAL (I),

CASI-IGUAL (CI), POCO-MAYOR (PM), MODERADAMENTE-MAYOR (MdM),

MAYOR (M), BASTANTE-MAYOR (BM), MUY-MAYOR (MM), CASI-MAXIMO

(CM), MAXIMO (Max)g, obteniendo la siguiente tabla.

x

1

x

2

x

3

x

4

x

5

x

I

x

1

CM PM BM M CI

x

2

CM MM PM M Max

x

3

PM MM BM M MdM

x

4

BM PM BM PM MdM

x

5

M M M PM BM

x

I

CI Max MdM MdM BM

Con esta tabla, obtendr��amos la siguiente asignaci�on de valores a los distintos sucesos,

donde por ser las etiquetas equidistantes, le asociamos el valor 0.125 a la diferencia entre

cada una de ellas. Tambi�en se presenta la distribuci�on estimada, �

0

,

X x

1

x

3

x

5

x

4

x

2

valor 0.125 0.375 0.875 1.25 1.5

�

0

(x) 0.083 0.25 0.583 0.883 1

2

� Coherencia en las respuestas

Como dicen Dubois y Prade [58], una medida de posibilidad es una v��a natural para expresar

incertidumbre subjetiva, por lo que `no podemos esperar que el individuo proporcione un

dato muy preciso, pero si podemos esperar que sus a�rmaciones sean coherentes'. Por tanto,

cuando consideramos las opiniones de varios expertos o cuando consideramos las observaciones

dadas por un mismo experto en momentos distintos, es posible obtener distintas distribuciones

de posibilidad para una determinada variable. Estas diferencias son permisibles desde un

punto de vista subjetivo, por lo que lo �unico que podemos es exigir cierta coherencia en las

respuestas.
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En el siguiente test de coherencia, dado por Turksen [165], notaremos por �

n

(x

i

) a la

posibilidad asignada al suceso x

i

en la respuesta n; exigiremos que:

1. Si �

n

(x

i

) � �

n

(x

j

), entonces �

n

0

(x

i

) � �

n

0

(x

j

).

2. Si �

n

(x

i

) � �

n

(x

j

) y �

n

(x

j

) � �

n

(x

k

) entonces �

n

(x

i

) � �

n

(x

k

).

3. Notemos por d

i;j

a la diferencia de creencia entre �

n

(x

i

) y �

n

(x

j

), para un experimento

n y por d

0

i;j

a la diferencia entre �

n

0

(x

i

) y �

n

0

(x

i

) para una r�eplica del experimento.

Entonces

Si d

i;j

� d

0

i;j

y d

j;k

� d

0

j;k

, entonces d

i;k

� d

0

i;k

Con este test nos aseguramos que se mantenga el orden entre los distintos sucesos.

3.4.2 Estimaci�on de posibilidades a partir de datos

Cuando tenemos un conjunto de datos, podemos obtener una distribuci�on de probabilidad

a partir de ellos de forma directa, basta con hacer un an�alisis frecuentista de los mismos.

Por tanto, puede obtenerse la distribuci�on de posibilidad utilizando una transformaci�on de

la distribuci�on de probabilidad a una distribuci�on de posibilidad. Este problema ha sido

estudiado previamente por muchos autores [49, 56, 62, 73, 90, 114, 159]. Como comentamos,

aparte del inter�es pr�actico en determinadas aplicaciones, a nivel te�orico el estudio de este

tipo de transformaciones nos va a permitir una mejor compresi�on de los dos formalismos.

Tenemos que tanto la teor��a de la probabilidad, como la teor��a de la posibilidad nos

van a permitir movernos en entornos con incertidumbre. Por tanto cuando, para un mismo

entorno, tenemos una representaci�on probabil��stica y una representaci�on posibil��stica, p y

� respectivamente, parece sensato exigir alguna consistencia entre ambas representaciones.

Nosotros como criterio de consistencia utilizaremos el dado por Dubois y Prade en [56]. Este

criterio tiene su base en el siguiente comentario de Zadeh [175]: `Lo que es posible puede no

ser probable y lo que es improbable no tiene que ser imposible'. Informalmente, el principio

de consistencia establece que lo que es probable es ciertamente posible y lo que es inevitable

(necesario) es con certeza probable. Por tanto, una medida de posibilidad y una medida de

probabilidad ser�an consistentes cuando el grado de posibilidad de un suceso es mayor o igual

que el grado de probabilidad. Delgado y Moral [49] dan el siguiente conjunto de axiomas

que debe cumplir cualquier medida de consistencia C(�; p) entre medidas de posibilidad y

probabilidad:
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1. Si � informa menos que �

0

, entonces debe ser menos contradictoria con cualquier otra

informaci�on.

Si � � �

0

) C(�; p) � C(�

0

; p); 8�; �

0

8p, donde �; �

0

son distribuciones de posibilidad

y p es una distribuci�on de probabilidad.

2. Sean p; p

0

dos distribuciones de probabilidad y � una distribuci�on de posibilidad sobre

un dominio U . Si existen x; y 2 U tales que p(z) = p

0

(z); 8z 2 U con z 6= x y z 6= y (las

dos distribuciones reparten la misma probabilidad en fx; yg) entonces si p asigna m�as

probabilidad al elemento de m�as posibilidad, entonces debe haber menos contradicci�on

entre p y � que entre p

0

y �, esto es

�(x) � �(y)

p(x) � p(y)

)

) C(�; p)� C(�

0

; p)

3. En base al criterio de consistencia

(p(x) > 0) �(x) = 0)) C(�; p) = 0:

(p(x) > 0) �(x) = 1)) C(�; p) = 1

En esta secci�on suponemos que tenemos una variable X , tomando valores en fx

1

; x

2

; : : : ; x

n

g,

donde p es una distribuci�on de probabilidad sobre X , y � es una distribuci�on de posibili-

dad sobre X , esto es p = fp

1

; p

2

; : : : ; p

n

g con p

i

= p(X = x

i

) y � = f�

1

; �

2

; : : : ; �

n

g con

�

i

= �(X = x

i

). En su formulaci�on m�as general, el principio de consistencia equivale a decir

que �

i

� p

i

, para todo i = 1; 2; : : : ; n. Adem�as, supondremos que sobre las distribuciones

tenemos el siguiente orden: p

i

� p

i+1

, y �

i

� �

i+1

i = 1; 2; : : : ; n� 1;

Estudiaremos distintas t�ecnicas que nos van a permitir realizar la transformaci�on de una

distribuci�on de probabilidad a una distribuci�on de posibilidad. Posteriormente, consideramos

las propiedades que satisfacen estas transformaciones. Cuando se consideran propiedades

que relacionan dos o m�as distribuciones, Sudkamp [159] obtiene unos resultados no son muy

esperanzadores. El problema parece estar en la elecci�on de los operadores de c�alculo. As��,

cuando consideramos las medidas de posibilidad y probabilidad en un mismo entorno, esto es,

el entorno de las medidas de evidencia, es posible obtener buenas propiedades. Finalmente,

proponemos un conjunto de transformaciones, para las que establecemos una relaci�on entre

la incertidumbre del entorno con el n�umero de datos que disponemos.

En la literatura podemos encontrar diferentes transformaciones, de entre las que consid-

eraremos las siguientes (otras posibles transformaciones las podemos encontrar en [90, 114]):
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1. Normalizaci�on por el m�aximo:

Es la transformaci�on m�as usual [90] entre distribuciones de posibilidad y distribuciones

de probabilidad. Viene dada por las siguientes ecuaciones:

�

i

=

p

i

p

1

p

i

=

�

i

P

n

j=1

�

j

(3.25)

2. Necesidad como cantidad adicional de informaci�on:

Esta transformaci�on ([56]) est�a basada en la idea de que `el grado de necesidad de un

suceso A � X es la cantidad adicional de probabilidad de los sucesos en A sobre la

cantidad de informaci�on asignada al suceso elemental m�as frecuente fuera de A'. Esta

relaci�on viene expresada por:

�

i

=

n

X

j=1

min(p

i

; p

j

) p

i

=

n

X

j=i

(�

j

� �

j+1

)

j

(3.26)

donde �

n+1

= 0.

3. Menor p�erdida de informaci�on:

Si se acepta que una distribuci�on de posibilidad proporciona una representaci�on m�as

d�ebil de la incertidumbre que una distribuci�on de probabilidad, entonces al hacer la

transformaci�on de una probabilidad a una posibilidad debemos de perder la menor

cantidad de informaci�on posible. An�alogamente, al hacer la transformaci�on inversa

siempre a~nadimos informaci�on, por tanto se trata de buscar aquella distribuci�on de

probabilidad que preserve la incertidumbre de elecci�on entre los posibles sucesos [49, 62]

�

i

=

n

X

j=i

p

j

p

i

=

n

X

j=i

(�

j

� �

j+1

)

j

(3.27)

4. Respetan incertidumbre:

Estas tranformaciones, dadas por Klir [91, 92], respetan el principio de incertidumbre

e invarianza de la informaci�on, bas�andose en que la entrop��a de una distribuci�on de

probabilidad

1

, H(p), y la No-Especi�cidad de una distribuci�on de posibilidad

2

, NS(�),

tienen el mismo papel en ambas teor��as. Por tanto, se trata de buscar aquella transfor-

maci�on para la que se satisfaga que H(p) = NS(�), esto es, se preserva la incertidumbre.

Klir [90], con el �n de que la transformaci�on sea �unica requiere, adem�as de la condici�on

de consistencia indicando que lo probable debe de ser posible, que sean transformaciones

1

La entrop��a de Shannon [142] H(p) = �

P

n

i=1

p

i

log

2

p

i

2

La medida de No Especi�cidad viene dada [93] por NS(�) =

P

n

i=2

(�

i

� �

i+1

) log

2

i

2

P

i

j=1

�

j
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en una escala log-intervalar y vienen dadas por:

�

i

=

�

p

i

p

1

�

�

p

i

=

�

1=�

i

P

n

k=1

�

1=�

k

(3.28)

El valor de � se obtiene al solucionar la ecuaci�on H(p) = NS(�).

Las transformaciones anteriores parten de la base de preservar algunas propiedades de

primer orden, esto es aquellas propiedades que dependen �unicamente de la distribuci�on y que

no est�an relacionadas con cualquier otra informaci�on. Ejemplos de este tipo de propiedades

son la normalizaci�on, medidas de con�anza o las medidas de incertidumbre (como entrop��a o

no especi�cidad). Nos podemos preguntar qu�e ocurre con las propiedades de segundo orden, es

decir, aquellas propiedades que relacionan dos o m�as distribuciones entre si. Por ejemplo rela-

ciones de independencia, marginalizaci�on y condicionamiento. Sudkamp ([159]) realiza un es-

tudio de estas propiedades considerando como medida condicional la que se obtiene utilizando

el condicionamiento de Hisdal y como tests de independencia la No Interactividad, obteniendo

resultados negativos para las propiedades citadas. Esto es, no existe ninguna transformaci�on

que preserve marginalizaci�on, la independencia y el condicionamiento. Klir ([90]) realiza

un estudio comparativo de las distintas aproximaciones, centr�andose en la propiedad de no

interacci�on, utilizando como operador de combinaci�on de dos distribuciones de posibilidad

el m��nimo. En su estudio parte de dos distribuciones de probabilidad marginal p

1

; p

2

, las

combina y obtiene la distribuci�on de probabilidad conjunta p

12

. Por otro lado, a partir de las

distribuciones de probabilidad marginal obtiene distribuciones de posibilidad marginales me-

diante las transformaciones anteriormente dadas, las combina utilizando el m��nimo, y despu�es

realiza la transformaci�on inversa, obteniendo una distribuci�on de probabilidad conjunta p

�

12

.

Finaliza el estudio tomando una medida distancia entre las dos distribuciones de probabilidad

conjunta. El siguiente esquema resume este proceso

p

1

; p

2

�! p

12

= p

1

� p

2

) D(p

12

; p

�

12

)( p

�

12

# "

�

1

; �

2

�! �

12

= minf�

1

; �

2

g

donde D(p

12

; p

�

12

) es una medida de distancia. En su estudio, Klir obtiene resultados que le

permiten concluir el siguiente orden entre los m�etodos: (3.28) � (3.25) � (3.26) � (3.27).

Donde T

1

� T

2

representa que la medida distancia D(:; :) es menor cuando utilizamos la

transformaci�on T

1

en lugar de la T

2

.

En cierto sentido estos resultados, aunque negativos, no deben parecernos sorprendentes,

ya que al realizar la transformaci�on entre los dos tipos de medidas, las operaciones implicadas
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en los c�alculos necesarios tienen distintas propiedades. Por tanto, parece razonable realizar

un estudio utilizando las operaciones que son usuales en un formalismo com�un a ambas

medidas, las medidas de evidencia. Para ello, consideramos la medida de posibilidad como

una medida de evidencia consonante y a la probabilidad como una medida de evidencia

Bayesiana. Con ello, tratamos a las dos medidas bajo el mismo formalismo. En este caso

podemos utilizar como operador para la combinaci�on de evidencias el producto, [24] y como

operador de condicionamiento el de Dempster [50, 139]. Para nuestro an�alisis consideramos

la transformaci�on basada en la normalizaci�on por el m�aximo (3.25), obteniendo las siguientes

propiedades:

La primera propiedad de segundo orden que consideramos es el condicionamiento.

Proposici�on 3.11 La transformaci�on de normalizaci�on por el m�aximo (3.25) preserva el

condicionamiento de Dempster.

Demostraci�on.

a) Demostraremos primero que la transformaci�on T : p! � preserva el condicionamiento.

Para ello seguiremos el siguiente esquema:

p(XY ) �! p(X jY )

# #

�(XY ) �! �(X j Y )

Veremos que llegamos a los mismos valores para �(X j Y ) por ambos caminos.

Consideramos primero el camino p(XY )! �(XY )! �(X j Y ). En este caso sabemos

que �(x j y) = �(xy)=max

x

�(xy) = �(xy)=�(x

0

y), de donde �(x j y) = p(xy)=p(x

0

y).

Tomemos el camino p(XY ) ! p(X j Y ) ! �(X j Y ). El valor �(x j y) =

p(xjy)

max

x

p(xjy)

=

p(xy)=max

x

p(xy), es decir �(x j y) = p(xy)=p(x

0

y), y por tanto los valores coinciden.

b) Veamos que la transformaci�on T

�1

: � ! p tambi�en preserva el condicionamiento. El

esquema es el siguiente

�(XY ) �! �(X jY )

# #

p(XY ) �! p(X j Y )
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Consideremos el camino �(X; Y )! p(XY )! p(X j Y ). Llamemos K =

P

XY

�(XY ),

Entonces tenemos que p(XY ) = �(XY )K

�1

, y por tanto

p(X j Y ) =

�(XY )K

�1

P

X

�(XY )K

�1

=

�(XY )

P

X

�(XY )

Veamos ahora el camino �(XY )! �(X j Y )! p(X j Y ). TomemosM = max

X

�(XY ),

tenemos que �(X j Y ) = �(XY )M

�1

y al aplicar la transformaci�on T

�1

obtenemos que

p(X j Y ) =

�(X j Y )

P

x

�(X j Y )

=

�(XY )M

�1

P

X

�(XY )M

�1

=

�(XY )

P

X

�(XY )

:

Con lo que la transformaci�on inversa tambi�en preserva el condicionamiento. 2

Proposici�on 3.12 La transformaci�on de normalizaci�on por el m�aximo (3.25) no preserva

la marginalizaci�on .

Demostraci�on.

Basta considerar el siguiente contraejemplo, con X e Y variables bivaluadas, en el que

seguimos el siguiente esquema:

p(XY ) �! p(X); p(Y )

# #

�(XY ) �! �(X); �(Y )

Donde la distribuci�on de probabilidad conjunta toma los valores

p(X; Y ) = [p(x

1

y

1

); p(x

1

y

2

); p(x

2

y

1

); p(x

2

; y

2

)] = [0:4; 0:1; 0:3; 0:2]

de donde calculamos las distribuciones marginales

p(X) = [p(x

1

); p(x

2

)] = [0:5; 0:5]; p(Y ) = [p(y

1

); p(y

2

)] = [0:7; 0:3]:

Si transformamos las distribuciones marginales en posibilidades tenemos que �(X) =

[1; 1]; �(Y ) = [1; 0:42857]

Consideremos ahora la construcci�on de la distribuciones marginales por medio del camino

inferior, para ello tenemos que

�(X; Y ) = [�(x

1

y

1

); �(x

1

y

2

); �(x

2

y

1

); �(x

2

y

2

)] = [1; 0:25; 0:75; 0:5]

Para completar el diagrama tenemos que �(X) = [�(x

1

); �(x

2

)] = [1; 0:75]. Por tanto,

esta tranformaci�on no preserva la construci�on de la marginal. 2
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El hecho de que no preserve la marginalizaci�on puede implicar que no se preserve la

independencia condicional, (recordemos que compar�abamos la distribuci�on de probabilidad

condicional con la marginal). Sin embargo, podemos ver que la transformaci�on de normal-

izaci�on por el m�aximo preserva la independencia (considerada como una no modi�caci�on de

la informaci�on al condicionar).

Proposici�on 3.13 La transformaci�on de normalizaci�on por el m�aximo preserva la indepen-

dencia (no modi�caci�on de la informaci�on) condicional (condicionamiento de Dempster).

I(X j Z j Y )

p

, I(X j Z j Y )

�

Demostraci�on.

Suponemos que X; Y; Z son variables disjuntas, p una distribuci�on de probabilidad con-

junta sobre X; Y; Z, y � una distribuci�on de posibilidad conjunta. En el desarrollo de

la demostraci�on utilizaremos el siguiente lema:

Lema: I(X j Z j Y )

P

si y s�olo si se satisface que

p(xyz)

p(x

0

yz)

=

p(xy

0

z)

p(x

0

y

0

z)

; 8x; x

0

; y; y

0

; z: (3.29)

a) I(X j Z j Y )

p

) I(X j Z j y)

�

Para todo x; y; z tenemos que �(xyz) =

p(xyz)

max

xyz

p(xyz)

. Sea M = max

xyz

p(xyz). Por

considerar una distribuci�on de posibilidad tenemos que I(X j Z j Y )

�

implica que

�(x j yz) = �(x j z); 8xyz. Para xyz �jos tenemos que

�(xyz) = p(xyz)M

�1

�(yz) = max

x

�(xyz) = �(x

0

yz) = p(x

0

yz)M

�1

�(xz) = max

y

�(xyz) = �(xy

0

z) = p(xy

0

z)M

�1

�(z) = max

xy

�(xyz) = �(x

00

y

00

z) = p(x

00

y

00

z)M

�1

y tenemos que demostrar que

�(xyz)

�(yz)

=

�(xz)

�(z)

:

que es equivalente a

p(xyz)M

�1

p(x

0

yz)M

�1

=

p(xy

0

z)M

�1

p(x

00

y

00

z)M

�1
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Pero por satisfacerse la independencia en probabilidades (3.29) tenemos que se satisface:

p(xyz)

p(x

00

yz)

=

p(xy

00

z)

p(x

00

y

00

z)

) p(xyz)p(x

00

y

00

z) = p(x

00

yz)p(xy

00

z)

p(x

0

yz)

p(xyz)

=

p(x

0

y

0

z)

p(xy

0

z)

) p(x

0

yz)p(xy

0

z) = p(xyz)p(x

0

y

0

z)

Adem�as, al utilizar la normalizaci�on por el m�aximo, tenemos que si �(x

0

yz) = max

x

�(xyz),

entonces p(x

0

yz) = max

x

p(xyz). Por tanto, tenemos que p(x

00

yz) � max

x

p(xyz) =

p(x

0

yz), y de forma an�aloga tenemos que p(xy

00

z) � p(xy

0

z) y que p(x

0

y

0

z) � p(x

00

y

00

z):

Luego tenemos que

p(xyz)p(x

00

y

00

z) = p(x

00

yz)p(xy

00

z) � p(x

0

yz)p(xy

0

z) = p(xyz)p(x

0

y

0

z) � p(xyz)p(x

00

y

00

z)

y por tanto las desigualdades anteriores son una igualdad, de lo que podemos concluir

que p(xyz)p(x

00

y

00

z) = p(x

0

yz)p(xy

0

z), esto es, �(x j yz) = �(x j z).

b) I(X j Z j Y )

�

) I(X j Z j Y )

p

En este caso, supongamos que X = fx

1

; x

2

; : : : ; x

n

g; Y = fy

1

; y

2

; : : : ; y

m

g. Por I(X j

Z j Y )

�

sabemos que

�(xyz)

�(yz)

=

�(xz)

�(z)

; 8xyz

Adem�as, por la transformaci�on entre posibilidades y probabilidades (ecuaci�on 3.25),

tenemos que

p(xyz) =

�(xyz)

P

xyz

�(xyz)

; 8xyz

Sea K =

P

xyz

�(xyz). Entonces, �jados x; y; z tenemos que:

p(xz) =

P

y

p(xyz) = K

�1

P

y

�(xyz)

p(yz) =

P

x

p(xyz) = K

�1

P

x

�(xyz)

p(z) =

P

xy

p(xyz) = K

�1

P

xy

�(xyz)

de donde p(xz)p(yz) = K

�2

P

x

�(xyz)

P

y

�(xyz). Esto es,

p(xz)p(yz) = K

�2

[ �(x

1

yz)�(xy

1

z) + �(x

1

yz)�(xy

2

z) + : : :+ �(x

1

yz)�(xy

m

z)+

�(x

2

yz)�(xy

1

z) + �(x

2

yz)�(xy

2

z) + : : :+ �(x

2

yz)�(xy

m

z)+

: : : : : :

�(x

n

yz)�(xy

1

z) + �(x

n

yz)�(xy

2

z) + : : :+ �(x

n

yz)�(xy

m

z)]

Adem�as, por satisfacerse la independencia con posibilidades, podemos ver que para todo

xyz se satisface

�(xyz)

�(x

0

yz)

=

�(xy

0

z)

�(x

0

y

0

z)

) �(x

0

yz)�(xy

0

z) = �(xyz)�(x

0

y

0

z)
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por lo que tenemos que para i = 1; : : : ; n; j = 1; : : : ; m se satisface que �(x

i

yz)�(xy

j

z) =

�(xyz)�(x

i

y

j

z), y por tanto

p(xz)p(yz) = K

�2

�(xyz)

X

xy

�(xyz) = p(xyz)p(z)

Por tanto podemos concluir que p(x j zy) = p(x j z), es decir I(X j Z j Y )

p

.

Luego la transformaci�on de normalizaci�on por el m�aximo (3.25) preserva la independen-

cia (al considerar la medida de posibilidad como una medida de evidencia consonante).

2

Estimaci�on de Posibilidades: Relaci�on entre Incertidumbre y N�umero de Datos.

Para �nalizar, retomaremos el problema de la estimaci�on de una distribuci�on de posibilidad

a partir de una base de datos. El planteamiento que hacemos es el siguiente: Cuanto menor

es el n�umero de datos de que disponemos, la informaci�on que obtenemos ser�a menos precisa

y por tanto m�as incierta. De alguna forma, cuando tenemos un n�umero elevado de datos,

las a�rmaciones que hacemos est�an m�as `justi�cadas', hay m�as elementos que las soportan.

Entonces, parece l�ogico que a la hora de hacer una estimaci�on de la distribuci�on de posibilidad,

la incertidumbre asociada dependa del tama~no de la base de datos. Consideramos que una

distribuci�on, �

1

, es mas incierta que otra, �

2

, cuando es menos informativa, esto es para cada

posible valor de la variable x tenemos que �

1

(x) � �

2

(x). Como soluci�on a este problema,

proponemos una aproximaci�on donde, en lugar de partir de una distribuci�on de probabilidad

estimada a partir de los datos, se estiman cotas de probabilidad.

Al estimar la distribuci�on de probabilidad, de alguna forma, estamos haciendo la su-

posici�on de que la distribuci�on de probabilidad que conocemos es la distribuci�on real sobre

los datos. Esta suposici�on, estad��sticamente hablando, no es cierta. Nuestro conjunto de

datos se puede considerar como un muestreo aleatorio de tama~no N sobre una poblaci�on in-

�nita, donde las posibles salidas del muestreo se encuentran en el conjunto X = fx

1

; : : : ; x

n

g.

Si observamos que el n�umero de datos en la muestra con valor igual a x

i

es r

i

, podemos

estimar una probabilidad p(X = x

i

) = r

i

=N , o lo que es igual, p

i

= r

i

=N . Los valores en el

vector p = (p

1

; : : : ; p

n

) son una estimaci�on de la distribuci�on de probabilidad, sin embargo

no sabemos c�omo de �able es esta estimaci�on.

Consideremos el siguiente ejemplo en el entorno probabil��stico. Supongamos que tenemos

una variable X que puede tomar dos valores x

1

; x

2

, y que el n�umero de datos que tenemos

en la muestra es de 10, donde 3 son x

1

y 7 son x

2

, de donde podemos estimar que p =

(0:3; 0:7). Realmente el n�umero de datos es peque~no y por tanto tenemos poca con�anza

en esta estimaci�on. Si existe una segunda muestra de la misma poblaci�on, pero �esta con
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un tama~no mucho mayor, N = 1000, donde el n�umero de datos con valor x

1

es 450 y el

n�umero de datos con valor x

2

es 550, entonces podemos estimar que p

0

= (0:45; 0:55). En

este ejemplo, parece l�ogico que la elecci�on fuese p

0

, ya que tenemos una mayor con�anza.

Sin embargo, es posible en lugar de estimar para cada posible suceso un �unico valor p

i

(la distribuci�on de probabilidad), estimar un intervalos de valores [p

l

i

; p

u

i

] con p

l

i

� p

u

i

,

en los que se encuentre con cierta con�anza la distribuci�on que genera el muestreo. El que

consideremos que, a un determinado nivel de con�anza, �, el extremo superior del intervalo,

p

u

i

, sea un valor aceptable para p

i

, nos lleva a pensar que podemos utilizar este valor a la

hora de hacer un c�alculo de la distribuci�on de posibilidad.

Existen t�ecnicas, que estudiaremos en el cap��tulo siguiente, para la estimaci�on de intervalos

de probabilidad a partir de un muestreo aleatorio. En esta secci�on �unicamente estamos intere-

sados en c�omo podemos utilizar estas estimaciones para obtener distribuciones de posibilidad.

Sin embargo, vamos a considerar algunas caracter��sticas que nos parecen importantes:

Monoton��a en p

i

: Para un N �jado, es deseable que los intervalos sea crecientes en p

i

,

esto es

Si p

i

� p

i+1

entonces p

l

i

� p

l

i+1

y p

u

i

� p

u

i+1

Inclusi�on en N : Para un p

i

�jo, es deseable que la longitud de los intervalos sea decreciente

con N , esto es

Si N

1

> N

2

entonces p

N

2

l

i

< p

N

1

l

i

y p

N

1

u

i

< p

N

2

u

i

Inclusion en � : Para p

i

y N �jos, es deseable que la longitud de los intervalos sea decre-

ciente con �, esto es

Si �

1

> �

2

entonces p

�

1

l

i

< p

�

2

l

i

y p

�

2

u

i

< p

�

1

u

i

Por tanto, partimos de una muestra sobre X = fx

1

; x

2

; : : : ; x

n

g, de tama~no N , de la que

estimamos para cada valor x

i

; i = 1; : : : ; n un intervalo [p

l

i

; p

u

i

]. Entonces, tomando como

base los m�etodos anteriores, las transformaciones de una distribuci�on de probabilidad a una

distribuci�on de posibilidad

1

se pueden expresar como:

�

�

i

=

p

u

i

p

l

1

^ 1 (3.30)

1

No consideramos la t�ecnica que trata de preservar la incertidumbre dada por Klir (ecuaci�on 3.28), ya que

con �esta se consiguen resultados �optimos para �este criterio.
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�

�

i

=

n

X

j=1

min(p

u

i

; p

u

j

) ^ 1 (3.31)

�

�

i

=

n

X

j=i

p

u

j

^ 1 (3.32)

que se corresponden respectivamente con las ecuaciones 3.25, 3.26 y 3.27 respectivamente.

Cuando utilizamos estas transformaciones, es inmediato ver que se satisfacen las siguientes

propiedades:

1. Al hacer la transformaci�on entre intervalos de probabilidades, [p

l

; p

u

], a una distribuci�on

de posibilidad, �

�

, se tiene que �

�

est�a incluida en la distribuci�on de posibilidad, �, que

se obtiene al utilizar la distribuci�on de probabilidad, p. Esquem�aticamente, si T

1

; T

2

son

transformaciones del mismo tipo, tenemos que:

T

1

: p

i

�! �

i

T

2

: [p

l

i

; p

u

i

] �! �

�

i

)

�

�

i

� �

i

Por tanto, �

�

se puede decir que informa `menos' que � (es menos restrictiva), por lo

que debe de ser menos contradictoria con cualquier otra informaci�on. Esto es el axioma

primero de las medidas de consistencia para las transformaciones entre distribuciones de

posibilidad y probabilidad dado por Delgado y Moral ([49]) y por tanto tenemos que la

transformaci�on T

2

es m�as consistente que la transformaci�on T

1

, para cualquier medida,

esto es C(�

�

i

; p) � C(�

i

; p).

2. Cuanto mayor sea el tama~no de la muestra, N , mayor ser�a nuestra con�anza en la

estimaci�on, esto es obtenemos una distribuci�on de posibilidad m�as precisa. Esto re
eja el

hecho de que con un n�umero mayor de datos, la incertidumbre sobre el comportamiento

del sistema ser�a menor.

3. Cuanto mayor sea el nivel de con�anza �, exigido al estimar el intervalo, mayores ser�an

los valores de la distribuci�on de posibilidad y por tanto la consistencia de la transfor-

maci�on ser�a mayor. Sem�anticamente, estamos expresando la siguiente idea: Para un N

dado, una estimaci�on m�as precisa de los valores de la distribuci�on, conlleva una menor

seguridad (con�anza) en los valores de la misma.

4. Con estas transformaciones se respeta la idea de que los sucesos m�as probables sean los

m�as posibles, esto es

Si p

i

� p

j

entonces �

�

i

� �

�

j
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5. �

j

= 1 si p

j

pudiese ser el elemento de m�axima probabilidad. Al estimar intervalos de

probabilidad, permitimos (con cierta con�anza) que el valor para p

j

se encuentre entre

los l��mites [p

l

j

; p

u

j

]. Consideremos el caso en que tenemos [p

l

1

; p

u

1

] el intervalo asociado

al valor de m�axima probabilidad, y sea [p

l

2

; p

u

2

] el intervalo asociado al siguiente valor

en el orden, donde adem�as se satisface que p

l

1

< p

u

2

. En este caso, podr��a ocurrir que

p

1

= p

l

1

y p

2

= p

u

2

, con lo cual el elemento de m�axima probabilidad ser��a p

2

, y por

tanto, se deber��a alcanzar el uno en �

2

.

Las siguientes tablas proporcionan un ejemplo comparativo para cada una de estas trasfor-

maciones. Para ello, partimos de la siguiente distribuci�on de probabilidad P cuyo dominio

est�a formado por las variables bivaluadas X; Y; Z

Prob. Origen

x

1

y

1

z

1

0.1519

x

1

y

1

z

2

0.0383

x

1

y

2

z

1

0.0257

x

1

y

2

z

2

0.1196

x

2

y

1

z

1

0.0851

x

2

y

1

z

2

0.1130

x

2

y

2

z

1

0.3019

x

2

y

2

z

2

0.1644

En las siguientes tablas se representan los valores que toma la distribuci�on de posibilidad

cuando aplicamos la transformaci�on original (columna segunda), as�� como los valores que

toma la distribuci�on de posibilidad cuando consideramos la incertidumbre debida al n�umero

de datos. Las columnas tercera y cuarta expresan los valores cuando tenemos un nivel de

con�anza del 95%. Las columnas quinta y sexta cuando la con�anza en la estimaci�on es del

80%.

Consultando las tablas, podemos ver que cuanto menor es el n�umero de datos y mayor es

la con�anza exigida obtenemos mayores valores para la distribuci�on de posibilidad. Adem�as,

podemos ver que cuando comparamos los valores que se obtiene al utilizar el criterio original y

el criterio que considera el n�umero de datos como par�ametro para realizar la transformaci�on,

los valores m�as cercanos entre ambos m�etodos se obtienen con el planteamiento de obtener una

menor p�erdida de informaci�on, mientras que el m�etodo que considera la cantidad adicional

de informaci�on obtiene las mayores diferencias.
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Cantidad adicional de Informaci�on

ec. 3.26 � = 95% � = 80%

� N = 1000 N = 300 N = 1000 N = 300

x

1

y

1

z

1

0.8375 0.991 1 0.9334 1

x

1

y

1

z

2

0.2938 0.3994 0.5014 0.3582 0.4121

x

1

y

2

z

1

0.2061 0.2941 0.3805 0.2577 0.2998

x

1

y

2

z

2

0.7407 0.8889 1 0.8333 0.9028

x

2

y

1

z

1

0.5747 0.7122 0.8335 0.6608 0.7278

x

2

y

1

z

2

0.7142 0.8635 0.9867 0.8083 0.8747

x

2

y

2

z

1

1 1 1 1 1

x

2

y

2

z

2

0.8624 1 1 0.9603 1

Normalizaci�on por el M�aximo

ec.3.25 � = 95% � = 80%

� N = 1000 N = 300 N = 1000 N = 300

x

1

y

1

z

1

0.5031 0.6388 0.7779 0.5875 0.6680

x

1

y

1

z

2

0.1268 0.1895 0.2584 0.1647 0.2002

x

1

y

2

z

1

0.0853 0.1345 0.1895 0.1139 0.1402

x

1

y

2

z

2

0.3962 0.5142 0.6296 0.4695 0.5332

x

2

y

1

z

1

0.2819 0.3803 0.4789 0.3430 0.3970

x

2

y

1

z

2

0.3743 0.4910 0.6010 0.4474 0.5070

x

2

y

2

z

1

1 1 1 1 1

x

2

y

2

z

2

0.5444 0.6889 0.8344 0.6351 0.7201

Menor p�erdida de Informaci�on

ec. 3.27 � = 95% � = 80%

� N = 1000 N = 300 N = 1000 N = 300

x

1

y

1

z

1

0.5337 0.6418 0.7366 0.6011 0.6537

x

1

y

1

z

2

0.0640 0.0885 0.1124 0.0788 0.0910

x

1

y

2

z

1

0.0257 0.0367 0.0475 0.0322 0.0374

x

1

y

2

z

2

0.3818 0.4673 0.5414 0.4350 0.4752

x

2

y

1

z

1

0.1492 0.1925 0.2326 0.1758 0.1971

x

2

y

1

z

2

0.2622 0.3267 0.3834 0.3023 0.3326

x

2

y

2

z

1

1 1 1 1 1

x

2

y

2

z

2

0.6981 0.8302 0.9460 0.7807 0.8462
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Para �nalizar la secci�on, haremos un estudio similar al hecho por Klir [90]. Para ello, por

un lado partimos de dos distribuciones de probabilidad p

1

y p

2

y obtenemos la distribuci�on

producto p

12

. Por otro lado obtenemos, mediante las distintas transformaciones, para p

1

y p

2

las distribuciones de posibilidad �

1

, �

2

, �

�

1

; �

�

2

. Estas distribuciones son combinadas

utilizando como operador de combinaci�on el m��nimo o el producto. Para la distribuci�on

de posibilidad conjunta se hace la transformaci�on inversa, obteniendo p

�

12

. Para �nalizar se

toma una medida distancia entre ellas, consideramos la distancia de Shannon o la distancia

de Hamming. Este proceso se repite, considerando distintos tama~nos de las muestras. La

estimaci�on de las cotas de probabilidad se realiza utilizando una aproximaci�on Normal [79]

al 95%. El esquema del proceso es el siguiente.

p

1

; p

2

�! p

12

= p

1

� p

2

) D(p

12

; p

�

12

)( p

�

12

# "

�

1

; �

2

�! �

12

=

N

f�

1

; �

2

g

con

N

representando al m��nimo o al producto.

Consideramos que TR representa a Normalizaci�on por el M�aximo (3.25), TD representa

la transformaci�on que considera la Necesidad como cantidad adicional de informaci�on (3.26),

y TP la transformaci�on que busca la menor p�erdida de informaci�on (3.27). A~nadimos el

sub��ndice U para indicar que en la transformaci�on consideramos el n�umero de datos en la

base de datos. Esto es, TR

U

; TD

U

; TP

U

representan respectivamente las transfomaciones

3.30,3.31, 3.32. El an�alisis se centrar�a en las transformaciones TR; TD; TR

U

; TD

U

. Para las

transformaciones TP; TP

U

se obtiene una medida distancia muy elevada siendo en cualquier

caso TP menor que TP

U

. Las siguientes gr�a�cas nos muestran los resultados obtenidos al

generar cien distribuciones de probabilidad de forma aleatoria, donde suponemos que las

distribuciones se corresponden a un muestreo con un n�umero de datos que varia de 100 a

20.000, obteniendo para cada caso las distribuciones de posibilidad respectivas.

A partir de estas gr�a�cas, llegamos a las siguientes conclusiones

Combinaci�on: Producto

Cuando utilizamos como operador de combinaci�on el producto, la transformaci�on de

Normalizaci�on por el m�aximo (3.25) preserva la independencia, y por tanto la medida

distancia que obtenemos tiene un valor cero. Para el resto de las transformaciones

consideradas, obtenemos la siguiente relaci�on cuando el n�umero de datos es lo su�cien-

temente grande.

Distancia: Hamming y Shannon
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Figura 3.1. Distancia Hamming: Combinaci�on m��nimo.
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Figura 3.2. Distancia Hamming: Combinaci�on producto.
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TR � TR

U

� TD

U

� TD

Combinaci�on: M��nimo

Con esta transformaci�on no se preserva la independencia, por tanto un criterio de igual-

dad entre distribuciones para testear una relaci�on de independencia no ser�a v�alido. En

este caso, tenemos que se satisfacen la siguientes relaciones:

Distancia: Hamming y Shannon

TD

U

� TD � TR � TR

U

Podemos ver como la medida distancia decrece r�apidamente hasta `estabilizarse' en unas

cotas que dependen del n�umero de ejemplos que tenga la base de datos. Adem�as, para

un n�umero de datos lo su�cientemente grande, obtenemos que, e independientemente de

la medida distancia y del tipo de criterio de combinaci�on utilizados, los valores distancia

obtenidos utilizando TD

U

son siempre menores que los obtenidos al utilizar la transformaci�on

TD, y an�alogamente, la distancia obtenida cuando utilizamos TR

U

es siempre mayor que la

distancia para la transformaci�on TR. La elecci�on de una transformaci�on u otra depender�a

en gran medida del tipo de combinaci�on que se realize. Hay que notar que utilizando la

combinaci�on del producto obtenemos mejores resultados, (distancias menores), este hecho no

debe de parecernos extra~no, pues estamos utilizando el mismo tipo de combinaci�on en los dos

caminos del experimento. En cualquier caso, la medida distancia no toma valores elevados,

por lo que podemos considerar adecuados los valores de las transformaciones.

Es importante notar que la incertidumbre en la distribuci�on va a depender del n�umero de

datos que tengamos en la muestra. Podemos relacionar este hecho con el estudio del concepto

de independencia para posibilidades, y m�as en concreto con la de�nici�on de independencia

como no ganancia de informaci�on al condicionar. En general, cuando tenemos como fuente

de informaci�on una muestra de tama~no N sobre dos variables X; Y , podemos obtener la

distribuci�on de posibilidad conjunta, �

�

, utilizando los m�etodos anteriores. El condicionar

a que conocemos que el valor Y = y se puede comparar con el proceso de eliminar de la

muestra aquellos valores para los que Y 6= y, y por tanto nos quedamos con una muestra

de menor dimensi�on. Aunque para ambas muestras se satisfaga que p(x) = p(x j y), es

obvio que si tratamos de estimar la distribuci�on de posibilidad condicional a partir de la

muestra condicionada, obtendremos una mayor incertidumbre y por tanto se tiene la p�erdida

de informaci�on al condicionar, es decir �(x j y) � �(x).
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Cap��tulo 4

Intervalos de Probabilidad: Una

herramienta para el razonamiento

con incertidumbre.

4.1 Introducci�on.

Cuando se dispone de informaci�on con incertidumbre, uno de los principales problemas que se

plantean es el de encontrar un formalismo apropiado que nos permita tratar num�ericamente

con esta informaci�on. Aunque el formalismo m�as utilizado lo constituyen las medidas de

probabilidad, �este no es el �unico tipo de medida capaz de tratar con la incertidumbre. De

hecho, podemos encontrar una jerarqu��a de distintos formalismos, que va desde los m�as

generales a los m�as particulares. Usualmente, cuanto m�as general es una medida, mayor

capacidad de representaci�on posee, pero computacionalmente tiene una menor e�ciencia de

c�alculo.

En este cap��tulo se estudia en detalle un formalismo para representar incertidumbre:

Los Intervalos de Probabilidad. Este formalismo combina una expresividad razonable con

una e�ciente computaci�on. Estudiaremos los conceptos y herramientas principales necesar-

ios para desarrollar una teor��a sobre la incertidumbre, como precisi�on (inclusi�on), combi-

naci�on, marginalizaci�on, condicionamiento e integraci�on, para los intervalos de probabilidad.

Adem�as, se analiza el lugar que ocupan los intervalos de probabilidad dentro de la jerarqu��a

antes mencionada. Posteriormente, estudiamos el problema de la estimaci�on de intervalos

de probabilidad a partir de datos. El obtener los intervalos de probabilidad es un problema



176

Intervalos de Probabilidad: Una herramienta para el razonamiento con incertidumbre.

esencial cuando queremos utilizar la informaci�on dada por la base de datos como fuente de

informaci�on a la hora de realizar el razonamiento, por ejemplo ver [35, 54, 63, 70, 164]. Para

solucionar este problema utilizamos t�ecnicas estad��sticas. Para �nalizar el cap��tulo, pro-

ponemos distintas de�niciones de independencia condicional bajo este formalismo, haciendo

un estudio emp��rico del comportamiento de las mismas. En la siguiente secci�on se repasan

brevemente distintos formalismos para representar la incertidumbre. Posteriormente, se in-

troducen formalmente los intervalos de probabilidad, estudiando su relaci�on con las proba-

bilidades superiores e inferiores y los conjuntos convexos de probabilidades.

4.2 Formalismos para la representaci�on de la incertidumbre.

El concepto de medida difusa, Sugeno [160], nos permite representar la informaci�on disponible

sobre un experimento incierto. En cualquier caso, una medida difusa es un formalismo muy

general, por lo que en la mayor��a de las aplicaciones se utiliza alg�un subconjunto de este tipo

de medidas.

Como comentamos en el cap��tulo anterior, una medida difusa g sobre un dom��nio �nito

D

x

se de�ne como una aplicaci�on

g : D

x

�! [0; 1]

que satisface

1. g(;) = 0 y g(D

x

) = 1:

2. Para todo A;B � D

x

, si A � B, entonces g(A) � g(B).

Donde para cada suceso A, la con�anza que tenemos de que este suceso ocurra viene dada

por g(A).

Las medidas representables, o medidas de probabilidad superiores e inferiores [50] son una

particularizaci�on de una medida difusa. Un par de medidas difusas (l; u) se dice que son

representables si y s�olo si existe una familia, no vac��a, de medidas de probabilidad P tal que

l(A) = inf

P2P

P (A); u(A) = sup

P2P

P (A); 8A � D

x

: (4:1)

Como veremos, los intervalos de probabilidad se pueden considerar como una particularizaci�on

de las medidas de probabilidad inferiores y superiores.

Otra particularizaci�on de las medidas difusas la constituyen las Capacidades de Choquet

de orden dos [39]. Un par de medidas difusas (l; u) son una capacidad de Choquet de orden
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dos (l es una capacidad 2-mon�otona y u es 2-alternante) si y s�olo si

l(A[ B) + l(A\ B) � l(A) + l(B) 8A � D

x

;

u(A [ B) + u(A \B) � u(A) + u(B) 8A � D

x

:

M�as a�un, es conocido que los pares de capacidades de Choquet de orden dos son siempre

medidas de probabilidad inferior y superior (ver Campos [21] y Huber [86]).

Para �nalizar la secci�on, consideramos otro subconjunto de las medidas difusas, las me-

didas de evidencia [50, 139] asociadas a una asignaci�on b�asica de probabilidad m sobre D

x

.

Como se coment�o en el cap��tulo anterior, la medida de creencia Bel y la medida de Plausi-

bilidad Pl vienen dadas como:

Bel(B) =

X

A�B

m(A) y Pl(B) =

X

A\B 6=;

m(A): (4:2)

Recordemos que tanto las medidas de Posibilidad/Necesidad, como las medidas de prob-

abilidad son subclases de las medidas de evidencia. En la Figura 4.1 se representa una

clasi�caci�on [103] de las distintas medidas difusas consideradas. Esta clasi�caci�on va desde

las medidas m�as generales a las m�as espec���cas: Donde MD representa al conjunto de me-

MD

MR

C2

EM

EC PR

Figura 4.1. Clasi�caci�on de medidas difusas.

didas difusas, MR al conjunto de medidas representables, C2 representa las capacidades de

Choquet de orden dos, EM a las medidas de evidencia, EC a las evidencias consonantes

(Necesidades/Posibilidades) y PR a las medidas de probabilidad.
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4.3 Intervalos de probabilidad.

Sea X una variable que toma sus valores en un conjunto �nito D

x

= fx

1

; x

2

; : : : ; x

n

g y sea

L = f[l

i

; u

i

]; i = 1; : : : ; ng una familia de intervalos veri�cando que

0 � l

i

� u

i

� 1 8i:

Podemos interpretar estos intervalos como un conjunto de cotas de probabilidad. El conjunto

de distribuciones de probabilidad P sobre D

x

se de�ne como

P = fP 2 P(D

x

) j l

i

� p(x

i

) � u

i

; 8ig ; (4:3)

donde P(D

x

) representa el conjunto de todas las medidas de probabilidad de�nidas sobre un

dominio �nito D

x

. Diremos que L es un conjunto de intervalos de probabilidad , y que P es

el conjunto de posibles probabilidades asociadas con L.

Como P es obviamente un conjunto convexo, podemos considerar un conjunto de in-

tervalos de probabilidad como un caso particular de un conjunto convexo (un politopo) de

probabilidades con un conjunto �nito de puntos extremos [35, 69, 97, 109, 98].

Con el �n de evitar que el conjunto P sea vac��o, es necesario imponer algunas condiciones

a los intervalos [l

i

; u

i

], como que la suma de las cotas inferiores sea menor o igual que uno y

que la suma de las cotas superiores sea mayor o igual que uno:

n

X

i=1

l

i

� 1 �

n

X

i=1

u

i

: (4:4)

Un conjunto de intervalos de probabilidad veri�cando la condici�on (4.4) se denominar�a propio.

Siempre utilizaremos intervalos propios de probabilidad, ya que un intervalo de probabilidad

no propio, asociado al conjunto vac��o, carece de utilidad.

A un conjunto propio de intervalos de probabilidad L, podemos asociarle, junto con un

conjunto convexo P , un par de probabilidades inferiores y superiores (l; u) [29, 34, 86, 171, 130]

a trav�es de P como:

l(A) = inf

P2P

P (A); u(A) = sup

P2P

P (A); 8A � D

x

: (4:5)

Por tanto, los intervalos de probabilidad pueden considerarse como un caso particular de prob-

abilidades inferiores y superiores, donde el conjunto de probabilidades asociadas est�a de�nido

por un conjunto de restricciones que afectan �unicamente a las probabilidades individuales

p(x

i

) (restricciones como por ejemplo que p(x

i

)+p(x

j

) � u

ij

, o que p(x

i

)+p(x

j

)+p(x

k

) � l

ijk

,
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en general son posibles cuando consideramos probabilidades inferiores y superiores, pero no

est�an permitidas cuando consideramos los intervalos de probabilidad. Unicamente est�an per-

mitidas restricciones del tipo p(x

i

) � l

i

y p(x

i

) � u

i

).

Para mantener la consistencia entre las dos posibles interpretaciones de los intervalos de

probabilidad, es importante que la restricci�on de l(:) y u(:) a los singletons (conjuntos con

un �unico elemento) sea igual a los l��mites originales, es decir

l(fx

i

g) = l

i

; u(fx

i

g) = u

i

; 8i : (4:6)

Estas igualdades no son siempre ciertas, en general se satisfacen s�olamente las desigualdades

l(fx

i

g) � l

i

; u(fx

i

g) � u

i

; 8i ;

ya que para toda probabilidad P en P , es l

i

� p(x

i

) � u

i

, y tomamos el m��nimo y el m�aximo

sobre estas probabilidades. Pero es posible obtener la igualdad modi�cando las cotas l

i

y u

i

sin alterar el conjunto P , es decir, no modi�camos el conjunto de posibles probabilidades.

Estudiemos primero qu�e condiciones tendr��an que veri�car los intervalos [l

i

; u

i

] para satisfacer

las igualdades (4.6) (en Tessem [162] podemos encontrar un estudio an�alogo):

Proposici�on 4.1 Dado un conjunto de intervalos propios de probabilidad L = f[l

i

; u

i

]; i =

1; : : : ; ng, su correspondiente conjunto convexo de probabilidades P y un par de probabilidades

inferiores y superiores (l; u) asociado a L, entonces las igualdades (4.6) son ciertas si y s�olo

si se satisfacen las condiciones siguientes:

X

j 6=i

l

j

+ u

i

� 1 y

X

j 6=i

u

j

+ l

i

� 1; 8i (4:7)

Demostraci�on.

Como las desigualdades l(fx

i

g) � l

i

; u(fx

i

g) � u

i

8i son siempre ciertas, entonces las

condiciones (4.6) son equivalentes a las siguientes: Para cada i existen probabilidades

P

i

y Q

i

tales que

p

i

(x

i

) = u

i

y l

j

� p

i

(x

j

) � u

j

; 8j 6= i ; (4:8)

q

i

(x

i

) = l

i

y l

j

� q

i

(x

j

) � u

j

; 8j 6= i : (4:9)

Esto es debido a que las probabilidades P

i

y Q

i

veri�cando (4.8) y (4.9) pertenecen

a P y alcanzan los valores m�aximos y los m��nimos u

i

y l

i

respectivamente. Ahora la

equivalencia de (4.8){(4.9) y (4.7) puede demostrarse f�acilmente despu�es de unos simples

c�alculos algebraicos. 2
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Un conjunto de intervalos de probabilidad veri�cando las condiciones (4.7) ser�a llamado

alcanzable. Este nombre hace referencia al hecho de que las condiciones (4.7) son equivalentes

a las igualdades (4.6), las cuales garantizan que las cotas inferiores y superiores l

i

y u

i

puedan

ser alcanzadas por alguna probabilidad en P . Veamos c�omo podemos modi�car estas cotas

inferiores y superiores sin cambiar el conjunto de posibles probabilidades asociadas P .

Proposici�on 4.2 Sea L = f[l

i

; u

i

]; i = 1; : : : ; ng un conjunto propio de intervalos de probabil-

idad y sea P el conjunto convexo de probabilidades asociado. Si de�nimos un nuevo conjunto

de intervalos de probabilidad L

0

= f[l

0

i

; u

0

i

]; i = 1; : : : ; ng a trav�es de

l

0

i

= l

i

_

0

@

1�

X

j 6=i

u

j

1

A

; u

0

i

= u

i

^

0

@

1�

X

j 6=i

l

j

1

A

; 8i ; (4:10)

entonces el conjunto de probabilidades asociadas a L

0

es tambi�en P.

Demostraci�on.

Sea P

0

el conjunto de probabilidades asociadas a L

0

. Es f�acil ver que l

0

i

� u

0

i

; 8i. Por

tanto, l

i

� l

0

i

� u

0

i

� u

i

; 8i, y entonces P

0

� P .

Por otro lado, si P 2 P entonces, por la restricci�on

P

i

p(x

i

) = 1; es inmediato que

l

0

i

� p(x

i

) � u

0

i

8i. Luego, P 2 P

0

y P � P

0

. 2

Por tanto, y por la proposici�on 4.2, podemos reemplazar el conjunto de intervalos de prob-

abilidades original L por el conjunto L

0

de�nido en (4.10) sin afectar el conjunto P . Esta

modi�caci�on nos permite re�nar las cotas de probabilidad que de�nen P de tal forma que

estas cotas sean siempre alcanzables, como nos muestra la siguiente proposici�on.

Proposici�on 4.3 El conjunto de intervalos de probabilidad L

0

de�nido en (4.10) es alcanz-

able.

Demostraci�on.

Demostraremos que

P

j 6=i

l

0

j

+ u

0

i

� 1 8i:
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Si 8j 6= i es l

j

� 1 �

P

m6=j

u

m

, entonces l

0

j

= l

j

8j 6= i. Bajo estas condiciones, como

u

0

i

� 1�

P

j 6=i

l

j

, tenemos que

P

j 6=i

l

0

j

+ u

0

i

=

P

j 6=i

l

j

+ u

0

i

� 1, y el resultado es cierto.

En caso contrario, si 9h 6= i tal que l

h

< 1�

P

m6=h

u

m

, entonces l

0

h

= 1�

P

m6=h

u

m

. Con

estas condiciones,

P

j 6=i

l

0

j

+u

0

i

=

P

j 6=i;h

l

0

j

+1�

P

m6=h

u

m

+u

0

i

=

P

j 6=i;h

l

0

j

�

P

j 6=i;h

u

j

�

u

i

+ u

0

i

+ 1 =

P

j 6=i;h

(l

0

j

� u

j

) + (u

0

i

� u

i

) + 1 � 1:

La demostraci�on para

P

j 6=i

+u

0

j

+ l

0

i

� 1 8i es similar. 2

Como al reemplazar el conjunto de intervalos de probabilidades original L por el conjunto

m�as restrictivo L

0

no se modi�ca el conjunto de posibles probabilidades P , y como L

0

es

una representaci�on m�as �na de estas probabilidades, podremos realizar la sustituci�on en los

casos donde L no satisfaga la condici�on (4.7), y por tanto siempre utilizaremos intervalos de

probabilidad alcanzables.

Para los intervalos de probabilidad alcanzables tenemos la garant��a de que los valores

l(fx

i

g) y u(fx

i

g) de las probabilidades inferiores y superiores asociadas, (l; u), coinciden con

las cotas iniciales de probabilidad l

i

y u

i

, como la proposici�on 4.1 establece. La pregunta que

nos podemos hacer es >Qu�e ocurre con los valores de l(:) y u(:) para los otros subconjuntos

de D

x

que no son singletons? En otras palabras, >C�omo podemos calcular los valores l(A)

y u(A) para cualquier subconjunto A de D

x

? La siguiente proposici�on muestra la forma en

que estos valores pueden ser f�acilmente calculados a partir de l

i

y u

i

.

Proposici�on 4.4 Dado un conjunto alcanzable de intervalos de probabilidad L = f[l

i

; u

i

]; i =

1; : : : ; ng, los valores del par de probabilidades inferiores y superiores (l; u) asociados con L

pueden calcularse a trav�es de la siguiente expresi�on:

l(A) =

X

x

i

2A

l

i

_

0

@

1�

X

x

i

62A

u

i

1

A

; u(A) =

X

x

i

2A

u

i

^

0

@

1�

X

x

i

62A

l

i

1

A

; 8A � D

x

: (4:11)

Demostraci�on.

Demostraremos primero que l(A) = (

P

x

i

2A

l

i

) _ (1 �

P

x

i

62A

u

i

). Teniendo en cuenta

que l(A) = min

P2P

P (A) = min

P2P

P

x

i

2A

p(x

i

), es simple comprobar que l(A) �

(

P

x

i

2A

l

i

) _ (1�

P

x

i

62A

u

i

).

Ahora, vamos a comprobar que se satisface la igualdad. Distinguiremos dos casos:

1. Supongamos que

P

x

i

2A

l

i

� 1�

P

x

i

62A

u

i

.
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De�nimos � = 1�

P

x

i

2A

l

i

. Tenemos que

P

x

i

62A

l

i

� � �

P

x

i

62A

u

i

. Entonces podemos

encontrar n�umeros c

i

tales que

P

x

i

62A

c

i

= � y l

i

� c

i

� u

i

8x

i

62A. Por tanto, si

de�nimos p(x

i

) = l

i

8x

i

2 A, p(x

i

) = c

i

8x

i

62 A, tenemos una probabilidad que

pertenece a P con P (A) =

P

x

i

2A

p(x

i

) =

P

x

i

2A

l

i

. En este caso se cumple la igualdad.

2. Supongamos entonces que

P

x

i

2A

l

i

� 1�

P

x

i

62A

u

i

.

De�nimos � = 1�

P

x

i

62A

u

i

. En este caso tenemos

P

x

i

2A

l

i

� � �

P

x

i

2A

u

i

. Por tanto

podemos obtener n�umeros c

i

con

P

x

i

2A

c

i

= � y l

i

� c

i

� u

i

8x

i

2 A. De�niendo

p(x

i

) = u

i

8x

i

62 A, p(x

i

) = c

i

8x

i

2 A, tenemos una probabilidad que pertenece a P

para la que P (A) = 1� P (A) = 1�

P

x

i

62A

u

i

. Por tanto la igualdad tambi�en se cumple

en este caso.

Finalmente, la expresi�on para la medida superior u(A) puede deducirse f�acilmente por

dualidad. 2

Cuando queremos obtener una especi�caci�on completa para las medidas de probabilidad

superior e inferior en general (y para las medidas difusas generales tambi�en [160]), necesitamos

dar los valores de l(A) o de u(A) para cada posible A � D

x

. Esto es, necesitamos 2

jD

x

j

valores (con jD

x

j representando el cardinal del conjunto D

x

). Si consideramos las medidas

de probabilidad o posibilidad [175], es su�ciente con tener los jD

x

j valores de estas medidas

para los singletons, y el resto pueden ser calculados como

P (A) =

X

x

i

2A

p(x

i

); �(A) = max

x

i

2A

�(x

i

) ; (4:12)

para las probabilidades P y posibilidades �, respectivamente. Los valores p(x

i

) y �(x

i

),

i = 1; : : : ; n, constituyen las distribuciones de probabilidad y posibilidad respectivamente.

Para los intervalos de probabilidad, necesitamos especi�car �unicamente 2jD

x

j valores en lugar

de 2

jD

x

j

. Por tanto podemos considerar f[l

i

; u

i

]; i = 1; : : : ; ng como los valores de una

`distribuci�on de intervalos de probabilidad'. Este hecho hace que los intervalos de probabilidad

sean un formalismo m�as f�acil de manejar que las probabilidades inferiores y superiores o

incluso que las funciones de creencia y plausibilidad.

Como comentamos, los intervalos de probabilidad pueden considerarse como un caso par-

ticular de medidas de probabilidad inferior y superior, donde las restricciones que de�nen

el conjunto asociado de probabilidades P afectan �unicamente a los valores individuales de

probabilidad. La siguiente proposici�on muestra c�omo los intervalos de probabilidad siem-

pre pertenecen a una subclase bien conocida de las medidas de probabilidad inferiores y

superiores, las Capacidades de Choquet de orden dos [39].
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Proposici�on 4.5 Las medidas de probabilidad inferior y superior asociadas a un conjunto

alcanzable de intervalos de probabilidad son siempre capacidades de Choquet de orden dos.

Demostraci�on.

Demostraremos que 8A;C � D

x

tal que A \ C = ;, 9P 2 P tal que

P (A) = l(A) y P (A [ C) = l(A [ C) : (4:13)

Si esta condici�on es cierta, entonces 8A;B � D

x

, es A \ B � A [ B y por lo tanto

9P 2 P tal que P (A \ B) = l(A \ B); P (A [ B) = l(A [ B). Luego tenemos que

l(A[B) + l(A\B) = P (A[B) +P (A\B) = P (A) +P (B) � l(A) + l(B), y l(:) es una

capacidad 2-mon�otona. M�as a�un, usando la relaci�on de dualidad entre l y u, podemos

concluir que u(:) es una capacidad 2-alternante. Por tanto, si la condici�on (4.13) es

cierta, (l; u) ser�an capacidades de Choquet de orden dos.

Sean A y C dos conjuntos tales que A \ C = ;. Por la proposici�on 4.4 sabemos que

l(A) =

X

i2A

l

i

_ (1�

X

i 62A

u

i

); l(A[ C) =

X

i2A[C

l

i

_ (1�

X

i 62A[C

u

i

) :

para demostrar (4.13), distinguiremos cuatro casos, dependiendo de los posibles valores

para l(A) y l(A[ C) (para simpli�car la notaci�on, escribiremos i 2 A y j 62 A en lugar

de x

i

2 A y x

j

62 A, y an�alogamente para A [ C):

1. l(A) =

P

i2A

l

i

� 1�

P

i 62A

u

i

y l(A [ C) = 1�

P

i 62A[C

u

i

�

P

i2A[C

l

i

.

En estas condiciones, podemos de�nir � = 1�

P

i2A

l

i

�

P

i 62A[C

u

i

. Es f�acil comprobar

que

P

i2C

l

i

� � �

P

i2C

u

i

. Luego es posible encontrar valores c

i

; i 2 C, tales que

P

i2C

c

i

= � y l

i

� c

i

� u

i

8i 2 C. Luego de�niendo p(x

i

) = l

i

i 2 A, p(x

i

) =

u

i

i 62 A [ C, p(x

i

) = c

i

i 2 C, tenemos una probabilidad que pertenece a P y que

P (A) =

P

i2A

l

i

= l(A), y P (A[C) = P (A)+P (C) =

P

i2A

l

i

+

P

i2C

c

i

=

P

i2A

l

i

+� =

1�

P

i 62A[C

u

i

= l(A[ C).

2. l(A) =

P

i2A

l

i

� 1�

P

i 62A

u

i

y l(A [ C) =

P

i2A[C

l

i

� 1�

P

i 62A[C

u

i

.

En estas condiciones tenemos que

P

i 62A[C

l

i

� 1�

P

i2A[C

l

i

�

P

i 62A[C

u

i

. Por tanto,

de nuevo encontramos valores c

i

i 62 A [ C tales que

P

i 62A[C

c

i

= 1 �

P

i2A[C

l

i

y

l

i

� c

i

� u

i

8i 62 A [ C. As��, de�niendo p(x

i

) = c

i

i 62 A [ C, p(x

i

) = l

i

i 2 A [ C,

obtenemos de nuevo una probabilidad que pertenece a P tal que P (A) =

P

i2A

l

i

= l(A)

y P (A [ C) =

P

i2A[C

l

i

= l(A[ C).

3. l(A) = 1�

P

i 62A

u

i

�

P

i2A

l

i

y l(A [ C) =

P

i2A[C

l

i

� 1�

P

i 62A[C

u

i

.



184

Intervalos de Probabilidad: Una herramienta para el razonamiento con incertidumbre.

En estas condiciones podemos ver que p(x

i

) = l

i

i 2 A, p(x

i

) = u

i

i 62 A [ C y

p(x

i

) = l

i

= u

i

i 2 C, de�ne una probabilidad que pertenece a P tal que P (A) =

P

i2A

l

i

= 1�

P

i2C

l

i

�

P

i 62A[C

u

i

= 1�

P

i2C

u

i

+

P

i 62A[C

u

i

= 1�

P

i 62A

u

i

= l(A), y

P (A [ C) =

P

i2A[C

l

i

= l(A [ C).

4. l(A) = 1�

P

i 62A

u

i

�

P

i2A

l

i

y l(A[ C) = 1�

P

i 62A[C

u

i

�

P

i2A[C

l

i

.

En este caso, las desigualdades

P

i2A

l

i

� 1 �

P

i 62A

u

i

�

P

i2A

u

i

son ciertas. De

nuevo 9c

i

i 2 A tal que

P

i2A

c

i

= 1 �

P

i 62A

u

i

y l

i

� c

i

� u

i

8i 2 A. Si de�nimos

p(x

i

) = c

i

i 2 A, p(x

i

) = u

i

i 62 A, obtenemos una probabilidad que pertenece a P

tal que P (A) =

P

i2A

c

i

= 1 �

P

i 62A

u

i

= l(A) y P (A [ C) =

P

i2A

c

i

+

P

i2C

u

i

=

1�

P

i 62A

u

i

+

P

i2C

u

i

= 1�

P

i 62A[C

u

i

= l(A[ C).

Luego para los cuatro casos hemos demostrado (4.13). 2

Para �nalizar esta secci�on veamos c�omo podemos obtener las probabilidades extremas

del conjunto convexo P asociado a un conjunto de intervalos de probabilidad L. Estas

probabilidades extremas proporcionan una representaci�on alternativa para P (en lugar de las

restricciones lineales, l

i

� p(x

i

) � u

i

8i;

P

i

p(x

i

) = 1, que de�nen P). De cualquier modo, en

general es m�as e�ciente la representaci�on de P a trav�es de restricciones lineales que aqu�ella

basada en las probabilidades extremas. Esto es debido a que el n�umero de probabilidades

extremas para un conjunto convexo P asociado a un conjunto de intervalos de probabilidad

puede ser muy grande: Como indica Tessem [162], el n�umero m�aximo e(n) de probabilidades

extremas es

? e(n) =

 

n+1

(n+1)=2

!

n+1

4

, si n es impar

? e(n) =

 

n+1

n=2

!

n

2

, si n es par

Por ejemplo, e(10) = 1260 y e(11) = 2722:

De cualquier modo, existen casos donde es necesario calcular las probabilidades extremas.

Por ejemplo, en Cano [35], se propone un m�etodo para propagar conjuntos convexos de

probabilidades en redes causales [126]. Si queremos propagar intervalos de probabilidad,

tenemos que obtener esas probabilidades extremas.

Como los intervalos de probabilidad son capacidades de Choquet de orden dos, el m�etodo

propuesto en [21] nos permite obtener todas las probabilidades extremas. En cualquier caso,
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este m�etodo es muy ine�ciente. Una alternativa mejor es el m�etodo sugerido por Tessem

[162]. Nosotros proponemos un algoritmo recursivo que es m�as e�ciente en media que el

algoritmo dado por Tessem.

Utilizaremos una lista global Prob que incluir�a las probabilidades extremas encontradas,

y la probabilidad `parcial' P (esto es, un conjunto de valores p

i

; i = 1; : : : ; n que veri�can

las restricciones l

i

� p

i

� u

i

8i pero no necesariamente la restricci�on

P

i

p

i

= 1). Tambi�en

utilizaremos dos variables locales: Una lista Expl de ��ndices explorados y un valor real �. Los

pasos de inicializaci�on son:

Algoritmo 4.1 (Inicializaci�on:)

? Prob ;;

? Expl ;;

? � 1�

P

i

l

i

;

? For i = 1 to n do p

i

 l

i

;

Entonces llamamos al procedimiento recursivo Getprob(P; �,Expl) que calcula e incluye en

Prob las probabilidades extremas.

Algoritmo 4.2 (GetProb (P; �,Expl))

1. For i = 1 to n do

If not belong(i,Expl)

then if � � u

i

� l

i

then

v  p

i

;

p

i

 p

i

+ �;

if not belong(P ,Prob)

then append(P ,Prob);

p

i

 v;

else

v  p

i

;

p

i

 u

i

;
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Getprob(P; �� u

i

+ l

i

;Expl [ fig);

p

i

 v;

Este algoritmo utiliza impl��citamente una b�usqueda en �arboles donde cada nodo es una prob-

abilidad parcial y su hijo es un re�namiento del nodo padre al incrementar una componente

p

i

. Los nodos hojas del �arbol son las probabilidades extremas.

Por ejemplo, para el conjunto de intervalos de probabilidad L de�nido sobre el conjunto

D

x

= fx

1

; x

2

; x

3

; x

4

g, dado por

L = f[0; 0:3]; [0:4; 0:5]; [0:1; 0:5]; [0:1; 0:4]g

las probabilidades extremas son

(0:3; 0:5; 0:1; 0:1); (0:3; 0:4; 0:2; 0:1); (0:3; 0:4; 0:1; 0:2); (0:0; 0:5; 0:4; 0:1);

(0:0; 0:5; 0:1; 0:4); (0:0; 0:4; 0:5; 0:1); (0:1; 0:4; 0:1; 0:4); (0:0; 0:4; 0:2; 0:4) :

Con el algoritmo anterior, para encontrar el conjunto de probabilidades extremas, una gran

parte del tiempo de ejecuci�on se dedica a testear si cada vez que se alcanza una probabilidad

extrema en el �arbol de b�usqueda, �esta ha sido alcanzada pr�eviamente. Esto es debido a

que el algoritmo puede duplicar probabilidades extremas cuando, al tratar de re�nar una

probabilidad parcial, incrementa las mismas componentes p

i

y p

j

en distinto orden (esto

ocurre cuando ambas componentes pueden ser incrementadas a los valores m�aximos u

i

y u

j

).

Para evitar este comportamiento, se puede realizar una poda sobre al �arbol de b�usqueda

de forma que si i < j y las dos componentes pueden incrementarse a su valor m�aximo, el

incremento s�olo se realice cuando se alcance la rami�caci�on primero para i y despu�es para j.

La rami�caci�on en la que se considera primero el incremento para j y despu�es el incremento

para i es podada.

Utilizando este criterio, se obtiene un descenso dr�astico en el tiempo de c�alculo nece-

sario. En la siguiente tabla se representan los resultados experimentales, donde para cada

distribuci�on de probabilidad de tama~no n se han generado 100 intervalos de probabilidad de

forma aleatoria y se aplican las dos versiones diferentes del mismo algoritmo

n m t

1

t

2

5 13.46 0.0066 0.0006

10 83.01 0.4101 0.0057

15 312.18 15.0981 0.0169

20 784.76 189.7078 0.0481
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En la tabla m representa el n�umero medio de probabilidades extremas alcanzadas, y t

1

(para el algoritmo que realiza la b�usqueda en el �arbol) y t

2

(para el algoritmo que realiza la

poda) representan el tiempo medio (en segundos) necesarios para calcular las probabilidades

extremas.

4.4 Inclusi�on y Combinaci�on de Intervalos de Probabilidad

Dos aspectos importantes cuando se trabaja con informaci�on incierta son los que se re�eren

a la precisi�on de una componente de informaci�on y a la agregaci�on de distintas componentes

de informaci�on. Con respecto al primer aspecto, vamos a estudiar el concepto de inclusi�on

en intervalos de probabilidad, que intenta clari�car cu�ando un conjunto de intervalos de

probabilidad es m�as preciso o contiene m�as cantidad de informaci�on que otro conjunto. En

relaci�on con la agregaci�on, estudiaremos m�etodos para combinar dos (o m�as) conjuntos de

intervalos de probabilidad de forma conjuntiva y disyuntiva. Para ello, utilizaremos una

interpretaci�on de los intervalos de probabilidad como un caso particular de las medidas de

probabilidad inferior y superior, formalismo en el que los conceptos de inclusi�on y combinaci�on

est�an de�nidos [29, 19, 24].

4.4.1 Inclusi�on de intervalos de probabilidad.

Dados dos pares de medidas de probabilidad inferior y superior (l

1

; u

1

) y (l

2

; u

2

), de�nidas

sobre el mismo dominio D

x

, se dice que (l

1

; u

1

) est�a incluida en (l

2

; u

2

), y se denota como

(l

1

; u

1

) � (l

2

; u

2

), si y s�olo si (ver Campos [29, 19] y Dubois [57])

[l

1

(A); u

1

(A)] � [l

2

(A); u

2

(A)]; 8A � D

x

: (4:14)

Debido a la dualidad entre l y u, la ecuaci�on (4.14) es equivalente a cualquiera de las siguientes

desigualdades

l

1

(A) � l

2

(A) 8A � D

x

; (4:15)

u

1

(A) � u

2

(A) 8A � D

x

: (4:16)

Mas a�un, (4.14) es equivalente a la inclusi�on del conjunto P

1

de probabilidades asociadas

a (l

1

; u

1

) en el conjunto correspondiente P

2

asociado a (l

2

; u

2

), P

1

� P

2

. La inclusi�on de

(l

1

; u

1

) en (l

2

; u

2

) signi�ca que (l

1

; u

1

) representa una informaci�on m�as precisa que la dada

por (l

2

; u

2

).

Diremos que un conjunto de intervalos de probabilidad L est�a incluido en otro conjunto de

intervalos de probabilidad L

0

, si el par de medidas inferiores y superiores (l; u) asociado con
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L est�a incluido en el correspondiente par (l

0

; u

0

) asociado con L

0

. La inclusi�on para intervalos

de probabilidad se puede caracterizar como:

Proposici�on 4.6 Sean L = f[l

i

; u

i

]; i = 1; : : : ; ng; L

0

= f[l

0

i

; u

0

i

]; i = 1; : : : ; ng dos conjun-

tos de intervalos de probabilidad alcanzables sobre el mismo dominio D

x

. Entonces L est�a

incluido en L

0

si y s�olo si

[l

i

; u

i

] � [l

0

i

; u

0

i

] 8i = 1; : : : ; n ; (4:17)

o equivalentemente

l

0

i

� l

i

� u

i

� u

0

i

8i = 1; : : : ; n : (4:18)

Demostraci�on.

El resultado se obtiene de forma directa a partir de la proposici�on 4.4 y de la monoton��a

del operador m�aximo. 2

Por lo tanto, como pod��amos esperar, para chequear la inclusi�on entre dos conjuntos de

intervalos de probabilidad, s�olamente hay que considerar los valores individuales l

i

, l

0

i

, u

i

y

u

0

i

.

4.4.2 Combinaci�on de Intervalos de Probabilidad.

La combinaci�on de dos medidas difusas se puede realizar en base a dos operadores, el operador

de conjunci�on y el operador de disyunci�on. La sem�antica de la conjunci�on y de la disyunci�on

es clara:

? La conjunci�on representa la conclusi�on que podemos tener si suponemos que las dos

componentes iniciales de informaci�on son ciertas.

? La disyunci�on es la informaci�on que podemos tener si al menos una componente de

informaci�on es considerada como cierta.

Si consideramos la combinaci�on de medidas de probabilidad inferior y superior, la combi-

naci�on disyuntiva y conjuntiva de estas medidas, que se corresponden con los operadores `or'

y `and' respectivamente, fueron dadas por Campos [19, 29]. La idea es simple: la relaci�on

de inclusi�on de�ne una relaci�on de orden parcial sobre la familia de pares de probabilidades

inferiores y superiores. La conjunci�on de dos pares (l; u) y (l

0

; u

0

), notada como (l
 l

0

; u
u

0

),
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se de�ne como el ��n�mo de (l; u) y (l

0

; u

0

), si existe una cota inferior com�un, esto es, es el

mayor par incluido en (l; u) y en (l

0

; u

0

). An�alogamente, la disyunci�on de (l; u) y (l

0

; u

0

),

notada como (l� l

0

; u�u

0

), es el supremo de (l; u) y (l

0

; u

0

), el menor par incluyendo a (l; u) y

(l

0

; u

0

). La conjunci�on es el par de medidas de probabilidad inferiores y superiores asociadas

con la intersecci�on P\P

0

de los conjuntos de probabilidades P y P

0

asociados con las medidas

superiores e inferiores iniciales. Similarmente, la disyunci�on es el par de medidas asociadas

con el conjunto de probabilidades P [ P

0

.

El c�alculo de la disyunci�on (l � l

0

; u� u

0

) es muy simple: se puede ver [29, 19] que

(l� l

0

)(A) = min(l(A); l

0

(A)); (u� u

0

)(A) = max(u(A); u

0

(A)); 8A � D

x

: (4:19)

Sin embargo, el c�alculo de la conjunci�on (l 
 l

0

; u 
 u

0

) no es tan f�acil. En general, necesi-

tamos resolver un problema de programaci�on lineal para cada valor (l 
 l

0

)(A) (los valores

de (u
 u

0

)(A) pueden ser obtenidos por dualidad, ver Campos [29]). Adem�as, puede ocurrir

que la conjunci�on no exista. En estos casos diremos que los pares de medidas son no com-

patibles: La informaci�on que representan no puede ser simult�aneamente cierta. Claramente

la compatibilidad se obtiene si y s�olo si el conjunto P \ P

0

es no vac��o.

Podemos de�nir la combinaci�on de dos conjuntos de intervalos de probabilidad como la

combinaci�on de los pares de probabilidades inferiores y superiores asociados. Pasaremos a

caracterizar la compatibilidad y daremos formas espec���cas para la combinaci�on en intervalos

de probabilidad.

Proposici�on 4.7 Sean L = f[l

i

; u

i

]; i = 1; : : : ; ng; L

0

= f[l

0

i

; u

0

i

]; i = 1; : : : ; ng dos conjuntos

de intervalos de probabilidad alcanzables sobre el mismo dominio D

x

. Entonces L y L

0

son

compatibles si y s�olo si

l

i

� u

0

i

y l

0

i

� u

i

8i = 1; : : : ; n; y

n

X

i=1

(l

i

_ l

0

i

) � 1 �

n

X

i=1

(u

i

^ u

0

i

) : (4:20)

Demostraci�on.

La demostraci�on es simple, por lo que la omitimos. 2

La siguiente proposici�on muestra que la conjunci�on de dos conjuntos de intervalos de

probabilidad es otro conjunto de intervalos de probabilidad:
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Proposici�on 4.8 Sean L = f[l

i

; u

i

]; i = 1; : : : ; ng, L

0

= f[l

0

i

; u

0

i

]; i = 1; : : : ; ng dos conjuntos

de intervalos de probabilidad alcanzables y compatibles sobre el mismo dominio D

x

. Entonces

su conjunci�on es el conjunto de intervalos de probabilidad alcanzables L
L

0

= f[(l
 l

0

)

i

; (u


u

0

)

i

]; i = 1; : : : ; ng, donde

(l
 l

0

)

i

= maxfl

i

; l

0

i

; 1�

X

j 6=i

min(u

j

; u

0

j

)g ; (4:21)

(u
 u

0

)

i

= minfu

i

; u

0

i

; 1�

X

j 6=i

max(l

j

; l

0

j

)g : (4:22)

Demostraci�on.

La conjunci�on es el par de probabilidades inferiores y superiores asociadas con el con-

junto de probabilidades P \ P

0

. Obviamente, este conjunto es

P \ P

0

= fP 2 P(D

x

) j l

i

_ l

0

i

� p(x

i

) � u

i

^ u

0

i

; 8ig :

Como P\P

0

est�a de�nido por restricciones que afectan s�olamente a probabilidades indi-

viduales p(x

i

), es claro que f[l

i

_ l

0

i

; u

i

^u

0

i

]; i = 1; : : : ; ng es un conjunto de intervalos de

probabilidad cuyo conjunto de probabilidades asociadas es P \P

0

. Entonces, utilizando

las proposiciones 4.2 y 4.3, la expresi�on para el conjunto de intervalos de probabilidad

equivalente, pero alcanzable, coincide con (4.21) y (4.22). 2

Con respecto a la disyunci�on, aunque es f�acil de calcular, el problema que se plantea es

que esta operaci�on no es cerrada para intervalos de probabilidad: La disyunci�on L�L

0

de dos

conjuntos de intervalos de probabilidad L y L

0

es siempre un par de medidas de probabilidades

superiores e inferiores, pero no es necesariamente un conjunto de intervalos de probabilidad.

Veamos este hecho a trav�es del siguiente ejemplo:

Ejemplo 4.1 Consideremos los siguientes conjuntos de intervalos de probabilidad (en reali-

dad, dos probabilidades individuales), de�nidas sobre el dominio D

x

= fx

1

; x

2

; x

3

; x

4

g:

L = f[l

1

; u

1

] = [0:3; 0:3]; [l

2

; u

2

] = [0:4; 0:4]; [l

3

; u

3

] = [0:2; 0:2]; [l

4

; u

4

] = [0:1; 0:1]g

L

0

= f[l

0

1

; u

0

1

] = [0:0; 0:0]; [l

0

2

; u

0

2

] = [0:1; 0:1]; [l

0

3

; u

0

3

] = [0:5; 0:5]; [l

0

4

; u

0

4

] = [0:4; 0:4]g

Seg�un (4.19), algunos de los valores de (l� l

0

) y (u� u

0

) son:

? (l� l

0

)

1

= 0:3 ^ 0 = 0; (l� l

0

)

3

= 0:2 ^ 0:5 = 0:2,
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? (u� u

0

)

2

= 0:4 _ 0:1 = 0:4; (u� u

0

)

4

= 0:1 _ 0:4 = 0:4,

? (l � l

0

)(fx

1

; x

3

g) = 0:5 ^ 0:5 = 0:5

Si L� L

0

fuese un conjunto de intervalos de probabilidad, por la proposici�on 4.4 tendr��amos

que

(l� l

0

)(fx

1

; x

3

g) = ((l� l

0

)

1

+ (l� l

0

)

3

) _ (1� (u� u

0

)

2

� (u� u

0

)

4

) = 0:2 6= 0:5

Por tanto, en este caso, L� L

0

no puede ser un conjunto de intervalos de probabilidad. 2

Para obtener un intervalo de probabilidad como resultado de una disyunci�on de dos conjun-

tos de intervalos de probabilidad, podemos encontrar el conjunto intervalos de probabilidad

que sea la mejor aproximaci�on de L� L

0

. Por tanto, buscamos un conjunto de intervalos de

probabilidad, notado por (L� L

0

)

a

, tal que:

1. L� L

0

est�e incluido en (L� L

0

)

a

(para no incluir informaci�on adicional),

2. Todo otro conjunto de intervalos de probabilidad incluyendo L � L

0

debe incluir a

(L� L

0

)

a

(tratamos de perder la menor cantidad de informaci�on posible).

La siguiente proposici�on muestra que siempre podemos encontrar un conjunto de intervalos

de probabilidad veri�cando estas condiciones, dando la expresi�on concreta de c�omo hacerlo:

Proposici�on 4.9 Sean L = f[l

i

; u

i

]; i = 1; : : : ; ng; L

0

= f[l

0

i

; u

0

i

]; i = 1; : : : ; ng dos conjun-

tos de intervalos de probabilidad alcanzables sobre el mismo dominio D

x

,y sea L � L

0

su

disyunci�on. Se de�ne el conjunto alcanzable de intervalos de probabilidad (L� L

0

)

a

como

(L� L

0

)

a

= f[l

i

^ l

0

i

; u

i

_ u

0

i

]; i = 1; : : : ; ng : (4:23)

Entonces L� L

0

� (L� L

0

)

a

y para cualquier otro conjunto de intervalos de probabilidad L

00

tal que L� L

0

� L

00

, tenemos que (L� L

0

)

a

� L

00

.

Demostraci�on.

Primero, es muy simple ver que (L � L

0

)

a

veri�ca las condiciones (4.7) que carac-

terizan la alcanzabilidad, dado que L y L

0

son conjuntos alcanzables de intervalos
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de probabilidad. Ahora, veamos que L � L

0

� (L � L

0

)

a

: De (4.19), tenemos que

(l � l

0

)(A) = min(l(A); l

0

(A)) 8A � D

x

; de (4.23) y (4.11) se deduce que (l � l

0

)

a

(A) =

P

i2A

(l

i

^ l

0

i

) _ (1 �

P

i 62A

(u

i

_ u

0

i

)). Entonces obtenemos que l(A) � (l � l

0

)

a

(A) y

l

0

(A) � (l� l

0

)

a

(A). Luego (l� l

0

)(A) � (l� l

0

)

a

(A) 8A � D

x

, y de 4.15 concluimos que

L� L

0

� (L� L

0

)

a

.

Finalmente, demostremos que si L

00

es un conjunto de intervalos de probabilidad tal

que L � L

0

� L

00

, entonces (L � L

0

)

a

� L

00

: la condici�on L � L

0

� L

00

implica que

l

00

(A) � (l � l

0

)(A) � (u � u

0

)(A) � u

00

(A); 8A � D

x

. En particular, tenemos que

l

00

i

� (l � l

0

)

i

= l

i

^ l

0

i

� u

i

_ u

0

i

= (u � u

0

)

i

� u

00

i

8i. Pero (l � l

0

)

a

i

= l

i

^ l

0

i

y

(u� u

0

)

a

i

= u

i

_ u

0

i

, y por tanto tenemos que l

00

i

� (l � l

0

)

a

i

� (u � u

0

)

a

i

� u

00

i

8i. Por la

proposici�on 4.6, esto es equivalente a la inclusi�on de (L� L

0

)

a

en L

00

. 2

Por la proposici�on 4.9, si queremos obtener una combinaci�on disyuntiva cerrada para

intervalos de probabilidad, la mejor opci�on es de�nirla como (L� L

0

)

a

en (4.23).

4.5 Marginalizaci�on y Condicionamiento de Intervalos de

Probabilidad

Usualmente, nuestro inter�es no se centra �unicamente en una variable sino que trabajamos con

varias variables de�nidas sobre diferentes dominios, que tienen algunas relaciones entre ellas.

En esos casos, tenemos una �unica componente de informaci�on sobre el conjunto de variables

(o un n�umero de componentes de informaci�on sobre distintos subconjuntos de variables).

En estas situaciones, necesitamos una herramienta que nos permita obtener informaci�on

sobre una variable o un subconjunto de variables a partir de la informaci�on conjunta. Esta

herramienta es el operador de marginalizaci�on. Adem�as, necesitamos un mecanismo para

actualizar la informaci�on sobre una o varias variables cuando conocemos con seguridad los

valores tomados por otras variables. Este es el operador de condicionamiento. En esta secci�on

de�nimos y estudiamos el concepto de marginalizaci�on y condicionamiento para intervalos

de probabilidad. Estudiaremos el caso simple cuando tenemos s�olo dos variables, pero la

generalizaci�on al caso en que tenemos m�as variables es directa.

Por tanto, consideremos dos variables X e Y que toman valores en los conjuntos D

x

=

fx

1

; x

2

; : : : ; x

n

g y D

y

= fy

1

; y

2

; : : : ; y

m

g respectivamente, y un conjunto alcanzable de inter-

valos de probabilidad bidimensional L = f[l

ij

; u

ij

]; i = 1; : : : ; n; j = 1; : : : ; mg, de�nido sobre

el producto cartesiano D

x

xD

y

, representando la informaci�on conjunta disponible sobre estas

dos variables.
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4.5.1 Marginalizaci�on de intervalos de probabilidad.

En primer lugar vamos a de�nir la medida marginal para estos intervalos de probabili-

dad. Para ello, podemos utilizar la interpretaci�on del conjunto de intervalos de probabilidad

como un par de medidas de probabilidad inferior y superior (l; u). Dado (l; u), las medi-

das marginales (l

x

; u

x

) sobre D

x

(para las marginales sobre D

y

es an�alogo) est�an de�nidas

[102, 115] como:

l

x

(A) = l(AxD

y

); u

x

(A) = u(AxD

y

); 8A � D

x

: (4:24)

Esta de�nici�on, que reproduce la de�nici�on usual de marginalizaci�on para las medidas de

probabilidad, preserva la dualidad entre l

x

y u

x

. Se puede demostrar que la marginal-

izaci�on, de�nida anteriomente, es una operaci�on cerrada para la mayor��a de las subclases de

medidas de probabilidad inferior y superior (necesidades/posibilidades, funciones de creen-

cia/plausibilidad, capacidades de Choquet de orden dos, : : :), esto es, la medida marginal

pertenece a la misma clase que la medida bidimensional [102, 115].

Alternativamente, podemos utilizar la interpretaci�on de los intervalos de probabilidad

como conjuntos convexos de probabilidades, y de�nir la medida marginal de L sobre D

x

como

el conjunto P

x

de probabilidades marginales de las probabilidades en el conjunto convexo P ,

con P el conjunto de probabilidades asociadas con L, es decir

P

x

= fP 2 P(D

x

) j 9Q 2 P tal que p(x

i

) =

m

X

j=1

q(x

i

; y

j

) 8ig : (4:25)

Ambas de�niciones son equivalentes, en el sentido de que P

x

es justamente el conjunto de

probabilidades asociadas con (l

x

; u

x

), como indica la siguiente proposici�on.

Proposici�on 4.10 Dado un conjunto L = f[l

ij

; u

ij

]; i = 1; : : : ; n; j = 1; : : : ; mg de intervalos

de probabilidad alcanzables bidimensionales, el correspondiente conjunto convexo de proba-

bilidades P y el par de probabilidades inferior y superior (l; u) asociado con L, entonces las

medidas marginales (l

x

; u

x

) de�nidas en (4.24) y el conjunto de probabilidades P

x

de�nido

en (4.25) veri�can la siguiente relaci�on:

l

x

(A) = min

P2P

x

P (A); u

x

(A) = max

P2P

x

P (A); 8A � D

x

: (4:26)

Demostraci�on.

La demostraci�on es simple, y por tanto la omitiremos. 2
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La proposici�on 4.10 muestra que podemos de�nir las marginales de un conjunto de inter-

valos de probabilidad de forma consistente con las dos interpretaciones de los intervalos de

probabilidad. Adem�as, se puede probar que estas marginales son en realidad intervalos de

probabilidad:

Proposici�on 4.11 Sea L = f[l

ij

; u

ij

]; i = 1; : : : ; n; j = 1; : : : ; mg un conjunto alcanzable de

intervalos de probabilidad bidimensional. Entonces las medidas marginales inferiores y supe-

riores (l

x

; u

x

) de�nidas en (4.24) est�an asociadas con el conjunto de intervalos de probabilidad

alcanzables L

x

= f[l

i

; u

i

]; i = 1; : : : ; ng, de�nido como:

l

i

=

m

X

j=1

l

ij

_ (1�

X

k 6=i

m

X

j=1

u

kj

); i = 1; : : : ; n ; (4:27)

u

i

=

m

X

j=1

u

ij

^ (1�

X

k 6=i

m

X

j=1

l

kj

); i = 1; : : : ; n : (4:28)

Demostraci�on.

Primero, es sencillo comprobar que el conjunto P

x

de probabilidades asociado a las

medidas marginales (l

x

; u

x

) de L es

P

x

= fP 2 P(D

x

) j

m

X

j=1

l

ij

� p(x

i

) �

m

X

j=1

u

ij

; 8ig :

As��, P

x

est�a de�nido mediante restricciones que afectan �unicamente a los valores indi-

viduales de probabilidad p(x

i

). Por tanto, P

x

est�a asociado con el conjunto de intervalos

de probabilidad f[

P

j

l

ij

;

P

j

u

ij

]; i = 1; : : : ; ng. Ahora, utilizando (4.10), el conjunto de

intervalos equivalente, pero alcanzable es precisamente el de�nido en (4.27) y (4.28). 2

Conviene observar que el c�alculo de la medida marginal de una variable es f�acil: s�olo tene-

mos que sumar los valores l

ij

y u

ij

sobre el resto de las variables; los intervalos equivalentes,

pero alcanzables se pueden obtener utilizando las f�ormulas (4.27) y (4.28). Si queremos

calcular los valores de las medidas marginales l

x

y u

x

para subconjuntos distintos de los

singletons, se pueden obtener utilizando la proposici�on 4.4.

4.5.2 Condicionamiento de intervalos de probabilidad.

Para de�nir el condicionamiento para los intervalos de probabilidad, utilizaremos de nuevo

su interpretaci�on como probabilidades inferiores y superiores, ya que existen en este entorno
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distintas de�niciones de condicionamiento disponibles (ver Moral y Campos[30]). Utilizare-

mos la siguiente de�nici�on de condicionamiento [57, 30, 89]: Dado un par de probabilidades

inferiores y superiores (l; u) de�nidas sobre un dominio D, y dado un subconjunto B � D,

las medidas condicionales inferiores y superiores, supuesto que conocemos B, (l(:jB); u(:jB))

est�an de�nidas como

l(AjB) =

l(A\ B)

l(A\ B) + u(A\ B)

; u(AjB) =

u(A\ B)

u(A \B) + l(A \B)

; 8A � D : (4:29)

En nuestro caso, tenemos un conjunto de intervalos de probabilidad bidimensional, L =

f[l

ij

; u

ij

]; i = 1; : : : ; n; j = 1; : : : ; mg, y queremos calcular los intervalos de probabilidad

condicional para una variable, por ejemplo X , dado que conocemos el valor de otra variable,

por ejemplo Y = y

j

. Entonces, la ecuaci�on anterior (4.29) se puede expresar como

l

ijj

= l(x

i

jy

j

) = l(fx

i

gxD

y

jD

x

xfy

j

g) =

l(f(x

i

; y

j

)g)

l(f(x

i

; y

j

)g) + u((D

x

� fx

i

g)xfy

j

g)

;

u

ijj

= u(x

i

jy

j

) = u(fx

i

gxD

y

jD

x

xfy

j

g) =

u(f(x

i

; y

j

)g)

u(f(x

i

; y

j

)g) + l((D

x

� fx

i

g)xfy

j

g)

:

Teniendo en cuenta las expresiones para las medidas superiores e inferiores asociadas a un

conjunto de intervalos de probabilidad dadas en la proposici�on 4.4, el conjunto de intervalos

de probabilidades sobre X condicionado a que Y = y

j

es

L(X jY = y

j

) = f[l

ijj

; u

ijj

]; i = 1; : : : ; ng;

donde

l

ijj

=

l

ij

l

ij

+ (

P

k 6=i

u

kj

^ (1�

P

k

P

h6=j

l

kh

� l

ij

))

; (4:30)

u

ijj

=

u

ij

u

ij

+ (

P

k 6=i

l

kj

_ (1�

P

k

P

h6=j

u

kh

� u

ij

))

: (4:31)

Si de�nimos L

��

, U

��

, L

k�

, L

�h

, U

k�

, U

�h

a trav�es de las siguientes expresiones:

L

��

=

n

X

k=1

m

X

h=1

l

kh

; L

k�

=

m

X

h=1

l

kh

; k = 1; : : : ; n; L

�h

=

n

X

k=1

l

kh

; h = 1; : : : ; m;

U

��

=

n

X

k=1

m

X

h=1

u

kh

; U

k�

=

m

X

h=1

u

kh

; k = 1; : : : ; n; U

�h

=

n

X

k=1

u

kh

; h = 1; : : : ; m;

entonces los intervalos de probabilidad condicional [l

ijj

; u

ijj

] pueden expresarse como

l

ijj

=

l

ij

(U

�j

� (u

ij

� l

ij

))^ (1 + L

�j

� L

��

)

; (4:32)
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u

ijj

=

u

ij

(L

�j

+ (u

ij

� l

ij

)) _ (1 + U

�j

� U

��

)

: (4:33)

Notemos que el c�alculo de los intervalos de probabilidad condicional es muy simple.

Adem�as como demuestra la siguiente proposici�on estos intervalos son siempre alcanzables,

y por lo tanto no es necesario transformarlos en intervalos alcanzables mediante las proposi-

ciones 4.2 y 4.3.

Proposici�on 4.12 Dado un conjunto L = f[l

ij

; u

ij

]; i = 1; : : : ; n; j = 1; : : : ; mg de intervalos

alcanzables de probabilidad bidimensional, entonces para cada j = 1; : : : ; m, el conjunto de

intervalos de probabilidad condicional L(X j Y = y

j

) es siempre alcanzable.

Demostraci�on.

Denotemos por P(X jj) al conjunto de probabilidades asociadas a un intervalo de prob-

abilidad condicional L(X jY = y

j

) dado en (4.30) y (4.31), esto es

P(X jj) = fP 2 P(D

x

) j l

ijj

� p(x

i

) � u

ijj

8ig :

Entonces, con un razonamiento an�alogo al seguido en la proposici�on 4.1, para demostrar

la alcanzabilidad, es su�ciente con demostrar que para cada i existen probabilidades P

i

y Q

i

que pertenecen a P(X jj) cuyo valor para los singletons fx

i

g coincide con l

ijj

y u

ijj

respectivamente, esto es

p

i

(x

i

) = l

ijj

y l

kjj

� p

i

(x

k

) � u

kjj

8k 6= i ;

q

i

(x

i

) = u

ijj

y l

kjj

� q

i

(x

k

) � u

kjj

8k 6= i :

Probaremos s�olamente la primera condici�on, la demostraci�on para la segunda es an�aloga.

La demostraci�on se basa en el siguiente resultado para las capacidades de Choquet

de orden dos (ver Campos et al.[30]): Si (l; u) es un par de capacidades de Choquet

de orden dos, siendo P el conjunto asociado de probabilidades, entonces las medidas

condicionales de�nidas en (4.29) pueden escribirse como

l(AjB) = min

P2P

P (AjB); u(AjB) = max

P2P

P (AjB); 8A; 8B :

Como las medidas asociadas al conjunto de intervalos de probabilidad, seg�un la proposici�on

4.5, son siempre capacidades de Choquet de orden dos, entonces el resultado anterior

puede ser aplicado. Luego

l

kjj

= min

P2P

P (x

k

jy

j

) � P (x

k

jy

j

) � max

P2P

P (x

k

jy

j

) = u

kjj

; 8P 2 P ; 8k; j :
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Entonces, dado i, existe una probabilidad P que pertenece a P tal que l

ijj

= P (x

i

jy

j

). La

probabilidad condicional P (:jy

j

) es justamente la probabilidad P

i

que estamos buscando.

2

Para �nalizar esta secci�on, consideremos el siguiente ejemplo, donde se utilizan los con-

ceptos estudiados:

Ejemplo 4.2 Estamos desarrollando un estudio en una factor��a de coches. Nuestro objetivo

es conocer los porcentajes de producci�on de veh��culos clasi�cados en dos categor��as, Motor (Cv

90, 115) y el Modelo (Md Alfa, Beta). Para conocer las tasas exactas de producci�on, decidimos

preguntar al Jefe de Producci�on, pero desafortunadamente se encuentra de vacaciones. Por

tanto, nos conformamos con entrevistar a un miembro de su equipo, D. XX, el cual no tiene

un conocimiento exacto sobre las tasas, respondiendo a nuestras preguntas en los siguientes

t�erminos: `La tasa de producci�on para un Modelo Alfa con 90 Cv. est�a entre el 30% y el 40%,

con no m�as de un 20% para el modelo Beta con 90 Cv. Para el modelo Alfa con 115 Cv, la

producci�on es exactamente del 20%, y entre el 30% y el 50% para el modelo Beta de 115 Cv.'

Esta informaci�on puede representarse en la siguiente tabla bidimensional de intervalos de

probabilidad alcanzables:

Md Alfa Md Beta

Cv 90 [0.3,0.4] [0.0,0.2]

Cv 115 [0.2,0.2] [0.3,0.5]

Si queremos obtener informaci�on sobre la variable Motor o Modelo, debemos marginalizar,

utilizando (4.27) y (4.28), las marginales son

Cv 90 Cv 115

[0.3,0.5] [0.5,0.7]

Md Alfa Md Beta

[0.5,0.6] [0.4,0.5]

Con el �n de mejorar la informaci�on, decidimos continuar el estudio entrevistando al

personal de la cadena de montaje. Seleccionamos a un mienbro de la secci�on de motor, D.

YY, quien nos comenta que `La proporci�on para la producci�on de veh��culos equipados con
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motor de 115 Cv es al menos del 60%'. D.ZZ, de la secci�on de equipamiento comenta que

`las tasas para ambos modelos, Alfa y Beta se encuentra entre el 40% y 60%'.

Las respuestas de D.YY y D.ZZ se representan mediante el siguiente conjunto de intervalos

de probabilidad:

Cv 90 Cv 115

[0.0,0.4] [0.6,1]

Md Alfa Md Beta

[0.4,0.6] [0.4,0.6]

Para precisar nuestro conocimiento sobre el Motor, podemos combinar la informaci�on

dada por D. XX con la informaci�on dada por D. YY utilizando el operador conjuntivo. El

resultado utilizando (4.21) y (4.22), es

Cv 90 Cv 115

[0.3,0.4] [0.6,0.7]

Esto es, entre el 30% y 40% de los coches est�an equipados con un motor de 90 Cv. y

entre un 60% y 70% de la producci�on est�a equipada con mototes de 115 Cv. Otra forma de

expresar esta informaci�on es la siguiente: Al menos, el 30% de los veh��culos est�an equipados

con un motor de 90 Cv. y el 60% lo est�an con un motor de 115 Cv, sobre el 10% restante no

estamos seguros de la motorizaci�on que puedan tener.

Con respecto al Modelo, podemos combinar la informaci�on marginal que se obtiene a partir

de las respuestas de D. XX y la informaci�on de D. ZZ. En este caso, D. ZZ no proporciona

nueva informaci�on, (esta incluida en la anterior) y por tanto la combinaci�on no cambia la

informaci�on proporcionada por D. XX.

Finalmente, si queremos obtener informaci�on sobre la proporci�on de coches para un de-

terminado modelo que tiene las dos posibles motorizaciones, podemos calcular los intervalos

de probabilidad condicionales del motor dado el modelo. Estos son:

Modelo Alfa

Cv 90 Cv 115

[0.6,0.67] [0.33,0.4]

Modelo Beta

Cv 90 Cv 115

[0,0.4] [0.6,1]

Esto es, para un modelo Alfa, el 60% utilizan un motor de 90 Cv, el 33% utilizan un motor

de 115 Cv y el 7% podr��a utilizar indistintamente uno u otro. An�alogamente el 60% de los
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modelos Beta equipan un motor de 115 Cv y no tenemos informaci�on sobre el 40% restante.

2

4.6 Integraci�on con respecto a intervalos de probabilidad.

En la teor��a de la probabilidad, el concepto de esperanza matem�atica o integral con respecto a

una medida de probabilidad juega un papel importante tanto desde un punto de vista te�orico

como pr�actico. En efecto, la integraci�on es �util, por ejemplo, para derivar la probabilidad

de un suceso A, P (A), a partir de las probabilidades condicionales P (AjB

i

) de ese suceso,

dado un conjunto de sucesos mutuamente exclusivos y exhaustivos B

1

; : : : ; B

m

, y de las

probabilidades de estos sucesos P (B

i

). Conceptos como la entrop��a de una distribuci�on de

probabilidad o de la cantidad de informaci�on sobre una variable que otra variable contiene

pueden ser de�nidos con ayuda de una integral. B�asicamente, una integral con respecto a una

medida de probabilidad es una herramienta capaz de resumir toda la informaci�on dada por

una funci�on en un �unico valor; este valor es una especie de media de la funci�on en t�erminos

de la medida de probabilidad. La integraci�on tambien es esencial en problemas de decisi�on

con incertidumbre. Los siguientes ejemplos ilustran este punto:

Ejemplo 4.3 Supongamos que podemos seleccionar el jugar con una de las dos siguientes

loter��as. La dos tienen tres posibles salidas x

1

, x

2

o x

3

. Si seleccionamos x

i

y �esta es el

resultado de la loter��a, obtenemos un premio. Los premios son los mismos para cada loter��a,

esto es 10$ para x

1

, 5$ para x

2

y 20$ para x

3

. Las probabilidades de cada resultado para

cada loter��a son:

Loter��a 1

p(x

1

) p(x

2

) p(x

3

)

0.75 0.15 0.1

Loter��a 2

p(x

1

) p(x

2

) p(x

3

)

0.4 0.4 0.2

>Qu�e loter��a es mejor? Empleando algunas suposiciones sobre lo que es un `comportamiento

racional', escogeremos aquella para la que en media se obtenga un premio mejor. Luego, si

calculamos el premio esperado EP para cada loter��a (como una integral de la funci�on premio

con respecto a su probabilidad), obtenemos que

? EP (loter��a 1) = 10:25
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? EP (loter��a 2) = 9

Por tanto, podemos esperar que la loter��a 1 proporcione un mejor premio y ser�a la escogida.

2

Ejemplo 4.4 Despu�es de realizar una serie de pruebas, se determina que la enfermedad de

un paciente es una de entre las siguientes posibilidades, x

1

, x

2

o x

3

, con probabilidades 0.6,

0.3 y 0.1 respectivamente. Cuando los doctores deciden un diagn�ostico, aplican el tratamiento

correspondiente. Un diagn�ostico err�oneo tiene un costo que depende de la enfermedad real

que padece el enfermo y el diagn�ostico dado. Los costos se re
ejan en la siguiente tabla:

Enfermedad real

diagn�ostico

c

ij

x

1

x

2

x

3

x

1

0 60 100

x

2

30 0 90

x

3

40 50 0

>Qu�e diagn�ostico deber��a escoger el doctor? Si tenemos informaci�on probabil��stica sobre

la enfermedad real, un comportamiento `racional' puede ser aquel que minimice el costo

medio. Por tanto, si seleccionamos la enfermedad x

i

, el costo medio de esta selecci�on es

C(x

i

) = p

1

� c

i1

+ p

2

� c

i2

+ p

3

� c

i3

, esto es, la esperanza matem�atica de la funci�on costo

correspondiente a la elecci�on de x

i

con respecto a la probabilidad de la enfermedad. En

nuestro caso C(x

1

) = 28; C(x

2

) = 27 y C(x

3

) = 39; y por tanto el mejor diagn�ostico es que

el paciente tiene la enfermedad x

2

. 2

En esta secci�on estudiaremos el concepto de integraci�on cuando la medida de incertidumbre

subyacente es un conjunto de intervalos de probabilidad. Por tanto, en los ejemplos ante-

riores, incluso cuando no tenemos informaci�on puramente probabil��stica, podemos realizar

comparaciones y tomar decisiones, en base a un `comportamiento promedio'.

De nuevo, utilizaremos la interpretaci�on de los intervalos de probabilidad como un caso

particular de las medidas de probabilidades inferiores y superiores, las cuales son casos parti-

culares de las medidas difusas, para las que hay disponibles distintos m�etodos de integraci�on

(integrales difusas). Las dos integrales difusas m�as importantes son la integral de Sugeno

[160] y la integral de Choquet [39].
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De�nici�on 4.1 Sea g una medida difusa sobre X, con h : X ! [0; 1]. La integral de Sugeno

de h con respecto de g es

Z

h � g = S

g

(h) = sup

0���1

(� ^ g(H

�

));

donde H

�

= fx 2 X j h(x) � �g

De�nici�on 4.2 Sea g una medida difusa sobre X y h : X ! <

+

una funci�on real no negativa.

La integral de Choquet de h con respecto a g se de�ne como

E

g

(h) =

Z

+1

0

g(H

�

)d�;

donde H

�

= fx 2 X j h(x) � �g.

Utilizaremos la integral de Choquet, ya que est�a m�as proxima en �losof��a a la esperanza

matem�atica que la integral de Sugeno, y por tanto nos parece apropiada para los intervalos

de probabilidad. Adem�as, la integral de Choquet puede de�nirse para cualquier funci�on real-

valuada mientras que la integral de Sugeno est�a de�nida s�olo para funciones que toman valores

en el intervalo [0,1]. Adem�as, las integrales superiores e inferiores, de�nidas por Dempster

[50] para las medidas de evidencia, son casos particulares de las integral de Choquet para las

medidas difusas (ver [31, 22] para un estudio en profundidad de las integrales de Choquet y

de Sugeno).

En nuestro caso, tenemos un conjunto L de intervalos de probabilidad, y el par asociado

de medidas de probabilidad inferior y superior (l; u). Luego, podemos de�nir la integral de

Choquet con respecto a las dos medidas difusas l(:) o u(:). Notaremos la integral inferior de

Choquet como E

l

(h) y la superior como E

u

(h), formando un intervalo [E

l

(h); E

u

(h)]. Esta

interpretaci�on como un intervalo est�a justi�cada por las siguientes igualdades (que son ciertas

para las capacidades de Choquet de orden dos [39, 87]), y que relacionan los valores E

l

(h) y

E

u

(h) con las integrales E

P

(h) con respecto a probabilidades P que pertenecen al conjunto

P asociado a L:

E

l

(h) = min

P2P

E

P

(h); E

u

(h) = max

P2P

E

P

(h) : (4:34)

Las expresiones espec���cas para E

l

(h) y E

u

(h) para el caso de intervalos de probabilidad

alcanzables son las siguientes:

E

l

(h) =

n

X

i=1

p

i

h(x

i

) ; (4:35)

E

u

(h) =

n

X

i=1

q

i

h(x

i

) ; (4:36)
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donde:

h : D

x

! <

+

es una funci�on real tal que h(x

1

) � h(x

2

) � : : : � h(x

n

),

(p

1

; p

2

; : : : ; p

n

) = (u

1

; u

2

; : : : ; u

k�1

; 1 � L

k+1

� U

k�1

; l

k+1

; : : : ; l

n

) y k es un ��ndice tal que

l

k

� 1� L

k+1

� U

k�1

� u

k

, y L

i

=

P

n

j=i

l

j

, U

i

=

P

i

j=1

u

j

8i,

(q

1

; q

2

; : : : ; q

n

) = (l

1

; l

2

; : : : ; l

h�1

; 1 � L

h�1

� U

h+1

; u

h+1

; : : : ; u

n

), y h es el ��ndice tal que

l

h

� 1� L

h�1

� U

h+1

� u

h

, y L

i

=

P

i

j=1

l

j

, U

i

=

P

n

j=i

u

j

8i .

Un sencillo algoritmo para calcular los pesos p

i

de la expresi�on (4.35) es el siguiente

Algoritmo 4.3 (Pesos p

i

)

S  0;

For i = 1 to n� 1 do S  S + u

i

;

S  S + l

n

;

k  n;

While S � 1 do

S  S � u

k�1

+ l

k�1

;

p

k

 l

k

;

k  k � 1;

For i = 1 to k � 1 do p

i

 u

i

;

p

k

 1� S + l

k

;

Un algoritmo an�alogo se puede obtener para los pesos q

i

en (4.36):

Algoritmo 4.4 (Pesos q

i

)

S  0;

For i = 1 to n� 1 do S  S + l

i

;

S  S + u

n

;

k  n;

While S � 1 do

S  S + u

k�1

� l

k�1

;

p

k

 u

k

;

k  k � 1;

For i = 1 to k � 1 do p

i

 l

i

;

p

k

 1� S + u

k

;

Para �nalizar esta secci�on, consideremos una versi�on modi�cada de los ejemplos 4.3 y 4.4
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(podemos encontrar un estudio de problemas de decisi�on en la teor��a de la evidencia en [15],

y para otros formalismos en [111, 170]):

Ejemplo 4.5 Consideremos la misma situaci�on que el Ejemplo 4.3, pero ahora la informaci�on

sobre el resultado de la loter��a 2 no es completamente precisa: Todo lo que conocemos sobre

ella es el siguiente conjunto de intervalos de probabilidad:

[l

1

; u

1

] [l

2

; u

2

] [l

3

; u

3

]

[0.2,0.4] [0.4,0.6] [0.1,0.2]

Entonces, calculando el intervalo para la ganancia esperada para la loter��a 2 utilizando (4.35)

y (4.36), obtenemos el intervalo [8,10]. Por tanto, seguimos pre�riendo la loter��a 1, que da

una ganancia esperada de 10.25. 2

Ejemplo 4.6 Supongamos que en el Ejemplo 4.4, la informaci�on sobre las tres posibles

enfermedades no es una probabilidad, sino el siguiente conjunto de intervalos de probabilidad:

Enfermedad x

1

x

2

x

3

[l

i

; u

i

] [0:5; 0:7] [0:2; 0:4] [0:1; 0:2]

Entonces si calculamos los intervalos para los costos esperados, para cada elecci�on posible,

obtenemos:

C(x

1

) = [22; 38]; C(x

2

) = [24; 36]; C(x

3

) = [34; 40] :

De esto podemos obtener la siguiente conclusi�on, es claro que el peor diagn�ostico es x

3

. Entre

x

1

y x

2

, quiz�as la elecci�on dependa de la actitud que tome el decisor ante el riesgo: Una

persona optimista preferir��a x

1

ya que esta elecci�on nos garantiza un costo esperado inferior

menor que el esperado para x

2

. Un decisor pesimista preferir��a x

2

ya que proporciona un

costo superior esperado menor que x

1

. Obviamente, cualquier criterio intermedio es posible.

2
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4.7 Intervalos de probabilidad y funciones de Creencia /

Plausibilidad

Las funciones de Creencia y Plausibilidad constituyen un formalismo intersante para repre-

sentar la incertidumbre. Independientemente de las diferentes interpretaciones [50, 139, 148],

aqu�� las consideraremos como capacidades de Choquet de orden in�nito. Por tanto tambi�en

son capacidades de Choquet de orden dos. Conocemos que los intervalos de probabilidad

tambi�en son capacidades de Choquet de orden dos. Sin embargo, en general los intervalos de

probabilidad no son funciones de Creencia/Plausibilidad. La Figura 4.2 nos indica el punto

en el cual se localizan los intervalos de probabilidad dentro de la clasi�caci�on para las medidas

difusas.

EC PR

MD

MR

C2

EM IP

Figura 4.2. Clasi�caci�on de medidas difusas.

Aunque las funciones de Creencia y Plausibilidad son m�as f�aciles de manejar que las prob-

abilidades superiores e inferiores o las capacidades de orden dos, requieren un procesamiento

m�as complejo que los intervalos de probabilidad. El primer problema que consideraremos en

esta secci�on es el de aproximar las funciones de Creencia y Plausibilidad por intervalos de

probabilidad.

As��, dado un par (Bel; P l) de funciones de Creencia y Plausibilidad, buscamos aquel

conjunto de intervalos de probabilidad L

e

, tal que (Bel; P l) est�e incluida en L

e

, y cualquier

otro conjunto de intervalos de probabilidad L que incluya a (Bel; P l) debe incluir tambi�en a

L

e

, es decir:

Encontrar L

e

tal que (4:37)
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1. (Bel; P l) � L

e

; y

2. 8L tal que (Bel; P l)� L entonces L

e

� L :

La soluci�on a este problema es simple, como muestra la siguiente proposici�on:

Proposici�on 4.13 El mejor intervalo de probabilidad L

e

que aproxima un par de funciones

Creencia/Plausibilidad (Bel; P l) es L

e

= f[l

e

i

; u

e

i

]; i = 1; : : : ; ng, donde

l

e

i

= Bel(x

i

); u

e

i

= Pl(x

i

); 8i = 1; : : : ; n : (4:38)

Demostraci�on.

Sea m la asignaci�on b�asica de probabilidad (a.b.p.) asociada con (Bel; P l), es decir,

Bel(A) =

P

B�A

m(B) y Pl(A) =

P

B\A6=;

m(B).

Seg�un (4.15), para demostrar la inclusi�on de (Bel; P l) en L

e

debemos demostrar que

l

e

(A) � Bel(A) 8A. Por la proposici�on 4.4 sabemos que l

e

(A) =

P

x

i

2A

l

e

i

_ (1 �

P

x

i

62A

u

e

i

).

Como

P

x

i

2A

l

e

i

=

P

x

i

2A

Bel(x

i

) =

P

x

i

2A

m(x

i

) �

P

B�A

m(B) = Bel(A) y

1 � Bel(A) = Pl(A) =

P

B\A6=;

m(B) �

P

x

i

62A

P

B�fx

i

g

m(B) =

P

x

i

62A

Pl(x

i

) =

P

x

i

62A

u

e

i

.

entonces l

e

(A) � Bel(A), y (Bel; P l) est�a incluida en L

e

.

Ahora, supongamos que L es un conjunto de intervalos de probabilidad que incluye

(Bel; P l). Entonces l(A) � Bel(A) � Pl(A) � u(A) 8A. En particular tenemos que

l

i

� Bel(x

i

) = l

e

i

� u

e

i

= Pl(x

i

) � u

i

8i, y por la proposici�on 4.6 esto signi�ca que L

e

est�a incluida en L. 2

Nota: Si consideramos un par (l; u) de probabilidades inferiores y superiores en lugar de

un par (Bel; P l) de funciones de Creencia/Plausibilidad, la aproximaci�on por intervalos de

probabilidad es la misma: l

e

i

= l(x

i

); u

e

i

= u(x

i

) 8i. 2

Consideremos un problema diferente, pero que tambi�en relaciona las funciones de Creen-

cia/Plausibilidad con los intervalos de probabilidad: Si tenemos un conjunto L de intervalos

de probabilidad, >Podemos encontrar un par de funciones de Creencia/Plausibilidad cuyos
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valores para los singletons coincidan con los valores de L? En otras palabras, tratamos de

buscar aquellas condiciones que un conjunto de intervalos de probabilidad debe veri�car para

ser considerado como una especi�caci�on parcial de un par (Bel; P l). Este problema fue re-

suelto por Lemmer y Kyburg [108], quienes encontraron una condici�on necesaria y su�ciente.

Su resultado, adaptado a nuestra notaci�on, es el siguiente:

Proposici�on 4.14 [Lemmer y Kyburg 1991]. Dado un conjunto L = f[l

i

; u

i

]; i = 1; : : : ; ng

de intervalos de probabilidad, podemos encontrar un par (Bel

L

; P l

L

) de funciones de Creencia

y Plausibilidad tal que

Bel

L

(x

i

) = l

i

y Pl

L

(x

i

) = u

i

; 8i = 1; : : : ; n ; (4:39)

si y s�olo si las tres siguientes condiciones se veri�can:

n

X

i=1

l

i

� 1 ; (4:40)

X

j 6=i

l

j

+ u

i

� 1 8i ; (4:41)

n

X

i=1

l

i

+

n

X

i=1

u

i

� 2 : (4:42)

Adem�as, Lemmer y Kyburg dan un algoritmo que construye la a.b.p. correspondiente a Bel

L

y Pl

L

siempre que las tres condiciones se satisfagan (sin embargo, en general existen varios

pares (Bel; P l) que veri�can (4.39), y el par (Bel

L

; P l

L

) obtenido utilizando el algoritmo de

Lemmer y Kyburg [108] no es necesariamente el menos espec���co). En nuestro caso, las dos

primeras condiciones se veri�can siempre, ya que consideramos intervalos de probabilidad

propios y alcanzables. La �unica condici�on que necesitamos chequear es la tercera.

El problema que queda por considerar es el siguiente: Si la condici�on (4.42) no se ver-

i�ca para un conjunto L de intervalos de probabilidad, entonces no podemos considerar L

como una especi�caci�on parcial de ninguna funci�on de Creencia/Plausibilidad. En este caso,

tiene sentido buscar otro intervalo de probabilidad L

m

que satisfaga (4.42) y que sea una

aproximaci�on de L. En cierto sentido, este es el problema inverso de aproximar una funci�on

de Creencia/Plausibilidad por un intervalo de probabilidad, ya que cuando L

m

es obtenido,

podemos utilizar el algoritmo dado por Lemmer y Kyburg [108] para obtener funciones de

Creencia y Plausibilidad que constituyen una aproximaci�on del conjunto original L.

Por tanto, dado un conjunto L = f[l

i

; u

i

]; i = 1; : : : ; ng de intervalos de probabilidad que

no satisfacen (4.42), buscamos otro conjunto de intervalos de probabilidad que incluya a L,
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veri�cando (4.42), e incluido en cualquier otro conjunto de intervalos de probabilidad que

incluyan a L y que veri�quen (4.42). Este conjunto debe ser el m��nimo (en el sentido de la

relaci�on de inclusi�on) de todos los intervalos que incluyen a L y satisfacen (4.42).

Desafortunadamente, en general no es posible encontrar este conjunto m��nimo, sino varios

conjuntos minimales, esto es, conjuntos de intervalos de probabilidades L

m

= f[l

m

i

; u

m

i

]; i =

1; : : : ; ng que veri�can:

L � L

m

;

n

X

i=1

l

m

i

+

n

X

i=1

u

m

i

� 2 ; (4:43)

No existe ning�un L

0

6= L

m

que satisfaga (4.42) y L � L

0

� L

m

:

La siguiente proposici�on caracteriza estos conjuntos minimales de intervalos de probabili-

dad:

Proposici�on 4.15 Sea L = f[l

i

; u

i

]; i = 1; ::; ng un conjunto de intervalos de probabilidad

alcanzables tales que

n

X

i=1

l

i

+

n

X

i=1

u

i

< 2 :

Entonces todo conjunto de intervalos de probabilidad L

m

= f[l

m

i

; u

m

i

]; i = 1; ::; ng veri�cando

l

m

i

= l

i

; 8i ;

u

m

i

� u

i

; 8i ; (4:44)

n

X

i=1

l

m

i

+

n

X

i=1

u

m

i

= 2 ;

es minimal, es decir veri�ca (4.43). El rec��proco tambi�en es cierto.

Demostraci�on.

Demostraremos la equivalencia entre (4.44) y (4.43):

De l

m

i

= l

i

y u

m

i

� u

i

8i es obvio que L � L

m

. La condici�on

P

n

i=1

l

m

i

+

P

n

i=1

u

m

i

� 2 es

tambi�en evidente. Finalmente, si L

0

6= L

m

es tal que L � L

0

� L

m

entonces l

i

= l

m

i

= l

0

i

y u

i

� u

0

i

� u

m

i

8i, pero u

0

k

< u

m

k

para alg�un k. En estas condiciones
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P

n

i=1

l

0

i

+

P

n

i=1

u

0

i

=

P

n

i=1

l

i

+

P

n

i=1

u

0

i

<

P

n

i=1

l

i

+

P

n

i=1

u

m

i

= 2, y L

0

no satisface (4.42).

Luego tenemos demostrado que (4.44) implica (4.43).

Por otra parte, de L � L

m

tenemos l

m

i

� l

i

y u

m

i

� u

i

8i. Si l

m

j

< l

j

para alg�un j

entonces, de�nimos L

0

como l

0

i

= l

m

i

8i 6= j, l

0

j

= l

j

, u

0

i

= u

m

i

8i. En estas condiciones

tenemos que L

0

6= L

m

, L � L

0

� L

m

pero

P

n

i=1

l

0

i

+

P

n

i=1

u

0

i

=

P

n

i=1

l

0

i

+

P

n

i=1

u

m

i

>

P

n

i=1

l

m

i

+

P

n

i=1

u

m

i

� 2. Luego, L

0

satisface (4.42), en contradicci�on con la hip�otesis.

Por tanto l

m

i

= l

i

8i.

Finalmente si

P

n

i=1

l

m

i

+

P

n

i=1

u

m

i

> 2 entonces

P

n

i=1

l

i

+

P

n

i=1

u

m

i

> 2 >

P

n

i=1

l

i

+

P

n

i=1

u

i

. As��,

P

n

i=1

u

m

i

> 2�

P

n

i=1

l

i

>

P

n

i=1

u

i

. Podemos encontrar valores c

i

tales que

u

i

� c

i

� u

m

i

8i y

P

n

i=1

c

i

= 2�

P

n

i=1

l

i

. Entonces L

0

, de�nido como l

0

i

= l

i

y u

0

i

= c

i

8i,

es tal que L � L

0

� L

m

y satisface (4.42), siendo una contradicci�on con las hip�otesis.

Por tanto

P

n

i=1

l

m

i

+

P

n

i=1

u

m

i

= 2 y entonces (4.43) implica (4.44). La demostraci�on

est�a completa. 2

De (4.44) podemos deducir que cualquier conjunto de intervalos de probabilidad de la

forma [l

i

; u

i

+ �

i

], donde �

i

� 0 8i y

P

n

i=1

�

i

= 2 �

P

n

i=1

(l

i

+ u

i

), es una aproximaci�on

minimal de L. Adem�as, se puede ver que todas estas aproximaciones minimales son siempre

alcanzables, supuesto que el conjunto de intervalos de probabilidad original es alcanzable.

Otro resultado interesante sobre las aproximaciones minimales es que est�an asociadas

a los pares de funciones de Creencia/Plausibilidad cuyos elementos focales tienen siempre

cardinalidad menor o igual que dos:

Proposici�on 4.16 Si (Bel; P l) es un par de funciones de Creencia/Plausibilidad tales que

Bel(x

i

) = l

m

i

, Pl(x

i

) = u

m

i

8i, y

P

n

i=1

l

m

i

+

P

n

i=1

u

m

i

= 2, entonces todo elemento focal B de

(Bel; P l), tiene jBj � 2.

Demostraci�on.

Como

P

n

i=1

l

m

i

+

P

n

i=1

u

m

i

= 2 entonces

P

n

i=1

(u

m

i

� l

m

i

) = 2(1�

P

n

i=1

l

m

i

).

Por una parte:

1�

P

n

i=1

l

m

i

= 1�

P

n

i=1

Bel(x

i

) = 1�

P

n

i=1

m(x

i

) =

P

fB j jBj�2g

m(B).

Por otra parte:

P

n

i=1

(u

m

i

� l

m

i

) =

P

n

i=1

(Pl(x

i

)� Bel(x

i

)) =

P

n

i=1

P

fB j jBj�2; x

i

2Bg

m(B) =



Intervalos de probabilidad y funciones de Creencia / Plausibilidad

209

P

fB j jBj�2g

jBjm(B)

Luego

P

fB j jBj�2g

jBjm(B) = 2

P

fB j jBj�2g

m(B) y por tanto

P

fB j jBj�2g

(jBj � 2)m(B) = 0. Como jBj � 2 � 0, todos los t�erminos en la suma son

no negativos. La conclusi�on es que si jBj > 2 entonces m(B) = 0. Luego, los elementos

focales deben tener cardinalidad menor o igual que dos. 2

Si queremos seleccionar s�olamente una aproximaci�on del conjunto de aproximaciones mi-

nimales de L, debemos utilizar un criterio adicional. Proponemos utilizar el llamado principio

de simetr��a [116]. Intuitivamente, este principio dice que si hay varias soluciones posibles,

deber��amos utilizar una soluci�on intermedia entre las extremas. En nuestro caso, las n aprox-

imaciones minimales extremas L

m

i

; i = 1; : : : ; n para L = f[l

i

; u

i

]; i = 1; ::; ng son:

L

m

i

= f[l

m

i

j

; u

m

i

j

] j l

m

i

j

= l

j

; u

m

i

j

= u

j

8j 6= i; l

m

i

i

= l

i

; u

m

i

i

= u

i

+ �g (4:45)

donde � = 2�

P

n

i=1

(l

i

+u

i

). La media aritm�etica de estas aproximaciones minimales extremas,

dada por

L

�

= f[l

�

i

; u

�

i

] j l

�

i

= l

i

; u

�

i

= u

i

+

�

n

; i = 1; : : : ; ng ; (4:46)

parece apropiada como una aproximaci�on simple de L. Veamos un ejemplo:

Ejemplo 4.7 Consideremos el siguiente conjunto de intervalos de probabilidades alcanzables

de�nido sobre el dominio D

x

= fx

1

; x

2

; x

3

; x

4

g:

L = f[0; 0:3]; [0:1; 0:2]; [0:3; 0:4]; [0:1; 0:4]g :

Como

P

4

i=1

l

i

+

P

4

i=1

u

i

= 1:8 < 2, entonces L no puede ser una especi�caci�on parcial de

ning�un par de funciones de Creencia/Plausibilidad. Las aproximaciones minimales extremas

son (4.45)

? L

m

1

= f[0; 0:5]; [0:1; 0:2]; [0:3; 0:4]; [0:1; 0:4]g

? L

m

2

= f[0; 0:3]; [0:1; 0:4]; [0:3; 0:4]; [0:1; 0:4]g

? L

m

3

= f[0; 0:3]; [0:1; 0:2]; [0:3; 0:6]; [0:1; 0:4]g

? L

m

4

= f[0; 0:3]; [0:1; 0:2]; [0:3; 0:4]; [0:1; 0:6]g
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La aproximaci�on simple L

�

de�nida en (4.46) es

L

�

= f[0; 0:35]; [0:1; 0:25]; [0:3; 0:45]; [0:1; 0:45]g :

Si aplicamos el algoritmo de Lemmer y Kyburg [108] a L

�

, obtenemos un par (Bel; P l) cuya

a.b.p. m viene dada por

? m(x

2

) = 0:1, m(x

3

) = 0:3, m(x

4

) = 0:1,

? m(fx

1

; x

2

g) = m(fx

1

; x

3

g) = 0:05,

? m(fx

2

; x

3

g) = m(fx

2

; x

4

g) = m(fx

3

; x

4

g) = 0:05,

? m(fx

1

; x

4

g) = 0:25

2

Finalmente, estudiaremos varios casos particulares interesantes de conjuntos de intervalos

de probabilidad que veri�can (4.42):

Ejemplo 4.8 L

c

= f[l

i

; u

i

]; i = 1; ::; ng, con l

i

= 0 8i, y u

i

= 1 8x

i

2 B; u

i

= 0 8x

i

62 B,

donde B 6= ; es cualquier subconjunto del dominio D

x

que no es un singleton.

Obviamente L

c

es alcanzable y veri�ca (4.42). El �unico par (Bel; P l) compatible con esta

especi�caci�on parcial (esto es, veri�cando (4.39)) est�a asociado a la a.b.p. m dada por

m(B) = 1; m(A) = 0; 8A 6= B :

Esta clase de funciones de Creencia/Plausibilidad (en realidad son medidas de necesidad y

posibilidad) son conocidas como medidas crisp focalizadas en un subconjunto, y representan

la siguiente componente de informaci�on sobre un valor desconocido de la variable X : `el valor

de X est�a en B'. 2

Ejemplo 4.9 Consideremos una probabilidad P de�nida sobre D

x

, con distribuci�on de prob-

abilidad p(x

i

); i = 1; : : : ; n. De�nimos el conjunto L de intervalos de probabilidad como

l

i

= (1� �)p(x

i

); u

i

= (1� �)p(x

i

) + �; i = 1; : : : ; n ;

donde 0 � � � 1.
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Es f�acil ver que L es alcanzable y veri�ca (4.42). Adem�as existe un �unico par (Bel; P l)

compatible con L, y su a.b.p. asociada es

m(x

i

) = (1� �)p(x

i

); i = 1; : : : ; n; m(D

x

) = �

Este par (Bel; P l) se corresponde con la operaci�on de descuento de�nida por Shafer [139]

para funciones de Creencia/Plausibilidad y aplicado a la probabilidad P (que es un caso

particular donde la medida de Creencia es igual a la de la Plausibilidad). La sem�antica de

este conjunto de intervalos de probabilidad corresponde con una probabilidad mal conocida,

donde el porcentaje de error est�a cuanti�cado por el valor 100� (tenemos una con�anza del

100(1� �)% en que la probabilidad P es la correcta). 2

Ejemplo 4.10 Otra forma de expresar una con�anza parcial en una medida de probabilidad

P puede ser considerando el conjunto de intervalos de probabilidad L = f[l

i

; u

i

]; i = 1; : : : ; ng

de�nido a trav�es de:

l

i

= (p(x

i

)� �) _ 0; u

i

= (p(x

i

) + �) ^ 1; i = 1; : : : ; n ;

donde p(x

i

); i = 1; : : : ; n es la distribuci�on de probabilidad P , y 0 � � � 1.

Se puede demostrar que L es alcanzable y veri�ca (4.42). Adem�as, es este caso hay m�as de

un par (Bel; P l) compatible con L. Por ejemplo, si p(x

1

) = 0:7, p(x

2

) = 0:2, p(x

3

) = 0:1,

p(x

4

) = 0:0,y � = 0:15, entonces el par (Bel

1

; P l

1

) con a.b.p. m

1

obtenido utilizando el

algoritmo dado en [108] es:

? m

1

(x

1

) = 0:55, m

1

(x

2

) = 0:05, m

1

(fx

1

; x

2

g) = 0:0833,

? m

1

(fx

1

; x

3

g) = m

1

(fx

2

; x

3

g) = 0:0333,

? m

1

(fx

1

; x

4

g) = m

1

(fx

2

; x

4

g) = m

1

(fx

3

; x

4

g) = 0:0333,

? m

1

(fx

1

; x

2

; x

3

g) = 0:1, m

1

(fx

1

; x

2

; x

3

; x

4

g) = 0:05.

Pero el par (Bel

2

; P l

2

) con una a.b.p. m

2

de�nida como

? m

2

(x

1

) = 0:55, m

2

(x

2

) = 0:05, m

2

(fx

1

; x

2

g) = 0:05,

? m

2

(fx

1

; x

4

g) = m

2

(fx

2

; x

4

g) = m

2

(fx

3

; x

4

g) = 0:05

? m

2

(fx

1

; x

2

; x

3

g) = 0:2,
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tambi�en es compatible con L . 2

Ejemplo 4.11 Supongamos que s�olamente conocemos las cotas inferiores para una dis-

tribuci�on de probabilidad desconocida P de�nida sobre D

x

, esto es l

i

� p(x

i

) 8i, donde

P

n

i=1

l

i

� 1. Esta informaci�on puede ser representada a trav�es de un conjunto de interva-

los de probabilidad f[l

i

; 1]; i = 1; : : : ; ng. Sin embargo, este conjunto no es alcanzable. El

conjunto de intervalos de probabilidad alcanzables equivalente es L = f[l

i

; u

i

]; i = 1; : : : ; ng,

donde u

i

= 1�

P

j 6=i

l

j

8i.

Este conjunto de intervalos de probabilidad se utiliz�o en [69] para de�nir diagramas de in-


uencia intervalares. Las probabilidades inferiores y superiores (l; u) asociadas con L son en

este caso muy simples:

l(A) =

X

x

i

2A

l

i

; u(A) = 1�

X

x

i

62A

l

i

; 8A � D

x

;

que son funciones de Creencia y Plausibilidad con a.b.p. m dada por

m(x

i

) = l

i

; i = 1; : : : ; n; m(D

x

) = 1�

n

X

i=1

l

i

:

Adem�as es f�acil ver que L veri�ca (4.42), y que el �unico par (Bel; P l) compatible con L es

precisamente (l; u). Finalmente, es interesante notar que los conjuntos de intervalos de prob-

abilidad considerados en este ejemplo, generados s�olo por las cotas inferiores, son equivalentes

a aqu�ellos considerados en el ejemplo 4.9, generados por una probabilidad y un par�ametro �,

de�niendo

� = 1�

n

X

i=1

l

i

; p(x

i

) =

l

i

P

n

j=1

l

j

; 8i:

2

4.8 Estimaci�on de Intervalos de Probabilidad.

Hemos desarrollado una herramienta para trabajar en entornos con incertidumbre: los inter-

valos de probabilidad. En esta secci�on estudiaremos distintas t�ecnicas que nos van a permitir

estimar los valores para dichos intervalos, esto es, queremos estimar los valores de la `dis-

tribuci�on de intervalos de probabilidad'. Supondremos que partimos de un conjunto de datos

emp��ricos y, a partir de ellos, estimaremos los intervalos. Para ello, tomaremos como referen-

cia los estudios realizados en la Teor��a de la Probabilidad. Cuando los datos no son conocidos
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de forma exacta, pero s�� se les puede asociar un valor difuso, es posible utilizar m�etodos para

la estimaci�on de los intervalos de con�anza a partir de datos difusos (un ejemplo lo podemos

encontrar en Corral y Gil [45]).

Un modelo estad��stico [6, 113] se de�ne como una especi�caci�on de una distribuci�on de

probabilidad sobre los datos. Sea X una variable aleatoria que puede tomar un n�umero

�nito de valores x

1

; x

2

; : : : ; x

n

. Supongamos un conjunto de datos, de tama~no N , formado

por distintas observaciones de X . Consideraremos el conjunto de datos como un muestreo

aleatorio, de tama~no N , sobre una poblaci�on in�nita. Supongamos que en esa poblaci�on

existe una determinada proporci�on, p

i

, de individuos con la caracter��stica x

i

. En el muestreo,

observamos que r

i

individuos poseen dicha caracter��stica y queremos obtener un estimador

p

�

i

del valor de ese par�ametro desconocido.

Podemos encontrar t�ecnicas que nos permitan obtener estimadores con buenas propiedades,

por ejemplo ( p

�

i

= r

i

=N) [107, 113, 134]. Sin embargo este valor es de poco uso, salvo que

vaya asociado con una medida de su �abilidad. Una posibilidad es proporcionar junto a p

�

i

su error probable o st�andar de la forma p

�

i

� e(p

�

i

). A partir de esta informaci�on es posible,

cuando la muestra no es muy peque~na, llegar a la conclusi�on de que el verdadero valor de p

se encuentra entre los l��mites

l

i

= p

�

i

� 3e(p

�

i

) y u

i

= p

�

i

+ 3e(p

�

i

):

con un alto grado de probabilidad. Sin embargo, es dif��cil dar una medida de esta probabili-

dad, ni de establecer el error que se tiene en la estimaci�on de p

i

a partir del muestreo.

La primera soluci�on a este problema la proponen Clopper y Pearson en 1934 [41] basada

en la estimaci�on de intervalos de con�anza para la distribuci�on Binomial.

Consideremos un experimento E y sea x

i

un suceso asociado a ese experimento. Supong-

amos que P (x

i

) = p

i

y por tanto P (x

i

) = 1 � p

i

. Tomemos N repeticiones independientes

de E . El espacio muestral consiste en todos los posibles sucesos fx

1

; x

2

: : : ; x

n

g. Supongamos

que P (x

i

) es el mismo para todas las repeticiones. Podemos de�nir la variable aleatoria X

como: X=N�umero de veces que ocurri�o el suceso x

i

. Entonces X es una variable aleatoria Bi-

nomial con par�ametros N y p. Cuando conocemos el n�umero de repeticiones del experimento

N , entonces

p(X = kjN; p) =

 

N

k

!

p

k

(1� p)

N�k

; k = 0; 1; : : : ; N (4:47)

Un intervalo de con�anza se de�ne [169] como: `Un intervalo de con�anza I (para una

par�ametro � de una ley de distribuci�on) es un intervalo aleatorio, calculado a partir de un
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estad��stico (funci�on de una serie de observaciones) y en el que la probabilidad de que el

intervalo contenga a � sea igual a un nivel de con�anza 1� � elegido a priori.

Pr(� 2 I) = 1� �

Si se efectua un gran n�umero de muestras sobre la misma poblaci�on, la proporci�on de los

intervalos conteniendo a � ser�a igual a 1� �.'

En nuestro caso, partimos de un muestreo de N unidades obtenido a partir de una

poblaci�on en la que la proporci�on de unidades que poseen cierto car�acter x

i

, es p

i

. En el

muestreo, r

i

representa al n�umero de individuos que presentan la caracter��stica x

i

, y por

tanto N � r

i

a los que no. Suponemos p

i

desconocida, el problema es obtener los l��mites l

i

y

u

i

en los que se crea, con un cierto nivel de con�anza que

l

i

< p

i

< u

i

Nuestra con�anza en que p

i

se encuentra dentro del intervalo (l

i

; u

i

) depender�a del n�umero

de veces en que esta predicci�on sea correcta en una larga serie de experimentos estad��sticos.

Neyman [120] muestra que la construcci�on de un intervalo de con�anza es equivalente a

determinar para cada valor p

i

una regi�on de con�anza A(p

i

) tal que:

1. Pfr

i

2 A(p

i

) j p

i

g � 1� �:

2. Todo r

i

est�a incluido en al menos una regi�on A(p

i

).

3. El conjunto de valores para p

i

cuya regi�on A(p

i

) contiene r

i

es un intervalo cerrado.

En el caso que se nos presenta suponemos una distribucion Binomial, donde los valores r

i

toman valores enteros 0; 1; 2; : : : ; N y la regi�on A(p

i

) puede tomarse como una secuencia de

enteros r; r

l

� r � r

u

tales que:

r

u

X

r=r

l

p(X = rjN; p) � 1� � (4.48)

Los puntos l��mites no est�an determinados de forma un��voca por la ecuaci�on 4.48

A partir de ahora, siempre que no haya confusi�on, eliminaremos los sub��ndices en p

i

y en

r

i

.
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Cuando el n�umero de datos, N , es peque~no podemos utilizar un conjunto de t�ecnicas que

permiten obtener valores para los intervalos de con�anza (en general estos valores los podemos

encontrar tabulados). En la siguiente secci�on consideramos las m�as importantes. En la secci�on

4.8.2 se estudia la estimaci�on de intervalos de con�anza en base a una aproximaci�on Normal,

�esta es de gran utilidad cuando el n�umero de datos es su�cientemente grande.

4.8.1 Intervalos de Con�anza para muestras peque~nas.

El primer m�etodo de estimaci�on fue proporcionado por Clopper y Pearson en 1934 [41]. Los

intervalos de con�anza se obtienen al elegir regiones de aceptaci�on A(p) centradas. Para ello

basta tomar r

l

como el mayor r y r

u

como el menor r con cola de probabilidad no mayor de

1

2

�.

Clopper y Pearson representan los intervalos de con�anza de forma gr�a�ca, donde en el

eje de abcisas se representan el n�umero de �exitos y en el eje de ordenadas se representan los

valores p

i

. El siguiente proceso nos permite construir estas gr�a�cas. Sea S(p;N ; 0 : : :r) =

P

r

s=0

p(X = sjN; p), y sea S(p;N ; r : : :N) =

P

N

s=r

p(X = sjN; p).

El m�etodo consiste en calcular, para cada valor de p, los valores r

l

y r

u

tales que

S(p;N ; 0 : : :r

l

) �

1

2

� < S(p;N ; 0 : : :r

l

+ 1) (4.49)

S(p;N ; r

u

: : :N) �

1

2

� < S(p;N ; (r

u

� 1) : : :N) (4.50)

Para obtener el par (r

l

; p) se realiza una interpolaci�on lineal entre los puntos S(p;N ; 0 : : :r

l

)

y S(p;N ; 0 : : :r

l

+ 1), y se procede an�alogamente para calcular el par (r

u

; p).

Repitiendo este proceso para todo p, obtendr��amos los diagramas de con�anza con un

coe�ciente de con�anza de 1 � �. Realmente, lo que se hace es tomar un conjunto �nito

de valores de p = 0:025; 0:050; 0:075 : : : ; 0:925; 0:950; 0:975. El resto de los valores para p se

puede obtener mediante interpolaci�on en la tabla

1

.

La Figura (4.3) muestra la campana de con�anza al 95% para muestras de tama~noN = 10.

Podemos esperar que al menos el 95% de los puntos (r; p) est�en dentro de la campana de la

�gura, no m�as del 2:5% est�en por debajo del l��mite inferior y no m�as del 2:5% se encuentren

por encima del l��mite superior. Entonces, como regla general si s�olo se conoce r, los puntos

1

El error que se produce es despreciable.
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Figura 4.3. Intervalos de con�anza, al 95%, para una Binomial (Tama~no de la muestra

N = 10).

(r; p

1

) y (r; p

2

) nos dan un grado de con�anza en que p

1

< p < p

2

en el 95% de los casos

aproximadamente.

Por ejemplo, supongamos r = 2, entonces los valores para (p

l

; p

u

) se obtienen en aquellos

puntos en los que interseca las curvas con la proyecci�on del eje de abcisas. De forma an�aloga,

�jado un p, si queremos obtener la regi�on de aceptaci�on A(p), basta proyectar el eje de

ordenadas hasta cortar a las curvas. En este caso, no siempre es posible escoger valores de

r

l

y r

u

tales que S(p;N ; 0; : : : ; r

l

) y S(p;N ; r

u

; : : : ; N) sean exactamente iguales a un valor

determinado,

1

2

�, seleccionando como l��mites de la regi�on de aceptaci�on los valores r

l

y r

u

que satisfacen 4.49 y 4.50 respectivamente..

El principal problema que plantea el m�etodo de estimaci�on dado por Clopper y Pearson

es que parte de una distribuci�on discontinua (Binomial). Para calcular los l��mites del in-

tervalo de probabilidad, los par�ametros son el n�umero de observaciones N y el n�umero de

individuos, r, que poseen una determinada caracter��stica. Este es un valor �nito, mientras

que si las observaciones se realizan sobre una distribuci�on continua, los resultados pueden ser

in�nitesimales. Clopper y Pearson solucionan este problema obteniendo intervalos donde la

Prob(p � p

l

) > 1�

1

2

�, esto es, siempre nos situamos en el lado seguro, ya que la probabilidad

de que p este entre los l��mites es siempre mayor a la establecida.

Una soluci�on a este problema, propuesta por Stevens [156], se basa en la utilizaci�on de un

valor aleatorio distribuido seg�un una Uniforme(0,1), de forma que se obtengan intervalos m�as
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cerrados. Como dice Stevens: ` Si cuando se presentan los l��mites calculados, el estad��stico

dice que la probabilidad de estar equivocado es menor que la que se le permit��a, nosotros

podemos decirle que sus l��mites son innecesariamente anchos y que los recalcule hasta que

se alcance el riesgo estipulado'. Stevens propone una soluci�on aproximada al problema y de

f�acil c�alculo (una soluci�on exacta, tiene como principal problema el tiempo necesario para su

c�alculo). En este caso, la probabilidad real de que p este por debajo del l��mite inferior (o por

encima del l��mite superior) es siempre mayor que la dada, pero no mucho mayor.

Eudey [65] proporciona otro m�etodo aleatorio para la estimaci�on de intervalos, el cual,

entre todos los conjuntos de con�anza a nivel 1� �, minimiza la probabilidad de cubrir falsos

valores de forma uniforme. Blyth y Hutchinson [12] proporcionan tablas para N � 50 con

niveles de con�anza del 95% y del 99% para ambos m�etodos.

El truco de utilizar un valor aleatorio con el �n de eliminar el problema que plantean

las distribuciones discretas plantea la siguiente disquisici�on [36]: `Nos lleva a un problema

tratable te�oricamente, que sin embargo produce una soluci�on que es de poco uso en su apli-

caci�on'. Podemos encontrar m�etodos no aleatorios

1

para obtener intervalos de con�anza

producen tablas m�as cortas y necesitan menos trabajo para su aplicaci�on. Para adquirir

un determinado nivel de con�anza, producen un intervalo con una longitud y coe�ciente de

con�anza un poco mayores de lo necesario, pero adecuados ya que la elecci�on del nivel es en

alg�un sentido arbitraria.

El primer m�etodo que consideraremos fue dado inicialmente por Sterne [155] y poste-

riormente mejorado por Crow [46]. El m�etodo propuesto por Sterne construye regiones de

aceptaci�on menores que el de Clopper y Pearson. La regi�on de aceptaci�on estar��a formada por

aquellos valores de r que tuviesen la mayor probabilidad de ocurrir. Para ello, los valores r

son tomados en orden, comenzando por el m�as probable y continuando en las dos direcciones

hasta que se satisfaga la ecuaci�on

r

u

X

r=r

l

p(X = rjN; p) � 1� �

Cuando dos valores de r tienen igual probabilidad y ambos no pueden ser excluidos de la

regi�on de aceptaci�on, entonces se incluyen ambos. Esto provoca una regi�on de aceptaci�on

mayor de lo necesario para un n�umero �nito de valores p.

Crow hace notar que a�un siendo las regiones de aceptaci�on (para r) de Sterne interva-

los, no siempre dan una regi�on (para p) valuada en un intervalo, esto es, los extremos de

1

Dentro de �estos m�etodos se incluye tambi�en el m�etodo desarrollado por Clopper y Pearson [41], pero por

ser hist�oricamente el primero y por estar, en gran parte, la mayor��a de los m�etodos basados en �el, lo hemos

presentado aparte.
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los intervalos pueden ser decrecientes en p. Cada uno de los intervalos obtenidos por el

m�etodo de Sterne, tiene longitud m��nima para su p, pero puede haber uno o m�as interva-

los con la misma longitud. Para considerar todos los posibles intervalos de con�anza, se

anotan, para p = 0:005; 0:015; : : : ; 0:495 todos los intervalos de aceptaci�on con m��nima lon-

gitud. Por ejemplo para N = 15; 1� � = 0:95 los intervalos de aceptaci�on mas cortos son:

Para p

0

= 0:285 el intervalo (1 � X � 7) s�olamente

Para p

0

= 0:295 el intervalo (0 � X � 7)

�

(1 � X � 8) y (2 � X � 9)

�

Para p

0

= 0:305 el intervalo (2 � X � 8) s�olamente

Crow re�na los intervalos de Sterne imponiendo la condicion de que los extremos de

los intervalos sean no decrecientes en p. Por tanto los intervalos etiquetados con � deben

descartarse. En general, los intervalos de aceptacion para p son ahora �unicos, o tienen que

escogerse entre (r

l

; r

u

); (r

l

+ 1; r

u

+ 1); (r

l

+ 2; r

u

+ 2). Crow toma para cada p < 0:5 la

regi�on de aceptaci�on m�as a la derecha de entre las posibles. El m�etodo produce un conjunto

de intervalos de con�anza que minimiza la suma de las longitudes de los intervalos. Estos

intervalos han sido ampliamente utilizados y tabulados [118].

Blyth y Still ([14]) estudian los intervalos de Sterne y Crow, apreciando muchas irregu-

laridades. Por ejemplo, cuando el n�umero de �exitos se incrementa, puede ocurrir que el valor

del l��mite inferior del intervalo no cambie. Para solucionar este problema, proponen obtener

las regiones de aceptaci�on para aquellas probabilidades que sean m�ultiplo de 0:005 y eliminar

aquellas regiones que incumplen la propiedad de ser creciente para p en los extremos de los

intervalos. Finalmente aplican la siguiente regla:

Hacer que los extremos del intervalo sean los puntos medios de entre los posibles.

El resultado sigue teniendo la propiedad de minimizar la suma de las longitudes, y es

aproximadamente no sesgado, siendo la probabilidad de las colas aproximadamente iguales.

Para �nalizar consideramos el m�etodo dado por Casella [36]. El m�etodo consiste en

aplicar un algoritmo a unos intervalos de con�anza para obtener otros, que tienen longitud

menor para el mismo coe�ciente de con�anza. Como resultado del algoritmo se obtiene

no un intervalo, sino una familia de intervalos, donde cada uno de ellos tiene la propiedad

de minimizar la suma de las longitudes de los intervalos. El proceso de re�namiento es

equivalente a una versi�on continua del metodo dado por Blyth y Still, pero tiene la ventaja

de ser m�as natural y f�acil de aplicar. El algoritmo se basa en mover los extremos inferiores

hacia la derecha tanto como sea posible. Empezando con un conjunto C de N + 1 intervalos

de con�anza, C = f[p

l

(N; r); p

u

(N; r)]; r = 0; : : : ; ng, obtiene un conjunto C

�

de intervalos



Estimaci�on de Intervalos de Probabilidad.

219

re�nado C

�

= f[p

l

(N; r)

�

; p

u

(N; r)

�

]; r = 0; : : : ; ng. Este m�etodo produce un intervalo de

con�anza que tiene la propiedad de minimizar la suma de las longitudes de los intervalos

individuales.

4.8.2 Aproximaci�on Normal.

Cuando el n�umero de repeticiones de un experimento aumenta, la frecuencia relativa de un

suceso x

i

, esto es r

i

=N converge

1

a la probabilidad te�orica del suceso p(x

i

). Este resultado nos

indica que r

i

=N ser�a pr�oxima a p(x

i

) cuando N es grande, pero no expresa c�omo se obtiene

esa probabilidad. Para obtener la probabilidad podemos utilizar la aproximaci�on normal.

Supongamos que tenemos una variable X que sigue una Binomial de par�ametros N; p.

Podemos calcular la probabilidad de tener un n�umero de �exitos menores o iguales a un entero

A mediante

P (X � A) =

A

X

r=0

(

N

r

)p

r

(1� p)

N�r

Cuando N ! 1, la variable Z = (r � Np)=

p

Np(1� p) se aproxima por una Normal

estandar ([14, 78, 79]) (podemos encontrar otras aproximaciones en [79])

P

S

=

Z

k

�1

1

p

2�

e

�

1

2

r

2

con k =

A�Np+

1

2

p

Np(1�p)

Por tanto cuando N es grande un test de aceptaci�on de p = p

�

, con aproximadamente la

misma probabilidad en los tama~nos de las colas, viene dado por la regi�on donde P (j Z j�

c) = 1� � para una Normal standar Z.

Podemos construir el intervalo tomando aquel n�umero c para el que

P (jr �Np

�

j � c

q

Np

�

(1� p

�

) ' 1� �

dando los valores I

0

= [p

0

l

; p

0

u

]

p

0

u

=

r + c

2

=2 + c

p

r � r

2

=N + c

2

=4

N + c

2

p

0

l

=

r + c

2

=2� c

p

r � r

2

=N + c

2

=4

N + c

2

(4.51)

1

Si formalizamos el resultado obtenemos la ley de los grandes n�umeros [113, 134]
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Otra posibilidad es considerar la siguiente relaci�on entre la frecuencia relativa y la prob-

abilidad te�orica: Si (r=N)(1� r=N)! p

�

(1� p

�

), entonces

P (jr�Np

�

j � c

q

N(r=N)(1� (r=N))) ' 1� �

por tanto la regi�on de aceptaci�on que obtenemos tiene aproximadamente igual tama~no en las

colas, y la familia de test proporcionan los intervalos de con�anza I

00

= [p

00

l

; p

00

u

]

p

u

00

=

r

N

+

c

p

N

q

(r=N)(1� r=N)

p

l

00

=

r

N

�

c

p

N

q

(r=N)(1� r=N) (4.52)

exceptuando los casos en que el extremo inferior es negativo, en los que toma el valor 0, y los

casos en los que el extremos superior es mayor que uno, en los que toma el valor 1.

Ghosh ([78]) realiza una comparaci�on entre ambos m�etodos, en la que considera N peque~no

si es < 30, moderado si 30 � N � 100 y grande si N > 100, concluyendo que I

0

es preferible

a I

00

cualquiera que sea el tama~no del muestreo y para cualquier valor de p

Notemos que al utilizar la aproximaci�on Normal de la Binomial, estamos aproximando una

distribuci�on de una variable aleatoria discreta con la distribuci�on de una variable aleatoria

continua. Este hecho puede provocar errores en los puntos extremos. Por ejemplo, puede

ocurrir que para una variable continua P (X = 3) = 0 mientras que para una variable aleatoria

discreta, esta cantidad puede ser positiva. Las dos siguientes t�ecnicas tratan de corregir los

errores de continuidad en las expresiones anteriores.

Para la probabilidad Binomial P (X = a), la aproximaci�on Normal corregida es P (a�0:5 �

Y � a+0:5), con Y siguiendo una distribuci�on Normal con la misma media y varianza que X .

Siguiendo esta aproximaci�on, Blyth y Still [14] consideran las aproximaciones I

0

a

= [p

0

l

a

; p

0

u

a

]

y I

00

a

= [p

00

l

a

; p

00

u

a

]

p

0

u

a

=

(r + 0:5) + c

2

=2 + c

p

(r+ 0:5)� (r + 0:5)

2

=N + c

2

=4

N + c

2

p

0

l

a

=

(r � 0:5) + c

2

=2� c

p

(r� 0:5)� (r � 0:5)

2

=N + c

2

=4

N + c

2

(4.53)

Exceptuando el caso r = 0, en el que la cota inferior que toma el valor 0, y el caso r = N , en

el que la cota superior toma el valor 1.

p

00

u

a

= r=N + fc=

p

N

q

(r=N)(1� r=N) +

1

2

Ng
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p

00

l

a

= r=N � fc=

p

N

q

(r=N)(1� r=N) +

1

2

Ng (4.54)

Exceptuando que p

00

l

a

toma el valor 0 cuando la expresi�on es negativa y p

00

u

a

toma el valor 1

cuando es mayor que uno.

Cuando N es grande y r es peque~no es preferible utilizar las aproximaciones que corrigen

la continuidad, en especial 4.53.

4.9 Independencia Condicional en Intervalos de Probabili-

dad.

La importancia del concepto de independencia en sistemas de razonamiento ha sido ampli-

amente expuesta, por lo que en esta secci�on nos centraremos en el estudio de relaciones de

independencia cuando consideramos el formalismo dado por los intervalos de probabilidad.

Al igual que se hizo en el cap��tulo anterior, las distintas de�niciones dadas para el concepto

de independencia ser�an una generalizaci�on de la de�nici�on de independencia en un entorno

probabil��stico [48, 105, 153]. Recordemos que una variable X es considerada independiente

de otra variable Y , dado que conocemos el valor de Z, cuando nuestra creencia sobre X no

es modi�cada como consecuencia de obtener una informaci�on adicional sobre Y .

En la siguiente secci�on se proponen distintas de�niciones de independencia, partiendo de

una aproximaci�on intuitiva al concepto de independencia condicional. En esta aproximaci�on

se tiene en cuenta que un intervalo de probabilidad tiene asociada informaci�on incierta. Final-

mente, en la secci�on 4.9.2 hacemos un estudio emp��rico del comportamiento de las distintas

de�niciones de independencia cuando partimos de una base de datos, sobre la que se estima

un conjunto de intervalos de probabilidad.

Con el �n de ilustrar la sem�antica para cada una de las de�niciones, utilizaremos el

siguiente ejemplo, donde no pretendemos ser exhaustivos.

Ejemplo 4.12 Planteamiento: Sean TV (Tipo de Veh��culo) y TC (Tipo de Carretera) dos

variables tomando valores en f(U) Utilitario, (D) Deportivo, (B) Berlina g y f (A) Autopista,

(N) Nacional, (C) Comarcal, (U) Urbana g respectivamente. Estamos interesados en estable-

cer la relaci�on de dependencia o independencia existente entre ambas variables. Para ello,

tomamos como fuente de informaci�on el n�umero de veh��culos vendidos en un periodo de

tiempo, de donde obtenemos los siguientes intervalos de probabilidad L

TV

:
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TV [l

i

; u

i

]

U [0:60; 0:70]

D [0:10; 0:20]

B [0:20; 0:30]

Como nuestro objetivo es establer la relaci�on de dependencia o independencia entre TV y

TC, decidimos realizar un muestreo en las distintas v��as, calculando los intervalos L

TV jTC

.

Una comparaci�on entre L

TV

y L

TV jTC

nos permite realizar el test de independencia. 2

4.9.1 De�niciones de Independencia.

Sean X; Y; Z subconjuntos disjuntos de variables sobre un dominio U y sean x; y; z los valores

que pueden tomar X; Y; Z, respectivamente. Notaremos por I(X j Z j Y ) a la a�rmaci�on

X es independiente de Y dado Z. Haciendo un paralelismo con el cap��tulo anterior, em-

pezamos considerando el concepto de independencia condicional como una no modi�caci�on

de nuestra informaci�on al condicionar. Tomando de esta de�nici�on, podemos formalizar

la relaci�on de independencia en este entorno como

De�nici�on 4.3 No Modi�caci�on de la Informaci�on.

I(X j Z j Y ), l(x j yz) = l(x j z) y u(x j yz) = u(x j z); 8xyz

Si consideramos el ejemplo anterior, estamos exigiendo que todas las medidas condicionales

L

TV jTC

sean iguales a la que ten��amos L

TV

. En este caso, tanto la informaci�on de partida

como los intervalos obtenidos de los distintos muestreos aleatorios, tienen asociada una de-

terminada incertidumbre. Por tanto, el exigir una relaci�on de igualdad entre los distintos

conjuntos de intervalos de probabilidad puede parecer demasiado estricto. En cierto sentido,

nuestro razonamiento es el siguiente: si no conocemos con certeza qu�e valores se toman, no

parace sensato el exigir que estos valores sean exactamente iguales.

Las siguientes de�niciones de independencia, m�as d�ebiles, tratar�an de relajar la restricci�on

de igualdad. Una primera alternativa es aqu�ella en la que se establece la independencia cuando

no hay una ganancia de informaci�on al condicionar.

Continuando con el ejemplo, tenemos que la informaci�on de partida proviene de un

muestreo sobre el n�umero de veh��culos vendidos. Obviamente, para cada tipo de v��a, el

n�umero de datos ser�a menor. Por tanto, y aunque la proporci�on de veh��culos fuese la misma
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para ambos muestreos, al estimar los valores de los intervalos de probabilidad tenemos una

mayor incertidumbre, esto es, se obtendr��a que L

TV

� L

TV jTC

. Por ejemplo, en una v��a

Urbana podemos obtener los siguientes valores

L

TV jTC=U

= f[l

U jU

; u

U jU

]; [l

DjU

; u

DjU

]; [l

BjU

; u

BjU

]g = f[0:50; 0:73]; [0:10; 0:21]; [0:15; 0:40]g

En este caso, al condicionar hemos perdido precisi�on en la informaci�on. Luego, para estable-

cer la relaci�on de independencia, podemos permitir una p�erdida de precisi�on en la informaci�on

(esta idea tambi�en fu�e considerada en el entorno posibil��stico). Esta de�nici�on de indepen-

dencia condicional, como la no ganancia de informaci�on al condicionar, se formaliza como

De�nici�on 4.4 No ganancia de Informaci�on.

I(X j Z j Y ), l(x j yz) � l(x j z) y u(x j yz) � u(x j z); 8x; y; z

La de�nici�on, a�un siendo m�as general que la de�nici�on anterior, puede considerarse en

cierto sentido estricta. Por ejemplo, supongamos que al realizar el muestreo para una Au-

topista obtenemos intervalos de probabilidad L

TV jTC

m�as cerrados, esto es L

TV jA

� L

TV

L

TV jTC=A

= f[l

U jA

; u

U jA

]; [l

DjA

; u

DjA

]; [l

BjA

; u

BjA

]g = f[0:60; 0:65]; [0:12; 0:17]; [0:23; 0:28]g

Es obvio que no tenemos una p�erdida de informaci�on, pero tampoco podr��amos a�rmar que

la informaci�on obtenida nos es desconocida, es decir, que tenemos una ganancia de infor-

maci�on. Es posible considerar que la informaci�on que obtenemos es m�as precisa, pero no que

obtengamos `nueva' informaci�on. Entonces, se puede relajar la de�nici�on de independencia

de forma que se establezca la independencia cuando, adem�as de permitirnos una no ganancia

de informaci�on, tambi�en se permita una mejora en la precisi�on de la misma. Esta idea es

capturada por la de�nici�on de compatibilidad entre las distribuciones. Por tanto, podemos

de�nir la independencia como

De�nici�on CH1

Conocido el valor de la variable Z, al conocer el valor de la variable Y la informaci�on

que obtenemos es coherente con la que ya ten��amos sobre los valores de la variable X.

Intuitivamente, establecemos la independencia cuando la informaci�on que obtenemos tras

condicionar `casa' en cierto modo con la que ya ten��amos. Si formalizamos la de�nici�on

obtenemos
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De�nici�on 4.5 Coherencia de la Informaci�on.

I(X j Z j Y ) , 1) max

y

l(x j yz) � u(x j z); 8x; z

2) min

y

u(x j yz) � l(x j z); 8x; z

3)

X

x

(l(x j yz) _ l(x j z)) � 1 �

X

x

(u(x j yz) ^ u(x j z)) 8y; z

Otra posible alternativa consiste en plantearnos la idea de establecer la independencia

considerando �unicamente los valores tomados en los distintos muestreos, esto es L

TV jTC

. En

este caso, para establecer la independencia, bastar��a con considerar que las medidas asociadas

a cada veh��culo tienen un conjunto de valores com�un, independientemente del tipo de v��a en

los que se realice la muestra. En este caso, establecemos la independencia cuando todas las

medidas condicionales tienen un subconjunto de informaci�on compatible.

De�nici�on CH2

Conocido el valor de la variable Z, obtenemos informaci�on coherente para X, inde-

pendiente del valor que tome la variable Y .

Formalmente esta de�nici�on se puede expresar como

De�nici�on 4.6 Coherencia entre Condicionales

I(X j Z j Y ) , 1) max

y

l(x j yz) � min

y

u(x j yz); 8x; z

2)

X

x

max

y

l(x j yz) � 1 �

X

x

min

y

u(x j yz); 8z

Es directo comprobar que la de�nici�on de independencia como una no ganancia de in-

formaci�on (def. 4.4) es m�as restrictiva que las de�niciones de independencia que se basan

en una compatibilidad entre distribuciones (def. 4.5 y def. 4.6). Es decir, toda relaci�on de

independencia como una no ganancia de informaci�on implica una relaci�on de independencia

como coherencia, sin embargo la relaci�on inversa no es cierta.

Otro enfoque diferente para de�nir la independencia, en el que tambi�en se relaja el con-

cepto de no modi�caci�on al condicionar, es aqu�el que establece la relaci�on de independencia

en base a una relaci�on de similaridad ' entre los valores de los intervalos de probabilidad

condicionales.

En este caso, la de�nici�on se establece como:
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De�nici�on 4.7 Similaridad de la Informaci�on.

I(X j Z j Y ), l(x j yz) ' l(x j z) y u(x j yz) ' u(x j z) 8x; y; z

Una posible de�nici�on de similaridad, ya vista en el cap��tulo anterior, consiste en dis-

cretizar el intervalo [0; 1], y decir que dos valores son similares siempre que coincidan sus

discretizaciones. Formalmente, consiste en dividir el intervalo unidad en m subintervalos

I

1

; : : : I

m

, donde tenemos un conjunto de valores 0 = �

0

< �

1

< : : : < �

m

� 1 < �

m

= 1,

y de�nimos los subintervalos I

k

; k = 1; : : : ; m � 1 como I

k

= [�

k�1

; �

k

) y el subintervalo

I

m

= [�

m

� 1; �

m

]. Entonces, podemos de�nir la relaci�on de similaridad como

l ' l

0

, 8x9k 2 f1; : : : ; mg tal que l(x); l

0

(x) 2 I

k

:

u ' u

0

, 8x9k

0

2 f1; : : : ; mg tal que u(x); u

0

(x) 2 I

k

0

Otra posible alternativa consiste en de�nir la similaridad en base a una medida distancia

entre los valores de los intervalos. En este caso, necesitamos un umbral � a partir del cual

consideramos que dos valores son similares. Esta relaci�on puede expresarse como

l ' l

0

(u ' u

0

), 8x; jl(x)� l

0

(x)j � � (ju(x)� u

0

(x)j � �)

donde j:j representa el valor absoluto de la diferencia.

4.9.2 Independencia en Intervalos: Resultados Emp��ricos.

Como comentamos, para �nalizar el cap��tulo, realizaremos un estudio emp��rico del compor-

tamiento de las distintas de�niciones de independencia. Para ello, partimos de una muestra

(base de datos) sobre una determinada poblaci�on. Supongamos que en la muestra �unicamente

tenemos informaci�on sobre dos variables X e Y , y que en lugar de estimar una distribuci�on

de probabilidad, estimamos un conjunto de intervalos de probabilidad. Sobre estos valores

realizamos los experimentos. El resultado de cada experimento consiste en un valor de verdad

para la relaci�on I(X j ; j Y ).

Realizamos tres experimentos E

1

; E

2

y E

3

distintos.

E

1

: Consiste en tener como muestra de partida una distribuci�on de probabilidad, p

1

, para la

que se satisface la relaci�on I(X j ; j Y )

P

.
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E

2

: Partimos de una distribuci�on de probabilidad, p

2

, para la que no se satisface I(X j ; j

Y )

P

, pero sin embargo la cantidad de informaci�on

1

entre las dos variables X e Y es

muy peque~na (menor que 0:05). Por tanto, p

2

se podr��a considerar como una muestra

no perfecta de una poblaci�on donde se verique I(X j ; j Y )

P

.

E

3

: La distribuci�on de probabilidad de partida, p

3

no veri�ca I(X j ; j Y )

P

y adem�as le

exigimos que la cantidad de informaci�on entre X e Y sea su�cientemente alta (mayor

que 0:1). Por tanto, podemos considerar que en la poblaci�on las variables X e Y no son

independientes.

Para cada experimento, generamos 1000 distribuciones de probabilidad, donde suponemos

que son las distribuciones que se obtienen cuando consideramos muestras con un n�umero

de datos comprendido entre 250 y 10000 datos. Estimamos un conjunto de intervalos de

probalidad L

k

= f[l

i

; u

i

]; i = 1; : : : ; Ng con N el n�umero de casos en X � Y y k tomando

valores en f1; 2; 3g utilizando una aproximaci�on Normal (los valores de los intervalos van

a depender del tama~no de la muestra). Este proceso se repite considerando muestras con

9; 21; 36; 96 casos para X � Y , y realizando la aproximaci�on Normal al 95%; 90%; 80%.

Con los experimentos anteriores tratamos de representar las siguientes situaciones:

? Con el experimento E

1

analizamos el comportamiento que tienen las distintas de�ni-

ciones de independencia cuando las variables X e Y son realmente independientes en la

poblaci�on. Para ello, supondremos que la distribuci�on de probabilidad que obtenemos

de la muestra re
eja �elmente la distribuci�on de probabilidad de la poblaci�on. Por

tanto, parece sensato esperar que, como resultado de aplicar las distintas de�niciones,

obtengamos una relaci�on de independencia entre las variables X e Y .

? El segundo experimento, E

2

, trata de estudiar el comportamiento de las de�niciones

de independencia cuando las variables X e Y son independientes en el modelo y, sin

embargo, la muestra no es un �el re
ejo de la distribuci�on para la poblaci�on. Este es

un problema usual cuando hacemos un muestreo aleatorio, no podemos esperar obtener

una muestra con la misma distribuci�on de probabilidad que el modelo. Para el exper-

imento E

2

consideraremos una salida correcta la que establece la independencia entre

las variables X e Y .

? Finalmente, el tercer experimento, E

3

, analiza el caso en que las variables X e Y no

son independientes. Para ello, partimos de una muestra donde las variables X e Y son

dependientes (exigimos que la cantidad de informaci�on tenga un valor superior a 0.1).

1

Recordemos que la cantidad de informaci�on se obtiene como I(X;Y ) =

P

x;y

P (x; y) log

P (x;y)

P (x)P (y)

:
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En este caso, al aplicar las distintas de�niciones de independencia, consideramos como

resultados correctos aqu�ellos en los que no se establece una relaci�on de independencia

entre las variables.

En las siguientes gr�a�cas se presentan los resultados obtenidos al realizar los distintos

tests sobre muestras de distintos tama~nos (los intervalos de probabilidad se han obtenido

mediante una aproximaci�on Normal al 95%). En el eje de abcisas representamos el tama~no

de la muestra, y en el eje de ordenadas se representa el n�umero de veces (en %) que la salida

del test ha sido una relaci�on de independencia. A partir de los resultados expermentales,

obtenemos las siguientes conclusiones para los distintos conceptos de independencia:

250 500 750 1000 2000 3000 4000 5000 6000 7000 8000 9000 1000

0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1

N=9

N=9

E1

E2

E3

N=36

N=36

0

Figura 4.4. Test de Independencia: No Ganancia de Informaci�on.

No Ganancia de Informaci�on Figura 4.4: Este test de independencia falla en el objetivo

de descubrir las relaciones de independencia para el experimento E

1

. Sin embargo, el test se

muestra sensible a las relaciones de dependencia entre las variables, incluso cuando el n�umero

de datos es bajo.

Adem�as, cuanto menor sea la con�anza exigida a la hora de calcular los intervalos, el test

detectar�a un n�umero de independencias mayor en el experimento E

1

y menor ser�a el n�umero

de relaciones de independencia detectadas en el experimento E

3

, por lo que podemos decir

que mejora el comportamiento, la salida es m�as precisa.

Para �nalizar el an�alisis, comentaremos que la salida del experimento (el porcentaje de

independencias encontradas) var��a dependiendo del n�umero de casos que tengan las variables

X e Y , aunque en todos los casos se mantiene la misma tendencia.
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Por tanto, podemos concluir que este test ser�a de utilidad cuando estemos interesados en

captar relaciones de dependencia entre variables.
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Figura 4.5. Test de Independencia: Coherencia de la Informaci�on.

Coherencia de la Informaci�on Figura 4.5: En nuestros experimentos, el comportamiento

del test de independencia es �optimo para el experimento E

1

, esto es siempre obtenemos que

las variables X e Y son independientes. Para E

2

tenemos que s�olo cuando el n�umero de datos

es lo su�cientemente elevado, (disminuye la incertidumbre) es capaz de determinar relaciones

de dependencia entre las variables. Para el experimento E

3

tenemos que, cuando el n�umero de

datos es peque~no (la incertidumbre asociada es elevada), no tiene su�ciente informaci�on para

discriminar y obtiene como salida una relaci�on de independencia. Sin embargo, conforme el

n�umero de datos en la muestra crece, la salida del experimento tiende a un resultado �optimo.

Este comportamiento parece ser razonable, en cierto sentido podemos considerar que

cuando no tiene informaci�on, el test da como salida un relaci�on de independencia.

Haciendo un an�alisis para el n�umero de casos de las variables, podemos determinar que

cuanto mayor es el n�umero de casos para las variables, peor va a ser el comportamiento del

test a la hora de detectar relaciones de dependencia, necesitando en general un n�umero mayor

de datos para discriminar.

De nuevo, el comportamiento del test es mejor cuando consideramos una aproximaci�on

por la Normal con una con�anza menor.

En cualquier caso, el resultado del test se puede considerar aceptable cuando el n�umero
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de datos es lo su�cientemente grande.
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Figura 4.6. Test de Independencia: Coherencia entre Condicionales.

Coherencia entre Condicionales Figura 4.6: En base a los resultados obtenidos consid-

eramos este test de independencia como el que tiene un mejor comportamiento. Para el

experimento E

1

tenemos que siempre determina que las variables X e Y son independientes,

independientemente del n�umero de datos que tenga el muestreo. Adem�as, para el experimento

E

2

, el n�umero de datos necesarios para determinar que las variables X e Y son dependientes

es menor que cuando consideramos la independencia como Coherencia entre la Informaci�on

(si las variables son realmente dependientes, necesita un n�umero menor de datos para detec-

tarlos). De forma an�aloga, para el experimento E

3

obtenemos buenos resultados, incluso con

n bajos.

Si consideramos la con�anza dada para la aproximaci�on Normal, tenemos que el compor-

tamiento es mejor cuando exigimos una menor con�anza. Este hecho, que se repite en los

anteriores tests, no es sorprendente ya que cuanto menor es la con�anza exigida, m�as cercanos

est�an los intervalos a sus valores originales y por tanto los intervalos son m�as precisos.

Si consideramos el n�umero de casos para las variables, tenemos que cuanto mayor es �este,

m�as datos ser�an necesarios para dar una salida correcta, En este sentido, al aumentar el

n�umero de casos aumenta la incertidumbre. Por tanto, se necesitan m�as datos para que el

test funcione de forma correcta.

En cualquier caso, los resultados dados por este test son los que m�as se acercan a lo que

consideramos un comportamiento razonable.
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Figura 4.7. Test de Independencia: Similaridad (s = 0:05)).
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Figura 4.8. Test de Independencia: Similaridad (s = 0:1).
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Similaridad de la informaci�on Figuras 4.7 y 4.8: Finalmente, consideramos el concepto de

independencia en base a una relaci�on de similaridad entre las distribuciones. Nos centraremos

en aquella relaci�on que utiliza una distancia entre los valores para las distribuciones. Como

indican la Figura 4.7 y la Figura 4.8, el resultado del test depende en gran parte del n�umero

de casos que tengan las variables, N , as�� como del umbral a partir del cual se consideran

relevantes los valores, s. En cualquier caso, podemos ver como este m�etodo no proporciona

buenos resultados para los distintos experimentos E

1

y E

2

cuando el umbral es peque~no.

Elevar el umbral nos permite mejorar los resultados para estos experimentos, pero como con-

secuencia de esto en E

3

obtenemos un n�umero mayor de independencias, siendo especialmente

elevado cuando el n�umero de casos para las variables es alto.

Hay que notar que cuando disminuimos la con�anza para la estimaci�on de los valores,

obtenemos intervalos m�as cerrados y por tanto el n�umero de independencias que detecta es

mayor. Este hecho hace que para el experimento E

1

se obtengan mejores resultados y, de

nuevo, para el experimento E

3

se obtienen peores resultados (el n�umero de independencias

que detecta es mayor).
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Conclusiones y L��neas de

Investigaci�on Futuras

El principal objetivo en la memoria ha sido el desarrollar las herramientas necesarias para

poder realizar el aprendizaje de estructuras de creencia no probabil��sticas. Para alcanzar

este objetivo, hemos considerado dos v��as principales de trabajo: por un lado, el desarrollo

de algoritmos e�cientes para el aprendizaje de este tipo de estructuras, y por otro lado, la

selecci�on de formalismos (no probabil��sticos) para representar la incertidumbre, as�� como el

estudio de los conceptos necesarios en estos formalismos para realizar el aprendizaje. Teniendo

en cuenta estas consideraciones, podemos resumir las conclusiones de la memoria en los

siguientes puntos:

? Respecto a los algoritmos de aprendizaje.

1. El considerar el concepto de independencia como un concepto primitivo, que no de-

pende del formalismo utilizado para representar el conocimiento, permite obtener

algoritmos para el aprendizaje de redes de creencia v�alidos para distintos formalis-

mos.

2. Se han dise~nado algoritmos que, utilizando criterios de independencia, son ca-

paces de recuperar modelos de dependencias representables por estructuras sim-

ples (�arboles, poli�arboles o grafos simples) en tiempo polinomial. Estos algoritmos

�unicamente necesitan de tests de independencia entre variables de orden cero y uno.

Por tanto, y teniendo en cuenta que el conocimiento de partida es limitado (una

base de datos), los resultados obtenidos por estos tests ser�an m�as �ables que si se

realizan tests de orden superior. Cuando el modelo no es representable por una

estructura simple, los algoritmos son capaces de detectarlo.

3. Cuando el modelo no es representable por una estructura simple, se ha dise~nado

un algoritmo capaz de aproximar la estructura por un poli�arbol, basado en la idea

de obtener la mejor aproximaci�on local para cada nodo.
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4. Hemos visto como uno de los principales problemas en el aprendizaje para redes de

creencia es la necesidad de realizar tests de independencia de orden alto. Sin em-

bargo, un an�alisis de las relaciones de independencia entre variables en el modelo,

nos permite obtener estructuras simples que representan un conjunto de carac-

ter��sticas del modelo, sin necesidad de realizar tests de independencia de orden

alto. Esto es, cuando es posible, podemos recuperar un grafo simple que permite

obtener las mismas relaciones de independencia de orden cero y uno que el modelo.

? Respecto a los formalismos no probabil��sticos.

1. Para los formalismos no probabil��sticos, una de las exigencias que consideramos es

que fuesen computacionalmente e�cientes y lo su�cientemente expresivos, de forma

que permitan el tratamiento de informaci�on incierta. En este sentido, el formalismo

de la Teor��a de la Posibilidad y el formalismo de los Intervalos de Probabilidad

(desarrollado en la memoria), cumplen estas premisas.

2. Cuando utilizamos el formalismo de las medidas de Posibilidad, estamos con-

siderando que la informaci�on es imprecisa e incierta. Por tanto, exigir condiciones

estrictas para establecer una relaci�on de independencia entre variables puede pare-

cer demasiado restrictivo. Considerando este problema, se han propuesto distintas

de�niciones de independencia condicional y se ha realizado un estudio axiom�atico

de las mismas. Como resultado de este estudio, podemos destacar que las distin-

tas de�niciones satisfacen la mayor��a de los axiomas de independencia para este

formalismo. El �unico axioma que, en general, no se satisface es el de simetr��a.

En este sentido, podemos ver como las relaciones de independencia que se podr��an

considerar cl�asicas, basadas en una igualdad entre medidas, satisfacen este axioma.

Sin embargo, al incluirse en la de�nici�on de independencia el hecho de que traba-

jamos con conocimiento impreciso, este axioma se pierde para la mayor��a de las

de�niciones.

3. Con respecto a la estimaci�on de distribuciones de Posibilidad, se han presentado

m�etodos que permiten obtener los valores a partir de un experto o bien partiendo

de un conjunto de datos. Adem�as, se ha propuesto un m�etodo de estimaci�on de

Posibilidades a partir de datos donde se tiene en cuenta que el conjunto de datos

es s�olo una muestra de una poblaci�on.

4. Hemos desarrollado el formalismo de los Intervalos de Probabilidad como her-

ramienta para trabajar con incertidumbre, realizando un estudio de su posici�on

dentro de la clasi�caci�on de medidas difusas. En este sentido, concluimos que se

enmarcan dentro del formalismo proporcionado por la capacidades de Choquet de

orden dos.
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5. Los conceptos de combinaci�on, marginalizaci�on, condicionamiento e integraci�on han

sido estudiados para el formalismo proporcionado por los Intervalos de Probabili-

dad. Las distintas de�niciones se obtienen como una particularizaci�on de los mis-

mos conceptos para medidas m�as generales, como las Probabilidades Inferiores y

Superiores o las Medidas Difusas en general. Para la estimaci�on de Intervalos de

Probabilidad se recurre a la estimaci�on de intervalos de con�anza en el entorno

probabil��stico. De nuestro estudio podemos concluir que los Intervalos de Proba-

bilidad constituyen un formalismo con una capacidad de representaci�on razonable,

donde el c�alculo necesario para los distintos operadores resulta f�acil de entender,

siendo adem�as este proceso computacionalmente e�ciente.

6. El concepto de independencia para Intervalos de Probabilidad ha sido tambi�en estu-

diado. En este sentido, podemos notar que el uso de una de�nici�on de independencia

en el sentido cl�asico, esto es, en base a relaciones de igualdad entre distribuciones

es de poca utilidad cuando trabajamos con este formalismo. Se han propuesto

distintas de�niciones de independencia donde se considera que el conocimiento es

incierto, encontrando unos buenos resultados experimentales.

Futuras l��neas de investigaci�on.

Considerando los resultados obtenidos, las l��neas futuras de trabajo se pueden englobar

en los siguientes bloques:

? Redes de creencia:

1. El primer objetivo que nos plantearemos ser�a el realizar una implementaci�on de

los distintos algoritmos de aprendizaje estudiados, realizando un estudio compar-

ativo entre las distintas t�ecnicas y haciendo especial �enfasis en el aprendizaje de

estructuras no probabil��sticas.

2. Hacer un estudio m�as detallado de los grafos simples como estructura para repre-

sentar modelos de dependencias. Un grafo simple permite representar relaciones de

independencia entre variables de cualquier orden, mediante la presencia de ciclos

simples. Sin embargo, cuando consideramos el proceso de propagaci�on, la pres-

encia de ciclos hace que los distintos algoritmos conocidos tengan un alto coste

computacional. Por tanto, una v��a de trabajo es aqu�ella en la cual se intente bus-

car algoritmos que utilizen propiedades espec���cas de independencia para grafos

simples en el proceso de propagaci�on.
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3. En un grafo simple se pueden representar un conjunto de relaciones de independen-

cia mayor que cuando consideramos estructuras simplemente conectadas (�arboles

o poli�arboles). Por tanto, el estudiar c�omo aproximar un GDA por este tipo de

estructuras es un problema que merece ser considerado. Otro punto de inter�es es

el estudio axiom�atico del conjunto de propiedades de independencia que se pueden

representar por un grafo simple. Estas propiedades nos pueden ser de utilidad en

los planteamientos anteriores.

4. Los algoritmos desarrollados en la memoria est�an basados en el uso de relaciones de

independencia entre las variables, con la �nalidad de disminuir el orden necesario

para los tests de independencia condicional. Utilizando esta misma �losof��a, se

puede pensar en estudiar algoritmos de aprendizaje para estructuras m�as generales

que las consideradas en la memoria.

? Teor��a de la Posibilidad.

1. Estudio axiom�atico del concepto de independencia condicional considerando �unica-

mente una relaci�on entre las medidas condicionales (sin utilizar la medida marginal),

as�� como del concepto de independencia en base a una relaci�on entre la medida

conjunta y una combinaci�on entre las medidas marginales.

2. En general, podemos ver que las distintas de�niciones de independencia conside-

radas no satisfacen el axioma de simetr��a. Por tanto, pretendemos analizar el

comportamiento de una de�nici�on de independencia no sim�etrica en el proceso de

aprendizaje de Redes de Creencia. En este sentido, podemos pensar en considerar la

no simetr��a en la relaci�on de independencia como una direccionalidad en la relaci�on,

no pudiendo hablar en este caso de relaciones causa-efecto.

3. Realizar un estudio de las distintas propiedades que presenta el condicionamiento

por defecto. En especial, podemos considerar su uso en sistemas de razonamiento

con incertidumbre, comparando los resultados con los obtenidos con otros condi-

cionamientos en Posibilidades.

? Intervalos de Probabilidad.

1. Podemos encontrar distintos m�etodos de propagaci�on de incertidumbre no proba-

bil��stica en redes de creencia. El principal problema que plantean estos m�etodos

es el alto coste computacional necesario para realizar los c�alculos. Por tanto, un

�area de inter�es es aquella en la que se considera la propagaci�on de Intervalos de

Probabilidad en redes de creencia donde, como hemos visto, los c�alculos con este

formalismo son e�cientes. El punto de partida ser�a el estudiar el comportamiento
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de los intervalos de probabilidad frente a la axiom�atica presentada por Cano et al.

[33] y Shafer-Shenoy [140].

2. Realizar un estudio amplio de la de�nici�on de independencia en Intervalos de Proba-

bilidad, centr�andonos en una aproximaci�on axiom�atica al concepto de independen-

cia condicional, as�� como el estudio del concepto de independencia considerando

una relaci�on entre intervalos de probabilidad conjunta y una combinaci�on entre

marginales.

Para �nalizar, consideraremos distintos objetivos comunes a varias de las l��neas de trabajo

analizadas.

? Aplicar los distintos algoritmos de aprendizaje de redes de creencia a problemas reales

que presenten incertidumbre. En este caso, utilizaremos los distintos formalismos con-

siderados (y en cada caso, las distintas de�niciones de independencia) y se realizar�a una

comparaci�on entre las distintas aproximaciones.

? Otra l��nea de trabajo futura es aquella en la que se analizar�a el aprendizaje de redes

de creencia utilizando un 'criterio de bondad en la aproximaci�on'. Con este �n, se

deben de estudiar distintas medidas de informaci�on o medidas distancia para los modelos

considerados (Posibilidades e Intervalos de Probabilidad). La de�nici�on de estas medidas

podr��a basarse en los criterios de independencia para los distintos formalismos.

? Estudio de distintas t�ecnicas de estimaci�on de Posibilidad e Intervalos de Probabilidad

cuando en la base de datos existe informaci�on no precisa. As��, podemos encontrar en

el mundo real una gran cantidad y variedad de datos cuya naturaleza no permite que

sean formulados de forma precisa o bien el conocimiento que tenemos de los mismos no

es exacto. Podemos encontrar modelos de Bases de Datos que nos permiten almacenar

esta informaci�on, y por tanto el problema de la estimaci�on de este tipo de informaci�on

merece ser considerado.

? Estudio m�as profundo de las transformaciones entre Posibilidad-Probabilidad cuando

consideramos la incertidumbre asociada a la base de datos. En especial su compor-

tamiento frente a propiedades de segundo orden como marginalizaci�on, condicionamiento,

independencia, etc. Adem�as, podemos considerar este tipo de transformaciones como el

punto de partida para el estudio de transformaciones entre Intervalos de Probabilidad

y Posibilidades.
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