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Resumen

El trabajo presenta el disenio de un contro-
lador difuso para el comportamiento de se-
guir contornos en robética moévil utilizando la
metodologia COR. con optimizacién median-
te colonias de hormigas. El sistema ha sido
evaluado en diferentes entornos simulados, y
se ha comparado con otro controlador basa-
do en algoritmos genéticos. La aproximacién
propuesta obtiene una base de conocimiento
altamente interpretable en un tiempo reduci-
do.

Palabras Clave: robdtica mévil, seguir con-
tornos, control difuso, interpretabilidad, colo-
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1. Introduccién

El campo de la robética mévil se caracteriza por la
gran cantidad de incertidumbre presente en los entor-
nos reales. Ademds, la informacién que proporcionan
los sensores es ruidosa y poco fiable. La logica difusa
ha demostrado ser una herramienta 1til para tratar
con toda esta incertidumbre, y ha sido ampliamente
utilizada para el diseno de comportamientos en roboti-
ca [7]. El disefio de sistemas basados en reglas difusas
requiere un profundo conocimiento de la tarea a con-
trolar, y su ajuste requiere una gran cantidad de tiem-
po [5]. Por estos motivos, en los dltimos afios se ha
generalizado el uso de métodos de aprendizaje para el
diseno de controladores difusos.

En este articulo se presenta el diseno de un controla-
dor difuso para el seguimiento de contornos en robética
mévil usando la metodologia COR (Cooperacién entre
Reglas) [1, 2]. Las principales ventajas de la aproxima-
cién propuesta son la facilidad de diseno, la rapidez en
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la obtencién de la base de conocimiento, y también la
alta interpretabilidad de la misma. Finalmente, la uti-
lizacién de una funcién que puntia la accién del con-
trolador sobre cada uno de los ejemplos del conjunto
de entrenamiento permite que la calidad del compor-
tamiento aprendido no dependa del entorno.

El articulo se organiza como sigue: en la seccién 2 se
explica el comportamiento de seguir contornos, y en
la 3 la metodologia utilizada. La seccién 4 muestra los
resultados y, finalmente, se exponen las conclusiones.

2. Aprendizaje del comportamiento
de seguir contornos

El comportamiento de seguir contornos se utiliza ha-
bitualmente cuando el robot se encuentra exploran-
do un area desconocida, o cuando se mueve entre dos
puntos en un mapa. Un buen controlador para este
comportamiento se debe caracterizar por tres aspec-
tos: mantener una distancia adecuada con el contorno
que se sigue, moverse a la maxima velocidad posible y,
finalmente, tratar que los movimientos sean suaves y
progresivos. En lo que sigue, se asumira que el robot
sigue el contorno situado a su derecha (para seguir el
otro contorno basta con realizar un intercambio en las
entradas sensoriales).

Las variables de entrada del sistema de control son la
distancia derecha (D D), el cociente de distancias (C'D)
(muestra la posicién relativa del robot en el entorno),
la velocidad lineal del robot (VL), y la orientacién del
robot con respecto al contorno que sigue. Las varia-
bles de salida son la aceleracion lineal y la velocidad
angular.

__ distanciaizquierda

CcD D (1)

Se ha escogido un conjunto de ejemplos (23085) para
el aprendizaje de la base de conocimiento. Estos ejem-
plos cubren todo el universo de discurso de todas las
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variables de la parte antecedente de la regla, con una
precisiéon p,, donde n es la variable. La funcién SF,
que puntua la acciéon de la base de reglas sobre un
ejemplo, se define como:

1
SE(RB()) = S e 71 @

donde a1, as, v a3 son respectivamente:

a1 = 100 |DD — distancia de referencial

(3)

PDD

|velocidad mdazima — V L|

as =10 (4)

bvL
s — lorientacion| 5)
Porientacién

Y PDD, PVL, Y Porientacién SOI las precisiones de las
respectivas variables de entrada. Las precisiones son
utilizadas en estas ecuaciones con el fin de evaluar las
desviaciones en los valores de las variables respecto
a los deseados, pero medidos en unidades de p,,. Esto
hace que las desviaciones de las distintas variables sean
comparables, con lo que es posible asignar un peso a
cada desviacién. Estos pesos (100, 10 y 1 para (3), (4),
y (5)) han sido obtenidos de forma heuristica.

El indice que mide la calidad global de cada conjunto
de reglas es:

ﬂRB):I}VE {{1_

=1

méx (SF (e))

donde NE' es el nimero de ejemplos, w es un factor
de escala que toma el valor 1000, y méax (SF (el)) es
la méxima puntuacién que una acciéon puede obtener
para el ejemplo e!. Estos valores han sido obtenidos
antes del comienzo del algoritmo, puntuando todas las
posibles acciones sobre cada ejemplo.

3. Metodologia de aprendizaje basada
en COR

El proceso seguido para aprender el controlador difuso
se basa en la metodologfa COR (Cooperacién entre Re-
glas) propuesta en [1] y extendida en [2]. Hemos selec-
cionado este proceso debido a sus buenas propiedades
para obtener bases de conocimiento rapidamente con
gran interpretabilidad. Los siguientes apartados des-
criben la metodologia de aprendizaje, un andlisis de
sus principales propiedades y el algoritmo propuesto
basado en dicha metodologia.

3.1. Metodologia COR

En los ultimos anos se ha propuesto en la literatura es-
pecializada una familia de métodos simples y eficientes

de extraccion de reglas difusas guiados por criterios de
cobertura de los datos del conjunto de ejemplos. Su
simplicidad, ademés de su velocidad y facil compren-
sién, hace a estos métodos muy adecuados para tareas
de aprendizaje. Sin embargo, estos métodos general-
mente buscan reglas difusas con el mejor comporta-
miento individual (por ejemplo, [8]) y, por tanto, no se
considera la interaccién global entre las reglas debida
al razonamiento interpolado realizado por los sistemas
difusos, provocando asi una mala precisién en algunos
casos.

Con la intenciéon de paliar estos inconvenientes man-
teniendo las interesantes ventajas de estos métodos,
en [1] se propone la metodologia COR. En lugar de se-
leccionar el consecuente con el mejor comportamiento
en cada subespacio, esta metodologia considera la po-
sibilidad de usar otro consecuente, diferente del mejor,
si asi se mejora el comportamiento global del sistema
difuso gracias a tener una base de reglas con mejor
cooperacién.

COR se compone de los siguientes pasos: (1) construc-
cion del espacio de busqueda, se obtiene un conjunto de
consecuentes candidatos para cada regla; y (2) selec-
cion del conjunto de reglas mds cooperativo, se realiza
una busqueda combinatoria entre los conjuntos para
encontrar la combinacion de consecuentes con el me-
jor comportamiento global. En la figura 1 se muestra
una descripcién més detallada del proceso de genera-
cién de reglas basado en COR.

3.2. Ventajas de la Metodologia COR para
Aprender Controladores Difusos en
Navegacion con Robots Mdviles

La metodologia descrita anteriormente tiene varias
ventajas interesantes que la hacen muy 1til para apren-
der controladores difusos para navegacién con robots
moéviles. En los siguientes apartados destacamos algu-
nas de ellas.

3.2.1. Reduccion del espacio de bisqueda

La metodologia COR. reduce el espacio de busqueda
basandose en informacién heuristica. Este hecho dife-
rencia a COR de otros métodos de aprendizaje de re-
glas difusas y le permite ser méas rapido y realizar una
mejor exploracién de las soluciones. Este es un aspecto
importante en el aprendizaje de controladores difusos,
donde se suele utilizar un alto niimero de ejemplos. En
el comportamiento de seguimiento de contornos pre-
sentado en este articulo, donde se consideran 23.085
ejemplos, la metodologia propuesta empleé tan solo 20
minutos para obtener el controlador. A diferencia de
esto, una solucién basada en algoritmos genéticos con
el mismo numero de ejemplos tardaria varias horas.
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Entradas:

s Un conjunto de datos entrada-salida —E = {ei,...,e,...,en}, donde ¢ = (mll, byt ,yfn), l e
{1,..., N}, siendo N el tamaiio del conjunto de datos, y n (m) el ndmero de variables de entrada (salida)— que
represente el comportamiento del problema a resolver.

» Una particion difusa de los espacios de las variables. Sea A; el conjunto de términos lingiisticos de la i-ésima
variable de entrada, siendo i € {1,...,n}, y B; el conjunto de términos lingiiisticos de la j-ésima variable de salida,
siendo j € {1,...,m}, donde | 4;| (|B;]) es el nimero de etiquetas de la i-ésima (j-ésima) variable de entrada (salida).

Algoritmo:
1.  Construccion del espacio de biusqueda:

1.1. Definir los subespacios de entrada difusos que contengan ejemplos positivos: Para ello, dado el conjunto de
ejemplos positivos ET(Ss) para cada subespacio de entrada difuso Ss = (A§,..., AS,..., A%) (con A € A;):

E*(S,) ={ei € E tal que Vi € {1,...,n}, YA} € Ay, pas(xh) > par ()}, (7)

el conjunto de subespacios con ejemplos positivos se define como St = {S,, | ET(S5) # 0}.

1.2. Generar el conjunto de reglas candidatas en cada subespacio con ejemplos positivos: En primer lugar se define
el conjunto de consecuentes candidatos asociado con cada subespacio Sj, € S*:

C(Sp) ={ (Bf*,...,BEi) e Bix...x By tal que
Jei € ET(Sk) donde Vj € {1,...,m},VBj € B, K ghn (W) > Y W) }- (8)
J

A continuacién se define el conjunto de reglas candidatas para cada subespacio como CR(Sy) = {Rk, =
[SI X1 es AY y ...y X,, es AL ENTONCES Y; es BY" y ...y Yy, es BrF] tal que (BY", ..., Bit) € C(Sh)}.
Para permitir a la metodologia COR reducir el ndmero inicial de reglas difusas, se afiade el elemento especial Ry
(que significa “no considerar”) a cada conjunto de reglas candidatas, es decir, CR(Sr) = CR(Sk) U Ry. Si se
selecciona este elemento, no se generara ninguna regla en el correspondiente subespacio de entrada difuso.

2. Seleccién del conjunto de reglas difusas mds cooperativo — Esta fase se realiza ejecutando un algoritmo de bidsqueda
combinatoria para encontrar la combinacién RB = {R1 € CR(S1),...,Rn € CR(Sh),..., Rjs+| € CR(S|s+|)} con
el mejor comportamiento.

Se considera un indice f(RB) para medir la calidad global del conjunto de reglas codificada en cada solucién. Para
obtener soluciones con gran interpretabilidad, se modifica la funcién original para penalizar excesivo niimero de reglas:

f'(RB) = f(RB) + 3 f(RBo) -

siendo 3 € [0, 1] un pardmetro que regula la importancia del niimero de reglas, #RB = |{R; € RB tal que R}, # Rp}|
el nimero de reglas usado en la solucién a evaluar y RBy la base de reglas inicial.

#RB

15T ©

Figura 1: Algoritmo COR

Esta reduccion del espacio de buisqueda se realiza im-
poniendo dos restricciones:

1. Ndmero mdximo de subespacios de entrada difusos:
El ntimero méaximo de subespacios de enterada difu-
sos, y por tanto el nimero méaximo de reglas difusas,
se limita mediante el conjunto de ejemplos positivos.
Las restricciones impuestas para construir E*(S,) —
ecuacién (7)— dividen el espacio de entrada en una
rejilla crisp mediante los puntos de corte entre los con-
juntos difusos de las etiquetas y, por consiguiente, ca-
da ejemplo contribuye a generar una sola regla. Esto
es una selecciéon del conjunto de espacios conservado-
ra que genera el menor nimero posible de reglas que
garantice una cobertura completa de los ejemplos.

XII CONGRESO ESPANOL SOBRE TECNOLOGIAS Y LOGICA FUZZY

En nuestro problema, dado que el conjunto de ejem-
plos esta uniformemente distribuido en el espacio de
entrada completo (como se describe en la seccién 2),
no se realiza una reduccién del niimero maximo de su-
bespacios de entrada difusos. Sin embargo, el hecho de
asignar cada ejemplo a un solo subespacio implica re-
ducir el nimero de consecuentes candidatos, ya que el
conjunto de ejemplos positivos se reduce.

2. Conjunto de reglas candidatas en cada subespa-
cio: Se realiza una segunda reduccién del espacio de
busqueda restringiendo el conjunto de consecuentes
posibles para cada combinaciéon de antecedentes. De
nuevo, usamos una condicién restrictiva para construir
C(Sp) —ecuacién (8)— que genera un menor nimero
de reglas candidatas.
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Para ilustrar el efecto de esta reduccién del espacio de
busqueda podemos comprobar que, a partir del con-
junto de datos de ejemplos propuesto en la seccién 2,
y usando el siguiente nimero de términos lingiiisti-
cos para cada variable de entrada/salida, |A;| = 5,
|-A2‘ =2, |A3| =9, ‘A4| =2, |Bl| =9, |BZ| =9,
nuestra metodologia genera un espacio de bisqueda de
[Is, es+ 1C(Sh)| = 9,8¢4+89 combinaciones, mientras
que el total de posibles combinaciones (considerando
los |ST| = 100 subespacios de entrada analizados) es
(|1B1] - |B2])100 = 7,1e+190.

3.2.2. Propiedades de interpretabilidad

La metodologia propuesta tiene también algunas ven-
tajas interesantes desde el punto de vista de la inter-
pretabilidad del modelo difuso obtenido. Este es un
aspecto importante en control difuso para navegacién
de robots moviles ya que permite que las acciones del
robot sean ficilmente compresibles y puedan ser co-
municadas a otros modulos que supervisen el compor-
tamiento de la arquitectura de control. Basicamente,
podemos destacar dos aspectos:

e La estructura del modelo y las funciones de perte-
nencia permanecen invariables para una excelente in-
terpretabilidad: La metodologia COR es un esfuerzo
por explotar la capacidad de precisiéon de los sistemas
difusos lingliisticos centrandose exclusivamente en el
diseno de la base de reglas. En este caso, las funciones
de pertenencia y la estructura del modelo se mantienen
invariables, resultando asi en la méxima interpretabi-

lidad.

e Reduccion de la base de reglas para mejorar la in-
terpretabilidad y la precision: Al definir una base de
reglas, es comun incluir reglas redundantes o reglas
que generan conflictos con otras en ciertas ocasiones.
Ademds, una base con un alto nimero de reglas es
dificil de interpretar, incluso cuando se considera una
estructura de regla difusa lingiiistica.

Para afrontar este problema se suele realizar un post-
procesamiento. Cuando se consideran restricciones de
interpretabilidad, las reglas pueden ser fusionadas [6],
generando asi una estructura dispersa (no basada en
una rejilla) donde cada regla usa diferentes conjuntos
difusos para cada variable.

Otra posibilidad si queremos obtener reglas difusas
lingiiisticas con gran interpretabilidad es realizar un
proceso de seleccion para obtener un subconjunto de
la base de reglas original. Sin embargo, este enfoque
no parece apropiado para generar un conjunto de re-
glas preciso ya que no se considera la interdependencia
existente entre las tareas de aprendizaje y reduccion.
Es decir, es seguro que después de la reduccion del con-
junto de reglas, el nuevo conjunto de reglas que mejor

cooperan serd diferente.

La metodologia COR realiza el proceso de reduccién al
mismo tiempo que el aprendizaje con la intencién de
mejorar la precisién (eliminando reglas conflictivas y
erréneas) y la interpretabilidad. Este proceso se realiza
anadiendo la regla nula (Rp) a cada conjunto de reglas
candidato correspondiente a cada subespacio, como se
muestra en el paso 1.2. de la figura 1. Adem4s, se con-
sidera una funcién objetivo modificada, ecuacién (9),
para penalizar un alto numero de reglas y favorecer
atin mas la reduccion.

3.3. Metodologia COR con Optimizacién
Basada en Colonias de Hormigas

Dado que el espacio de bisqueda manejado en el paso
2. de la metodologia COR es grande, resulta necesario
usar técnicas de bisqueda aproximadas. En [1] se ob-
tuvieron modelos lingiiisticos con buena precisién uti-
lizando enfriamiento simulado. Sin embargo, dado que
una de las restricciones de nuestro problema es el ma-
nejo de una funcién de evaluaciéon computacionalmente
costosa, en este articulo se propone el uso de optimiza-
ci6n mediante colonias de hormigas (OCH) [4]. Esta es
una técnica de busqueda bio-inspirada que considera
informacién heuristica para permitir obtener buenas
soluciones con rapidez. Esta seccién describe los com-
ponentes del algoritmo propuesto.

3.3.1. Representaciéon del problema basado

en COR

Para aplicar OCH en la metodologia COR es conve-
niente verla como un problema de optimizacién com-
binatoria con la capacidad de ser representado en un
grafo ponderado. De esta forma, se puede afrontar el
problema considerando un nimero fijo de subespacios
e interpretando el proceso de aprendizaje como la for-
ma de asignar vectores de consecuentes —es decir, eti-
quetas de las particiones difusas de las variables de
salida— a estos subespacios segiin un criterio de opti-
malidad (esto es, siguiendo la metodologia COR).

Por tanto, de acuerdo con la figura 1, cada nodo
Sn € ST se asigna a cada consecuente candidato
(B, ..., BF) e C(S),) y al simbolo especial “no con-
siderar” (Rp) que indica la ausencia de reglas en el
correspondiente subespacio.

3.3.2. Informacién heuristica

La informacién heuristica sobre la preferencia poten-
cial de elegir un vector de consecuentes especifico,
BFn en cada combinacién de antecedentes (subespa-
cio) se determina de la siguiente forma para B*» =
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(B, ..., Bkr) e C(Sh):

Nhk, = méx Min (um(ml),uBkh(yZ)) (10)

e,€ET(Sh)
Si Bk ¢ C(S},), hacer npx, = 0.
Posteriormente, para el simbolo “no considerar”, hacer
lo siguiente:
1
e limiCisny

Inicializaciéon de la feromona

M| By || B |41 = (11)

3.3.3.

El valor inicial de la feromona para cada asignacién se
obtiene de la siguiente forma:

1
LGP

Spest

max Nhky, - (12)
Bkh’ EC(Sh)
Asi, la feromona inicial serd el valor medio del camino
construido tomando el mejor consecuente en cada regla
de acuerdo con la informacién heuristica (se trata, por
tanto, de una asignacién voraz).
3.3.4. Esquema de OCH: sistema de la
mejor-peor hormiga

Una vez disenados los componentes previos, se debe
definir un algoritmo OCH para resolver el problema.
En esta contribucion consideramos el algoritmo siste-
ma de la mejor-peor hormiga (SMPH) [3]. Su esquema
global se muestra en la figura 2, para mas detalle re-
fiérase a [3].

1. Dar un valor inicial de la feromona, 79, para cada arco.

2. Mientras (condicién_terminacion no se cumpla) hacer:

a) Realizar el camino de cada hormiga mediante el
proceso de construccion de la solucion.

b) Aplicar el mecanismo de evaporacion de fero-
mona.

c¢) Aplicar el proceso de bisqueda local sobre la me-
jor solucién actual.

d) Actualizar S’mejor global Y Spsor actual -

e) Aplicar la regla de actualizacion de feromona
Mejor-Peor.

f) Aplicar la mutacién de feromona.

g) Si (condicién_estancado se cumple), aplicar reini-
cializacién.

Figura 2: Algoritmo SMPH

4. Resultados

El controlador aprendido ha sido probado en cuatro
entornos simulados diferentes utilizando el software del

robot Nomad 200. Estos entornos incluyen todo el aba-
nico de situaciones a las que el robot puede enfrentar-
se durante la navegacion. Ninguno de los entornos de
prueba ha sido utilizado durante el aprendizaje, pues-
to que en esta etapa se ha empleado un conjunto de
ejemplos escogidos de forma que se cubra todo el es-
pacio de entradas con una precision adecuada. Estas
condiciones garantizan que la calidad del controlador
obtenido no dependa de los entornos en los que se ha
entrenado el sistema, y ademés que el robot sea capaz
de enfrentarse a cualquier situacion.

La figura 3 muestra el camino seguido por el robot
a lo largo de uno de los entornos de prueba (entorno
D). La trayectoria del robot se representa mediante
circulos. Una mayor concentracién indicard menor ve-
locidad. El controlador aprendido tiene 77 reglas y ha
sido obtenido en menos de 20 minutos. Si en una de-
terminada situacion no se dispara ninguna regla, se
seleccionara aceleracion lineal y velocidad angular nu-
las. La méxima velocidad del robot es de 61 cm/s, y
la distancia de referencia a la que se debe seguir la
pared es de 51 cm. Se han llevado a cabo 10 prue-
bas para cada uno de los entornos de test. En la tabla
1 se muestran los valores medios de algunos pardme-
tros que reflejan el rendimiento del controlador. Estos
parametros son la distancia media a la pared derecha
(el contorno que se sigue), la velocidad lineal media,
el tiempo empleado en recorrer el camino, y el cam-
bio medio en velocidad entre dos ciclos consecutivos
(refleja la suavidad del comportamiento).

Esquina

concava
Esquina
convexa

1 metro

Direccién de
movimiento

Figura 3: Recorrido del robot en el entorno D.

Con el fin de mostrar la calidad del controlador se va
a describir el recorrido del robot en el entorno D (fi-
gura 3). Este entorno es bastante complejo, pues tiene
cuatro esquinas concavas y seis convexas a lo largo de
sus 59 metros. En estas situaciones el robot deja de
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detectar la pared correctamente en algunos instantes,
y ademas debe reducir la velocidad significativamente.
A pesar de ello la velocidad media obtenida ha sido
alta, y la distancia a la que se ha seguido el contorno
se encuentra préxima a la distancia de referencia. La
diferencia es debida al elevado nimero de esquinas de
este entorno, ya que en ellas la orientacién del robot
es mala, y se da prioridad al giro rapido antes que a
una distancia correcta.

[ Ent. | DD (cm) [ Vel. (cm/s) [ Cambio vel. (cm/s) | Tpo (s) |

A 65 55 5.73 62
B 57 52 5.75 103
C 55 50 4.10 84
D 55 54 4.27 112

Tabla 1: Valores medios de algunos pardmetros (77
reglas lingiifsticas).

Para evaluar el controlador obtenido, se ha realizado
una comparacién con otro disenado utilizando algo-
ritmos genéticos [6]. El diseno en [6] constaba de dos
etapas: aprendizaje de la base de datos y una base de
reglas general (aproximacién Pittsburgh), y reduccién
de la base de reglas generada mediante la fusion de
reglas. Esta reducciéon provoca una pérdida de inter-
pretabilidad en la base de conocimiento final, pues las
etiquetas usadas en cada regla no son generales, sino
dependientes de la misma. Este controlador tiene 46
reglas (en la tabla 2 se muestran los valores medios de
algunos pardmetros para los entornos de prueba). El
tiempo empleado en el aprendizaje es elevado (varias
horas) si se compara con los menos de 20 minutos ne-
cesarios para la obtencién del controlador presentado
en este trabajo.

[ Ent. [ DD (cm) [ Vel. (cm/s) [ Cambio vel. (cm/s) [ Tpo (s) |

A 59 46 8.69 72
B 54 43 9.70 120
C 54 36 7.75 114
D 54 46 7.18 127

Tabla 2: Valores medios de algunos parametros para
el sistema descrito en [6] (46 reglas difusas)

El controlador descrito en este trabajo presenta un ma-
yor numero de reglas (77 vs. 46), pero mejora los re-
sultados obtenidos en [6]. La velocidad media es mayor
en todos los entornos, reduciendo el tiempo de navega-
cién. La distancia derecha media es similar en ambos
controladores y, finalmente, el cambio medio en ve-
locidad se reduce bastante en este controlador, lo que
refleja la calidad del comportamiento obtenido en com-
paracién con [6]. Por otra parte, la interpretabilidad de
las reglas es alta, en contraposicién a [6].

5. Conclusiones

En este trabajo se ha presentado el diseno de un con-
trolador difuso para el seguimiento de contornos uti-

lizando la metodologia COR. Las principales ventajas
de la aproximacién propuesta son la facilidad de di-
seno, la rapidez en la obtencién de la base de conoci-
miento, el alto grado de interpretabilidad de la misma
y, finalmente, que la calidad del comportamiento ob-
tenido no depende del conjunto de entrenamiento.

El controlador ha sido probado en varios entornos si-
mulados mostrando valores adecuados en los valores
medios de algunos pardmetros que reflejan la calidad
del comportamiento. El sistema ha sido también com-
parado con un diseno previo basado en algoritmos
genéticos, incrementando la calidad e interpretabilidad
del mismo.
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